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Introduzione

In biologia e medicina, cos̀ı come in diversi altri settori, può essere di fondamentale importanza co-
noscere le strutture secondarie di acidi nucleici come DNA e RNA. La struttura secondaria di questi
polimeri consiste nella lista degli appaiamenti tra le basi azotate associate ai nucleotidi che li costi-
tuiscono. Tradizionalmente, per conoscere queste strutture sono stati adottati due approcci comple-
mentari: uno sperimentale, studiando le sequenze di interesse in laboratorio [1]; uno computazionale,
sviluppando simulazioni numeriche in grado di prevederle [2]. Inizialmente tali metodi sfruttavano
algoritmi in grado di minimizzare l’energia libera al fine di trovare la struttura termodinamicamente
favorita. In seguito, anche grazie allo sviluppo dell’intelligenza artificiale, ed in particolare di Ma-
chine Learning e Deep Learning, è stato possibile utilizzare tecniche sempre più sofisticate in grado
di prevedere la struttura finale senza la necessità di sfruttare modelli energetici, ma svolgendo una
fase di apprendimento su strutture già determinate sperimentalmente. Nel recente articolo di Zhao et
al. [3] si focalizza l’attenzione su questi metodi che, anche grazie alla crescente disponibilità di dataset
contenenti strutture secondarie di RNA, hanno consentito di migliorare notevolmente la qualità delle
previsioni sulle strutture ottenibili fino a pochi anni fa. In particolare sarà preso in esame il lavoro del
2022 di Booy, Ilin ed Orponen [4], che tramite le Convolutional Neural Networks riesce a sviluppare
un modello innovativo per la previsione della struttura secondaria della molecola di RNA, partendo
dalla rappresentazione delle possibili coppie delle basi di una sequenza di RNA di lunghezza L tramite
un tensore, ossia una matrice L x L x c, con c = 8 canali di colore associati alle diverse possibili L x L
coppie. L’obiettivo della CNN, che riceve in input questo tensore, è associare ad ogni coppia una
probabilità di legame producendo cos̀ı una matrice che verrà infine convertita in strutture secondarie
a tutti gli effetti, tramite algoritmi appositi.
Gli ottimi risultati, ottenuti variando i dataset utilizzati per la fase di test del modello, assumono
ancora più rilevanza se si considerano la relativa semplicità dell’architettura della rete rispetto a quel-
le presentate in metodi analoghi, oltre che la capacità di prevedere strutture complicate contenenti
accoppiamenti non canonici tra le basi della catena dell’RNA.

Nel primo capitolo ”Convolutional Neural Networks” saranno innanzitutto fornite le informazioni ne-
cessarie alla comprensione delle nozioni di Intelligenza Artificiale e Machine Learning: in particolare
saranno trattate le Convolutional Neural Networks, che sfruttano Deep Learning al loro interno. In
seguito nel secondo capitolo si introdurranno le generalità riguardanti la molecola dell’RNA, sofferman-
dosi sull’evoluzione degli Studi che sono stati effettuati al fine di determinarne la struttura secondaria.
Infine verrà illustrato il metodo proposto CNNFold, illustrando le Rappresentazioni matriciali scelte
per la sequenza di RNA, seguite dalla struttura della rete utilizzata e dai Risultati ottenuti del modello
sui dataset scelti.
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Capitolo 1

Convolutional Neural Networks

1.1 Intelligenza Artificiale

Per la scrittura del seguente paragrafo sono stati consultati gli articoli [5] e [6].

Il termine Intelligenza Artificiale (AI, dall’acronimo inglese), è spesso trattato in relazione al ragiona-
mento umano, basti pensare ai lavori iniziali di Alan Turing [7], o alla definizione data dall’Università
di Stanford come ≪scienza e insieme di tecniche computazionali che vengono ispirate dal modo in cui
gli esseri umani utilizzano il proprio sistema nervoso [...]≫ [8]. Quindi genericamente ogni modello,
algoritmo o programma in grado di compiere azioni al fine di adempiere ad un compito specifico che
necessita di un’intelligenza umana, possono essere considerati intelligenza artificiale. In particolare
l’intelligenza artificiale si è rivelata fondamentale nello sviluppo ed applicazione di tecniche per risol-
vere problemi di vario genere nei campi più disparati, tra cui l’analisi predittiva di dati, gli assistenti
virtuali, alcuni sistemi di suggerimento personalizzati sui clienti oltre che al riconoscimento di imma-
gini e suoni [9–11]. In Figura 1.1 è mostrata l’inclusione nell’insieme più esteso AI, dei sottoinsiemi
Machine Learning, Neural Networks e Deep Learning che verranno trattati nelle sezioni successive.

Figura 1.1: Relazione tra AI, ML, NNs e DL. Figura tratta da [12]

1.2 Machine Learning

Il Machine learning (ML) [13] è un insieme di metodi, in riferimento a modelli ed algoritmi numerici, che
fornisce ai computer la capacità di apprendere (learning) ed in seguito effettuare previsioni riguardo
a nuovi set di dati, senza essere programmati esplicitamente con tale finalità. Lo scopo del Machine
Learning è quindi scoprire, tramite un processo di training, le relazioni o i pattern nascosti tra grandi
quantità di dati, apprendendo le relazioni successivamente sfruttate per effettuare previsioni.
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(a) Studi pubblicati su PubMed (b) Pubblicazioni in scala logaritmica1riguardanti DL

Figura 1.2: Crescita del numero di pubblicazioni riguardanti ML e DL nel campo della fisica medica. Figure
tratte rispettivamente da [14] e [6]

È possibile classificare i diversi algoritmi basati su ML utilizzando come criterio il tipo di input ed
output del modello, oltre che al tipo di problema per cui sono stati ideati. Sfruttando tali criteri si
possono distinguere tre categorie che rappresentano i tre diversi paradigmi legati all’apprendimento
delle reti:

• Supervised learning : il modello ha la possibilità di apprendere effettuando il processo di
training su un set di dati (training set) in cui ad ogni input è associato l’output corrispondente,
in dataset pre-etichettati (pre-labeled). Lo scopo è quello di approssimare la relazione tra variabili
di input e output, con due diverse possibilità di applicazioni: predizione su input non etichettati
oppure riduzione degli errori di classificazione del modello. Si tratta della strategia più diffusa
di apprendimento, date le proprietà di immediatezza ed efficacia che la contraddistinguono;

• Unsupervised learning : il training set non possiede labels, quindi lo scopo è quello di scoprire
pattern ricorrenti nei dati ricevuti e ottimizzare una certa funzione costo associata;

• Reinforcement learning : il sistema interagendo con l’ambiente apprende in base ai feed-
back positivi (”ricompense”) ottenuti in caso di successo, puntando a massimizzare gli incentivi
cumulati nel corso dell’esplorazione del problema.

1.3 Neural Networks

Uno dei possibili metodi implementabili per la soluzione di problemi di Machine Learning sono le reti
neurali artificiali (Artificial Neural Networks), ovvero modelli computazionali ispirati alle reti neurali
biologiche, i cui principali elementi strutturali saranno presentati a seguire, partendo dai nodi.

1.3.1 Nodi

Ogni rete è composta da nodi collegati tra loro tramite connessioni (dette edges), anche noti come
neuroni artificiali dall’analogia con il sistema nervoso. Essi compiono in modo sequenziale 4 ope-
razioni, espresse nella formula 1.1: per prima cosa ricevono un set di n segnali di input sotto forma
di vettore x⃗ = (x1, ..., xn) ∈ Rn, a cui viene applicata, tramite moltiplicazione2, un’operazione lineare
definita dal vettore dei pesi (weight vector) ω⃗ = (ω1, ..., ωn) ed al cui risultato viene sommato anche
un bias ω0. L’output ŷ del nodo si ottiene alla fine applicando un’operazione non lineare (activation
function, h) al risultato precedentemente ottenuto.

ŷ = f̂(x⃗) = h(ω⃗T · x⃗+ ω0) (1.1)

Il vettore contenente i parametri del modello è convenzionalmente definito θ⃗ = (ω0, ω1, ..., ωn).

1Le pubblicazioni relative al 2019 sono state estese a tutto l’anno avendo raccolto dati per i soli primi due mesi.
2Nell’equazione 1.1 il termine ω⃗T indica il vettore trasposto del vettore dei pesi ω⃗.
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1.3.2 Layers

All’interno di una rete, il layer è una struttura costituita da un gruppo di nodi, che ha il compito
di trasmettere le informazioni dal layer che lo precede a quello successivo. Esistono vari tipi di layer
con diversi tipi di connessioni tra neuroni e di conseguenza diversi possibili ruoli. Un criterio che si
può assumere per differenziare i layers è ad esempio il numero di connessioni che consentono ai propri
nodi.

(a) Fully-connected deep network (b) Alcuni dropout layer

Figura 1.3: Figure tratte rispettivamente da [6] e [14]

Si ottiene che da un lato esistono layers definiti fully-connected in cui ogni nodo è connesso a tutti i
nodi del layer precedente e successivo (Figura 1.3(a)), all’opposto invece esistono i dropout layers che
selezionano randomicamente una percentuale di nodi da ignorare (dropout rate, solitamente 20-50%)
lasciando invariati i contributi degli altri neuroni (Figura 1.3(b)).

1.3.3 Artificial Neural Networks

Come già precedentemente accennato, le Artificial Neural Networks (ANNs), anche semplicemente
Neural Networks (NNs), sono sistemi di elaborazione computazionale, ispirate al modo di lavorare e
all’architettura del sistema nervoso umano ed animale. Analizzando la Figura 1.4 si può osservare
un esempio di struttura tipica delle ANNs, che consiste innanzitutto di un layer di input composto
da n = 4 nodi e rappresentabile come vettore multidimensionale x⃗ = (x1, x2, x3, x4). In casi in
cui l’input è un’immagine si arriva ad avere un nodo per ogni pixel dell’immagine. Genericamente,
all’input seguono un certo numero di hidden layers (in figura solamente uno), ossia livelli intermedi
responsabili del processo di learning ed il cui numero all’interno della rete determina la complessità
del modello, ed infine il layer relativo all’output.

Figura 1.4: Esempio standard di ANN a tre layers. Figura tratta da [15]
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1.4 Deep Learning

Fonte principale per il seguente paragrafo è stata [16].

Con il termine Deep Learning (DL) [17–19], si indica la sottocategoria del Machine Lerning che, ope-
rando in modo trasversale rispetto alle tre categorie di learning sopra citate (supervised, unsupervised
e reinforcement), sfrutta le reti neurali artificiali (Artificial Neural Networks) a più strati (ossia dotate
di multiple layers) per estrarre automaticamente dalla complessità dei dati una loro rappresentazione
sintetica e astratta. Questo insieme di metodi ha permesso di ottenere successi in vari campi della
scienza e per capire meglio il funzionamento di reti che implementano un sistema basato su DL, saran-
no presentati elementi di teoria e principali concetti dietro a tale sistema di apprendimento, partendo
dalle fasi di training e validation del modello.

1.4.1 Training e validation

Durante la fase di training viene processato il training-dataset al fine di estrarre features significative
per l’implementazione di un algoritmo specifico. Prendendo un input x⃗ = (x1, ..., xn), lo scopo del
sistema è avvicinarsi il più possibile all’output y fornito dal dataset etichettato (labeled), di cui si
ottiene una stima tramite la funzione ŷ = f̂(x⃗). Concretamente nella fase di training vengono quindi
determinati i parametri che rientrano nella stima di ŷ, ossia il vettore θ⃗ precedentemente definito.
Il training è seguito da validation, nella quale non vengono aggiornati i valori di parametri in θ⃗, bens̀ı
viene valutato, tramite il validation-dataset, il modello addestrato sul training set e vengono impostati
i cosiddetti iperparametri del sistema, come ad esempio il numero e la tipologia di hidden layers da
utilizzare. Infine esiste pure un test-dataset, non sempre distinto da quello di validation, grazie al
quale è possibile avere un riscontro sulla bontà e validità del training effettuato.
Alla domanda riguardante il numero di dati necessari per un training soddisfacente non esiste una
risposta universale: il problema va studiato caso per caso, anche se empiricamente all’aumentare
della complessità del modello si è osservato che aumenta anche la richiesta di dati. Nelle applicazioni
concrete è consuetudine cercare di bilanciare il notevole costo computazionale del training con la
necessità di avere una predizione accurata e un modello sufficientemente generale: si tratta del bias-
variance dilemma, ovvero la ricerca di minimizzare simultaneamente le due fonti di errore bias e
variance di Figura 1.5. Un bias elevato può portare a difficoltà nell’individuare la relazione tra
features appresa dal modello rispetto a quella reale.

Figura 1.5: Bias-variance dilemma. Figura tratta da [14]

Inoltre è bene fare attenzione a non incorrere in overfitting, problema riscontrabile sia come effetto
di alta varianza che quando il numero di parametri del modello è eccessivo se confrontato con la
dimensione del campione. Ciò può portare a perdere la capacità di generalizzabilità del modello,
ossia porta ad identificare e sfruttare relazioni tra features del training set in generale non realmente
verificate.

1.4.2 Funzione costo

La fase di training del modello può essere riformulata matematicamente sotto forma di un problema
di ottimizzazione, in cui lo scopo è trovare il set di parametri che minimizzi (o massimizzi, a seconda
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CAPITOLO 1. CONVOLUTIONAL NEURAL NETWORKS 1.4. DEEP LEARNING

della strada scelta) una certa funzione costo o obiettivo (da loss function).
Alcune scelte comuni di loss function nell’ambito del DL possono essere l’errore quadratico medio (1.2)
o la funzione di verosimiglianza (1.3), per cui la stima dei parametri ottimali si ottiene minimizzando
(least square estimator o maximum likelihood estimator) la funzione costo:

L(ŷ, y)LSE =
1

n

n∑
i=1

(ŷi − yi)
2 (1.2)

L(x⃗, θ⃗)MLE =

n∏
i=1

f̂(xi, θi) (1.3)

1.4.3 Funzioni di attivazione

Altro elemento di fondamentale importanza per il Deep Learning sono le funzioni di attivazione,
che permettono di trasformare in modo non lineare l’output di un nodo della rete, dato l’input o un
insieme di essi, evidenziando le caratteristiche desiderate del segnale. Alcuni esempi mostrati in Figura
1.6, permettono di notare le caratteristiche di monotonia, limitatezza e continuità, comuni a funzioni
di attivazione sia classiche (segno sign(x), sigmoide σ(x) = 1

1+e−x e tangente iperbolica tanh(x)) che
applicabili nel training di reti profonde, con queste ultime che verranno approfondite a seguire.

Figura 1.6: Esempi di funzioni di attivazione. Figura tratta da [16]

Una funzione di attivazione tipica delle reti neurali profonde è la Rectified Linear Unit, meglio nota
come ReLU e definita in 1.4.

ReLU(x) = max{0, x} =

{
0, se x < 0

x, se x ≥ 0.
(1.4)

L’utilizzo della ReLU porta diversi vantaggi, tra cui su tutti una migliore e più veloce fase di training
per una rete ad elevato numero di layers, ma ha anche alcune lacune, come la non differenziabilità in
x = 0 ed il problema della dying ReLU, per cui un neurone può arrivare in uno stato di inattività per
qualsiasi input, fino ad un sostanziale ”spegnimento”. Questo è causato dal valore impostato a zero
associato a tutti i neuroni con valori negativi e può portare a problemi delle performance del modello
o addirittura all’arresto del processo di learning. Per ovviare a tale problematica è stata definita la
variante LeakyReLU che è caratterizzata da una retta con coefficiente angolare molto piccolo per
valori negativi di x:

LReLU(x) = max{αx, x} =

{
αx, se x < 0

x, se x ≥ 0
con α = 0.013. (1.5)

3Valore tratto da [20], invece in librerie per deep learning e reti neurali come TensorFlow e Keras è automaticamente
impostato rispettivamente a 0.2 e 0.3.
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1.5. DEEP NEURAL NETWORKS CAPITOLO 1. CONVOLUTIONAL NEURAL NETWORKS

1.5 Deep Neural Networks

I modelli che più comunemente implementano DL sono le Deep Neural Networks (DNNs), essenzial-
mente una tipologia di ANNs che contengono un numero elevato di hidden layers.
La rappresentazione in termini matematici di una rete fully-connected, per un caso generico con n
hidden layers, è esprimibile scrivendo per i singoli layers:

primo hidden layer: h1 = f̂0(x⃗|θ⃗0) (1.6)

i-esimo hidden layer: hi = f̂i−1(hi−1|θ⃗i) (1.7)

output layer: ŷ = f̂n(hn|θ⃗n) (1.8)

che in alternativa si può scrivere in modo compatto:

ŷ = DNN(x⃗|θ⃗) = f̂n(f̂n−1(f̂n−2(...f̂1(f̂0(x⃗|θ⃗0)|θ⃗1))...| ⃗θn−1)|θ⃗n).

1.5.1 Convolutional Neural Networks

Le Convolutional Neural Networks (CNNs) [15, 21] sono una tipologia particolare di DNNs proposte
per la prima volta nel 1989 da LeCun et. al. [22], che risultano applicabili con successo nel campo del
riconoscimento di pattern all’interno di immagini, con la possibilità quindi di sviluppare strumenti più
adatti a questo tipo di compiti. L’utilizzo di convolutional layers ha come conseguenza una drastica
riduzione del numero di parametri necessari rispetto alle DNNs tradizionali, che rendono le CNNs
particolarmente adatte nel gestire immagini.

Figura 1.7: Una struttura comune per Convolution Neural Networks. Figura tratta da [12]

Essendo pensate per utilizzare come input immagini sotto forma di tensori, le CNNs possiedono
una struttura caratterizzata da layers dotati di 3 ”dimensioni”: altezza (height), larghezza (width) e
profondità (depth), dove width indica il numero di neuroni in un layer, mentre depth indica il numero
totale dei layers di una rete, che coincidono con il numero di canali relativi al colore dell’immagine in
input. Di seguito saranno presentate le idee chiave alla base delle CNNs, a partire da Convolutional
layer e Pooling layer che, assieme ai fully-connected layers precedentemente introdotti, costituiscono
una parte fondamentale delle CNN (Figura 1.7).

Convolutional layer

Anche noto come filtro, ha il compito di processare l’immagine ricevuta come input sotto forma di
tensore, trasformandola in una mappa di attivazione da trasmettere al layer successivo. In particolare
ogni nodo di una rete che sfrutta questa tipologia di layers riceve come input solo una regione ristretta
del layer precedente, che prende il nome di receptive field . Considerando come input un tensore che
contenga come quarta dimensione la depth (ovvero il numero di colori dei pixel), la convoluzione4 opera
tramite un kernel (di dimensione 3x3 in Figura 1.8) utilizzando una funzione di attivazione ReLU: in

4Date le funzioni f e g reali, la loro convoluzione è data dall’integrazione del prodotto di una per l’altra traslata,
ovvero nel caso discreto (f ∗ g)[n] :=

∑∞
m=−∞ f(n−m) ∗ g(m).

10



CAPITOLO 1. CONVOLUTIONAL NEURAL NETWORKS 1.5. DEEP NEURAL NETWORKS

questo modo è in grado di ridurre dimensionalmente la depth in output e risulta computazionalmente
molto più economica rispetto alla moltiplicazione tra matrici.

Figura 1.8: Convoluzione in 2 dimensioni con kernel 3x3. Figura tratta da [14]

La depth del layer, quindi, è modificabile al fine di impostare il numero di neuroni per ogni layer
ed è una dei tre iperparametri usati per ottimizzare l’output della rete convoluzionale. Gli altri
due sono il passo (stride S), responsabile della posizione del receptive field R (e conseguentemente
della dimensione dell’output) ed il zero-padding, una tecnica che permette di conservare nell’output
la dimensione dell’input, e consiste nell’aggiunta di pixel nulli ai margini dell’input. Il numero di
zero-padding set è indicato con Z. In particolare l’alterazione spaziale della dimensione dell’output
dei convolutional layers rispetto al volume in input V , è descritta dalla seguente formula:

(V −R) + 2Z

S + 1
∈ N, (1.9)

Pooling layer

Serve per ridurre gradualmente il numero di parametri del modello ed agisce sostituendo l’output di
alcuni layer in una certa posizione, utilizzando le informazioni degli output adiacenti. Ad esempio
l’operazione ”max-pooling” riporta il valore massimo di output entro un intorno di forma rettangolare
(rectangular neighborhood), a differenza di altre operazioni che invece utilizzano una media semplice
o pesata in relazione alla distanza dal pixel centrale. Il processo di pooling permette di rendere la
rappresentazione invariante rispetto a piccole traslazioni dell’input, proprietà utile in particolare se
si è interessati alla presenza o meno più che alla esatta collocazione di una certa feature. Inoltre
consentono anche alla rete di analizzare immagini a diverse risoluzioni, fattore di notevole importanza
se si è interessati a dataset contenenti immagini di dimensioni non fissate.

1.5.2 Tecniche e strumenti nelle CNNs

Sparse interactions

Tecnica anche nota come sparse connectivity, sfrutta la dimensione del kernel inferiore rispetto alla
matrice di input per implementare il numero minore possibile di interazioni nella rete, al fine migliorare
l’efficienza statistica e di ridurre la richiesta di memoria, oltre che ridurre il tempo di esecuzione. In
Figura 1.9 si nota visivamente la differenza nel numero di unità di output s coinvolte selezionando
come input solo l’unità x3: per convoluzione con kernel avente width pari a 3, sono individuati solo
tre output (1.9(a)), mentre per la moltiplicazione tra matrici tutti gli output si (i = 1, ..., 5) sono
collegati ad x3 (1.9(b)).
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1.5. DEEP NEURAL NETWORKS CAPITOLO 1. CONVOLUTIONAL NEURAL NETWORKS

(a) (b)

Figura 1.9: Confronto tra convoluzione (a) e moltiplicazione di matrici (b). Figure tratte da [17]

Parameter sharing

Quando più funzioni nello stesso modello fanno uso degli stessi parametri si parla di condivisione di
parametri, in particolare è comune in un modello avere la possibilità di riutilizzare più volte gli stessi
weights, da cui il nome alternativo tied weights. Essi possono essere utilizzati in comune da neuroni
in diverse regioni spaziali, permettendo una riduzione del numero di parametri nel convolutional layer
rispetto alle reti neurali standard o ai layers fully-connected, in cui ogni weight di ogni neurone è usato
esattamente una volta e poi dimenticato. Essendo ogni elemento del kernel applicato ad ogni elemento
della matrice di input, questa tecnica non riduce il runtime bens̀ı la richiesta di memoria da parte del
modello.

Residual Blocks e Batch normalization

Uno dei problemi che ha afflitto per diversi anni studi nel campo del DL è il vanishing/exploding
gradient problem5, trattato nel dettaglio in [23]. Strategie introdotte per prevenire tale problema sono
ad esempio l’utilizzo di Residual Blocks e Batch normalization.
I primi sfruttano le skip (o residual) connections tipiche delle Residual Networks (ResNet), utili
perchè consentono di evitare il passaggio da uno o più nodi della rete tramite delle ”scorciatoie”
che collegano nodi di layers tra loro non adiacenti, permettendo ad informazioni importanti nei layers
iniziali di essere trasmesse direttamente a quelli desiderati. Esse sono rappresentabili matematicamente
considerando la connessione tra neuroni i e j in layers non adiacenti per i > j:

hi = f̂i−1(f̂i−2(...hj)) + hj ,

dove il termine additivo finale indica la skip connection.

Figura 1.10: Residual Block. Figura tratta da [23]

La batch normalization, anche conosciuta come batch norm, invece fu proposta da Ioffe e Szegedy nel
2015 [24], e viene usata nelle NNs per normalizzare valori di input dei layers attraverso un processo
di ricentramento e riscalamento, al fine di evitare valori fuori scala favorendo cos̀ı maggiori velocità e
stabilità nella rete.

5Fenomeno che comporta difficoltà nell’apprendimento per reti profonde. La causa sono le funzioni di attivazione
non lineari che hanno derivate parziali a valori in (0,1), ed essendo usate in moltiplicazioni della rete, tale prodotto può
decrescere o crescere in modo esponenziale.
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Capitolo 2

RNA

Per la stesura di tale capitolo è stato consultato principalmente il documento [3].

2.1 Struttura

L’acido ribonucleico (in inglese RiboNucleic Acid, RNA) è una molecola polimerica lineare costituita
da una catena di nucleotidi, ovvero unità ripetitive (monomeri) composte da una base azotata, uno
zucchero pentoso ed un gruppo fosfato. Le basi azotate per l’RNA sono quattro: adenina (A), guanina
(G), citosina (C) e uracile (U), con la differenza di quest’ultima sostituita alla timina rispetto al DNA.
L’accoppiamento canonico di Watson-Crick permette, attraverso legami ad idrogeno, connessioni tra
basi (A-U) e (G-C), a cui va aggiunta la coppia tra basi wobble (G-U). L’RNA è una molecola altamente
versatile, responsabile di alcuni ruoli chiave nei processi cellulari, come la regolazione ed espressione
dei geni, il trasporto di segnali cellulari e una funzione di catalizzatore in varie reazioni. Come visibile
dalla Figura 2.1 a sinistra, la caratteristica distintiva dell’RNA rispetto al DNA, però, è la struttura a
singolo filamento (single stranded) ripiegato su sè stesso piuttosto che i filamenti che formano la doppia
elica tipica del DNA. In particolare la struttura piegata (folded) definisce la funzione biologica delle
diverse famiglie1 di RNA, e quindi il suo studio ha grande importanza in vari settori della biologia,
con applicazioni in campo medico e nel design di nuove molecole.
La struttura è studiata su diversi livelli, a partire dalla semplice sequenza di basi da cui si forma
rapidamente, attraverso un grande consumo di energia, la struttura secondaria la quale poi impiega
più tempo per assumere una struttura tridimensionale:

Figura 2.1: Figura tratta da [3]

1Nelle cellule esistono diversi tipi di RNA, detti appunto famiglie, distiguibili per funzione e struttura. Alcuni esempi
sono RNA messaggero (mRNA), ribosomiale (rRNA) o transfer (tRNA).
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• Struttura primaria: sequenza ordinata dei nucleotidi che costituiscono la catena;

• Struttura secondaria: determinata da collegamenti tra i nucleotidi della catena, ossia gli
accoppiamenti tra le basi azotate. Strutture ricorrenti a questo livello sono filamenti accoppiati
o steli (stem segments), alle cui estremità le basi non accoppiate possono costruire degli stem
loops, rappresentabili schematicamente come degli anelli (Figura 2.2(a)). Gli pseudoknots [25]
invece sono strutture più complicate che si formano quando sono presenti almeno due strutture
a loop concatenate, che comportano l’intersezione tra gli steli ad essi collegati (Figura 2.2(b)).
Questo tipo di appaiamento risulta essere raro e difficile da studiare, tanto che cercando le
soluzioni attraverso algoritmi computazionali si affronta un problema NP-completo2, ma allo
stesso tempo importante al fine di determinare la funzione della molecola. Infine esiste un altro
tipo di accoppiamento non canonico tra basi, anch’esso ampiamente presente nella strutture
secondarie dell’RNA, che porta alla formazione di tripletti di basi [26].

(a) Stem segment e stem loop (b) Pseudoknot

Figura 2.2: Figure tratte da Wikipedia

• Struttura terziaria: determina la forma tridimensionale del polimero ed è costituita da accop-
piamenti tra le strutture di tipo secondario, che favoriscono la stabilità della molecola. Risulta
essere estremamente complicata da studiare.

2.2 Studi

A livello della struttura secondaria avviene il ripiegamento della catena strettamente collegato alla
funzione della molecola, pertanto gli studi sulla struttura dell’RNA si concentrano sulle coppie di
basi presenti in tale struttura. Per determinare la struttura secondaria esistono principalmente due
tipologie di approcci: uno sperimentale, perseguito tramite esperimenti di laboratorio ed un altro
computazionale, che sfrutta algoritmi e metodi appositi per prevedere la struttura finale. Sperimen-
talmente, la cristallografia ai raggi X [1] e la risonanza magnetica nucleare (NMR) [27] sono
i metodi più accurati per determinare la struttura secondaria della sequenza di RNA, con una riso-
luzione che permette l’osservazione fino alle singole basi, la quale li rende tuttora indispensabili per
conoscere strutture con alta definizione. I problemi per questo approccio sono il costo elevato e la limi-
tata possibilità di applicazione su larga scala. Per questo è importante considerare l’alternativa fornita
dai metodi computazionali, partendo da quelli tradizionali per arrivare fino a quelli che sfruttano il
machine learning nella predizione.

Metodi comparativi [28]

Sono i migliori per accuratezza tra i metodi di tipo computazionale, però possiedono vari difetti, tra cui
su tutti l’estrema lentezza: considerando una sequenza di lunghezza n, il runtime è dell’ordine O(n3)

2Problema più complesso della classe NP, ovvero tra i problemi non deterministici che impiegano tempo limitato
superiormente da un polinomio di grado pari alla lunghezza della sequenza. Nota la soluzione per un problema NP-
completo si avrebbe soluzione immediata a tutti i problemi della classe NP.

14



CAPITOLO 2. RNA 2.2. STUDI

(poi versioni ottimizzate arrivano a O(n2log(n))). Tale metodo è fondato sull’idea che le strutture
secondarie siano conservate nel tempo in misura maggiore rispetto a quelle primarie, attraverso delle
”mutazioni compensatorie”. Tra le limitazioni di questo approccio vanno annoverate quindi anche
la richiesta di un set sequenze omologhe3 necessarie al confronto per le migliaia di famiglie dell’R-
NA attualmente conosciute [29], oltre che alle scarse performances ottenute su strutture contenenti
pseudoknots o altri accoppiamenti non canonici.

Metodi score-based

Sono i più usati negli ultimi decenni, e sfruttano un punteggio (score) associato ad ogni possibile
struttura secondaria. In questo modo il problema viene trasformato in un’ottimizzazione al fine di
ottenere lo score massimo attraverso algoritmi di programmazione dinamica (DP): nel primo e più
semplice tra questi algoritmi [30], gli autori assegnano in particolare come punteggio l’energia libera
per ogni base appaiata. Questi algoritmi lavorano per cercare le sottostrutture che, assemblate, diano
una struttura ottimale, ovvero quella complessivamente avente energia libera minima (Minimum Free
Energy, MFE). Il primo modello di questo tipo per la ricerca della MFE è stato il nearest neighbor (NN)
model di Zuker e Stiegler [25], il quale però soffre di limitazioni come l’estrema lentezza computazionale
(runtime (O(n3))) e l’inefficienza per coppie non canoniche. Si può anche euristicamente apportare
miglioramenti alle prestazioni del modello, pur non arrivando a previsioni completamente soddisfacenti
per effetto della limitatezza dei metodi score-based che sono arrivati infatti ad un plateau per quanto
riguarda le performances.

Figura 2.3: Schema dei metodi che sfruttano il Machine Learning. Figura tratta da [3]

Metodi ML-based

I vantaggi di un approccio basato sul Machine Learning sono molteplici, a partire dal funzionamento
delle reti di tipo data-driven che permette di evitare la formazione di una dipendenza vincolante
dalla conoscenza del meccanismo biologico del folding4. Altro aspetto importante è la rimozione di
un modello energetico necessario per assegnare il punteggio alle possibili strutture, che permette di
non introdurre immediatamente questa prior5 che può essere fonte di errori. Infine il runtime per
questi modelli è indipendente dalla lunghezza della catena di RNA, favorendo una buona flessibilità
del modello. All’interno dei metodi ML-based esistono tre sottocategorie:

- Score scheme: il più accurato è CONTRAfold [31], modello che stima i parametri tramite un
approccio probabilistico che sfrutta la conoscenza di strutture secondarie già determinate per
indurre una distribuzione di probabilità sulle possibili strutture dell’RNA per una certa sequenza.
In ogni caso, la previsione finale è invece risolta ancora come un problema di ottimizzazione,
tramite la ricerca della MFE. La limitatezza di questo approccio sta nell’incapacità di prevedere
coppie di basi non standard;

3Sequenze che hanno la stessa struttura secondaria al variare della sequenza di basi della catena.
4Si è osservato infatti che, in presenza di grandi quantità di dati, i modelli che ”ignorano” il meccanismo biologico

hanno risultati migliori di quelli che invece sono fondati su tali conoscenze, a testimonianza della possibile incompletezza
o inaccuratezza delle attuali conoscenze nel campo.

5Relativamente ad una quantità ignota, in statistica la prior è la distribuzione di probabilità associata a tale quantità
senza che dati o evidenze siano state prese in considerazione.
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- Pre/post-processing : è possibile eseguire un pretrattamento per selezionare un gruppo di pa-
rametri o un metodo di predizione a seconda delle diverse famiglie di RNA in esame [32], con
scopo di identificare prima le regole secondo cui avviene il folding e poi applicarle per ottenere
la struttura finale;

- Prediction: tra gli approcci di tipo end-to-end si è distinto in particolare quello proposto da
Takefuji et al. [33], il primo ad introdurre il ML nella previsione della struttura secondaria di
RNA, ottenendo però in principio scarsi risultati soprattutto per effetto della scarsità dei dataset
disponibili. Il punto di svolta è stato l’applicazione delle tecniche del DL alla previsione delle
strutture: il primo metodo ad introdurle è stato SPOT-RNA (Singh et al. [34]), che impostando
il problema attraverso una matrice di contatto6, implementa l’utilizzo delle ResNet per le pre-
dizioni, riuscendo ad ottenere risultati ottimi, che poi sono stati addirittura superati da metodi
più recenti come UFold [35], che può vantare un miglioramento di 10-30% rispetto ai modelli
termodinamici tradizionali e del 14% rispetto agli altri metodi ML-based. Approcci di tipo ibrido
provarono a combinare altri metodi con quelli basati sul ML ma senza ottenere performance di
livello, probabilmente per effetto un bias legato alla composizione dei vari metodi.

Si entrerà ora nel dettaglio del metodo predittivo proposto nell’articolo esaminato, analizzando i
particolari del modello utilizzato ed in seguito confrontando i risultati prodotti con quelli dei principali
metodi di predizione della struttura secondaria dell’RNA.

6Matrice quadrata in cui l’elemento della i-esima riga e j-esima colonna indica l’interazione tra i-esimo e j-esimo
nucleotide della catena di RNA.
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Capitolo 3

CNNFold

Nel 2021 tramite l’articolo [4], i ricercatori1 Booy, Ilin e Orponen, hanno proposto un modello inno-
vativo che sfrutta il ML, ed in particolare le CNNs, per ottenere previsioni sulle strutture secondarie
dell’RNA. Data l’imprecisione osservata per metodi basati sulla minimizzazione dell’energia, il modello
proposto è fondato sul DL ed effettua il training solo su dataset contenenti strutture già caratterizzate
sperimentalmente ottenendo, a differenza dei metodi score-based, ottimi risultati anche per strutture
non canoniche, come quelle contenenti pseudoknots. Il punto focale dell’approccio presentato in questo
articolo riguarda la generazione di una matrice di possibili contatti tra i nucleotidi del filamento di
RNA, la quale viene poi convertita in un’immagine da sottoporre come input ad una CNN. In questo
modo, sarà per prima cosa analizzata la strategia utilizzata per costruire la matrice (input tensor)
a partire dalla sequenza iniziale, in seguito saranno presentati la struttura della rete convoluzionale
impiegata ed i risultati da essa prodotti, che dopo una fase di post-processing verranno confrontati
con quelli di alcuni altri modelli predittivi, sia di tipo score-based che ML-based.

Figura 3.1: Schema riassuntivo del modello. Si rappresenta la sequenza come tensore, ossia una mappa 2D con
8 canali di colore, usata come input per la CNN che produce una score matrix per tutte le coppie possibili,
infine tramite post-processing si converte la matrice nella struttura secondaria. Figura tratta da [4]

1Presso il dipartimento di Computer Science dell’Università finlandese di Aalto.
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3.1 Rappresentazioni matriciali

3.1.1 Visualizzazione delle possibili coppie: input tensor

La struttura primaria del singolo filamento di RNA può essere rappresentata come una sequenza
ordinata di L basi q = (q1, q2, ..., qL), dove qi = {A,U,G,C} sono le basi azotate. Tra tutte le
sequenze su cui il modello è stato testato, viene presa come esempio pratico la sequenza di basi

CGUGUCAGGUCCGGAAGGAAGCAGCACUAAC (3.1)

che ha la funzione di indice sia orizzontale che verticale nella matrice dei contatti, denotata X, con
scopo di indicare le diverse possibili coppie {(qi, qj)} tra basi della catena. Tale matrice L x L, dotata
di 8 canali associati al colore è quindi rappresentabile come un tensore tridimensionale L x L x 8, in
cui il vettore in 8 dimensioni associato al pixel (i, j) di X contiene le informazioni su possibili relazioni
e vincoli esistenti tra le basi qi e qj , trasmesse alla Figura 3.2 attraverso l’uso dei colori presentati
nella legenda:

• 6 possibili accoppiamenti simmetrici a coppie tra basi, di cui:

– 4 sono garantiti da Watson-Crick (verde, rosso) in cui le due versioni simmetriche hanno
una colorazione più chiara;

– 2 sono la coppia wobble (azzurro) con due canali per le coppie simmetriche;

• 1 riguarda la diagonale i = j che facilita il rilevamento di basi non appaiate e a cui è associato
il canale grigio,

• 1 infine è il canale bianco che indica quando le coppie tra basi in i e j non sono possibili,
per motivi legati all’incompatibilità tra basi (base spaiata) o ad altri vincoli come la distanza
(|i− j| ≥ 3).

Figura 3.2: La matrice di contatto X. Figura tratta da [4]
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3.1.2 Espressione dei risultati: score e target matrix

La matrice che funge da obiettivo (target) per l’output finale della CNN è una matrice binaria, ossia
costituita di pixel alternativamente bianchi o neri, di dimensione L x L e denotata con T , in cui
l’elemento ij-esimo ha valore:

tij =

{
1, se i e j sono accoppiate (in rosso in Fig. 3.3)

0, altrimenti
(3.2)

tii = 1, i disaccoppiata (in azzurro in Fig. 3.3) (3.3)

Figura 3.3: Relazione tra la target matrix T e la struttura secondaria prodotta. Le frecce collegano le caselle
della matrice con le rispettive basi appaiate/singole nella struttura. Rielaborazione di figure tratte da [4]

Il vantaggio di questa rappresentazione è che rende semplice la previsione sia per coppie locali che a
lunga distanza, ossia rispettivamente vicine e lontano dalle diagonale del tensore di input.
La score matrix Y prodotta invece come risultato dalla rete possiede gli stessi indici e dimensione
di T , ma non è a valori binari, bens̀ı presenta nei pixel (i, j) il punteggio (score) che il modello ha
associato alla probabilità che la coppia tra basi qi e qj sia effettivamente realizzata nella struttura
prevista.

3.2 Fasi operative

3.2.1 Architettura della CNN

Figura 3.4: Architettura della CNN utilizzata. Figura tratta da [4]
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La CNN utilizzata presenta innanzitutto due convolutional blocks, in seguito nel primo riquadro
tratteggiato di Figura 3.4 sono introdotti M residual blocks (che usano weights differenti) ed infine
nel secondo riquadro un solo shared residual blocks ripetuto per N volte con parametri condi-
visi (weight sharing), che permette alla rete di processare sequenze di lunghezza variabile in modo
equivariante, ovvero alla traslazione della sequenza in input varia anche l’output in modo analogo. I
convolutional blocks sono composti da un convolutional layer di dimensione 3x3 (denotato in figura
come ”conv 3x3”), con 32 canali di output, seguiti da batch-normalization e funzione di attivazione
LeakyReLU. Per lasciare invariata la dimensione dell’input dopo ogni convolutional block viene inoltre
applicato un padding crescente all’aumentare della profondità della rete. L’ultimo layer incontrato
prima dell’output finale è il readout layer , che consiste in un convolutional block seguito da un
convolutional layer, entrambi con kernel di dimensione 1.
Per arrivare alla soluzione ottimale nel minor tempo possibile la loss viene calcolata dopo ogni residual
block, ed in particolare per questo modello è stato scelto, in base ai risultati osservati, di utilizzare
come funzione costo l’errore quadratico medio, calcolato tra gli elementi della matrice Yn ottenuta
come output della rete dopo n residual blocks, rispetto alla target matrix T :

Ln =
1

|V |
∑
ij∈V

(y
(n)
ij − tij)

2 (3.4)

dove y
(n)
ij è l’elemento ij-esimo della matrice Yn e V indica l’insieme di tutte le coppie possibili escluse

quelle date da combinazioni di basi non valide o troppo distanti tra loro. La stima finale della loss si
calcola facendo la media sugli N valori intermedi ottenuti:

L =
1

N

N∑
n=1

Ln (3.5)

3.2.2 Post-processing

La matrice Y prodotta come output dal modello deve ora essere convertita in una struttura secondaria
a tutti gli effetti, in cui si possa osservare la struttura del filamento di RNA ripiegato. Gli approcci
alternativi proposti in [4] per la fase di post-processing sono due: Blossom post-processing e Argmax
post-processing .

Blossom post-processing

Lo scopo è estrarre una struttura secondaria in cui ogni base è appaiata ad un’altra base singola
oppure spaiata. Si decide quindi di interpretare la matrice Y=Yn come una weighted adjacency matrix,
ovvero una matrice delle adiacenze pesata2 in cui i nodi della rete corrispondono alle basi e i pesi delle
connessioni (edges) alle probabilità che esista la coppia tra tali basi secondo il modello. Per ridurre
il costo computazionale sono state conservate in realtà solamente le tre edges di peso massimo per
ogni nodo, con lo scopo di trovare un set di edges senza nodi in comune che massimizzi la somma
dei pesi. Per risolvere questo problema di ottimizzazione viene applicato il Blossom algorithm [36],
il quale però non funziona per strutture contenenti self-loops, per cui sono state create due copie
del grafico originale pesato (senza self-loops) introducendo connessioni tra ogni coppia di nodi che
rappresenta lo stesso nodo nel grafico originale. I pesi delle connessioni aggiunte, in questo modo sono
associati ai pesi dei self-loops moltiplicati per due. L’algoritmo Blossom garantisce in questo modo
che le basi siano alternativamente accoppiate con un’altra singola oppure spaiate, seppur dal punto di
vista computazionale risulti essere molto costoso, soprattutto per lunghe sequenze.

Argmax post-processing

Il secondo approccio, denominato Argmax post-processing, sfrutta la struttura matriciale di Y sceglien-
do il valore massimo della casella yij nella riga i-esima di Y per determinare la connessione favorita

2Si tratta di un metodo di rappresentazione di strutture discrete finite, come può essere la struttura secondaria
dell’RNA. In particolare il valore situato nella casella (i, j) della matrice rappresenta il peso associato alla connessione
tra le basi in i e j.
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tra i e j. Il tempo computazionale impiegato è conveniente rispetto al Blossom (andamento del tipo
O(L2)), anche se la limitazione di questo metodo resta la produzione di strutture spesso non valide,
in quanto non garantisce la simmetria tra coppie.

Le prestazioni legate a questi approcci differenti saranno osservabili in Tabella 3.3, anche se, visti
i risultati analoghi a quelli del Blossom, è stato utilizzato Argmax per impostare gli iperparametri
del sistema. In particolare in Figura 3.5 è possibile osservare l’estrema rapidità del metodo Argmax
rispetto a Blossom, evidente soprattutto con l’utilizzo della CPU (Intel Xeon Gold 6230, 2.10Ghz)
rispetto alla GPU3 (NVIDIA Tesla V100 SXM2 with 32GB RAM).

Figura 3.5: Tempi di esecuzione degli algoritmi al variare lunghezze della sequenza. Figura tratta da [4]

3.3 Risultati

3.3.1 Dasaset utilizzati

Per la analisi di tipo predittivo sulle strutture dell’RNA sono usati solitamente tre principali dataset,
mostrati in Tabella 3.1 con il numero di strutture e le famiglie di RNA contenute, l’intervallo di
lunghezza delle sequenze (in nucleotidi, nt) e l’utilizzo che ne viene fatto nel caso del modello studiato.

dataset strutture famiglie lunghezza (nt) utilizzo

RNAStrAlign [37] 371494 8 [30,1851] train, test
ArchiveII [38] 2975 10 [28,2968] test
BpRNA [34] 1305 < 500 test

Tabella 3.1: Proprietà dei tre dataset

Grazie alla disponibilità di 3 diversi dataset, è stato possibile applicare al problema varie tipologie in-
crociate di test. Per primo, è possibile eseguire training e testing sullo stesso dataset (anche se ciò può
portare a sovrastimare le prestazioni per overfitting), oppure in alternativa (tramite cross-validation,
come suggerito in [39]) lo si può dividere in parti da dedicare separatamente a training, validation o
test, come fatto su RNAStrAlign con percentuali rispettivamente dell’80%, 10% e 10%. Infine, per
verificare la capacità di generalizzazione della rete cos̀ı allenata, sono stati eseguiti training e test

3Siccome per il Blossom non è stata trovata un’implementazione adatta all’utilizzo della GPU, “CNNFold-mix +
Blossom (GPU)” è stato eseguito su CPU.
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rispettivamente su RNAStrAlign e ArchiveII.

3.3.2 Test utilizzato

Per valutare i modelli dopo il training sono stati usati il valore medio della precision, il recall ed il
test F1-score, che saranno definiti in relazione al loro utilizzo.

Precision e Recall La precisione p è definita come il numero dei veri positivi (coppie previste
in modo esatto) rispetto alla somma tra veri positivi e falsi positivi (coppie previste in realtà non
esistenti) ed in particolare nel caso del modello da valutare, indica il grado di esattezza delle coppie
previste. Il recupero r, invece, è definito come il numero di veri positivi rispetto alla somma tra veri
positivi e falsi negativi (coppie esistenti ma non previste) e nel caso specifico studiato mostra quante
delle coppie target è in grado di prevedere il modello.

F1-score È una classificazione binaria (ovvero assume valori in [0,1]) ampiamente usata nel campo
del ML con scopo di misurare l’accuratezza di un test. Il calcolo è eseguito attraverso la media
armonica tra precision e recall:

F1 = 2
p · r
p+ r

(3.6)

3.3.3 Varianti del modello

Il training è stato effettuato per le varianti del modello di Figura 3.4 presentate in Tabella 3.2, dove
M indica il numero di residual blocks ed N quello dei shared residual blocks, mentre con epochs si
indica numero di cicli di training della NN.

M N epochs dataset

CNNFold 2 2 30 tutto
CNNFold-600 2 2 400 < 600 nt

CNNFold-600-big 10 2 45 < 600 nt5

Tabella 3.2: Differenti modelli testati

CNNFold-mix In base ai risultati associati alle tre varianti appena presentate in Tabella 3.2, si è
deciso di introdurre il metodo CNNFold-mix, che sfrutta le prestazioni ottimali delle varianti CNNFold
e CNNFold-600-big su porzioni particolari di RNAStrAlign, selezionate in base alla lunghezza delle
sequenze. CNNFold-mix utilizza infatti i risultati di CNNFold per sequenze con lunghezza superiore
a 600 nt (F1-score 0.916) e CNNFold-600-big per le sequenze più brevi di 600 nt (F1-score 0.970),
consentendo di migliorare ulteriormente i risultati previsti dal modello.

È stato effettuato il training sui tre diversi modelli usando un algoritmo per l’ottimizzazione del tasso
di apprendimento (learning rate), denominato Adam6, con un learning rate pari a 0.005, in aggiunta
all’utilizzo di mini-batches7 rispettivamente con una sequenza o 16 sequenze nel caso di sequenze
più lunghe di 1000 nt oppure sequenze brevi, per evitare problemi di memoria. Viene evidenziato
nell’articolo inoltre il numero nettamente inferiore di parametri complessivamente presenti nel modello

4Visto che il dataset non è ridondante per sequenze ma per strutture secondarie da esse prodotte, il numero di
strutture contenute in RNAStrAlign scende a 30451 se si considera in modo random solo una struttura secondaria nel
caso ad un sequenza ne siano associate molteplici.

5Per limiti dovuti alla memoria, CNNFold-600-big non è applicabile per lunghe sequenze.
6Esegue un’ottimizzazione basata su gradiente del primo ordine di funzioni obiettivo stocastiche [40].
7Se con epoch si indica un processo sull’intero training set, esiste anche la possibilità di usare tutti i dati in una singola

iterazione, in tal caso si parla di batch, oppure solo un sottoinsieme dei dati, nel caso di una mini-batch.

22



CAPITOLO 3. CNNFOLD 3.3. RISULTATI

se confrontato con metodi ”rivali” come E2EFold [39] e SPOT-RNA [34], rispetto ai quali il modello
è stato messo alla prova nella sezione successiva.

3.3.4 Presentazione dei risultati

In Figura 3.6 sono visualizzate la struttura attesa rispetto a quella ottenuta tramite CNNFold-mix
(con precisione del 93.4%) per E00001 della famiglia di RNA 5S. I diagrammi sono stati generati
utilizzando Forna [41] ed i riquadri evidenziano le differenze strutturali negli stem loops, mentre le
frecce indicano differenze di inclinazione e curvatura negli stem segments tra le due strutture.

(a) Target (b) CNNFold-mix

Figura 3.6: Confronto tra la struttura attesa (a) e quella prevista dal modello (b). Figure tratte da [4]

I risultati ottenuti da CNNFold-mix apportano miglioramenti significativi nella predizione delle strut-
ture rispetto ad alcuni metodi attuali come E2EFold e MXFold2, rispettivamente sui dataset RNA-
StrAlign e ArchiveII, come osservabile dalla Tabella 3.3, mentre su BpRNA riesce ad eguagliare le
prestazioni di SPOT-RNA pur non avendo ricevuto un training ottimizzato per tale dataset.

RNAStrAlign ArchiveII
precision recall F1 precision recall F1

Mfold [42] 0.450 0.398 0.420 0.428 0.383 0.401
CDPfold [43] 0.516 0.568 0.540 0.557 0.535 0.545

RNAstructure [44] 0.537 0.568 0.550 0.563 0.615 0.585
RNAfold [45] 0.620 0.606 0.609 0.565 0.627 0.592
LinearFold [46] 0.633 0.597 0.614 0.641 0.617 0.621

CONTRAfold [31] 0.608 0.663 0.633 0.607 0.679 0.638
E2Efold [39] 0.866 0.788 0.821 0.734 0.660 0.686
MXFold2 [47] 0.790 0.815 0.800

CNNFold+Argmax 0.955 0.861 0.900
CNNFold-mix+Argmax 0.956 0.912 0.932

CNNFold-mix+Blossom 0.975 0.907 0.936 0.928 0.879 0.897

Tabella 3.3: Risultati di vari modelli sui dataset RNAStrAlign e ArchiveII. Tabelle tratta da [4]

Altro elemento a favore di CNNFold, oltre agli ottimi risultati di precisione, recall e F1 ottenuti, è la
validità biologivca delle sequenze prodotte grazie ai metodi di post-processing. In generale si osserva
una grande dipendenza dei risultati dalle famiglie di RNA analizzate, con difficoltà riscontrate da
CNNFold soprattutto su Telomerase e SRP, visualizzabili in Figura 3.7, in cui ogni punto rappre-
senta una sequenza ed i diversi colori indicano sequenze delle 8 diverse famiglie di RNA presenti in
RNAStrAlign.
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Figura 3.7: Grafico a dispersione di F1-score prodotto da CNNFold-mix rispetto alla lunghezza delle sequenze.
Figura tratta da [4]

Per quanto riguarda le strutture non canoniche trattate, sulle 1413 strutture pseudoknotted , no-
toriamente di difficile predizione, presenti in RNAStrAlign, sono state ottenute prestazioni analoghe
(F1-score pari a 0.857) a quelle ottenute su strutture non contenenti pseudoknots, ad indicare l’ottimo
funzionamento di CNNFold-mix su qualsiasi tipo di sequenze. Inoltre se si confrontano i risultati con
quelli di altri metodi su questa porzione di dataset, si osserva che sia F1-score che il numero totale di
strutture correttamente individuate come pseudoknotted (1412 su 1413) sono ampiamente superiori.
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Conclusioni

Per la previsione delle strutture secondarie associate alle sequenze di RNA, l’approccio basato sulla
minimizzazzione dell’energia ha raggiunto un limite dal punto di vista delle prestazioni, motivo per
cui ha preso sempre più piede un’altro tipo di approccio, quello basato sul machine learning. Vari
modelli che sfruttano ML, hanno ottenuto prestazioni superiori a quelle precedentemente osservabili,
apportando miglioramenti sensibili sotto vari punti di vista: le strutture prevedibili possono essere
più complicate e contenere coppie non canoniche, non si ha una dipendenza dal modello energetico
adottato ed il processo è computazionalmente più veloce.
In particolare tra i modelli ML-based, CNNFold si è distinto per l’utilizzo di una matrice di contatto
per rappresentare le possibili coppie tra basi della sequenza, presa come input della CNN. L’output
della rete è a sua volta una matrice, che indica quante e quali basi sono appaiate tra loro e quali
invece rimangono spaiate. Da questa struttura, tramite alcuni algoritmi di post-processing, sono infine
ottenibili le strutture secondarie dell’RNA.
Si è potuto osservare nella sezione di esposizione dei risultati come la variante CNNFold-mix otten-
ga risultati analoghi, se non in gran parte dei casi migliori, rispetto agli altri modelli per prevedere
strutture secondarie dell’RNA, nonostante la rete adoperata sia strutturalmente meno complessa di
altre. È stato usato come test il F1-score, lavorando su 3 dataset diversi o dividendo un dataset in
base alla lunghezza delle sequenze contenute, al fine di testare CNNFold su dati i quali non fossero
precedentemente stati utilizzati per il training.
In un campo in cui non è possibile effettuare data argumentation, ossia aggiungere ai dati nuovi ele-
menti ”sintetici” per aumentare la dimensione del campione, sono stati utilizzati i dati a disposizione,
pur essendo questo limitante per via del numero ancora ridotto di strutture caratterizzate sperimen-
talmente in laboratorio.
Una critica che si può avanzare all’esposizione dei dati da parte dell’articolo è la scelta dei modelli
rispetto ai quale confrontare i risultati in Tabella 3.3. Buona parte di essi hanno un approccio score-
based e sfruttano algoritmi di minimizzazione dell’energia, producendo risultati nettamente inferiori.
Non è nemmeno menzionato, ad esempio, UFold [35], che produce strutture con valore di F1-score
attorno a 0.9, mentre è solamente citato ma non inserito in tabella SPOT-RNA [34].
Se si osservano i risultati di precision e recall prodotti dai test su CNNFold, si osserva che la preci-
sione è costantemente la grandezza maggiore delle due. Questo indica che i falsi negativi (nucleotidi
considerati liberi che in realtà sono appaiate) sono più dei falsi positivi (basi singole che vengono er-
roneamente considerate appaiate). Gli autori affermano il modello sia ulteriormente migliorabile, con
lo scopo in futuro di risolvere le problematiche che rendono al giorno d’oggi ancora difficile prevedere
elementi strutturali di importanza biologica, dato che le molecole di RNA con funzione dipendente
dalla struttura possiedono una conformazione folded in modo unico ed univoco [48]. Alcune ottimizza-
zioni proposte dagli autori sono l’utilizzo nella fase di training di informazioni legate alla lunghezza e
alla famiglia di appartenenza della sequenza in input. Per l’obiettivo di arrivare a progettare sequenze
di RNA con le proprietà richieste potrebbe essere utile inoltre estendere il modello alla previsione di
strutture multiple alternative a partire dalla stessa sequenza, ottenibili attraverso differenti algoritmi
di post-processing.
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