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Introduzione

L’addestramento Multi-label ¢ una delle classi di apprendimento che ammette, per ogni
istanza o pattern, 1’assegnazione di piu etichette contemporaneamente, utilizzata con
successo negli ambiti piu svariati [1] come per tag recommendation [2], bioinformatica
[3-6], raccolta di informazioni [7, 8], riconoscimento vocale [9, 10] e classificazione di
recensioni € commenti negativi da parte degli utenti [11, 12] per citarne alcune.

In questa tesi ¢ proposta la topologia chiamata LSTM_GRU per classificazioni
multi-label che essenzialmente combina in sequenza un livello Long Short-Term
Memory (LSTM), un livello di dropout fissato con probabilita 0.4%, un livello Gated
Recurrent Unit (GRU) [17], un ulteriore livello di dropout sempre fissato con
probabilita 0.4%, un livello fully connected e prima dell’uscita una funzione sigmoidea.
Entrambi, LSTM e GRU, modellano stati temporali nascosti con meccanismi di gating e
soffrono di attivazioni intermedie che sono funzione di caratteristiche a basso livello.

Le reti LSTM e GRU sono state allenate con differenti varianti
dell’ottimizzazione Adam [18] le quali, non essendo stabili, garantiscono la diversita
negli ensemble e migliorano le prestazioni del metodo Adam. Combinando gli ensamble
proposti con IMCC [7].

Con l’aumento di complessita di un classificatore, ¢ lecito aspettarsi un
miglioramento della performance dello stesso. Tuttavia, il guadagno marginale in
termini di performance potrebbe, in determinate situazioni, non giustificare
I’incremento di parametri del sistema. Inoltre, in taluni casi, come ad esempio in
presenza di dataset sparsi € con un numero ridotto di esempi, un sistema pit complesso
potrebbe avere piu difficolta a generalizzare rispetto ad un sistema piu semplice.

In questa tesi ¢ stato confrontato lo stato dell’arte per la classificazione multi-label con
una serie di modelli di machine learning pit semplici come 1 classificatori Tree Bagger.

Nel primo capitolo si introducono le reti neurali artificiali e si illustrano le
principali tipologie di reti neurali con le loro caratteristiche.

Nel secondo capitolo si illustrano i livelli utilizzati nella creazione delle
topologie che vengono descritte, invece, nel terzo capitolo.

Nel quarto capitolo sono inseriti, assieme ai vari dataset ed ensemble utilizzati, i

risultati.
Finalmente, nel quinto capitolo, arriviamo alle conclusioni.






1. Reti Neuronali Artificiali

1.1 Intelligenza Artificiale

L’intelligenza artificiale, dall’inglese artificial intelligence (abbreviato Al), € una
disciplina dell’informatica che permette di dotare elaboratori elettronici di determinate
caratteristiche tipicamente umane, quali, ad esempio, percezioni visive, spazio-
temporali e decisionali, attraverso lo studio di fondamenti teorici, metodologie e
tecniche che consentono la programmazione e la progettazione di hardwere e softwere;
sono capaci, dunque, di riprodurre parzialmente I’attivita intellettuale umana.

In particolare, ¢ considerato un comportamento intelligente quello di un programma in
grado di apprendere dall’esperienza al fine di migliorare le sue prestazioni nella

risoluzione di un dato task.
1.2 Reti Neurali Artificiali

Ispirate ai neuroni biologici e alla struttura di una rete neurale biologica, le reti neurali
artificiali sono modelli computazionali composti da neuroni artificiali, definiti come
modello matematico, connessi tra loro [34]. Come le sinapsi nel nostro cervello, ogni
connessione tra neuroni trasmette un segnale che puo essere amplificato, oppure
attenuato, attraverso un peso che viene costantemente aggiornato durante il processo di
apprendimento.

Un neurone di una rete neurale artificiale puo essere rappresentato nel modo seguente:
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Figura 1.2.1 Neurone Artificiale



Ad ogni ingresso x; ¢ associato un peso w;. La somma di tutti gli ingressi pesati, ) x; w;,
poi passata attraverso una funzione di attivazione non lineare, ¢, che restituira 1’uscita
del neurone y. Il termine bias ¢ stato ommesso per semplicita. A questo punto 1’uscita y
servird come ingresso per il neurone del livello successivo. Questi neuroni sono
organizzati all’interno di reti con piu livelli. Solitamente il primo livello che si incontra
¢ quello di ingresso, che riceve i dati in entrata alla rete, fino ad arrivare al livello di
uscita che restituisce il risultato finale. I responsabili maggiori dell’apprendimento della
rete sono i livelli nascosti che separano i due livelli d’ingresso e uscita, il loro numero
puo variare da zero a piu, creando una mappatura non lineare tra ingresso e uscita.

Il numero di livelli e il numero di neuroni, come altri parametri quale la velocita di
apprendimento (learning rate), devono venire settati manualmente in quanto non
possono essere appresi dalla rete neurale, questi parametri vengono chiamati

iperparametri e sono gli elementi caratteristici della rete.
1.3 Deep Learning

L’apprendimento profondo (in inglese Deep Learning) ¢ un approccio moderno
nell’implementazione di intelligenze artificiali e consiste in un’organizzazione
gerarchica di molti livelli; ogni livello calcola i valori per il successivo elaborando via
via un’informazione sempre piu completa.

Il recente successo del Deep Learning € dovuto a fattori quali la disponibilita di dataset
di grandi dimensioni e lo sviluppo di sistemi di calcolo parallelo basati su GPU (GPU
computing) che hanno contribuito all’utilizzo sempre piu frequente di tal metodologia;
I’elevata diffusione ha certamente permesso lo sviluppo di tecniche di Deep-Learning le
quali hanno raggiunto, e in alcuni casi superato, lo stato dell’arte in moltissimi settori

rendendole le tecniche piu utilizzate nell’ambito delle Al

1.4 Recurrent Neural Network

Le reti neurali ricorrenti (in inglese Recurrent Neural Network o RNN) ricoprono una
parte del lavoro svolto; questa tipologia di rete prevede delle connessioni di feedback (in
genere verso neuroni dello stesso livello, ma anche verso livelli precedenti). Essendo
richiesta la considerazione del comportamento della rete in piu stati temporali, il flusso
di informazioni nella fase di addestramento ¢ piu complesso rispetto ad altre tipologie di
rete. Le RNN sono particolarmente indicate quando si lavora con pattern che

rappresentano sequenze [35], in quanto al tempo ¢ rendono disponibile 1I’informazione



processata al tempo #-1, #-2 e cosi via, questo comportamento ¢ chiamato effetto
memoria (di breve termine).

La cella ¢ la parte centrale della rete ricorrente che possiede uno stato (o memoria) %
per ogni istanza temporale. E costituita da un numero prefissato di neuroni (puo essere
vista a tutti gli effetti come un livello della rete). Lo stato 4« dipende dall’input x e

dallo e dallo stato precedente /):

hiey = f(h-1): 2(w)) (1.4.1)

A seconda della struttura e di come viene trattato lo stato di memoria /) esistono
diverse tipologie di celle: un esempio sono le Long-Short Term Memory (LSTM) e le
Gated Recurrent Unit (GRU). Quest’ultime funzionano come le RNN, ma hanno la
capacita di apprendimento a lungo termine grazie a meccanismi chiamati gates, grazie

ai quali sono in grado di decidere quali informazioni aggiungere o rimuovere [37]

1.5 Temporal Convolutional Neural Network

Le Temporal Convolutional Neural Networks (TCNs) [26] sono una classe di reti
neurali che estraggono informazioni da sequenze di input o da serie temporali grazie ad
una gerarchia di convoluzioni. Generalmente, reti neurali ricorrenti (RNN) risolvono
problemi legati alle serie temporali introducendo un modo per conservare e
memorizzare I’informazione. Tuttavia, le reti neurali convoluzionali (CNN) possono
eguagliare o addirittura superare le prestazioni delle RNN, come dimostrato in Bai et al.
[38].

Le TCN utilizzano dei livelli convolutivi 1D impilati I’uno sull’altro per creare

una rete profonda, utili per poter eseguir la convoluzione sulla dimensione temporale.

Ognuno di questi livelli possiede un fattore di dilatazione (dilatation factor) il
quale, man mano che la rete diventa profonda, aumenta esponenzialmente consentendo
ai primi livelli di cercare informazioni temporalmente vicine tra loro e ai livelli piu
profondi di individuare dipendenze a lungo termine grazie alla feature estratta dai livelli
precedenti. Questo permette alle TCN di avere un receptive field molto pit ampio,

superando uno dei limiti presenti nelle RNN.

La dimensione del receptive field ¢ calcolata come segue:



R=(f-1)2"-1)+1 (1.5.1)

dove /¢ la dimensione del filtro usato nelle convoluzioni e K ¢ il numero di livelli

convoluzionali.
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Figura 1.5.1 Esempio di struttura interna di una TCN, d ¢ il dialtation factor

1.6 Tree Bagger

Un albero di classificazione (in inglese classification tree) ¢ un modello predittivo
composto da nodi foglia, rappresentano le classificazioni, e ramificazioni che collegano
1 vari nodi foglia, si possono tradurre come 1’insieme delle proprieta che portano a
quelle classificazioni.
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Figura 1.6.1 Struttura di un albero di classificazione

Ogni nodo interno risulta essere una macro-classe costituita dall’unione delle classi
associate ai suoi nodi figli. La strategia nell’allenamento degli alberi di classificazione
consiste nell’accettare il numero di features, selezionate casualmente ad ogni decisione,
come dati in ingresso opzionali [40].

Alberi di classificazione individuali tendono ad ‘overfittare’; Il classificatore
Tree Bagger costituisce un’ensemble di alberi di classificazione. Bagging sta per
bootstrap-aggregating, tecnica con la quale, generalmente, modelli dello stesso tipo
vengono addestrati su dataset differenti ottenuti tramite campionamento casuale con
rimpiazzo (bootstrap). Ogni albero, all’interno dell’ensamble, ¢ allenato con la sua
replica bootstrap dei dati in ingresso in modo indipendente dagli altri alberi. Questo
permette di migliorare la generalizzazione e ridurre gli effetti dell’overfitting.

Per ogni classe c € C e ogni albero =1, ..., T calcola la probabilita P(c|x),
ovvero la probabilita a posteriori della classe ¢ data 1’osservazione x usando I’albero 7. C ¢ il
I’insieme di tutte le classi distinte dei dati di addestramento. La media pesata a posteriori

della classe sugli alberi selezionati ¢ pari a:

T ~~
(1) = 3 aP (c|)I(t € S) (1.6.1)

Za(tes) = 1

dove S ¢ I’insieme degli indici degli alberi selezionati che compongono la selezione e
I(t € S) ¢ pari a1 se t appartiene al set S, 0 altrimenti.

Infine, la classe predetta ¢ quella che ottiene la media pesata piu grande:



=D

bag = arg(ecmax[Pbag(dx)} (1.6.2)

1.7 Multi-label

Utilizzato in svariati ambiti applicativi che spaziano dal tag recommendation alla
bioinformatica, dall’information retrival al rule mining, web mining e molti altri,
I’apprendimento Multi-label viene sicuramente utilizzato in svariati ambiti applicativi
proprio per la possibilita di far fronte ad oggetti del mondo reale con molteplici
significati semantici.

L’apprendimento Multi-label, infatti, ¢ una delle classi di apprendimento che ammette
per ogni istanza o pattern 1’assegnazione di piu etichette contemporaneamente.

Le modifiche della topologia di reti neurali proposte in questo elaborato per la
classificazione Multi-label sono principalmente due, nei quali la parte centrale ¢ data
dalla combinazione di Gated Recurrent Units (GRU) e Temporal Convolutional Neural
Networks (TCN).

I metodi di ottimizzazione differenti, utilizzati per sviluppare ogni ensemble,
permettono un aumento delle performance e un rimescolamento delle features per ogni
rete rispetto all’uso del metodo Adam originale.

Inoltre, combinando tra loro i set proposti di GRU e TCN con lo stato dell’arte per la
classificazione Multi-label, Incorporating Multiple Clusterin Centers (IMCC), si ¢

ottenuto un ulteriore miglioramento delle prestazioni.

1.8 Indicatori di Performance

Le classificazioni Multi-label sono valutate utilizzando diversi indicatori di performance
in modo da riuscire a valutare i risultati ottenuti confrontandoli con quelli di studi
precedenti, come, ad esempio, con quelli della Incorporating Multiple Cluster Center
(IMCC), stato dell’arte per la classificazione multi-label. Sia X un insieme di dati che
include m campioni x; € R ciascuno avente un’etichetta y; € {0, 1}/, dove / ¢ il numero

di etichette. Siano H, F I’insieme di etichette predette, dove A; € {0, 1}’ & il vettore



dell’etichetta predetta rispetto al campione x; e f; € R’ ¢ il valore di confidenza di
ciascuna previsione. I seguenti indicatori di performance [7] possono essere definiti per
H, F:

e Hamming Loss, ¢ il rapporto fra le etichette classificate erroneamente e il

numero totale di etichette,

HLoss(H) = ?ll[ ZI yi(7) # hi(j)) (1.8.1)

dove /() ¢ la funzione indicatrice. Hamming loss ¢ una funzione /oss function,
dunque il suo valore ottimo ¢ 0 e il suo limite superiore ¢ 1. Deve, percio, essere
minimizzata: se il valore dell’hamming loss ¢ 0 allora non sono presenti errori

nel vettore delle etichette predette.

e One Error, ¢ il rapporto tra le istanze le cui etichette, con il piu alto livello di

confidenza, sono erroneamente classificate; deve essere minimizzato:

m

1
OneError(F) = ZI (hi(arg maxj ) # Jg(a:fgmax fi) (1.8.2)

Ial

dove I() ¢ la funzione indicatrice.

e Ranking Loss, ¢ il rapporto medio delle coppie di etichette ordinate in modo
contrario per ciascuna istanza. Puo essere ottenuto dal valore di confidenza,
considerando il numero di confidenze tra coppie di etichette correttamente
classificate (un’etichetta classificata correttamente ha un ranking migliore
rispetto ad una classificata erroneamente). Ranking loss € una loss function e

dunque deve essere minimizzata.

e Coverage, ¢ il numero medio di step necessari per spostarsi in basso nella lista
delle etichette classificate di una istanza in modo da coprire tutte le relative

etichette. Dovrebbe essere minimizzato

e Average Precision, ¢ il rapporto medio delle etichette classificate in modo
migliore rispetto ad una particolare etichetta. Deve essere massimizzato.
Per la classificazione del dataset ATC, un altro tipo di indicatori ¢ solitamente
usato [19]



Aiming, ¢ il rapporto tra le etichette correttamente predette e tutte le etichette

previste:

o m h myi
Aiming(H ZH T I

'51

(1.8.3)

Recall, valuta quante etichette “positive” sono state effettivamente classificate,

indica quanto il sistema ¢ selettivo:

1 & [k Ny
Recall(H) = — 3 T (1.8.4)
" i=1 g

Accuracy, ¢ la percentuale media di etichette correttamente predette rispetto alle
etichette totali:

o 1A 0yl

Accuracy( Z Uil (1.8.5)
Yi

Absolute True, ¢ la percentuale delle etichette correttamente predette rispetto

alle previsioni totali:

AbsTrue(H) = l Z I(h; = vy;) (1.8.6)

mi=

Absolute False, ¢ la percentuale delle previsioni errate rispetto alle previsioni
totali:

m h ; lz i

2. Liyelli ¢ approccio di
ottimizzazione

In questo capitolo analizzeremo 1 differenti livelli usati nelle varie topologie e

I’approccio di ottimizzazione Adam.
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2.1 Long Short-Term Memory (LSTM)

Il livello LSTM permette di apprendere dipendenze a lungo termine tra fasi temporali
nelle serie storiche e sequenze di dati. I livello ottimizza il gradiente su lunghe
sequenze durante I’allenamento.

Possiamo vedere come, nella figura 2.1.1 che illustra il flusso di una serie storica X con
C features, 4, e x; definiscano, rispettivamente, 1’uscita (chiamata anche unita nascoste)

e lo stato della cella al tempo ¢.

hi hia hy his
Number of h2 ha2 ha has
Hidden Units
hp hy b, hpg
A A A A
. p
LSTM Layer L J-) b
=1
Initial » LSTM LSTM  —>|LSTM[—>  —>{LSTM »  Final
State » Block —»{ Block [—>» —>» Block —>» —>»{ Block » State
A A ¢ A ¢ A
- J
X11 X12 X1z X18
Number of X21 X22 X2 X28
Features
Xc X Xt Xey
L J
T
Number of
Time Steps

Figura 2.1.1 Architettura di un livello LSTM [24]

In generale, al tempo ¢, il blocco LSTM utilizza lo stato corrente della cella (c.z, A1) e 1
valori successivi della sequenza x. per calcolare I’output e aggiornare lo stato della
cella attraverso 1’aggiunta o la rimozione di informazioni. Il livello utilizza dei cancelli
per compiere questi aggiornamenti.

Le componenti principali di un livello LSTM sono 1’input gate che determina il
livello dello stato della cella da aggiornare, il forget gate che decide cosa eliminare,
sempre dallo stato della cella, il candidate gate aggiunge informazioni allo stato della
cella ed infine I’output gate determina il livello dello stato della cella aggiunto allo stato
nascosto.

Sia x; la sequenza di input e inizializziamo Ay. Successivamente, definiamo

I’input gate i, il forget gate f;, il candidate gate g; e I’output gate o, come:

11



it = Ug(Wixt + Riht—l + bl) (211)

fe = og(Wexe + Rehe—y + by) (2.1.2)
9 = oc(Wyxe + Ryhe—y + by) (2.1.3)
o = ag(Wox; + Rohe_q + b,) (2.1.4)

Dove Wi, Ri, bi, Wy, Ry, by, We, Re, be, Wo, Ro, by sono matrici e vettori, g, denota la
funzione di attivazione dei vari gate, o. ¢ la funzione di attivazione per 1’aggiornamento
dello stato.
La funzione sigmoidea ¢ la funzione di attivazione predefinita di un livello LSTM
definita come:

ox) =1+ e (2.1.5)

Definiamo poi lo stato della cella come:
&= ft Oc1+ itOg; (2.1.6)

dove O ¢ il prodotto Hadamard (o component-wise)

Il vettore di uscita ¢
h: =0, ©a.(c;) (2.1.7)

2.2 Gated Recurrent Unit

Introdotte nel 2014 da Kyunghyun Cho et al. [17] le GRU sono una tipologia di cella
presente nelle reti neurali; sono usate principalmente per risolvere il problema del
vanishing gradient (o exploding gradient) ovvero la scomparsa del gradiente. Questo
problema ¢ tipico di reti neurali profonde che utilizzano metodi di addestramento basati
sulla retro-propagazione dell’errore (backpropagation).
Utilizzando funzioni di attivazione non lineari standard (come sigmoide, tangente
iperbolica o la funzione logistica), caratterizzate dall’avere il gradiente nell’intervallo
[0, 1]; questo significa che applicando la regola di derivazione a catena i parametri del
modello decrescono esponenzialmente nei livelli lontani dall’output.

Utilizzando la cella GRU si cerca di mantenere i1 vantaggi della cella LSTM
(Long-Short Term Memory), infatti puo essere considerata come una semplificazione di

quest’ultima, riducendo parametri e complessita. La cella GRU ha la possibilita, rispetto

12



alla LSTM, di decidere quale parte della vecchia informazione ¢ rilevante per

comprendere la nuova [25] grazie al forget gate.

Per problemi come lo speech signal modeling, polyphonic music modeling e

natural language processing, la cella GRU ha prestazioni simili alla LSTM [9].

Generalmente hanno prestazioni migliori su dataset di piccole dimensioni [38] e

sembrerebbe che lavorino meglio su problemi per la riduzione del rumore (de-noise

task) [39].

hit-1] >

/

x[t]

“

Figura 2.2.1 Struttura di una cella GRU

ylt]
X + A > h[t]
A
rt] 1- :I:
z[t] | hit]
> o |>> o |)>tanh|
X J
\
N\ Y,

Le componenti fondamentali di una cella GRU sono il reset gate e I’'update gate:

il primo stabilisce quanta informazione passata dimenticare, mentre il secondo quale

informazione puo dimenticare e quale passare all’output.

Sia x; la sequenza di input e h; quella di output; inizializziamo lo stato di

memoria della cella all’istante £ = 0 come /o = 0. Definiamo 'update gate vector z; e il

reset gate vector r; cOome

zy = o(Wyxy + U hy—q + by)
e =oWx; + Uphe—y + b))

(2.2.1)
(2.2.2)

dove W-, U, b-, W,, U,, b, sono matrici e vettori e ¢ ¢ la funzione sigmoidea.

Definiamo poi:

Ht = ¢Wyx, + Up(r: O hy_q) + by)

come

(2.2.3)

I’activation vector candidato, dove ¢ ¢ la funzione di attivazione tangente iperbolica e

O ¢ il prodotto Hadamard (o component-wise product).

Sapendo che r; determina la quantita di informazione passata che ¢ rilevante per

I’activation vector candidato, si ha che

ht:(l—zt)Oht_l‘l'ZtOEt

13
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¢ Ioutput vector, che va a rappresentare lo stato di memoria della cella all’istante t.

2.3 Dropout

Un livello di dropout azzera casualmente gli elementi di input con una certa probabilita.
I nodi individuali o vengono esclusi dalla rete (dropped out) con una probabilita (1 - P)
oppure mantenuti all’interno con probabilita P, il risultato € una rete ridotta. Questo
approccio di regolarizzazione obbliga la rete neurale ad apprendere features piu robuste
permettendo di ridurre la dipendenza di addestramento tra neuroni.

Utilizzando un livello di questo tipo il tempo necessario per completare un epoch ¢

minore, ma il numero di iterazioni all’incirca raddoppia.
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(a) Standard Neural Net (b) After applying dropout.

Figura 2.3.1 Effetto di un livello di dropout [27]

2.4 Batch-Normalization
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Questa tecnica viene tipicamente utilizzata nelle reti molto profonde per standardizzare
gli input di ogni mini-batch, riducendo drasticamente il numero di periodi di
addestramento necessari.

Calcolando media e varianza di ciascuna variabile di input, la Batch-Normalization puo
essere implementata durante 1’apprendimento.

Calcolo della media:

1 m
Wi = — Z% (2.4.1)
e della varianza:
1
= EZZ wij — i)’ (2.4.2)

dove m ¢ il numero di elementi di input e x;; ¢ ’input j-esimo relativo alla i-esima

dimensione.

Infine, la normalizzazione diventa:

(2.4.3)

dove e =10,

11 livello di Batch-Normalization viene identificato con 1’id BN.

2.5 Pooling

Inserito dopo il nucleo principale GRU/TCN, il livello di Pooling ha lo scopo di ridurre
la dimensionalita dei dati processati mantenendo solo I’informazione piu rilevante,

diminuendo cosi la probabilita di overfittig.

2.6 Fully Connected Layer
Quando tutti gli input di un livello sono collegati a ogni unita di attivazione del livello

successivo si dice livello Fully-connected (o completamente connesso). Tipicamente,

nei piu popolari modelli di apprendimento, gli ultimi livelli sono completamente
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connessi 1 quali compilano i dati estratti dai livelli precedenti per fornire il risultato
finale della rete. E tra i livelli piti dispendiosi in termini di tempo. In termini di tempo &
il secondo livello piu dispendioso, dopo il livello convoluzionale.

E composto da / neuroni (/ ¢ il numero di etichette di output di un dato problema)

completamente connessi con il livello precedente.
2.7 Sigmoid Layer

Come funzione di attivazione per il livello finale ¢ stata utilizzata la funzione sigmoidea
in modo da riportare il valore di attivazione nell’intervallo [0...1], poi interpretato come
valore di probabilita di ogni etichetta. Ciascun neurone del livello fully-connected

fornisce una valutazione (da 0 a 1) per una singola etichetta.
2.8 Ottimizzazione Adam

Adam (Adaptive momentum estimation) ¢ un metodo di ottimizzazione introdotto in
[18]; combinando concetti di momento e di gradiente adattivo, calcola il learning rate
adattivo per ciascun parametro. La regola di aggiornamento si basa sul valore del
gradiente al tempo ¢ e sulle medie mobili esponenziali (Exponential Moving Average,

EMA) m; (primo momento) e u; (secondo momento) come:
my = prme—1 + (1 — p1)ge (2.8.1)

w, = patty—y + (1 — p2)gf (2.8.2)

dove g; & il gradiente al tempo ¢, g/ ¢ il quadrato del gradiente nei termini del quadrato
delle sue componenti, p; € p2 (solitamente settati a 0.9 e 0.999, rispettivamente)
rappresentano il tasso di decadimento esponenziale per il primo e per il secondo

momento; 1 due momenti sono inizializzati a 0: m; =u; =0.

Nelle prime iterazioni i valori delle due medie mobili, a causa della loro

inizializzazione a zero, potrebbero
) ) . . =N m;
essere molto piccoli, gli autori My = a—mn del metodo (2.8.3)
Adam hanno proposto una nuova " versione che
presenta una correzione ai due i, = Lt momenti: (2.8.4)
(1-pz) B
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L’ultimo aggiornamento per ogni parametro 6t della rete ¢:

o~

0, =0, —A—X (2.8.5)

Jac+e

Dove A ¢ il learning rate, € ¢ un numero positivo molto piccolo, tale da preservare una

possibile divisione per 0 (solitamente € = 107®).
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3. Architettura di LSTM_GRU

L‘obiettivo di questa tesi ¢ quello di ottimizzare la topologia di una rete neurale per

migliorare la prestazione della stessa.

Combinazioni di livelli presentati precedentemente formano diverse strutture allenate

con 1 dataset “Image” e “mAn”. Dati i tempi computazionali dell’architettura
LSTM GRU, sono stati avviati test esaustivi.

L’addestramento della rete € avvenuto attraverso differenti varianti

dell’ottimizzazione Adam. I principali iperparametri sono stati settati come segue:

¢ stato utilizzato un alto learning rate: 0.01, inoltre sono stati specificati anche il

gradient decay factor: 0.5 e lo squared gradient decay factor: 0.999. Il mini-batch size ¢

stato fissato a 30, mentre il numero di epoches a 150.

La rete del modello in esame ¢ composta da un primo livello LSTM con N livelli

nascosti (N = 125) seguito da un dropout layer che oscura i nodi con una probabilita di

0.4. Successivamente troviamo un livello GRU con M livelli nascosti (M = 100) seguito

da un ulteriore livello di dropout con probabilita di 0.4. La rete si conclude con un fully

connected layer e un livello con la sigmoide.

input LST™M »

Dropout(0.4)

!

GRU

—»

Dropout(0.4)

Fully
connected Layer

-

Sigmoid Layer

Figura 3.1 Schema del modello LSTM_GRU

La loss function ¢ la binary cross entropy loss tra gli output (valori predetti) e i target o

attuali etichette, e calcola la perdita di un set di m osservazioni calcolando la seguente

media:

CELoss = -— %7, ¥i_, y:(j) -log(h()) + (1 —y;())) -log(1 — hy())),

dove y; € {0, 1} e ki € {0, 1}/ sono le attuali e predette etichette
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4. Risultati sperimentali
4.1 Datasets

La valutazione dei diversi approcci richiede dataset con categorizzazione multi-label
binaria. Sono stati selezionati i seguenti dodici dataset per I’ampia differenza che
presentano tra loro (come ad esempio classificazione di immagini, musica, biologia,
farmaci) e perché spesso utilizzati per confrontare topologie di classificazioni Multi-
label:

e (Cal500 [28]: ¢ un dataset composto da 502 canzoni popolari Western
rappresentate da 68
features numeriche. Ogni istanza ¢ stata annotata manualmente da annotatori
umani utilizzando 174 etichette distinti. A loro volta le etichette sono suddivise
in 6 categorie semantiche: strumentazione, caratteristiche vocali, generi,
emozioni, qualita acustica e termini d’uso.

e Scene [29]: ¢ un dataset di 2407 immagini a colori di scene differenti (divise in

immagini di training e di test) suddivise in 6 categorie: spiaggia (369), tramonto
(364), campi (327), fogliame d’autunno (360), montagna (223) e citta (210). Nel
dataset sono presenti sessantadue immagini che appartengono a due categorie e
una che appartiene a tre. Tenendo conto delle categorie in comune il numero
totale di etichette ¢ 15. Ogni immagine in questo dataset ¢ passata attraverso
quattro fasi della procedura di preprocessing.
Nella prima fase ’immagine viene convertita nello spazio uniforme CIE Luv.
Nella seconda fase si divide ’immagine in 49 blocchi con una griglia 7x7. Con
la terza fase si calcolano la media e la varianza di ogni blocco. La media ¢
I’equivalente di un’immagine a bassa risoluzione, mentre la varianza
corrisponde a caratteristiche di trama computazionalmente poco costose. Infine,
nell’ultima fase I’immagine viene trasformata in un vettore con 294
caratteristiche di dimensioni (49x3x2).

e Image [30]: ¢ un dataset di 2000 scene naturali raggruppate in cinque categorie
base: deserto (340), montagna (268), mare (341), tramonto (216) e alberi (378).
Questo dataset ¢ ideato con I’intento di produrre un numero maggiore di
immagini che appartengono a due (442) e tre (15) categorie. Le immagini di

questo dataset utilizzano la stessa procedura di preprocessing di [29].
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e Yeast [2]: ¢ un dataset biologico per la classificazione di 2417 microarray di dati
e profili filogenetici. Ogni istanza viene rappresentata da 103 feature numeriche
e 14 etichette distinte. Ogni gene puo avere piu di un’etichetta.

e Arts [7]: ¢ un dataset costituito da 5000 immagini artistiche, ciascuna descritta
da 462 features numeriche in cui ogni immagine puo appartenere ad alcune delle
26 classi presenti.

e Liu [29]: ¢ un dataset di farmaci raccolti per prevedere in silico 1 loro effetti
collaterali. Comprende 832 farmaci rappresentati da 2892 classi.

e ATC [31]: ¢ una raccolta di 3883 prodotti farmaceutici codificati Anatomical
Therapeutic Chemical (ATC). Ogni istanza e rappresentata da 42 feature e 14
classi

e ATC f: ¢ una variante della raccolta citata sopra che include le stesse istanze,
ma rappresentate da un descrittore 806-dimensionale.

e mAn [6]: ¢ un dataset di proteine rappresentate da 20 feature e 20 etichette.

e Bibitex, Enron, Health: Questi dataset possiedono dati altamente sparsi usati in
[7]

[ ]

Un resoconto di tutti i dataset, contenente il numero di istanze, features, etichette e il
numero medio di etichette per istanza (LCard), ¢ riportato nella Tabella 1.5.1. I dataset
1-5 sono presenti nel toolkit IMCC di MatLab [7] disponibile all’indirizzo:
https://github.com/keauneuh/Incorporating-Multiple-Cluster-Centers-forMulti-Label-
Learning/tree/master/IMCCdata.
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Name #patterns #features #labels LCard
CALS500 502 68 174 26.044
Image 2000 294 = 1.236
Scene 2407 294 5 1.074
Yeast 2417 103 14 4.24
Arts 5000 462 26 1.636
ATC 3883 42 14 1.265
ATC f 3883 700 14 1.265
Liu 832 2892 1385 71.160
mAn 3916 20 20 1.650
bibtex 7395 1836 159 2.402
enron 1702 1001 53 3.378
health 5000 612 32 1.662

Tabella 4.1.1 Resoconto dei dodici dataset utilizzati

4.2 Presentazione degli Ensemble

Gli ensemble combinano gli output di pit modelli per migliorare le prestazioni del
sistema e ridurre ’overfitting. Aumentando la varieta dei classificatori € possibile
migliorare le predizioni e la genericita dell’ensemble.

Sono valutati diversi ottimizzatori per la creazione di ensemble: ottimizzatore
Adam [18], diffGrad [33] e undici nuove varianti di questo metodo (DGrad, Cos#1,
Exp, Sto, CLRW, EpochCos#1, EpochDecay, Sqrt, Hyp, CyclicExp e LRClipping).

L’obiettivo di questi esperimenti ¢ quello di testare le prestazioni delle nuove
topologie; I risultati vengono confrontati con 1’attuale stato dell’arte, ovvero
I’Incorporating Multiple Clustering Center (IMCC).

IMCC [7] prevede due fasi: 1) aumento dei dati del train set (data
augmentation) tramite la creazione di esempi virtuali e 2) allenamento multi-label.
E proprio 1’aumento dei dati che permette all’IMCC di avere il suo principale aumento

di prestazioni.
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Tutti 1 classificatori sono fusi tra loro a livello di confidenza con I’average rule. Di
seguito viene riportata una breve descrizione degli ensemble utilizzati:

e StoGRU: ¢ I’ensemble costituito da 40 GRU A (GRU con N unita nascoste,
nell’esperimento N = 50, seguito da un livello di pooling, un livello fully
connected ¢ la funzione sigmoidea), combinate e fuse tra loro tramite average
rule;

e StoGRU B: come StoGRU, ma costituita da GRU B (identica a GRU A, ma
con un livello convoluzionale seguito da un livello di batch-normalization
inseriti subito prima della rete stessa);

e StoTCN: € I’ensemble costituito da 40 TCN, combinate e fuse tra loro tramite
average rule;

e StoTCN _B: come StoTCN ma costituita da TCN_B (identiche a TCN_A, ma
con un livello convoluzionale messo subito prima della rete);

e StoGRU TCN: ¢ I’ensemble di 40 GRU_TCN (combinazione in sequenza di
GRU _A, senza il livello di pooling, e TCN_A), fuse tra loro con metodo
stocastico;

e LSTM GRU ¢ I’ensemble composto da 40 LSTM_GRU (presentata nel
capitolo 3);

e ENNbase: ¢ la fusione tramite 1’average rule di StoGRU e StoTCN.;

e ENN: ¢ la fusione tramite average rule degli ensamble StoGRU e StoTCN,
StoGRU_B, StoTCN_B e StoGRU_TCN;

e ENNnew: ¢ la fusione tramite average rule di ENN e LSTM_GRUj;

e LeaveOO Sparse: utilizza n-1 dataset per selezionare il metodo piu adatto per
classificare il dataset restante. In questo caso considera solo dataset sparsi;

e LeaveOO NonSparse: come LeaveOO_Sparse, ma considera solo dataset non-
sparsi;

e LeaveOO: come i precedenti, ma questa volta considera qualsiasi dataset;

Sono state aggiunte anche fusioni tra ENNnew/Enn e IMCC:

e ENN+IMCC: utilizza la regola dell’addizione tra ENN e IMCC:; i risultati di
ENN sono stati normalizzati prima della fusione visti 1 differenti range di valori
rispetto a IMCC;

e ENN-+3XIMCC: come la precedente, ma i risultati di IMCC sono pesati secondo
un fattore 3;

e  ENNnew+IMCC: utilizza la regola dell’addizione tra ENNnew e IMCC; 1

risultati di ENNnew sono stati normalizzati prima della fusione;
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e ENNnew+3xXIMCC: come la precedente, ma i risultati di IMCC sono pesati di

un valore 3.

4.3 Risultati ottenuti

Nella tabella 4.3.1 sono riportati le varie average precision ottenute dagli ensemble

descritti in precedenza (righe) sul determinato dataset (colonne).

Average Precision  Cal500 Image Scene Yeast Arts ATC ATC_f Liu mAn Average
IMCC 0.50 0.836 0.904 0.773 0.619 0.866 0.922 0.523 0.978 0.769
StoGRU 0.498 0.851 0.911 0.74 0.561 0.872 0.872 0.485 0.979 0.752
StoGRU_B 0.49 0.861 0.908 0.741 0.555 0.877 0.848 0.485 0.978 0.749
StoTCN 0.498 0.847 0.913 0.764 0.506 0.882 0.9 0.498 0.977 0.754
StoTCN_B 0.497 0.855 0.917 0.765 0.541 0.883 0.903 0.505 0.976 0.760
StoGRU_TCN 0.491 0.852 0.916 0.752 0.592 0.89 0.913 0.51 0.977 0.766
LSTM_GRU 0.493 0.837 0.888 0.768 0.637 0.873 0.742 0.551 0.976 0.752
ENNbase 0.502 0.855 0.922 0.756 0.552 0.888 0.916 0.497 0.979 0.763
ENN 0.499 0.859 0.924 0.762 0.582 0.893 0.916 0.505 0.979 0.769
ENNnew 0.498 0.866 0.922 0.778 0.628 0.892 0.917 0.521 0.978 0.778
LeaveOO_Sparce --- --- --- --- 0.628 --- - 0.53 - 0.579
LeaveOO_NonSparse  0.501 0.854 0.918 0.781 - 0.882 0.925 --- 0.979 0.834
LeaveOO 0.5 0.847 0.918 0.781 0.635 0.882 0.923 0.53 0.979 0.777
ENN+IMCC 0.502 0.856 0.922 0.783 0.631 0.883 0.927 0.521 0.979 0.778
ENN+3xIMCC 0.503 0.845 0.917 0.777 0.627 0.876 0.926 0.524 0.979 0.775
ENNnew+IMCC 0.502 0.855 0.922 0.782 0.634 0.883 0.927 0.528 0.979 0.779
ENNne+3xIMCC 0.503 0.847 0.913 0.778 0.629 0.875 0.925 0.527 0.979 0.775
TreeBagger 0.523 0.858 0.898 0.774 0.600 0.891 0.904 0.522 0.985 0.773

Tabella 4.3.1 Confronto delle average precision ottenute dai vari ensemble

Osserviamo che 1 test sono stati svolti su 9 dataset. Inoltre, per dataset sparsi (Liu, Arts,
bibtex, enron e health) ¢ stata performata una riduzione delle dimensioni tramite PCA
mantenendo il 99% della varianza.
LSTM_GRU non converge se viene applicata la normalizzazione sul dataset ATC f;
ma non si ottengono comunque buoni risultati se non viene applicata nessuna
normalizzazione. Se viene applicata la PCA alo stesso dataset la sua prestazione rimane
comunque minore di quella ottenuta con altri metodi.

Viene utilizzata di solito quando il numero di parametri ¢ maggiore del numero
di osservazioni. L ‘overfitting € una situazione particolare dove, a causa delle grandi
dimensioni delle strutture, la rete ha bisogno di regolare molti parametri con troppi
gradi di liberta. A causa di cio la rete puo risultare estremamente accurata durante

I’allenamento, ma non durante il test.
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Dalla tabella precedente possiamo trarre le seguenti conclusioni:
e LSTM GRU lavora molto bene in dataset sparsi, mentre ¢ risulta simile alle
prestazioni degli altri modelli basati su GRU/TCN per dataset non sparsi.
e LeaveOO Sparse aumenta le performance di ENN+3xIMCC, mentre
LeaveOO NonSparse e LeaveOO sembrano non ottenere prestazioni interessanti
e ENNnew+IMCC ¢ [’ensemle migliore, ¢ migliore di IMCC su ogni dataset ed ¢
piu robusto di ENN+IMCC per dataset sparsi (Liu, Arts, bibtex, enron e health)
In generale, la nuova topologia LSTM_GRU tende a superare solo in alcuni casi le
prestazioni degli ensemble precedenti. Unendola con ENN e poi fondendola tramite la
regola dell’addizione con IMCC supera lo stato dell’arte
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5. Conclusioni

L’apprendimento Multi-label ¢ una delle classi che ammette I’assegnazione di piu
etichette contemporaneamente per ogni istanza o pattern.

In questo elaborato sono state proposte delle combinazioni di ensemble di
LSTM GRU con altri modelli, addestrati con nuove varianti del metodo di
ottimizzazione Adam. La rete quando combinata con IMCC risulta in una
classificazione multi-label migliore.

Per validare I’approccio usato sono stati utilizzati nove dataset con domini
applicativi molto differenti tra loro.

L’unione con altre topologie di deep learning e nuove ottimizzazioni potrebbero

essere un punto di partenza interessante per esperimenti futuri
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