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Sommario

Le mutazioni non codificanti, aree del genoma che non vengono codificate in proteine, sono
la principale causa dei disturbi genetici, tra cui le malattie mendeliane. Gli effetti funzionali
di queste variazioni sono ancora difficili da comprendere completamente. Grazie a nuove tec-
nologie di sequenziamento — che hanno permesso un significativo arricchimento di banche di
dati biologici — e allo sviluppo di supporto hardware sufficientemente potente ¢ stato possibile
progettare strumenti basati sulle reti neurali che analizzano sequenze genomiche e forniscono
informazioni rilevanti legate agli effetti funzionali di queste particolari mutazioni.

Questo elaborato ha 1’obiettivo di dare un’introduzione alla biologia molecolare e fornire
gli strumenti matematici per comprendere le reti neurali. Piu precisamente verra esplorato il
funzionamento e la struttura di una rete neurale convoluzionale con 1’obiettivo di riuscire ad
analizzare tre strumenti, basati su questa tecnologia. Saranno esaminati DeepSEA, Basset e
DeepSATA, tre tool che hanno lo scopo di approfondire gli effetti causati dalle mutazioni non

codificanti del genoma.






Abstract

Non-coding variants, genome regions that are not translated into proteins, are a major cause
of genetic diseases, such as Mendelian disorders. The functional effects of these mutations
remain difficult to fully comprehend. However, thanks to advances in sequencing technologies
— which have greatly enriched biological data banks — and the development of sufficiently
powerful hardware, it has become possible to design neural network-based tools capable of
analyzing genomic sequences and providing valuable insights into the functional effects of these
specific DNA regions.

This thesis aims to introduce molecular biology concepts and provide mathematical tools
for understanding neural networks. Specifically, it will explore the structure and functioning of
convolutional neural networks with the goal of analyzing three tools based on this technology.
The thesis will focus on DeepSEA, Basset, and DeepSATA — three tools designed to enhance

the understanding of the functional impact of non-coding variants.
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Introduzione

Ad oggi I’avanzamento della genomica — ramo della biologia molecolare che si occupa
di studiare il genoma degli esseri viventi — si ¢ rivelato notevolmente significativo al fine di
approfondire e comprendere malattie legate alle mutazioni del genoma degli individui. Si stima
che solamente una percentuale tra I’1% e il 2% del DNA contiene i geni, ovvero particolari
regioni che contengono tutte le informazioni necessarie per la sintesi degli aminoacidi che poi
comporranno le proteine [1], [2]. Ci0o nonostante, la quasi totalita dei disturbi genomici ¢ dovuta
alle mutazioni nelle regioni non codificanti [3] — dette varianti non codificanti. Le mutazioni
in queste zone del genoma, che apparentemente svolgono funzioni marginali, sono responsabili
dello sviluppo di disturbi importanti, come le malattie mendeliane', 1’ epilessia, malattie car-
diovascolari e soprattutto tumori — tra cui il cancro del colon-retto e il tumore al seno [3]-[11].
Risulta quindi vitale continuare a studiare gli effetti che le varianti non codificanti in sequenze
genomiche hanno sugli individui.

Negli ultimi decenni, il progredire delle tecniche di sequenziamento [12] ha dato uno slan-
cio rilevante allo sviluppo della bioinformatica — disciplina che unisce informatica e biologia.
La bioinformatica si interessa a organizzare dati biologici in modo tale da facilitare 1’acces-
so e I’inserimento di nuove informazioni (come il PDB [13]), sviluppare tool che permettono
I’analisi dei dati e infine fornire una interpretazione significativa dei risultati ottenuti [14]. Piu
recentemente, 1’accrescimento dei dati biologici e il costante avanzamento della potenza di cal-
colo hanno reso possibile 1’applicazione di tecniche di deep learning (DL) anche nel campo
della bioinformatica. Questo notevole progresso consente di scoprire e perfezionare soluzioni
informatiche che permettano di delineare con sempre maggior precisione il ruolo che hanno le
mutazioni nelle regioni non codificanti del DNA. Grazie a queste nuove tecnologie, la genomi-
ca funzionale — area della genomica che si interessa a descrivere le relazioni che ci sono tra
1 componenti di un sistema biologico, come geni e proteine [15] — ha avuto un forte impul-

so nell’approfondire le varianti non codificanti, tuttavia rimangono ancora significative lacune

11e malattie mendeliane, causate dalla mutazione di un singolo gene, includono la fibrosi cistica e il morbo di
Huntington.



nella comprensione della relazione tra mutazioni genetiche ed espressione genica. L’utilizzo
di tecniche di deep learning risulta quindi cruciale per continuare la ricerca in questo ambito.
L’obiettivo di questo elaborato ¢ di discutere e confrontare tre tool che utilizzano le reti neu-
rali convoluzionali per predire I’effetto delle varianti non codificanti su sequenze genomiche:
DeepSEA [16], Basset [17] e DeepSATA [18].

Piu precisamente, il Capitolo 2 introdurra le basi della biologia molecolare, necessarie per
comprendere interamente I’importanza delle varianti non codificanti. Successivamente, nel Ca-
pitolo 3 saranno approfonditi 1 principi fondamentali delle reti neurali e il modo in cui le reti
convoluzionali possono essere utilizzate come ottimo strumento per predire I’ effetto di sequen-
ze genomiche. Il Capitolo4 invece esaminera i dettagli implementativi di ciascuno dei tre tool,
indagando principalmente sugli aspetti legati alla codifica delle sequenze, alla struttura della
rete e al dataset utilizzato per allenare il modello. Infine nel Capitolo 5 si riassumono le diffe-
renze analizzate nel capitolo precedente, offrendo una visione complessiva del confronto tra i

tre tool.



Background biologico

La cellula ¢ I'unita fondamentale della vita. La cellula ¢ una piccola miscela acquosa con
componenti chimici, racchiusi in una membrana, e possiede I’eccezionale capacita di replicarsi.
Il primo elemento che permette di distinguere le cellule ¢ la presenza di un nucleo. Vengono
definite procarioti le cellule senza nucleo — che sono le piu diffuse e compongono organismi
unicellulari come i batteri e gli archei — mentre sono chiamate eucarioti le cellule che conten-
gono un nucleo — le quali sono in genere piu grandi e pitt complesse e costituiscono forme di

vita multicellulari come animali, piante e funghi [19].

All’interno della cellula eucariote (Figura 2.1), immersi nel citoplasma, sono presenti diver-
si organuli, i quali svolgono una particolare funzione ciascuno. I mitocondri sono gli organuli
pit diffusi. Il loro compito ¢ quello di generare energia chimica per la cellula: attraverso il

processo di ossidazione di zuccheri e grassi, viene creata una sostanza che viene utilizzata nella

Nuclear envelope

Rough endoplasmic
reticulum

Nuclear lamina

Nuclear pare Free ribosomes

Chromatin Centrioles

Nucleolus ; ¢

Microtubule

Centrosome

Microvillus —<% ~ 4
Coated pit oy _ ; @~ Peroxisome

Microtubule e o - ) Mitochondrion
Actin filaments : - Golgi apparatus

Plasma membrane Early endosome

Figura 2.1: Rappresentazione schematica della cellula eucariote. Si possono notare i principali
organuli tra cui i mitocondri, lisosomi e perossiomi, il reticolo endoplasmatico, e il nucleo [2].



maggior parte delle attivita cellulari!; questo processo & anche chiamato respirazione cellulare
perché consumando I’ ossigeno viene rilasciata anidride carbonica. Oltre ad essere la fonte ener-
getica primaria della cellula, i mitocondri hanno anche importanti ruoli nella regolazione del
metabolismo, del ciclo cellulare, delle risposte antivirali e anche della morte della cellula [19]-
[21].

Il reticolo endoplasmatico ¢ invece un organulo molto esteso e svolge molteplici funzioni.
Tra questi compiti rientrano quelli di traslocazione di proteine e il ripiegamento delle proteine
(protein folding) [19], [22]. I lisosomi si occupano di degradare e riciclare gli scarti cellu-
lari e giocano un ruolo fondamentale per I’omeostasi della cellula?, il suo sviluppo e il suo
invecchiamento [23]-[25]. Infine, i perossiomi sono delle piccole vescicole che forniscono un
ambiente protetto per gestire molecole tossiche come gli acidi grassi i quali sono smaltiti tramite
la B-ossidazione [19], [26].

L’organulo pit importante della cellula rimane il nucleo. Racchiuso nell’ involucro nucleare,
all’interno di questo organulo sono presenti tutte le informazioni genetiche, contenute in una
lunga molecola di acido desossiribonucleico (comunemente noto come DNA), che, una volta
impacchettato, forma il cromosoma [2], [19]. La molecola di DNA ¢ una struttura a doppia elica
formata da nucleotidi. Osservando la Figura?2.2, i nucleotidi sono composti a loro volta da tre

elementi fondamentali: una base azotata, uno zucchero e un gruppo fosfato3. Le basi azotate
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Figura 2.2: Rappresentazione schematica del DNA. Si possono osservare le coppie di basi
azotate, legate tra loro attraverso gli zuccheri e i gruppi fosfati [27].

'Questa sostanza & detta adenosintrifosfato o ATP ed ha una struttura simile ad un nucleotide: & infatti
composta dall’ Adenina, da uno zucchero e da tre gruppi fosfati.

2Con omeostasi cellulare si intende I’insieme di meccanismi necessari per mantenere ad un livello ottimale le
funzioni della cellula.

31 gruppi fosfati hanno una carica negativa e forniscono alla molecola le proprieta di un acido.



CAPITOLO 2. BACKGROUND BIOLOGICO

sono quattro — Adenina (A), Citosina (C), Guanina (G) e Timina (T) — e si uniscono tra loro
mediante dei legami ad idrogeno e secondo un preciso criterio: 1’Adenina si lega solamente con
la Timina (formando il legame AT) mentre la Citosina si unisce solo con la Guanina (creando
la coppia CG)[1], [28]. Si osserva infine che il nucleotide di una coppia e quello successivo
si legano mediante zucchero e gruppo fosfato sempre allo stesso modo: il gruppo fosfato di un
nucleotide si lega sempre allo zucchero dell’altro. Di conseguenza, preso un filamento della
doppia elica, le due estremita non sono uguali in quanto una termina con un gruppo fosfato
(terminazione 5’) e I’altra con uno zucchero (terminazione 3').

Attraverso una serie di ripiegamenti, una molecola di DNA lunga circa due metri riesce a
raggomitolarsi in un cromosoma di grandezza inferiore a 2 micron (Figura2.3). Il processo
di DNA-packaging inizia avvolgendo la doppia elica di DNA attorno a delle proteine dette
istoni e formando dei nucleosomi. In secondo luogo i nucleosomi si ammassano vicini tra loro
formando una fibra, chiamata cromatina che, a sua volta si impacchetta su se stessa creando il

cromosoma [29], [30].

DOGMA CENTRALE

La rilevanza del DNA ¢ data delle informazioni essenziali che questa molecola contiene.
Tali informazioni risiedono nei geni, che sono delle sequenze genomiche che codificano uno o
piu prodotti biologici operativi [32]. L espressione genica ¢ il processo che permette di utilizza-
re 1 dati contenuti nel gene per la creazione di macromolecole, come le proteine. Per esempio,
le cellule della pelle a contatto con luce solare intensa possono esprimere geni che regolano la

pigmentazione della pelle [33]. L’espressione genica ¢ divisa in due fasi principali: la trascri-
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Figura 2.3: 1l processo di impacchettamento del DNA che permette di compattare la struttura a
doppia eilca nel cromosoma [31].



2.1. DOGMA CENTRALE

zione — che si occupa di produrre delle molecole di RNA che rispecchino il gene da esprimere
— e la traduzione — la quale traduce le informazioni dell’RNA sintetizzando la proteina.

Nella prima fase dell’espressione genica, ¢ necessario trascrivere il DNA in una molecola
molto simile ovvero I’RNA — chiamato anche acido ribonucleico. Questa molecola differisce
dall’acido desossiribonucleico per una base azotata — anziché la Timina ¢ presente 1’Uracile
(U) — e per lo zucchero — da desossiribosio a ribosio [34]. La trascrizione del DNA in RNA
inizia quando delle proteine, chiamate fattori di trascrizione (TF), attratte dagli enhancer del
DNA, riconoscono la regione che delimita I’inizio della molecola del gene da esprimere, detta
promoter. Dopo aver riconosciuto 1’inizio della sequenza, queste proteine permettono ad un
enzima chiamato RNA polimerasi di attaccarsi ed aprire la doppia elica del DNA [35]. Una
volta aperta la doppia elica, inizia la vera e propria trascrizione in RNA: il filamento del DNA
viene preso come modello per la creazione dell’RNA; in particolare il nucleotide dell’RNA sara
il complementare rispetto a quello del DNA (di conseguenza A - U,C — G,G—CeT — A).
Cosi facendo I’acido ribonucleico viene creato un nucleotide alla volta, analizzando quello del
DNA [34]. La trascrizione termina nel momento in cui gli enzimi e le proteine incontrano
la regione terminatrice del gene che determina la separazione dal filamento e la terminazione
dell’RNA messaggero (mRNA) che contiene le informazioni presenti nel gene da esprimere.
L’intero processo di trascrizione ¢ illustrato nella Figura 2.4.

Prima di uscire dal nucleo I’'RNA messaggero subisce una serie di elaborazioni necessarie
per rendere le informazioni immagazzinare sicure: diverse sono le malattie che emergono per
ol

mutazioni presenti nell’mRNA tra cui la distrofia miotonica™ [37]. La prima elaborazione viene
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Figura 2.4: 1l processo di trascrizione del DNA del gene in RNA mediante la RNA polimera-
si[36].

“Le distrofie miotoniche sono patologie che colpiscono principalmente 1’apparato muscolo-scheletrico.



CAPITOLO 2. BACKGROUND BIOLOGICO

chiamata 5'-end capping e si occupa di aggiungere alla terminazione 5’ dell’mRNA una Gua-
nina attraverso un collegamento inusuale che garantisce maggiore stabilita alla molecola. In
secondo luogo avviene lo splicing che si occupa di rimuovere le zone non codificanti — dette
introni— dal gene trascritto mantenendo solo quelle che verranno utilizzate per essere sinte-
tizzate in proteine — gli esoni — e quindi facilitando il processo di traduzione. Infine con il
3'-end processing viene aggiunta alla terminazione 3’ dell’mRNA una coda di Adenine — detta
anche polyA tail — che, in maniera molto simile al 5’-end capping garantisce una stabilita del
filamento di acido ribonucleico [38], [39].

Dopo essere uscito dal nucleo attraverso i pori, ’'RNA messaggero raggiunge il citoplasma
ed ¢ pronto per iniziare la seconda fase dell’espressione genica, la traduzione. In questa fase
I’'mRNA viene tradotto in un polipeptide, ovvero una sequenza di aminoacidi che compongono
la proteina. Gli aminoacidi sono piu di 20, di conseguenza anziché codificare un solo nucleo-
tide dell’RNA messaggero, vengono codificati tre nucleotidi alla volta: questa tripletta viene
chiamata codone. Durante la fase della traduzione, giocano un ruolo fondamentale i ribosomi
i quali sono degli organuli nei quali avviene la traduzione. I ribosomi sono composti da due
sotto unita, ciascuna delle quali ha tre siti per I’'RNA di trasporto (tRNA). Delle due sotto unita
del ribosoma, quella dimensionalmente minore si lega al’'mRNA e agli anticodoni (sequenze
specifiche di tre basi nel tRNA) e controlla che la traduzione avvenga con successo. La sotto
unita pitt voluminosa invece si prende carico di catalizzare il legame peptidico tra I’aminoacido
trasportato dal tRNA e la catena di aminoacidi in crescita [39]-[41]. In questo modo 1 ribosomi,
analizzando codone dopo codone riescono a creare la catena polipeptidica mediante I’RNA di
trasporto, come mostrato nella Figura2.5.

Una volta creata la sequenza polipeptidica, inizia il processo di ripiegamento della proteina.
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Figura 2.5: 1l processo di traduzione da RNA messaggero a polipeptide attraverso il tRNA e i
ribosomi [42].



2.1. DOGMA CENTRALE

In maniera molto simile a quanto visto per I'impacchettamento del DNA nel cromosoma, la
sequenza di polipeptidi inizialmente si arrotola creando delle bobine che sono comunemente
chiamate o-helix. Queste ultime poi si ripiegano nuovamente arrivando alla struttura terziaria
della proteina, ovvero la proteina tridimensionale effettiva [43]. Una volta creata la proteina il
gene ¢ stato espresso definitivamente. Questo passaggio di informazioni dal DNA alla creazione

della proteina ¢ gergo definito come il dogma della biologia molecolare.

Come accennato all’inizio del capitolo, la cellula possiede la notevole capacita di replicarsi.
In genere una cellula si duplica durante la crescita e lo sviluppo dell’organismo, quando deve es-
sere rimpiazzata o rigenerata oppure nella riproduzione asessuata di alcuni microrganismi [44].
Il processo replicazione cellulare, chiamato mitosi, ¢ preceduto dall’interfase, processo fonda-
mentale in cui la cellula cresce di dimensioni e il DNA nei cromosomi si duplica, favorendo
la replicazione cellulare. La mitosi puo essere suddivisa in quattro fasi principali [44]—-[47] le

quali sono riassunte anche nella Figura 2.6:

1. Nella profase i cromosomi duplicati si condensano nel nucleo ed iniziano ad avvicinarsi
dei microtuboli al nucleo, chiamati centrosomi; allo stesso tempo la membrana nucleare
inizia a svanire;

2. Dopo che i microtuboli si sono attaccati ai cromosomi (fase intermedia detta prometafase)
si giunge alla metafase, situazione in cui tutti i cromosomi sono allineati lungo la linea
equatoriale della cellula;

3. Durante I’ anafase, ciascuna coppia di cromosomi si divide e raggiunge i poli della cellula;

4. La fase finale della mitosi ¢ la telofase nella quale le due cellule si dividono; le membrane
nucleari delle due cellule si riformano attorno ai cromosomi divisi.
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Figura 2.6: La mitosi cellulare. Si possono osservare le quattro fasi che la compongono: profa-
se, metafase, anafase e telofase [48].



CAPITOLO 2. BACKGROUND BIOLOGICO

Affinché la mitosi abbia successo, ¢ prima necessario duplicare il DNA all’interno della
cellula. Il processo di replicazione di DNA che precede la mitosi ¢ anche definito come fase
di sintesi — S-phase. La duplicazione del DNA inizia con I’identificazione dell’ origine della
replicazione, ovvero una sequenza del DNA che specifica da quale punto della sequenza il DNA
deve essere replicato (ci sono piu di cento mila siti che segnalano un punto di orine nel DNA di
una cellula). Una proteina iniziatrice ¢ legata al punto di origine promuovendo 1’attaccamento
al DNA del replisoma che ¢ composto da un enzima chiamato elicasi che si occupa di dividere
i due filamenti di DNA procedendo nella direzione 5 — 3’. A questo punto il RNA prime
inizia la sintesi del DNA favorendo I’attaccamento della DNA polimerasi entrambi 1 filamenti
per duplicare il DNA. Essendo che il genoma ¢ complementare, un filamento avra un verso
5" — 3’ (leading strand) mentre I’altro filamento avra verso opposto, 3’ — 5 (lagging strand).
Di conseguenza, nel filamento concorde al replisoma, la polimerasi non incontrera problemi
nella duplicazione, invece nel filamento 3’ — 5" il DNA dovra essere duplicato a segmenti, detti
frammenti di Okazaki che verranno collegati tramite la DNA ligasi [49]—-[52]. La Figura?2.7

racchiude quanto descritto sulla fase di sintesi.

VARIANTI NON CODIFICANTI

Come descritto fino ad ora, il ruolo del DNA ¢ fondamentale in quanto trasmesso da cellula
a cellula durante la replicazione per poi essere utilizzato nell’espressione genica creando le pro-
teine. Alle regioni del DNA che prendono parte all’espressione genica, si contrappongono le
regioni che non vengono codificate, come gli enhancers ed i promoters, ma anche gli introni di

un gene. Le regioni non codificanti del DNA rappresentano tra il 98% e il 99% dell’intera mole-
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Figura 2.7: 1l processo di replicazione del DNA durante la fase di sintesi [53].
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cola: si pensava che queste zone non avessero una funzione effettiva, tanto che vennero definite
junk DNA, ovvero DNA spazzatura. Contrariamente a quanto si supponeva, una mutazione in
queste zone puo causare diversi disturbi genetici in quanto 1’organizzazione della cromatina,
il processo di replicazione del DNA e I’espressione genica possono essere compromessi. Nel
comprendere 1’associazione tra varianti genomiche e disturbi da esse causati, il Genome-Wide
Association Study (GWAS) ha svolto un ruolo rilevante, analizzando genomi di numerosi sog-
getti e correlando la presenza di una mutazione e un disturbo. Tra le varianti identificata dal
GWAS, diverse sono mutazioni non codificanti [3], [54], [55].

Alcune varianti non codificanti possono alterare lo splicing di un gene trascritto. Come
accennato precedentemente, lo splicing ¢ il processo che permette la rimozione delle zone non
codificanti del gene (gli introni) prima che questo sia tradotto in una proteine. Lo splicing fa
parte dei processi che I’'mRNA subisce prima di lasciare il nucleo ed iniziare la traduzione.
All’interno degli introni sono presenti diverse sequenze che sottolineano 1’inizio di un esone,
tra cui il donor, 1’acceptor, 1 branch points e i tratti polipirimidinici. Le variazioni in queste
regioni possono condurre alla non codifica di un esone o alla conservazione di un introne: piu
del 15% dei disturbi ereditari sono dovuti proprio a questi inconvenienti. Oltre agli introni,
anche altre regioni non tradotte (UTR) dell’'mRNA possono condurre ugualmente a disturbi
ereditari. Queste regioni sono fondamentali per gestire il processo seguente alla trascrizione:
si occupano infatti di rendere il filamento di mRNA piu stabile e robusto e rendono la sua
localizzazione piu semplice per poter iniziare il processo di traduzione [4], [8].

Le mutazioni non codificanti, oltre a verificarsi nell’RNA messaggero, possono anche oc-
correre nelle regioni non codifcianti del DNA (ncDNA), come i promoters i quali attirano i
fattori di trascrizione (TF). Queste proteine sono responsabili di agganciare alla molecola di
DNA la RNA polimerasi, che si occupa di sciogliere la doppia elica ed inizia la trascrizione
del gene. La variazione di queste importanti regioni rende la trascrizione del gene incorret-
ta, conducendo ad un’erronea traduzione in proteina. Le variazioni dei promoter sono causa
di malattie mendeliane e di alcuni tipi di tumori. Per lo stesso motivo, anche le mutazioni in

5

altre sequenze cis-regolatorie del DNA — come enhancers e silencers® — conducono a malat-

tie ereditarie. Tra questi disturbi, oltre a quelli citati precedentemente si aggiungono 1’aritmia

6e agenesia pancreatica7 [31, [4], [6], [8].

cardiaca, la sindrome della gamba senza riposo

In aggiunta alle variazioni di enhancers e promoters del DNA non codificante, le mutazioni
possono causare anche I’espansione dei tandem repeats, sia negli esoni, che in regioni non
codificanti del DNA. I tandem repeats sono delle lunghe ripetizioni di ridotte sequenze di
DNA. Le conseguenze delle variazioni dei repeat codificanti sono ben note (tra cui il morbo
di Huntington), contrariamente all’effetto dell’espansione dei repeat non codificanti. A queste

mutazioni si associano disturbi nella fase di trascrizione del DNA e I’intrappolamento delle

S A differenza degli enhancer, che stimolano una particolare trascrizione genica, lo scopo dei silencers & quello
di ridurre o inibire la trascrizione di un particolare gene

Questa sindrome neurologica suscita al soggetto una insopportabile necessita di muovere gli arti inferiori.

"Questo disturbo determina 1’assenza di massa pancreatica sin dalla nascita.
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proteine coinvolte durante lo splicing [4].

Le mutazioni del ncDNA, possono anche introdurre dei cambiamenti strutturali della croma-
tina, fibra che costituisce i cromosomi. In particolare, la cromatina, mentre si impacchetta per
formare il cromosoma (Figura?2.3), forma delle particolari regioni, dette TAD (Topologically
Associating Domains), le quali contengono gruppi di geni che interagiscono frequentemente tra
loro. Ne consegue che anche una piccola variazione strutturale puo condurre ad una espressione
genica imperfetta, causata da una scorretta interazione tra enhancers e promoters. Si ¢ osservato
che la variazione strutturale delle TAD, oltre a causare disturbi mendeliani, puo portare a diver-
se malattie neurologiche [4], [56]. Oltre alle TAD, anche altre regioni della cromatina hanno
un ruolo importante durante la trascrizione, come le regioni ipersensibili alla DNasi I® (dette
DHS, DNase I hypersensitive sites), 1 siti di legame dei fattori di trascrizione (TF binding sites)
e le modifiche istoniche. Queste regioni fanno parte, piu in generale delle regioni aperte di cro-
matina (OCR, Open Chromatin Region) le quali mutazioni possono portare ad un’espressione
genica inesatta e, conseguentemente, condurre a disturbi genetici [16], [18].

Contrariamente alle mutazioni nel DNA codificante, gli effetti delle variazioni nel ncDNA
sono tuttora poco comprese. Questo ¢ dovuto alla difficolta di determinare se una variante non
codificante influenzi il fenotipo — ovvero I'insieme delle caratteristiche strutturali e funzionali
di un individuo. Diversi sono i tool bioinformatici che sono stati sviluppati per riconoscere se
una mutazione non codificante abbia un effetto funzionale, ma, poiché tali funzioni dipendono
anche dal contesto specifico della sequenza le previsione possono rivelarsi imprecise, fornendo

quindi informazioni non del tutto chiare sull’effetto fenotipico della mutazione [57], [58].

8E un enzima che scinde il DNA in frammenti pill piccoli. Spesso & utilizzato per identificare regioni di
cromatina che sono piu accessibili alla trascrizione.
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Reti neurali

Il primo modello di intelligenza artificiale (Al) risale al 1943, dove E. McCulloch e W.
Pitts cercarono di modellare un neurone come una semplice funzione predefinita. In questo
modello, il neurone, generava un valore in output nel caso in cui le variabili booleane di input,
una volta elaborate, superavano una soglia prestabilita [59]. Poco dopo, nel 1950, Alan Turing,
pubblico un articolo che definiva una metodologia per testare I’intelligenza di un modello [60].
Questo test — noto anche come imitation game — consisteva nel valutare se una macchina
potesse imitare I’intelligenza umana stabilendo cosi un obiettivo per il campo dell’intelligenza
artificiale, termine che venne conianto per la prima volta nella conferenza di Dartmouth nel
1956.

Dopo due anni, nel 1958, lo psicologo F. Resenblatt introdusse il percettrone che, a dif-
ferenza del modello del *43, processava input non booleani e disponeva di pesi per bilanciare
I’output [61]. Anche se il percettrone sara alla base delle reti neurali artificiali moderne, nei
dieci anni successivi alla pubblicazione dell’articolo, le aspettative iniziali non vennero soddi-
sfatte. Nel 1968 venne pubblicato un libro il quale analizzava le prestazioni del percettrone e
constatava le forti limitazioni del modello, come 1’impossibilita di risolvere problemi non li-
nearmente separabili [62]. In seguito ad un secondo articolo del 1973, dove si evidenziavano
gli scarsi risultati ottenuti in paragone con le grandi aspettative, inizio il Primo Inverno dell’In-
telligenza Atrtificiale dove fino alla meta degli anni Ottanta molte organizzazioni governative
smisero di finanziare la ricerca sull’intelligenza artificiale. L' Inverno della Al termino nel 1985
con 'introduzione del Gradient Descent Optimization, algoritmo che permetteva di aggiornare
1 pesi in modo tale da minimizzare 1’errore in una rete. Un anno dopo venne introdotto 1’algorit-
mo della back-propagation, fondamentale per lo sviluppo di reti neurali, costituite da piu livelli
di neuroni, ciascuno dei quali ¢ collegato al livello successivo [63].

Nonostante il grande sviluppo nella parte algoritmistica, I’hardware non era computazional-
mente adeguato da supportare le richieste di calcolo delle reti neurali artificiali. Questa carenza
nella potenza di calcolo portd al Secondo Inverno dell’Intelligenza Artificiale, periodo in cui
I’interesse scientifico si spostd su modelli che richiedevano meno potenza di calcolo, come
le Support Vector Machines (SVM) introdotte nel 1963. 1l Secondo Inverno della Al termi-
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nd a meta degli anni Novanta quando il progresso dell’hardware riusci a soddisfare i requisiti
computazionali dei modelli basati su reti neurali. Il costante sviluppo culmino nell’ultimo ven-
tennio quando venne introdotta la GPU, che, insieme all’aumento dei dati disponibili, accelero

notevolmente i progressi nel campo dell’ Al [64], [65].

PRINCIPI DI BASE ED EVOLUZIONE

Le reti neurali artificiali (ANN) — comunemente note come reti neurali (NN) — mirano
a rappresentare un modello semplificato del cervello, trattato come una struttura composta da
neuroni. Risulta quindi essenziale comprendere il funzionamento del singolo neurone artificiale
per poi esplorare la struttura di una rete neurale, che ¢ un insieme di neuroni artificiali, collegati

tra loro secondo precisi criterio

NEURONE ARTIFICIALE

Come un neurone biologico, il neurone artificiale (Figura 3.1) riceve un numero arbitrario n
di segnali in input, che possono essere rappresentati con la notazione xi,xz,...,x,. Tali valori
possono essere raggruppati nel vettore di input X = [x1,x2,...,x,]. Per descrivere il risultato
di tutti 1 segnali in ingresso del neurone, si introduce una funzione g, che generalmente ¢ una
semplice somma algebrica dei segnali di input x;, con i € [1, n]. Ogni segnale di input, prima di
essere sommato viene moltiplicato per il rispettivo peso (weight) w;, con i € [1, n|, che appartie-
ne al vettore dei pesi w = [wy,w»,...,wy]|. Ne consegue che il segnale in uscita, indicato con v,

comprendera la somma del prodotto del segnale i-esimo (x;) con il rispettivo peso i-esimo (w;):
n

v:g(w,x):Zwixi:w-x (3.1
i=1

Per attivare un neurone, ¢ necessario che il segnale v prodotto in output sia superiore ad una so-

glia prescelta, indicata con b. Questo si traduce nel sottrarre tale valore al segnale v e verificare

Figura 3.1: Rappresentazione schematica del funzionamento di un neurone artificiale. I segnali
in input x; vengono moltiplicati con i rispettivi pesi w; e sommati tra loro; il risultato v viene
processato dalla funzione di attivazione f(v) che restituisce 1’output a.
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che il risultato sia maggiore o minore di zero.

iwixi—b >0

n
ZW,‘X,‘ >b =
i=1 i=1

11 valore sottratto alla somma, detto bias, pud essere inglobato nella somma algebrica. E suffi-
ciente introdurre una componente aggiuntiva xo = 1 nel vettore di input X ed una componente
wo = —b nel vettore dei pesi w. In questo modo, I’equazione 3.1 pud essere riscritta con I’indice

i che parte da 0, come segue:
n
v=g(W,Xx)= Zwixi =W-X
i=0

11 criterio che descrive I’attivazione del neurone artificiale ¢ riassunto nella funzione di attiva-
zione, chiamata a = f(v). La funzione di attivazione pill semplice che descrive tale criterio la

funzione gradino 1(v), descritta graficamente nella Figura 3.2:

1 sev>0

0 sev <0

Analogamente alle reazioni agli stimoli esterni di un neurone biologico, anche neurone ar-
tificiale deve essere in grado di rispondere in un determinato modo quando riceve determinate
informazioni. Affinché il neurone sia capace di comportarsi correttamente di fronte a specifici
dati, ¢ fondamentale allenarlo: ¢ dunque necessario utilizzare un training dataset che contenga
numerosi vettori di input X e, per ciascuno di essi sia presente la risposta corretta che il neurone
dovrebbe fornire. Lavorando con numerosi vettori di input, viene introdotta la notazione X,

che indica il j-esimo vettore x del dataset. Formalmente definiamo il dataset & come:

7 ={{Xi. 0} AX, o}, X, yibs o AXus v} )

2 1 1 2

Figura 3.2: Grafico della funzione gradino 1(v). Si osserva che vale zero per valori strettamente
minori di zero e uno per valori maggiori o uguali a zero.
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Il dataset' & composto da M vettori di input — X i (j €[1, M]) — e da esattamente M risposte
yj, che rappresentano il comportamento atteso del neurone se il vettore di ingresso ¢ X;. E
quindi possibile definire la matrice X che contiene esattamente M vettori — ciascuno in una
riga — i quali sono composti esattamente da n componenti (o feature), che sono le componenti
associate al vettore dei pesi w, precedentemente introdotto. Alla matrice X ¢ associato il vettore

y, anch’esso di dimensione M tale per cui la componente y; sia la risposta attesa del vettore di

input X;.
X10 Xll e f e XD yi
XS le e XE o X V2
X — . . . . . . . y — .
0 1 i n .
X)X} o X X Vi
_XAQ[ X]lll . XI{/I . XIC[_ |

Da questo deriva che il vettore X; ¢ dimensionalmente compatibile con il vettore di pesi w in

quanto hanno esattamente la stessa dimensione.
0 yI1
X;= X}, Xj,....X]] W = [Wo, Wi, ..., Wp]

Percio il dataset & pud essere riscritto attraverso la matrice X ed il vettore di risposte attese

associato y.
7 ={X,y}

Con un dataset di partenza si pu0 definire un algoritmo generico che sia in grado di descrivere
il processo di apprendimento di neurone artificiale. Come descritto nell’ Algoritmo 1, dopo aver
inizializzato il vettore di pesi w, per ogni vettore X; del dataset &, vengono calcolati il segnale
v e il valore della funzione di attivazione a = f(v). L’idea alla base dell’algoritmo & quella di
modificare il vettore di pesi w in funzione del risultato della funzione di attivazione rispetto al
segnale processato. In questo modo, una volta processati tutti i vettori presenti nel dataset, ¢
possibile constatare se il neurone sia stato in grado di apprendere il comportamento desiderato

in funzione del vettore in ingresso [64].

'Un dataset cosi definito & utilizzato nel supervised learning, dove all’interno del dataset sono presenti sia i
vettori in ingresso che la risposta attesa. Si contrappone 1’unsupervised learning — che non verra trattato — dove
sono presenti solo i vettori in ingresso e sono sconosciute le risposte attese.
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Algoritmo 1 Allenamento del neurone artificiale
Input: Dataset 2

Inizializza w con numeri casuali

j1

while j <M do
Calcola v in funzione di X; e w
Determina a in rapporto a v € y;
Modifica w a seconda del risultato a
j—j+1

end while

MODELLO PERCETTRONE

Uno tra 1 modelli di neuroni artificiali utilizzati nelle reti neurali ¢ il percettrone. Dato un
vettore in ingresso X jz e un vettore di pesi w, il segnale v ¢ dato dalla somma algebrica dei

prodotti di ciascuna delle componenti:
n .
v=g(wXj) = Zw,-X]’- =w-X;
i=0

La funzione di attivazione f(v) del percettrone ¢ la funzione “segno” (Figura 3.3) — chiamata

anche gradino bipolare — definita come segue.

1 sev>0
a(v) = sign(v) = sign(w - X;) =
—1 sev<0

Il particolare piu importante del percettrone ¢ la learning rule, ovvero il criterio secondo il
quel il vettore di pesi ¢ aggiornato a seconda della predizione del modello. Se la predizione a;

rispetto al vettore X; ¢ diversa dalla risposta attesa y;, allora il vettore di pesi € modificato come

sign(v)

Figura 3.3: Grafico della funzione segno sign(v). Si osserva che vale -1 per valori strettamente
minori di zero e 1 per valori maggiori o uguali a zero.

211 vettore di input & indicato come la j-esima riga della matrice di input X del dataset 2.
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4 -2 2 4

Figura 3.4: Grafico della funzione sigmoide & (v).

segue [64], [66].
w; = w; + ijJl:

Al percettrone si aggiunge anche il neurone sigmoideo, che ¢ molto simile al percettrone
se non per la funzione di attivazione. Anziché avere la funzione discontinua “segno”, viene
introdotta la funzione sigmoide o (v), che & una funzione continua e restituisce valori compresi
tra zero e uno (Figura 3.4). Questa funzione, definita di seguito, rimuove le discontinuita della
funzione di attivazione del percettrone e fornisce un intervallo di valori reali, piuttosto che un

risultato binario.

1 1

o(v)

= 14+eV 1_}_e7w-Xj

Questa importante differenza rende il neurone sigmoideo piu flessibile rispetto al percettrone

classico e piu adatto all’utilizzo nelle reti neurali [66].

GRADIENT DESCENT

La learning rule introdotta nel percettrone, per quanto semplice, spesso viene sostituita dalla
learning rule derivante dal Gradient Descent (GD, rappresentato nella Figura 3.5), un approccio
che mira a trovare il minimo di una funzione differenziabile, spesso chiamata funzione “costo”.
Fornito il vettore di pesi w = [wg, w1, ...,w,], durante 1’allenamento del neurone, 1’algoritmo
cerca di modificare tale vettore minimizzando sempre di piu I’errore tra il valore predetto dal
modello e il risultato atteso. Pill precisamente, data una funzione di costo C(w) — detta anche

loss function — la learning rule del GD vale:
w=w—nVC(w)

Dove 1 € un parametro positivo, chiamato learning rate e serve per bilanciare la rapidita con
cui il vettore dei pesi sia aggiornato durante ’esecuzione dell’algoritmo. Il termine VC (w)
¢ invece il gradiente della loss function. Il gradiente di una funzione a piu dimensioni & un

vettore che indica la direzione di massima crescita del valore della funzione; conseguentemente
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la direzione opposta ¢ quella da seguire per raggiungere il minimo (locale o assoluto) della
funzione. La Figura3.5 mostra graficamente come 1’approccio GD cerchi di raggiungere tale
valore ad ogni iterazione. Si osserva che in questo caso la funzione ¢ rappresentata in due
dimensioni ma in generale la loss function ¢ n-dimensionale. Questa funzione pud essere una
qualsiasi funzione errore: una tra le pitt comuni ¢ la funzione che calcola la media del quadrato
degli errori (in gergo chiamata MSE, Mean Squared Errors). Per fare un esempio pratico,
avendo il vettore di pesi w, un dataset ¥ — definito come in precedenza — ed una funzione di

attivazione a, la MSE & definita come:

1

cw) =+ Y [yj—a(w,x))]"

™=

j=1

L’approccio adottato da questo algoritmo, per quanto efficacie non ¢ completamente efficien-
te. La complessita computazionale richiesta € notevole: ad ogni iterazione dell’allentamento
del neurone, € necessario trovare il valore della derivata della loss function, che si traduce nel
computare la predizione di tutti i vettori di input X; del dataset & e compararli con la risposta
attesa y;. Questo approccio, per dataset di dimensioni medio-grandi ¢ molto poco efficiente,
per quanto preciso. Inoltre ¢ possibile che la discesa del gradiente conduca 1’aggiornamento
del vettore di pesi in un minimo locale della funzione errore, giungendo quindi ad una solu-
zione sub-ottima. Questi problemi possono entrambi essere gestiti da una variante di questo
algoritmo, chiamata Stochastic Gradient Descent (SGD). Per ogni iterazione dell’algoritmo di

allenamento, vengono presi un numero m < M di vettori di input con le rispettive risposte attese

Figura 3.5: Il gradient descent in una funzione bidimensionale. Si osserva che 1’algoritmo,
attraverso il gradiente della funzione, riesce a spostarsi verso il minimo (locale o assoluto) della
funzione, come una biglia di vetro.
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e aggiornato il vettore w in base a questo sotto insieme del dataset, chiamato anche mini — batch.
In questo modo la complessita computazionale viene drasticamente diminuita in quanto calco-
lare la derivata della loss function per una frazione ridotta del dataset richiede meno risorse. In
aggiunta la casualita della scelta del mini-batch puo evitare la convergenza in un minimo locale
poiché rende la discesa lungo la funzione di errore leggermente pitt imprevedibile, diminuendo
la possibilita di risultati sub-ottimi [66]—[68].

RETE NEURALE

Una rete neurale ¢ una struttura composta da neuroni artificiali 1 quali sono organizzati in
livelli (layers). In una rete neurale multilivello, ¢ sempre presente un input layer e un output
layer. I livelli che si trovano tra questi sono detti livelli nascosti — hidden layers. I neuroni
dello stesso livello non sono mai collegati tra loro ma solo con i neuroni del livello precedente
e del livello successivo. Piu precisamente, data una rete neurale, i neuroni del livello ¢ ricevono
il segnale dai neuroni del livello ¢ — 1 e, dopo aver elaborato le informazioni, inviano il segnale
processato ai neuroni del livello £+ 1: si dice che la rete ¢ di tipo feedforward in quanto non
sono presenti cicli nella struttura. Osservando la Figura 3.6 si introduce una nuova notazione
per i neuroni all’interno di una rete. Si definisce con Nj(.g) il neurone j-esimo che si trova nel

()

livello ¢ e si identifica con la notazione a j I’output della funzione di attivazione del neurone

N](-E). Il peso wggz ¢ il peso che collega il neurone Ni(gfl) al neurone NJ(-E), ovvero il collegamento

tra il neurone alla posizione i del livello precedente £ — 1 e il neurone NJ(-E). Inoltre, per ogni
()
J

¢. Presupponendo 1’utilizzo di neuroni sigmoidei all’interno della NN 1’output a

neurone vengono esplicitati i bias: b’ indica il bias associato al j-esimo neurone nel livello

(0

; del neurone

input ) output
layer hidden layers layer

@ o @ @ @ @

Figura 3.6: Rete neurale multilivello. (immagine adattata da [69]).
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NG

;> ovvero I’ output della funzione di attivazione del neurone puo essere calcolato come segue:

ay) =o(v)=0 (Zwﬁ? al@_l) —|—b§.é)>

Questa formula indica che 1’output della funzione di attivazione del neurone NJ(-E) ¢ dato dalla
sigmoide calcolata sull’input del neurone. L’input ¢ dato dalla somma algebrica degli output
dei neuroni del livello precedente (¢ — 1), moltiplicati per i rispettivi pesi e sommati al bias del
neurone. Questa notazione puo essere riscritta in forma matriciale per renderla piu elegante. Si
definisce la matrice W) che contiene i pesi che collegano i neuroni del livello £ — 1 al livello
£. Allo stesso modo, si pud definire il vettore b(g), che contiene i bias dei neuroni nel livello /.
Infine il vettore al) contiene i valori di output delle funzioni di attivazione di tutti i neuroni al

livello /. La formula puo quindi essere riscritta come segue:
al®) — 5 (Ww) alt-1) +b<z>> — 6 (Vw))

Questo risultato fornisce una visione di insieme dell’ output del livello ¢, rispetto che al singolo

neurone N](-Z). Inoltre si osserva che & stato definito un vettore v%) il cui valore non & altro che

I’input della funzione sigmoide, ovvero la somma pesata degli input del livello £ — 1.

BACKPROPAGATION

Come per il caso del singolo neurone artificiale, anche una ANN deve essere allenata. Per
allenare una rete neurale si utilizza 1’algoritmo della backpropagation, introdotto per la prima
volta nel 1986. La backpropagation, sfruttando i principi del GD, modifica i pesi della rete con
I’obiettivo di minimizzare una cost function C. Questo si traduce nel calcolare il gradiente di
C, in particolare la derivata parziale della funzione C rispetto al peso di un neurone e rispetto al

suo bias:

9C aC
owd) oY)
Ji

)

Oltre a questo viene definito anche 1’ errore del neurone N](.Z), chiamato J@) indicato come:

Questo importante valore, indica di quanto varia la cost function in rapporto ad un piccolo
cambiamento nell’input del neurone N](.Z). Supponendo di essere al livello ¢, modificare il vettore
o (E), quindi modificare di poco il vettore di input v, puo portare alla riduzione complessiva
della loss function C, propagando ai livelli successivi il cambiamento dell’input al livello 4.
L’algoritmo della backpropagation fornisce un modo per calcolare il valore 6}6) e collegarlo

alle derivate parziali.
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3.1. PRINCIPI DI BASE ED EVOLUZIONE

La backpropagation puo essere descritta attraverso quattro equazioni fondamentali [66]. La
prima equazione fornisce un modo per calcolare il valore o J(L), ovvero I’errore di predizione nel
livello di output L. Come si pud osservare dall’equazione 3.2, tale valore ¢ il prodotto di due
derivate. La prima derivata parziale indica il cambiamento della cost function rispetto all’output

del neurone NJ(.L)

piccolo. La seconda derivata indica quanto la funzione sigmoide varia nel punto v

: se il neurone ha poca influenza sull costo finale, allora 0 J(L) ¢ un valore molto

(L)

j .

w_ 9C (W
s\ = ok (v]. ) 3.2)
a
J
La seconda equazione che descrive la backpropagation mette in relazione o ) con I’errore

del livello successivo 5(6“), come mostrato nell’equazione 3.3. Moltiplicare la matrice traspo-

T
sta dei pesi (W(”l)) con Ierrore 8TV & come, intuitivamente, misurare 1’errore in uscita al

livello £. Questo risultato viene moltiplicato con ¢’ (v(‘])> attraverso 1’operatore “©”, ovvero il
prodotto element-wise>. Questo passaggio permette di propagare 1’errore “indietro” attraverso
la funzione di attivazione, fornendo quindi il valore di & ©, Questa equazione fornisce un modo
per calcolare i pesi del livello precedente propagando all’indietro I’errore mediante la trasposta

dei pesi e la derivata della funzione di attivazione.
50 {(W(Hl))T 5(€+1)} oo (V(€)> (3.3)

La terza equazione (3.4), mette in relazione la derivata della loss function rispetto al bias di

un neurone (bg)) e il suo errore 0 J@

(3.4)

Infine la quarta equazione (3.5) lega la derivata della cost function rispetto al peso di un

N . L
neurone e 1’errore del neurone. Piu precisamente, 1’errore 5]( )

(0

del neurone NJ@) ¢ legato alla
(£=1)

derivata della funzione di costo rispetto al peso w i mediante il valore in output g; del
neurone i-esimo che si trova al livello precedente £ — 1.
dC :al@_l) 50 (3.5)
aw'?) /
Ji

Dopo aver definito le 4 equazioni fondamentali dell’algoritmo, ¢ possibile comprendere lo
pseudocodice della backpropagation, fornito nell’ Algoritmo 2. Si osserva che questo algoritmo
calcola 1 valori degli errori dei neuroni partendo dalla fine e propagandoli all’indietro giungendo

infine a computare il gradiente della funzione di costo C.

3Dati due vettori, a = [a1, az] e b = [by, b, allora il loro prodotto vale a ® b = [a1 by, azbs]
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Algoritmo 2 Backpropagation

Input: insieme degli output delle funzioni di attivazione dell’input layer, all)

Per ogni ¢ € [L— 1, 2], calcolare st

I
| — |
=
=
+
=
——
~
(%]
=
*
P
®
q\
VS
<
=
——

Output: gradiente della cost function, fornito da % = al@_]) 31@ aab%) 31@
Jii J

Questo fondamentale algoritmo, calcolando il gradiente della funzione costo per ogni iterazione
— 0, in gergo, epoca — dell’allenamento della rete, cerca di raggingere il minimo della loss
function C, ottimizzando i valori dei pesi. In questo modo la rete neurale artificiale ¢ in grado di
apprendere dai dati forniti in ingresso in modo tale da fornire predizioni valide a dati non presen-
ti nel dataset. Eseguire un algoritmo cosi potente richiede uno sforzo computazionale notevole:
le reti neurali moderne sono composte da migliaia di neuroni per livello che richiedono milioni
di pesi da ottimizzare precisamente. Proprio per questo motivo, con lo sviluppo di hardware
avanzato, solo nell’ultimo decennio si ¢ riusciti ad affrontare queste sfide computazionali [64],
[66], [70].

INDICI DI PERFORMANCE

Generalmente le reti neurali si occupano di processare un particolare input e fornire in out-
put un valore, compreso tra 0 ed 1, che indica la probabilita che I’input appartenga ad una certa
categoria, chiamata classe. Dopo 1’allenamento della rete, ¢ essenziale valutare quanto 1’allena-
mento sia stato efficacie, analizzando il comportamento del modello con un dataset che contiene
dati mai utilizzati durante la fase di allenamento, chiamato testing dataset. Una volta che la rete
processa il dataset di test, le predizioni rispetto ai dati possono essere divise in quattro tipolo-
gie. Se la predizione del modello ¢ positiva, ovvero identifica correttamente un elemento come
appartenente ad una certa categoria, e tale elemento ¢ realmente appartenete, si ha un vero posi-
tivo, o true positive (TP). Analogamente se viene riconosciuto un input come non appartenente
ad una classe e non lo ¢ effettivamente, si ha un vero negativo, o true negative (TN). Negli altri
due casi, il modello categorizza 1’elemento come appartenente ad una classe quando in realta
non lo ¢ — si ha quindi un false positive (FP) — oppure categorizza un elemento appartenete
ad una classe quando in realta lo ¢ — false negative (FN). La confusion matrix (Figura3.7)
riassume esattamente questo concetto.

Essendo che I’output layer fornisce la probabilita che il dato fornito appartenga o meno
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Valore predetto
p n
True False
P Positive Negative
5]
- D
=
5 2
False True
n

Positive || Negative

Figura 3.7: Rappresentazione della confusion matrix.

ad una classe, ¢ necessario impostare una soglia: se tale valore viene superato, allora il dato
verra considerato come appartenente alla categoria; al contrario, verra escluso. Per scegliere la
soglia migliore viene utilizzata la curva ROC (Receiver Operating Characteristics), che mette
in relazione due valori: il True Positive Rate (TPR) con il False Positive Rate (FPR). 11 TPR ¢
il rapporto tra i veri positivi (ovvero i valori che sono stati classificati come positivi e 1o sono

realmente) e tutti 1 valori che in realta sono positivi (quindi i true positive e i false negative):

TP

TPR = ——+—
TP+FN

Un elevato TPR indica che il modello ¢ in grado di riconoscere correttamente gli elementi
positivi, ovvero quelli che appartengono alla categoria in esame. Contrariamente, un basso
TPR, suggerisce che il modello non ¢ in grado di riconoscere le istanze positive, facendo quindi
aumentare il numero di falsi negativi. In contrapposizione al TPR ¢ presente il FPR, definito
come il rapporto tra i falsi positivi (ovvero gli elementi che sono negativi ma classificati come

positivi) e tutti i valori negativi (ovvero i falsi positivi e i veri negativi):

FP

FPR = ———
FP+TN

Questo valore indica quanto il modello ¢ capace di riconoscere le classi negative. Piu piccolo
¢ il suo valore e piu il modello ¢ accurato nel riconoscimento. Conseguentemente, un FPR
elevato indica che il modello non ¢ capace di distinguere adeguatamente le classi negative da

quelle positive [71].

La curva ROC rappresenta, per soglie diverse (comprese tra 0 ed 1), il valore del TPR e del
FPR del modello. Come si pud osservare nella Figura 3.8, vengono rappresentate tre casistiche.
La linea retta, tratteggiata, rappresenta un modello casuale, ovvero che classifica i dati senza
criterio. La linea blu rappresenta un modello generico. All’inizio della curva si pud osserva-
re che il FPR cresce lentamente rispetto al TPR, indicando che il modello riesce ad identificare
molti veri positivi senza classificare molti falsi positivi. In questo caso, la soglia € molto elevata,

poiché € necessario che un elemento abbia un’alta probabilita di appartenenza alla classe affin-
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Figura 3.8: Illustrazione di una generica curva ROC.

ché venga classificato nella categoria positiva. Man mano che la soglia diminuisce si osserva
che sia il TPR che il FPR del modello salgono in quanto molti pili elementi vengono classificati
nella categoria positiva, anche se la classe reale ¢ quella negativa. Il punto rosso rappresenta il

modello ideale, che ha il massimo valore di TPR (ovvero 1) e il minimo valore di FPR (cio¢ 0).

Per semplificare la lettura della curva ROC, spesso viene utilizzato il valore dell’area sotto
la curva, chiamato AUC, Area Under the Curve — o anche AUROC, Area Under the ROC
Curve. Questo valore aiuta notevolmente a riassumere le capacita predittive dell’algoritmo in un

solo numero (Figura 3.9). E stato dimostrato che questo valore fornisce valori pil significativi

—1 AUC
——ROC Curve

True Positive Rate (TPR)

0O 02 04 06 08 1
False Positive Rate (FPR)

Figura 3.9: Area sottesa alla curva ROC. Questo valore viene comunemente utilizzato per
paragonare diversi modelli.
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3.2. RETI NEURALI CONVOLUZIONALI

rispetto ad altre metriche, tra cui ’accuratezza® [72]. Inoltre questo valore ¢ anche pili comodo
per paragonare le performance di due modelli, piuttosto che comparare le curve ROC: proprio

per questo motivo ¢ ad oggi una tra le metriche utilizzate per la valutazione di modelli di DL.

RETI NEURALI CONVOLUZIONALI

Le reti neurali convoluzionali (CNN) sono state introdotte per la prima volta nel 1998, con
la pubblicazione dell’articolo “Gradient-based learning applied to document recognition” [73]
il quale descrive una rete artificiale, chiamata LeNet-5, il obiettivo era quello di identifica-
re documenti scritti a mano. Questo articolo getta le basi per la progettazione di una rete
convoluzionale [74].

Una rete convoluzionale ¢ una rete neurale feedforward che contiene dei particolari livelli,
volti a ridurre il numero di pesi della rete. Tre sono 1 layer fondamentali che caratterizzano una
CNN: convolution layer, padding layer e ReLU layer. Queste reti, sono organizzate in modo
tale da riconoscere le caratteristiche spaziali di un immagine. Per questo motivo, generalmente,
si rappresenta I’input layer come una matrice bidimensionale® di pixel: in questo modo viene

anche facilitata la comprensione delle operazioni che processano I’input.

LIVELLO CONVOLUZIONALE

Nelle reti neurali convoluzionali, i parametri sono raggruppati in unita bidimensionali chia-
mati filtri o kernel. Questi sono delle matrici, generalmente quadrate, dimensionalmente minori
rispetto alla grandezza dell’input. Tali unita rendono possibile 1’operazione di convoluzione
con il livello precedente. Come mostrato nella Figura 3.10, la convoluzione fa scorrere il filtro
K sulla matrice M e, per ogni spostamento, calcola il prodotto scalare tra il kernel e i valori di

M selezionati in quell’istante. Si osserva che il numero di valori risultanti da questa operazione

0]1)1]110]0]0}
olo[1]1]1]olo] 114]3[4]1
olofo[1]1]1]0 1fof1 1]2]4]3]3
olofo[1]1]o]o] = [o]1]o] = [1][2][3]4]1
olof1][1]olo]o] ~ [1]o]1 113311
o[1][1]olololo 3[3[1]1]0
1/1]olofololo K

MxK

M

Figura 3.10: L’ operazione di convoluzione in una matrice bidimensionale (adattata da [75]).

“L’accuratezza di un modello & data dal rapporto tra le predizioni corrette del modello (TP e TN) con I’intero
dataset.
STpotizzando, per semplicita, che I’immagine sia in scala di grigi.
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Figura 3.11: Rappresentazione di una rete neurale convoluzionale. Si fa notare la presenza di

piu livelli convoluzionali che permettono 1’estrazione di pattern progressivamente pitt complessi
(adattata da [69]).

¢ esattamente il numero di neuroni che sono presenti nel livello successivo. Questo valore si
puo calcolare in maniera semplice, conoscendo le dimensioni della matrice iniziale e del ker-
nel. Fornite il numero di colonne della matrice, ovvero la sua larghezza w, e il numero di righe,
ovvero la sua altezza h, allora, applicando una convoluzione con un filtro n X n le dimensioni al

livello £+ 1 valgono:
Wl = (O oy q A =0 1

Osservando la Figura 3.10 si nota che la matrice M di dimensione 7 X 7 diventa una matrice 5 x 5
quando applicata una convoluzione con un filtro di dimensione 3 x 3. Si specifica inoltre che tra
un livello e quello successivo, non si esegue una sola operazione di convoluzione, bensi vengono
compiute pitt convoluzioni, ciascuna con un filtro diverso (anche se della stessa dimensione). Di
conseguenza, il risultato di queste operazioni sara un numero di matrici d, che corrispondono
al numero di filtri con cui ¢ stata attuata la convoluzione sul livello precedente. L’applicazione
di piu filtri sullo stesso livello rende possibile riconoscere pattern particolari: per esempio €
possibile utilizzare un insieme di filtri per riconoscere una sagoma all’interno di un’immagine.
In questo modo, in una CNN ¢ possibile avere diversi livelli convoluzionali tali per cui ciascuno
riconosce un particolare pattern dall’immagine iniziale sempre piu complesso. Avere piu livelli
convoluzionali che processano I’immagine fa si che 1’ultimo livello convoluzionale esamini
porzioni piu ampie dell’immagine, riconoscendo caratteristiche e strutture piu articolate [74],
[76].

Come notato in precedenza, dopo ogni livello di convoluzione, la dimensione dell’imma-
gine ¢ ridotta in proporzione alla grandezza del filtro. In genere, la riduzione dimensionale
comporta perdita di informazioni e va evitata. Per questo motivo, prima di fare 1’operazione di

convoluzione, si effettua il padding. Attraverso questa operazione, si aggiungono una serie di
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Figura 3.12: Padding di una matrice che precede la convoluzione. In questo modo, la dimen-
sione della matrice rimane invariata dopo la convoluzione (adattata da [75]).

“0”® lungo i bordi dell’immagine in modo tale che, una volta processata, rimanga della stessa
dimensione. In ogni bordo dell’immagine vengono aggiungi esattamente (n — 1)/2 pixel, do-
ve n ¢ la dimensione del filtro. La Figura 3.12 illustra I’operazione di convoluzione presentata
nella Figura3.10 con la differenza che la matrice iniziale ha subito 1’operazione di padding.
Notando le due figure si osserva che nel primo caso il risultato della convoluzione ha ridotto la
dimensione iniziale delle matrice mentre nel secondo caso, attraverso il padding, la dimensione

rimane invariata grazie ai valori inseriti lungo i bordi della matrice [74].

LIVELLO RELU

In genere, ogni livello convoluzionale ¢ seguito da un ReL.U layer (Rectified Linear Unit).
Questo livello sostituisce la funzione di attivazione sigmoidale con una funzione detta rettifica-

trice, definita come segue:

x sev>0
ReLU(x) = max (0, x) =
0 sev<0

Si osserva che, a differenza del livello convoluzionale, questo livello non modifica la dimen-
sione della matrice in quanto mappa direttamente i dati presenti senza alterarne la struttura. La
funzione di attivazione ReL.U, rappresentata nella Figura 3.13, ¢ stata introdotta recentemente
nelle reti neurali in quanto fornisce diversi vantaggi rispetto alle funzioni sigmoidali, soprattutto

per quanto riguarda la velocita dell’ allenamento’ [74].

6Si & scelto il valore zero proprio perché non ha effetto e non distorce il risultato numerico della convoluzione.
"Questo perché la derivata di una retta & molto pitt semplice rispetto alla derivata della funzione sigmoide.
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» | ReLU(x)

Figura 3.13: Grafico della funzione rettificatrice ReLU(x).

LIVELLO DI POOLING

Dopo aver processato le informazioni mediante la convoluzione, al fine di alleggerire il
carico computazionale, si cerca di concentrare le informazioni estratte attraverso il pooling. 11
tipo di pooling pit comune nelle NN ¢ il max-pooling. Questa operazione, in maniera simile ad
un filtro, scorre lungo la matrice ed estrae dalla zona selezionata il valore massimo (Figura 3.14).
L’idea dietro al max-pooling € quella di tenere le caratteristiche prevalenti dalla matrice fornita,
in modo da ridurre I’informazione per rendere la fase di allenamento meno onerosa. Al max-
pooling si aggiunge anche il avg-pooling che si occupa di calcolare la media dei pixel presenti
nella porzione selezionata, estraendo quindi la “proprieta media” anziché quella prevalente [74],
[77].

Infine, come in tutte le reti neurali, in una CNN sono presenti i fully-connected layers.
Questi livelli, che sono presenti solo dopo 1 livelli convoluzionali (come mostrato nella Figu-
ra3.11), hanno la stessa funzione di una classica feedforward NN: effettuare una serie di calcoli

che permette di predire correttamente la risposta, in funzione dell’input fornito [74], [77].

3[7]4]1]6]0fO]
219|1[8|5/0(0 919/8(8]7
0/4/0(6[7[3][0] - ]9]/9|8[8]8
s5/1]/0[2]8]0]0 50919]9]8
0/0[3]9]0]0]4 719]19]9]8
1/6]/7]0[2]0]0 8(9(9(9|4
glojojo|1]0]0

M Mpooled

Figura 3.14: Operazione di max-pooling in una matrice. Questa operazione permette di estrarre
le caratteristiche dominanti dopo la convoluzione (adattata da [75]).
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APPLICAZIONI

Anche se fino ad ora le CNN sono state descritte come tool che processa solo immagine,
il loro utilizzo ¢ in realta molto pil vasto. Tra le loro numerose applicazioni, vengono citate
il Natural Language Processing (NLP) — disciplina che si occupa di processare il linguaggio
naturale, attraverso il riconoscimento vocale e la classificazione del testo — e Computer Vision
— che comprende il riconoscimento visivo, la scene labelling e il riconoscimento di oggetti e
azioni umane [78]-[80].

Oltre a quanto menzionato, le reti neurali convoluzionali, sono largamente utilizzate nel
campo della bioinformatica. Pili precisamente, le CNN 1-dimensionali® analizzando sequenze
di DNA ed RNA, apprendendo pattern — che in bioinformatica vengono anche chiamati motif
— sequenziali man mano piu complessi attraverso 1 diversi layer convoluzionali. In questo mo-
do ¢ possibile approfondire i problemi che riguardano gli elementi regolatori dell’espressione

genica, tra cui le varianti non codificanti [81].

80vvero che I’input si estende in una dimensione, proprio come una sequenza.
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Ret1 convoluzionali e varianti non codificanti

In questo capitolo verranno presentati tre tool basati su reti neurali convoluzionali, sviluppati
con I’obiettivo di migliorare la comprensione funzionale delle mutazioni non codificanti. I
modelli trattati sono DeepSEA [16], Basset [17] e DeepSATA [18]. Ciascuno di questi modelli
verra approfonditamente analizzato, in modo da comprendere le caratteristiche principali di
ciascuno strumento. Pill precisamente sara discusso il dataset utilizzato per allenare il modello,
la sua struttura — quindi il numero ed il tipo di livelli presenti — e le tecniche di allenamento

applicate.

DEEPSEA

Il primo tool che verra analizzato ¢ DeepSEA (Deep learning-based Saquence Analizer),
introdotto nel 2015 con I’ obiettivo di predire 1’effetto delle varianti non codifcanti nella croma-
tina. Al fine di garantire una previsione accurata, questo modello considera lunghe sequenze
di DNA in modo da conoscere in maniera migliore il contesto in cui avviene la mutazione e
quindi comprenderne le funzionalita, anche grazie alla struttura gerarchica dei livelli convolu-
zionali, che permettono di esaminare pattern locali e globali. Inoltre, DeepSEA ¢ in grado di
imparare contemporaneamente diverse funzionalita della cromatina utilizzando un approccio di
multitask learning, che permette di addestrare il modello su piu compiti correlati nello stesso
momento. Per comprendere in maniera piu approfondita gli effetti funzionali delle mutazioni
non codificanti, ¢ stato allenato in modo da predire 919 profili di cromatina suddivisi in tre

macro categorie:

* 690 tipi di sequenze associate ai siti di binding dei fattori di trascrizone (TF), che giocano
un ruolo fondamentale durante la trascrizione;

* 125 profili di regioni ipersensibili all’enzima DNasi I (DHS), che indicano la presen-
za o0 meno di elementi regolativi nel DNA, anche questi importanti durante la fase di
trascrizione;

* 104 profili di modifiche istoniche, ovvero mutazioni negli istoni che rendono poco acces-
sibile il DNA nella cromatina, impedendo quindi una corretta trascrizione;
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4.1. DEEPSEA

Il modello — implementato con la libreria Torch7 — ¢ composto da esattamente tre livel-
li convoluzionali: il primo livello contiene 320 filtri, il secondo 480 e 1’ultimo contiene 960
kernel. I filtri sono delle Position Weight Matrix (PWM), ovvero delle matrici composte da 4
righe ed M colonne che, per ciascuna base azotata, indicano la probabilita che appaia in quella
determinata posizione, come mostrato nella Figura4.1. I filtri analizzano la sequenza in input e,
attraverso la convoluzione, estraggono pattern significativi, man mano spostando la finestra di
una base della sequenza. Nel primo livello il kernel ha dimensione M x 4, dove M ¢ la lunghez-
za della finestra mentre 4 sono il numero delle basi azotate. I livelli convoluzionali successivi
hanno invece dimensione M X k, dove in questo caso k ¢ il numero di kernel che sono stati uti-
lizzati nel livello convoluzionale precedente. Dopo ogni livello convoluzionale viene applicata
una ReLLU (Figura3.13) e poi viene inserito un max-pooling layer, volto ad estrarre la feature
predominante dal risultato della convoluzione. In questo caso la finestra di pooling non ha uno
step di uno, bensi lo step coincide con la lunghezza della finestra stessa. Infine, dopo i tre livelli
convoluzionali, ¢ presente un fully connected layer — che riceve il risultato del max-pooling
layer della terza convoluzione e ci applica una ReLU — e I’output layer, che processa le infor-
mazioni con una funzione sigmoide (Figura 3.4) la quale calcola la probabilita che la sequenza
in input corrisponda o meno a una tra i 919 profili.

I 919 profili di cromatina sono stati ottenuti dai progetti “Encyclopedia of DNA Elemen-
ts” (ENCODE) e “Roadmap Epigenomics” [82], [83]. Le sequenze estratte sono state divise
in frammenti (bin) da 200 bp', per un totale di 521636200bp. Ciascuno di questi bin & stato
poi etichettato ad uno tra i 919 profili di cromatina se almeno piu della meta della sequenza
corrispondeva al profilo teorico. Ogni bin estratto ¢ stato centrato su una sequenza di 1000 bp di
genoma umano, al fine di fornire a DeepSEA maggiore contesto per ricavare informazioni pili
significative. Ciascuna sequenza di input ¢ stata trasformata in una matrice 1000 x 4 attraverso
il One-Hot encoding che trasforma la sequenza unidimensionale in una matrice bidimensio-
nale. Piu precisamente le basi azotate, attraverso il One-Hot encoding, sono codificate come
segue: A — [1,0,0,0], 7 — [0, 1,0,0], C — [0,0,1,0] e G — [0,0,0, 1]. Infine alla matrice viene

associata al rispettivo vettore di label che contiene la risposta attesa dalla rete.

1 2 3 4 5 6 7 8 9 10
09 01 04 025 06 07 02]05 0803

C 005 07 03025 010104 02 005 0.2

G 00301 02/025 020102 02005 04

T 002 01 01025 01]0.1]02 01 01 0.1

Figura 4.1: Rappresentazione di una PWM che viene utilizzata come filtro all’interno di una
CNN.

ICon “bp”, si intende base pair, ovvero la lunghezza della sequenza espressa nel numero di coppie di basi.

32


https://github.com/torch/torch7

CAPITOLO 4. RETI CONVOLUZIONALI E VARTANTI NON CODIFICANTI

Per allenare DeepSEA in maniera efficace si ¢ definita la cost function come la Negative

Log Likelihood (NLL) — chiamata anche Binary Cross Entropy (BCE) — definita come segue:

NLL = —ZZ 10g [ys,p Op (Xs) + (1 —ys,p) (1 —0p (XS>)]
s p

In questa formula, s ¢ I’'indice del campione s-esimo (Xs) del dataset e p ¢ I'indice del profilo
della cromatina. Ne consegue che il valore y; , ¢ il valore corretto del campione s rispetto al
profilo di cromatina p mentre ¢, (X;) ¢ la predizione di DeepSEA sul campione X; rispetto al
profilo p. L’effettiva cost function in realta ¢ definita come la funzione NLL sommata ad altri
valori con I’obiettivo di evitare situazioni di overfitting®. 1l gradiente della loss function & stato
calcolato attraverso 1’algoritmo della backpropagation, per poi essere utilizzato nell’ ottimizza-
zione della rete. L’algoritmo di ottimizzazione utilizzato ¢ stato il SGD con momento, che ¢
una variante utilizzata per aumentare ancora di piu le possibilita di non cadere nei minimi loca-
li [74]. Inoltre si ¢ scelto di applicare il dropout training il quale implica di annullare I’effetto di
alcuni neuroni durante le epoche dell’allenamento al fine di rendere la rete piu robusta al rischio
di overfitting [66].

BASSET

Basset® & un potente strumento sviluppato nel 2016, progettato per analizzare sequenze di
DNA e prevedere I’accessibilita di 164 siti ipersensibili alla DNase I (DHS), che indicano la
presenza di elementi regolativi. Mediante le CNN, questo modello ¢ quindi in grado di fornire
importanti informazioni riguardo la fase di trascrizione da DNA ad RNA analizzando questi
particolari siti della cromatina. Proprio come DeepSEA, la presenza di piu livelli convoluzionali
facilita la comprensione degli aspetti funzionali derivanti dalle mutazioni nei DHS.

Anche Basset, come DeepSEA, ¢ stato implementato utilizzando la libreria Torch7. Questo
tool da la possibilita di personalizzare il modello a piacimento, indicando il numero per cia-
scun tipo di livello, il numero di filtri (PWM) nei livelli convoluzionali, 1a loro dimensione, la
grandezza delle finestre di pooling, il numero di neuroni nei fully-connected layer e vari iper-
parametri per la fase di allenamento e di test. Attraverso I’ottimizzazione Bayesiana si sono
trovati i layer e gli iperparametri ideali per I’architettura. La struttura ¢ composta da tre livelli
convoluzionali: il primo livello contiene 300 filtri di lunghezza 19 bp, il secondo ¢ composto da
200 kernel di lunghezza 11 bp e il terzo layer ne contiene 200 di lunghezza 7 bp. E importante
sottolineare che dopo ciascun livello convoluzionale, segue un livello che normalizza 1’output
della convoluzione (batch normalization) seguito da una ReLU ed un max-pooling layer. In

seguito ai tre livelli convoluzionali sono presenti tre fully connected layer, alternati con due

2L overfitting & la situazione in cui il modello & completamente allineato con il dataset di allenamento,
diventando quindi meno accurato nella predizioni di dati che non sono presenti nel datase.

311 nome richiama il bassotto, noto per le sue capacita olfattive, in analogia con 1’abilita del modello di
riconoscere pattern.
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4.3. DEEPSATA

ReLU e due dropout layer (con coefficiente di 0.3) che, in maniera molto simile a DeepSEA
sono utilizzati per prevenire il rischio di overfitting, annullando il contributo di alcuni neuroni
casuali durante I’allenamento. Infine 1’output layer, attraverso la funzione sigmoide, calcola la
probabilita che I'input appartenga ad uno dei 164 DHS.

Dei siti ipersensibili alla DNasi I, 125 sono stati estratti da ENCODE e 39 “Roadmap Epi-
genomics”. 1 dati estratti sono stati processati e tutti 1 siti sono stati isolati ed arricchiti fino ad
avere un dataset iniziale composto da sequenze di 600 bp, per un totale di 2071 886 bp. Ciascu-
na delle sequenze presenti nel dataset sono state poi associate al vettore di label che indicava a
quale dei 164 tipi la sequenza apparteneva. Dei 164 tipi, il 17% dei siti sono stati associati a
promoters, il 47% ¢ stato classificato come siti intragenici — ovvero all’interno dei geni — e il
restante 36% ¢ stato etichettato come siti intergenici — cioe tra i geni. Infine, prima di essere
utilizzati nella rete, 1 siti sono stati processati mediante il One-Hot encoding, formando quindi
sequenze di input di dimensione 600 x 4. Del dataset totale, 71 886 basi sono state utilizzate per
la fase di test e altre 70000 per la fase di validazione.

I1 modello ¢ stato allenato attraverso il GD stocastico, cercando di ottimizzare la funzione
BCE il cui gradiente ¢ stato calcolato mediante la backpropagation. Per prevenire il rischio di
overfitting si ¢ applicata la tecnica dell’early stopping, facendo terminare 1’allenamento dopo

12 epoche che la validation loss rimane invariata.

DEEPSATA

Pubblicato nel 2023, DeepSATA ¢ il terzo tool basato su una CNN che si occupa di identifi-
care le OCR — regioni aperte della cromatina — cercando di comprenderne anche la funzione.
In particolare DeepSATA si concentra sulle mutazioni non codificanti nei siti di TF binding
non solo in sequenze genomiche umane, ma anche di altre specie animali quali maiali, galline,
bovini e topi.

DeepSATA & un modelo basato su DeepSEA. E quindi composto da tre layer convoluziona-
li, con rispettivamente da 320, 480 e 960 kernel (anche in questo caso rappresentati da PWM).
Ogni livello convluzionale ¢ seguito da un layer che applica la funzione ReLLU e poi un max
pooling layer estrae dal risultato le feature predominanti. Dopo ciascun livello convoluzionale
¢ presente anche un dropout layer che, come per Basset, aiuta la rete a prevenire il rischio di
overfitting. I primi due livelli di dropout hanno un coefficiente di 0.2 mentre il terzo ha un coef-
ficiente di 0.5. Anche in questo tool, ai tre layer convoluzionali, segue un fully-connected layer
che prepara i dati all’output layer che, attraverso la funzione sigmoide, calcola la probabilita
secondo il quale I'input fornito appartenga ad una tra le OCR disponibili.

A differenza di DeepSEA e Basset, il formato della sequenza in input ¢ tridimensionale
anziché a due dimensioni. In particolare La sequenza in input & di dimensione M x 4 x (N + 1),
dove M ¢ la lunghezza della sequenza in input e 4 sono le basi azotate. Infine N 4 1, ovvero
la profondita della matrice tridimensionale indica le affinita specifiche che ha la sequenza di

input con gli N fattori di trascrizione. A questo numero si aggiunge 1, che ¢ lo strato della
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codifica One-Hot della sequenza. In questo modo i TF associati alla sequenza di input aiutano
a comprendere in maniera migliore gli effetti delle mutazioni nella sequenza. I TF sono stati
ottenuti dal database JASPAR [84] e, mediante FIMO* [85], sono stati identificati i motif piu
diffusi. Di questi, sono stati selezionai i primi N fattori di trascrizione pill presenti da inserire
nel dataset iniziale. Per motivi legati alle risorse disponibili, gli autori dell’articolo hanno scelto
N = 10 siti di legame dei TF.

Il dataset che contiene sequenze di piu specie ¢ stato raccolto rispettivamente dai seguenti

database:

* Le sequenze relative ai topi sono state ottenute dall’ NCBI Sequence Read Archive (SRA) [86];

I tratti di genoma umano sono stati ricavati da ENCODE;

* Le sequenze genomiche dei maiali sono state ottenute dal Gene Expression Omnibus
(GEO) [87];

* Le porzioni di DNA relative a bovini e polli sono state scaricate dal sito dell’ Universita
della California (UC Davis), nella sezione Farm Clusters [88].

Dopo aver raccolto tutti i dati necessari, in maniera del tutto analoga a DeepSEA, sono stati
divisi in bin da 200 bp ed etichettati a seconda della OCR che rappresentavano: se piu della
meta della sequenza aveva una corrispondenza con una OCR, veniva impostata 1’etichetta ad 1
per quella particolare regione della cromatina, altrimenti 0. In secondo luogo, sono stati centrati
con sequenze lunghe 400 bp per avere sequenze di 1000 bp come input, chiamate anche Open
Chromatin Bin (OCB). Di conseguenza, ciascun bin di input, una volta effettuato il One-Hot
encoding € rappresentato da una matrice di dimensione 1000 x 4 x 11.

Essendo DeepSATA un modello basato su DeepSEA, il modelli ¢ stato allenato attraverso
il GD stocastico con momento per ottimizzare la funzione di binary cross entropy. In maniera
del tutto analoga, il gradiente di questa funzione ¢ stato calcolato mediante I’algoritmo della

backpropagation

“4Questo software identifica dei motif conosciuti all’interno della sequenza fornita in input.
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Discussione

Dopo aver dettagliatamente descritto le caratteristiche dei tre strumenti bioinformatici nel
Capitolo 4, in questo capitolo si paragoneranno i tre tool, sottolineando le proprieta comuni
e gli aspetti per cui differiscono in modo da fornire un confronto oggettivo che permette di
comprendere in maniera piu approfondita le loro performance predittive.

DeepSEA, Basset e DeepSATA, hanno alcune caratteristiche in comune. I tre tool utilizzano
lo stesso metodo di codifica della sequenza, il One-Hot encoding, che rende la sequenza luna
M in una matrice M x 4, mappando le basi azotate della sequenza in vettori. In questo modo la
sequenza puo essere processata correttamente dai kernel, che sono delle PWM che associano a
ciascuna base delle sequenza un peso (o probabilita di occorrenza) in una particolare posizione
(Figura4.1). Infine i tre modelli sono stati allenati attraverso il SGD cercando di ottimizzare la

stessa funzione obiettivo (cost function): la binary cross entropy (BCE).

Nonostante le similarita descritte, i tre strumenti presentano diverse differenze, soprattutto
nella struttura della rete e nel training dataset scelto: la Tabella5.1 riassume le caratteristiche
principali. DeepSEA ¢ composto da tre livelli convoluzionali, ciascuno dei quali viene seguito
sempre da un livello ReLU e da un livello max-pooling, utilizzato per estrarre le feature do-
minanti processate dalla convoluzione. I tre livelli convoluzionali contengono rispettivamente
320, 480 e 960 filtri. In seguito & presente un fully-conncted layer che prepara la informazioni
per essere valutate nell’output layer, formato da una sigmoide.

Anche Basset ¢ composto da tre livelli convoluzionali ma in aggiunga al ReLU layer e al
max-pooling layer viene inserito anche un livello di normalizzazione. Sono poi presenti tre
livelli fully-connected che sono alternati da altri ReLU layer e dei dropout layer, per evitare
I’overfitting. Anche in questo caso 1’output ¢ calcolato tramite una sigmoide.

Come DeepSEA e Basset, anche DeepSATA ¢ composto da tre livelli di convoluzione, con
rispettivamente 320, 480 e 960 kernel. Ad ogni layer convoluzionale segue un ReL.U layer,
un max-pooling layer ed un dropout layer, per prevenire il rischio di overfitting. Ai livelli
convoluzionali segue un fully connected layer che processa le informazioni per I’output layer

che applica una funzione sigmoide. Si osserva inoltre che in questo modello, a differenza degli
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Tabella 5.1: Riassunto delle differenze tra i tre tool.

Modello Struttura Kernel Input Dataset
Tre livelli convoluzionali
— ciascuno seguito da un 320 ENCODE,
DeepSEA ReLU layer e da un ’ 1000 x 4 Roadmap
. 480, 960 ) ;
max-pooling layer — e un Epigenomics
fully-connected layer
Tre livelli convoluzionali
— ciascuno seguito da un
normalization layer, un
ReLU layer e da un 300, ENCODE,
Basset . 600 x 4 Roadmap
max-pooling layer — e tre | 200, 200 Epicenomics
fully-connected layer — P
alternati da un ReLU layer
ed un dropout layer
Tre livelli convoluzionali
— ciascuno seguito da un
ReLU layer, da un 320, 1000 x ENCODE, NCBI
DeepSATA ; SRA, GEO, UC
max-pooling layer e daun | 480,960 | 4 x 11 .
Davis
dropout layer — e un
fully-connected layer

altri due, processa un input tridimensionale, volto a fornire pill contesto per comprendere in

maniera migliore gli eventuali effetti delle mutazioni sulla sequenza.

Gli autori dell’articolo che introduce DeepSATA, dopo aver illustrato il modello e le princi-
pali differenze con il suo predecessore DeepSEA, conducono un esperimento dove paragonano
le capacita predittive di DeepSEA, Basset e DeepSATA. In particolare, dopo aver allenato i tre
modelli sul dataset contenente sequenze di specie animali diverse, tra cui I’uomo, valutano le
prestazione dei modelli. Dai risultati del test (Tabella5.2) si nota che le prestazioni preditti-
ve di DeepSATA, anche se non di molto, superano le prestazioni di DeepSEA e di Basset. In
particolare si nota una maggiore differenza nelle sequenze genetiche dei maiali, dove il valore
AUC/AUROC ¢ superiore di pit di cinque punti percentuale. Nelle altre specie invece, anche
se non di tanto, DeepSATA ottiene comunque risultati migliori. Dalla Tabella 5.2 si nota che i
valori AUROC di DeepSATA e DeepSEA differiscono di pochi millesimi tra loro, a differenza
dei valori di Basset, che talvolta sono nettamente pil bassi rispetto ai valori degli altri due mo-
delli. In particolare sulle sequenze che riguardano il genoma umano si nota una differenza di
circa quattro punti percentuale tra Basset e DeepSEA/DeepSATA. Di conseguenza, la tabella,
oltre che ad indicare che DeepSATA abbia capacita predittive migliori rispetto agli altri due
strumenti, suggerisce che il modello di DeepSEA riesce a riconoscere in maniera migliore le

categorie rispetto a Basset. Le informazioni riportate sulla Tabella 5.2 sono anche rappresenta-
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Tabella 5.2: Risultati AUC relativi ai confronti tra DeepSEA, Basset e DeepSATA.

Modello Topi Maiali Bovini Umani Polli
DeepSATA 0.854 0.779 0.772 0.759 0.744
DeepSEA 0.796 0.775 0.769 0.755 0.736
Basset 0.778 0.719 0.768 0.717 0.722

te sotto forma di curve ROC nella Figura 5.1, dove sono indicate le performance predittive di
ciascun modello a seconda delle specie animali in esame. Per ciascuna specie animale e per
ciascuno dei tre tool, sono stati rappresentati i grafici delle loro prestazioni. In particolare in
ciascun grafico sono presenti diverse curve ROC, ciascuna delle quali indica la capacita predit-
tiva rispetto ad una precisa OCR. Per ciascuna delle curve ¢ stato calcolato il valore AUC e poi

calcolata la media per ciascuna specie, ottenendo i valori indicati nella Tabella 5.2.

Infine, dagli articoli emergono alcune caratteristiche computazionali dei tool. In particolare,
per allenare DeepSEA ¢ stata utilizzata la GPU NVIDIA Tesla K20m, ma non viene specificato
il tempo impiegato. E perd disponibile una repository GitHub con una implementazione non
ufficiale dello stesso tool, usando la libreria Python TensorFlow. Nella descrizione di questa

repository viene indicato che per allenare completamente il tool da zero con una GTX 1070
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Figura 5.1: Confronto delle prestazioni predittive dei tre tool su diverse specie animali attraverso
le curve ROC, mostrate per ogni OCR, e dai valori medi di AUROC [18].
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sono stati necessari circa 10 giorni [8§9]. L’articolo di Basset, invece, descrive in modo pil
esemplificativo le sue caratteristiche. In particolare, 1’allenamento del tool sulla stessa GPU
usata per DeepSEA impiega 18 minuti, mentre, se allenato su un MacBook 2.8-GHz Intel Core
i7, sono necessarie circa sei ore e mezza. DeepSATA, invece, non fornisce alcuna informazione
sul modello di macchina utilizzato per 1’allenamento o sul tempo impiegato, se non che ¢ stato
necessario limitare la dimensione dell’input a causa di vincoli di risorse.

In conclusione, vista la mancanza di informazioni complete da parte dei tre tool, in futuro
si potrebbe effettuare un confronto sperimentale tra di essi, al fine di ottenere un paragone
imparziale che fornisca in modo piu dettagliato informazioni riguardanti la struttura, le richieste

computazionali e le performance predittive dei tool.
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Conclusioni

I tre strumenti bioinformatici discussi hanno dato un grande contributo alla comprensione
degli effetti delle varianti non codificanti nel genoma umano. Per migliorare le prestazioni pre-
dittive e rendere questi strumenti ancora pil precisi, si consiglia di allenare i modelli con dataset
pilt ampi, cosi da approfondire meglio le ricadute funzionali delle mutazioni non codificanti. Le
ricerche future si focalizzeranno sulla previsione delle interazioni tra enhancer e promoter e sul
loro contributo all’espressione genica, offrendo nuove prospettive sugli effetti delle varianti non
codificanti.

La progettazione di tool come questi, finalizzati allo studio delle varianti non codificanti, ri-
mane di fondamentale importanza. Nonostante il progresso raggiunto grazie a questi strumenti,
il campo delle mutazioni non codificanti ¢ ancora poco esplorato dalla comunita scientifica e
necessita quindi di un costante e continuo approfondimento e miglioramento. Le malattie lega-
te a queste mutazioni sono diffuse e ancora poco comprese. E dunque essenziale proseguire le
ricerche in questo ambito, nella speranza di fare nuove scoperte che possano arricchire la nostra

comprensione e portare a soluzioni innovative.
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