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Sommario

Negli ultimi anni, la realtà virtuale ha permeato la vita quotidiana, rivoluzionando settori che

vanno dall’impresa all’intrattenimento personale. Tuttavia, questa esperienza simulata può

causare il fenomeno della cybersickness, una condizione di nausea e disagio simile al mal

d’auto, che ne frena la diffusione e l’utilizzo per periodi prolungati. Questo studio si propone

di affrontare tale problematica, cercando di identificare la relazione presente tra i movimen-

ti dell’utente e l’incidenza di questo fenomeno. Per raggiungere questo obiettivo, vengono

analizzati, utilizzando metodi di machine learning, dati raccolti dai sensori del visore e dei con-

troller durante diverse esperienze in realtà virtuale, nelle quali un gruppo di utenti prova, in

ordine mescolato, giochi di diverso ritmo. L’obiettivo finale è sviluppare un modello in grado

di rilevare il malessere durante l’esperienza immersiva, rendendo cos̀ı possibile l’applicazio-

ne di strategie che attenuino questo fenomeno, con il fine ultimo di rendere la tecnologia più

accessibile e fruibile anche per periodi prolungati.
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Capitolo 1

Introduzione

Negli ultimi anni, con lo sviluppo della tecnologia, sono calati i costi di produzione e sono

aumentate le prestazioni hardware dei visori Realtà Virtuale (VR), rendendo cos̀ı possibile la

loro diffusione. In questo modo la VR sta diventando una scelta popolare per l’intrattenimento

anche in ambito domestico.

Parallelamente, molte aziende hanno iniziato a integrare la realtà virtuale nei loro processi

di lavoro, dalla formazione del personale alla progettazione e simulazione di prodotti, fino alle

presentazioni immersive di progetti e servizi. Settori come l’istruzione, la medicina, l’architet-

tura e l’ingegneria hanno adottato la VR per sfruttare i suoi vantaggi unici, come la possibilità

di creare ambienti interattivi e tridimensionali per l’apprendimento e la pratica.

Tuttavia, questo sviluppo è fortemente frenato dal grande problema della Cybersickness

(CS), una condizione simile al mal d’auto caratterizzata da nausea, vertigini, disorientamento

e disagio generale. La cybersickness può manifestarsi rapidamente e con intensità variabile,

rendendo spesso impossibile l’utilizzo della VR per sessioni prolungate. Questa limitazione

non solo riduce l’efficacia delle applicazioni di realtà virtuale, ma può anche dissuadere gli

utenti dal continuare a utilizzare la tecnologia, compromettendo il suo potenziale di crescita e

adozione su larga scala [1].

La questione della CS rappresenta una sfida significativa per i produttori di hardware e

sviluppatori di software VR, che devono trovare modi innovativi per ridurre al minimo questi

effetti collaterali.

Per questo motivo, questo studio si propone di esplorare e comprendere meglio la relazione

tra i movimenti dell’utente (raccolti direttamente dal visore) e l’incidenza della cybersickness

durante le esperienze immersive in VR. Per raggiungere questo obiettivo, vengono impiegati

metodi di Machine Learning (ML) per analizzare i dati raccolti dai sensori integrati nel visore
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e nei controller durante diverse esperienze virtuali. A tale scopo è stato utilizzato un dataset

contenente dati raccolti durante sessioni di giochi commerciali con ritmi variabili, al fine di

catturare una vasta gamma di condizioni immersive. Si intende inoltre studiare quale sia il

miglior metodo di selezione delle feature andando a confrontare metodi quali LASSO Regression

e selezione tramite correlazione.

Riassumendo, il fine ultimo è l’individuazione delle caratteristiche del movimento più si-

gnificative, la definizione di una pipeline di preprocessing ottimizzata e lo sviluppo di un model-

lo di classificazione in grado di rilevare precocemente il malessere su tre diversi gradi di inten-

sità nel corso dell’esperienza virtuale. Questo modello potrebbe identificare pattern o correla-

zioni tra i movimenti dell’utente e l’insorgenza della cybersickness, consentendo cos̀ı l’imple-

mentazione di strategie preventive o di adattamento in tempo reale per mitigare l’insorgenza

dei sintomi avversi.

L’implicazione pratica di questo studio è enorme, poiché potrebbe portare allo sviluppo di

tecnologie e protocolli che rendono la realtà virtuale più confortevole e accessibile per un’am-

pia gamma di utenti. Ciò potrebbe facilitare l’adozione di questa tecnologia in ambiti come

l’istruzione, la terapia, l’addestramento professionale e l’intrattenimento, migliorando cos̀ı la

qualità dell’esperienza immersiva e aprendo nuove frontiere per l’innovazione nel campo della

realtà virtuale.

Il documento di tesi è suddiviso nei seguenti capitoli:

• Introduzione Illustra il contesto in cui si inserisce il progetto di tesi e gli obiettivi

prefissati dallo studio.

• Stato dell’arte Questo capitolo è dedicato alla spiegazione ed all’analisi dello stato

dell’arte attuale per le tecniche di rilevamento di CS in realtà virtuale.

• Cybersickness Viene descritto il fenomeno della cybersickness esplorandone cause, sin-

tomi e metodi di valutazione.

• Metodo proposto Viene fatto un resoconto dei metodi utilizzati in questo studio, spi-

gando le scelte e i test effettuati.

• Risultati Viene illustrato come i metodi introdotti nel capitolo precedente sono stati

applicati alla pratica, riportando e spiegando i risultati ottenuti.

• Conclusioni e sviluppi futuri Fornisce le conclusioni del lavoro svolto, descrivendo

gli obiettivi raggiunti, i limiti riscontrati ed i miglioramenti apportabili in futuro.
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Capitolo 2

Stato dell’arte

Tradizionalmente, il riconoscimento della cybersickness si basava su misure soggettive, come

questionari e autovalutazioni, che, sebbene utili, presentano limitazioni in termini di accura-

tezza e tempestività. Negli ultimi anni, i metodi di ML hanno guadagnato attenzione come

strumenti promettenti per il riconoscimento della CS. Grazie alla loro capacità di analizzare

grandi quantità di dati e identificare pattern complessi, i modelli di ML possono essere utilizzati

per prevedere e rilevare episodi di CS con una precisione crescente.

Verranno ora esposte in ordine di complessità (quantità di dati utilizzati e complessità de-

gli algoritmi) crescente i principali studi sull’argomento. A partire dall’intuizione della Teoria

dell’instabilità posturale [2], una delle principali teorie sulla cybersickness, e dagli sudi sulla

correlazione tra caratteristiche posturali e malessere in realtà virtuale, Bailey [3] propone lo

studio del problema attraverso lo studio della cinematica dell’oscillazione del corpo dei sogget-

ti testati. Sempre utilizzando movimenti del corpo Chang e Kim[4] propongono uno metodo

di predizione della problematica utilizzando unicamente il tracciamento oculare dell’individuo

in relazione alla posizione degli oggetti mostrati nelle esperienze. Più nello specifico, lo studio

si focalizza su dati quali durata della fissazione, velocità di fissazione e distanza tra lo sguar-

do e l’oggetto mostrato nell’esperienza mostrando come tale dato possa essere di particolare

importanza per il problema studiato.

Un altro ambito di studio si concentra sull’analisi della correlazione tra i dati di gioco e il

problema precedentemente analizzato, utilizzando modelli di ML supervisionato, come sug-

gerito da Porcino [5]. Questo studio esamina variabili come il tempo di gioco, la velocità e

l’accelerazione della scena di gioco, nonché i gradi di libertà e le modalità di controllo della

camera di gioco, impiegando l’algoritmo Random Forest. Parallelamente, un ulteriore filone

di ricerca estende l’analisi includendo il movimento della testa, texture e colori della scena
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di gioco (estratti dal feed video inviato al visore) insieme a fattori individuali (es. esperienza

pregressa) utilizzando algoritmi di deep learning che permettono un analisi di una gamma più

ampia di dati [6]. Sul filo dello studio appena illustrato, Islam[7] suggerisce di aggiungere,

all’analisi dei dati di gioco e al movimento della testa, dati risultati dal tracciamento oculare

(già dimostrati rilevanti per la problematica in questione). Le tre tipologie di dato vengono

analizzate singolarmente con algoritmi di Deep Learning (il feed video attraverso 3D Convolu-

tional Neural Network (3D-CNN) mentre movimento della testa e degli occhi attraverso CNN -

Long Short Term Memory Network (CNN-LSTM)) per poi essere “fuse” da un Deep Fusion Layer

in modo tale da ottenere un unico risultato.

Ad estensione di questi studi si aggiungono le proposte di Jeong [8] dove le caratteristiche

del flusso video vengono processate attraverso l’algoritmo Residual Neural Network (ResNet)

e con l’aggiunta di dati sull’attività elettrodermica dei soggetti in analisi ed ancora lo studio

di Yang[9] nel quale si analizzano, oltre quelli esposti precedentemente, dati fisiologici quali:

EEG, Potenziali elettrici del movimento oculare, attività gastrica, attività muscolare, battito

delle palpebre e infine il movimento dell’intero corpo.

Gli studi precedentemente esposti utilizzanti algoritmi di Deep Learning a “scatola chiusa”

oltre ad essere di difficile interpretazione non sono spesso utilizzabili in ambienti dove la tra-

sparenza è chiave. Ripan [10] offre un metodo per risolvere questa criticità applicando modelli

basati su Explainable Machine Learning (xML) a dati di gameplay e dati fisiologici.

Inoltre, la CS è influenzata anche dall’hardware del dispositivo e dal software [5, 11]:

• Field of View (FOV): può essere sia interno all’esperienza (cioè il FOV della camera

virtuale) sia esterno (determinato dalla costruzione fisica dell’Head Mounted Display

(HMD))

• Depth Of Field (DOF): (gradi di libertà) descrivono la quantità di movimento che l’utente

può sperimentare e che il sistema può tracciare, nella maggior parte dei casi si parla di

3DOF e 6DOF.

• Degree of control: è una misura di quanto l’utente sia in grado di interagire e controllare

l’ambiente virtuale (es. la proiezione in VR di un video senza controllo della camera

virtuale avrà pochi “gradi di controllo” )

• Caratteristiche del display (es. contrasto e luminanza)

• Frame Rate (Frequenza dei fotogrammi): è il numero di immagini statiche (o fotogram-

mi) visualizzate per secondo in una sequenza video. Esso determina la fluidità perce-
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pita del video agli occhi umani. Un frame rate basso può rendere il video meno fluido,

aumentando la probabilità di CS.

• Latenza: La latenza in realtà virtuale si riferisce al ritardo tra l’azione dell’utente (come

il movimento della testa) e la risposta corrispondente nel visore VR. Una latenza elevata

può causare disorientamento e CS.

Dalle tecniche precedentemente esposte risultano tre principali problematiche.

• Apparecchiature ingombranti: la misurazione dei parametri fisiologici attraverso ap-

parecchiature quali Elettrocardiogramma (ECG), Elettroencefalogramma (EEG) e monitor

di frequenza cardiaca spesso richiedono dispositivi ingombranti e limitanti al movimen-

to dei soggetti partecipanti (spesso gli elettrodi e i sensori corporei richiedono un gran

numero di connessioni cablate) il che potrebbe direttamente influenzare l’esperienza vir-

tuale rovinando l’immersione. Inoltre questi dati rilevabili esclusivamente con apparec-

chiature da laboratorio renderebbero difficile l’applicazione nell’uso di tutti giorni o in

applicazioni che richiedono un’elevata mobilità.

• Modelli complessi: L’utilizzo di modelli complessi quali reti neurali artificiali(Artificial

Neural Network (ANN)) e Deep Learning oltre a non essere facilmente interpretabili, ri-

chiedono risorse computazionali significative che ancora una volta ne renderebbe diffi-

cile l’applicazione in ambiti quotidiani ed un applicazione in tempo reale.

• Utilizzo di feed video: Utilizzare come dato i frame del flusso video del visore potrebbe

anch’esso richiedere molta potenza di calcolo non possibile on-device e/o in real-time.

In vista delle precedenti criticità questo studio cerca di affrontare il problema utilizzando uni-

camente dati di esperienza pregressa e dati di movimento ricavabili direttamente dai sensori

del visore e dei controller ad esso collegato. In questo modo si evita l’utilizzo di limitanti

apparecchiature e non viene richiesta elevata potenza di calcolo. Questi accorgimenti permet-

terebbero di utilizzare il modello formulato direttamente su visori stand-alone e dispositivi più

economici senza la necessità di utilizzare dispositivi esterni e rendendo quindi l’esperienza VR

accessibile ad un numero sempre maggiore di utenti.
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Capitolo 3

Cybersickness

Il termine cybersickness (alle volte sostituito con Visually Induced Motion Sickness (VIMS)) si

riferisce ad un insieme di sintomi che si presentano in un soggetto dopo l’esposizione ad una

esperienza in VR. I sintomi e la loro intensità sono totalmente soggettivi e proprio per questo il

loro calcolo non è per nulla facile. Verranno in questo capitolo esposti e spiegati i vari sintomi

ed i metodi di valutazione utilizzati.

3.1 Sintomi e fattori influenzanti

I sintomi che descrivono la cybersickness sono vari e di diversa origine: affaticamento visivo,

dolori della testa ed emicranie, sudorazione eccessiva, disorientamento, sensazione di verti-

gine, nausea, dolori di stomaco, vomito, mancanza di coordinazione/perdita di equilibrio e

salivazione eccessiva. Tuttavia, questi sintomi non sono spesso considerati nella loro singo-

larità, ma vengono raggruppati in tre macrogruppi. Il primo gruppo comprende i sintomi

oculomotori, che riguardano il sistema visivo e includono affaticamento degli occhi, difficoltà

di mettere a fuoco le immagini, vista sfocata e mal di testa. Il secondo gruppo è costituito dai

sintomi di disorientamento, che comprendono vertigini, capogiri e atassia (perdita di equili-

brio). Il terzo gruppo, infine, è quello dei sintomi di nausea, che raggruppa vomito, nausea,

dolori allo stomaco e salivazione/sudorazione eccessiva.

3.2 Cybersickness e Motion Sickness

Sebbene i sintomi e le cause scatenanti siano pressoché identiche, questi due fenomeni diffe-

riscono principalmente nell’origine. La motion sickness, conosciuta comunemente come “mal

di movimento” si verifica quando c’è un conflitto tra le informazioni visive e quelle vestibolari
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(relative all’equilibrio e al movimento) del nostro corpo, ad esempio, quando si prova a leggere

un libro in macchina gli occhi percepiscono una situazione statica mentre il sistema vestibo-

lare avverte il movimento del veicolo, causando nausea e vertigini. La cybersickness, invece,

descrive il particolare malessere causato dall’esposizione ad ambienti virtuali o digitali, come

la realtà virtuale. Occorre notare però che entrambi i fenomeni si presentano con sintomi

praticamente uguali e potrebbero avere origine per le stesse motivazioni come spiegato nella

successiva sezione.

3.3 Cause e teorie sull’origine del fenomeno

Nonostante le vere origini della cybersickness siano ancora in sconosciute, vi sono tre teorie

principali a riguardo:

3.3.1 Teoria del conflitto sensoriale

Questa teoria è la più datata nonché la maggiormente accettata tra le tre, fu formulata da Rea-

son e Brand [12]. Secondo tale teoria, la cybersickness si manifesta quando vi è una discrepanza

negli stimoli sensoriali ricevuti dal cervello, in particolare una differenza tra gli stimoli visivi

e quelli ricevuti dall’apparato vestibolare. Ad esempio, in un ambiente di realtà virtuale, gli

occhi possono percepire movimento e cambiamenti nello spazio, mentre il sistema vestibolare

dell’orecchio, responsabile dell’equilibrio, non rileva alcun movimento fisico corrispondente.

Questo conflitto sensoriale può provocare sintomi di disorientamento, nausea e vertigini, ca-

ratteristici della cybersickness. Sebbene questa teoria sia la più comune, presenta comunque

alcune limitazioni, come osserva LaViola Jr. [13]. Innanzitutto, la capacità predittiva di tale

teoria riguardo al momento in cui si manifesteranno i sintomi o alla loro gravità risulta signi-

ficativamente limitata; inoltre, essa non chiarisce perché, a fronte degli stessi stimoli, non tutti

gli individui sperimentino gli stessi sintomi; infine, non offre una spiegazione di come questo

conflitto provochi malesseri negli individui, limitandosi a indicarlo come probabile causa.

3.3.2 Instabilità posturale

Leggermente collegata alla precedente teoria questa riconosce le cause del malessere nella

perdita di equilibrio dovuta ai conflitti sensoriali precedentemente esposti[2][14][15]. Inoltre

si pensa che alcuni soggetti potrebbero essere naturalmente predisposti a tale problematica. In
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particolare, coloro che soffrono di disfunzioni di equilibrio nella vita quotidiana sembrerebbero

patire maggiormente del problema a cui questo studio si interessa.

3.3.3 Teoria dell’avvelenamento

La terza e ultima teoria invece afferma che la realtà simulata causi gli stessi squilibri sensoriali

causati da veleni (da questo il nome) e sostanze tossiche. Secondo questa ricerca, il cervello

interpreta il conflitto sensoriale e l’instabilità posturale come segnali di possibile avvelena-

mento. Di conseguenza, il corpo innesca una risposta fisiologica, come la nausea e il vomito,

per espellere le potenziali tossine. Questo meccanismo di difesa evolutivo, sebbene utile in si-

tuazioni di avvelenamento reale, diventa problematico in ambienti virtuali, causando i sintomi

della cybersickness[16][17].

3.4 Questionari per la valutazione della cybersickness

Si necessita ora un metodo per quantificare il malessere provato da ogni singolo utente, pre-

feribilmente in diversi momenti chiave durante le esperienze. La letteratura ci fornisce diversi

questionari ciascuno in grado di valutare e quantificare diverse caratteristiche della cybersick-

ness e come essa influenzi diversi ambiti della vita di una persona, da quelli strettamente fisici

a quelli psicologici. Nelle sezioni che seguono verranno descritti i questionari più utilizzati.

3.4.1 SSQ

Il test Simulator Sickness Questionnaire (SSQ) [18] è uno strumento ampiamente utilizzato per

valutare la cybersickness, o il mal d’auto, indotto dalla simulazione virtuale. Questo questiona-

rio valuta una serie di sintomi che possono manifestarsi durante l’esperienza virtuale, tra cui

nausea, vertigini, sudorazione e disagio visivo quantificandoli con un risultato numerico totale

(Total Score) il cui calcolo è descritto dall’Equazione 3.1 in cui i parametri N , D e O sono calco-

lati sommando gli score relativi a sottoinsiemi di sintomi, in base alla Tabella 3.1. Nonostante

sia il test attualmente più utilizzato esso presenta criticità e limitazioni. Questo questionario è

stato sviluppato in origine per quantificare la simulator sickness causata dai simulatori di volo,

e potrebbe quindi non catturare completamente i sintomi in applicazioni VR. Inoltre, il que-

stionario non tiene conto né del contesto né di fattori individuali quali l’esperienza pregressa

con la VR e la predisposizione fisiologica alla cinetosi. Per finire il questionario è piuttosto

lungo (16 domande con risposte: 0 -“per niente”, 1 - “lievemente” , 2 - “moderatamente” e 3
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-“altamente” ), il che potrebbe scoraggiare gli utenti a completare la procedura con attenzione

rendendo cos̀ı i risultati meno affidabili. I sintomi sono riportati in Tabella 3.1.

Tabella 3.1: Tabella SSQ.

Sintomi [N] [D] [O]
1. Malessere Generale x x
2. Affaticamento x
3. Mal di testa x
4. Affaticamento degli occhi x
5. Difficoltà nel mettere a fuoco x x
6. Aumento della salivazione x
7. Sudorazione x
8. Nausea x x
9. Difficoltà nella concentrazione x x
10. Testa pesante x
11. Visione appannata x x
12. Capogiro con occhi aperti x
13. capogiro con oggi chiusi x
14. Vertigini x
15. Fastidio allo stomaco x
16. Aerofagia x

score sintomi della nausea =[N ]× 9.54

score sintomi di disorientamento =[D]× 13.92

Score sintomi oculomotori =[O]× 7.58

Total score = [N +D +O]× 3.74

(3.1)

3.4.2 VRSQ

Il questionario Virtual Reality Sickness Questionnaire (VRSQ) [19] è un strumento di valutazione

recentemente sviluppato che si propone di migliorare le criticità del test SSQ con lo scopo di

sostituirlo. Questo test difatti è sviluppato specificamente per i sintomi della cybersickness in

realtà virtuale rendendolo cos̀ı più accurato e pertinente, inoltre, è breve e conciso riducendo

le domande a 9 mantenendo però una scala Likert a 4 punti come l’SSQ (0 -“per niente”, 1

- “lievemente”, 2 - “moderatamente” e 3-“altamente”). Il calcolo della score finale è inoltre

semplificato come si vede dall’equazione 3.2, dove D e O sono calcolati in base alla Tabella 3.2.
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Tabella 3.2: Questionario VRSQ.

Sintomi [D] [O]
1. Malessere Generale X
2. Affaticamento X
3. Affaticamento degli occhi X
4. Difficoltà a mettere a fuoco X
5. Mal di testa X
6. Pesantezza della testa X
7. Vista annebbiata X
8. Capogiro con occhi chiusi X
9. Vertigini X

score sintomi di disorientamento =
[D]

12
× 100 = Ds

Score sintomi oculomotori =[O]

15
× 100 = Os

Total score =
[Ds +Os]

2

(3.2)

3.4.3 VRNQ

Il test VR Neuroscience Questionnaire (VRNQ) [20] misura la qualità dell’esperienza dell’utente,

la meccanica di gioco, l’assistenza in gioco e l’intensità del VR Induced Symptoms and effects

(VRISE). Esso è quindi un test molto più ampio che tocca più aspetti dell’esperienza di gioco

in VR e si sofferma nell’analisi della cybersickness solamente nella sua ultima sezione.

Il test VRNQ completo è composto da 20 domande divise in quattro domini (esperienza

utente, meccaniche di gioco, assistenza in gioco e VRISE), ciascuno composto da 5 domande.

Allo scopo di questo studio si è interessati unicamente all’ultima sezione la quale studia e

quantifica il malessere dovuto alla cybersickness tramite 5 domande il cui punteggio è descrit-

to tramite una scala Likert a 7 punti (1 -“sintomo estremo ”, 2 -“sintomo grave”, 3 -“sintomo

moderatamente grave”, 4 -“sintomo moderato”, 5 -“sintomo lieve”, 6 -“sintomo molto lieve”, 7 -

“sintomo assente”). Lo score totale di ogni sezione viene calcolata come la media delle 5 doman-

de poste. I sintomi considerati sono forniti in Tabella 3.3, e lo score è calcolato come mostrato in

Equazione 3.3. Un valore minore di punteggio VRISE indicherà quindi, controintuitivamente,

una maggior intensità dei sintomi.
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Tabella 3.3: Questionario VRNQ.

Sintomi [S]
Nausea x
Disorientamento x
Malessere x
Fatica x
Instabilità x

VRISE score =

∑︁5
i=1 si
5

(3.3)

3.4.4 CSQ-VR

Il Cybersickness in VR Questionnaire (CSQ-VR)[21] è nuovo test derivato dalla sezione VRISE

del VRNQ (Sezione 3.4.3) e convalidato rispetto al test SSQ (Sezione 3.4.1). Il CSQ-VR valuta

l’intera gamma dei sintomi della cybersickness, compresa la nausea, il disorientamento e i sinto-

mi oculomotori. Ci sono due domande per ogni tipo di sintomo. Ogni domanda è presentata su

una scala Likert a 7 punti (“0 -sensazione assente”, 1 - “sensazione molto lieve”, 2 -“sensazione

lieve”, 3 -“sensazione moderata”, 4 -“sensazione moderatamente grave”, 5 -“sensazione grave”

e 6- “sensazione estrema”). Il CSQ-VR produce un punteggio totale e tre sub-punteggi: nausea,

disorientamento e disturbi oculomotori, ciascun sub-punteggio corrisponde a un tipo di sinto-

mo e viene calcolato sommando gli score delle due risposte corrispondenti, infine il punteggio

totale è calcolato come la somma dei tre sub-punteggi. Il calcolo è mostrato in Equazione 3.4,

dove N , V e O sono calcolati in base alla Tabella 3.4. Il design del CSQ-VR ha mantenuto i

vantaggi associati al VRISE del VRNQ (cioè: ridotto numero di domande, punteggio di facile

interpretazione e calcolo, domande e risposte maggiormente comprensibili e un’esame di tutti

i tipi di sintomi della cybersickness) e ha migliorato gli aspetti più deboli (cioè, l’aggiunta di

una domanda oculomotoria in più e un punteggio in cui numeri più grandi indicano sinto-

mi più intensi). Infine, il CSQ-VR non è stato sviluppato solo in forma cartacea, ma anche in

forma tridimensionale che può essere utilizzata in qualsiasi ambiente virtuale per esamina-

re la cybersickness mentre l’utente è in VR. Questa versione VR delCSQ-VR beneficia anche

del tracciamento oculare per misurare le fissazioni dello sguardo e la dimensione della pu-

pilla (cioè, la pupillografia), un dato che può offrire una misura fisiologica dell’intensità della

cybersickness.
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Tabella 3.4: Questionario CSQ-VR

Sintomi [N] [V] [O]
Nausea
(mal di stomaco, vomito) X

Vertigini X
Disorientamento X
Instabilità posturale
(Squilibrio) X

Affaticamento degli occhi X
Malessere Visivo
(mal di testa, visione appannata) X

score sintomi Vestibolari =[V ]

score sintomi di nausea =[N ]

Score sintomi oculomotori =[O]

Total score = [D +O+N ]

(3.4)

3.4.5 Metodo scelto

Nonostante le criticità precedentemente esposte si è deciso di utilizzare il questionario SSQ op-

portunamente integrato con questionari formulati ad hoc per comprendere fattori chiave per

l’analisi come ad esempio la valutazione dell’esperienza pregressa dei soggetti di test. Questa

scelta è stata spinta dalla più volte confermata validità a discapito degli altri test precedente-

mente esposti che sono di recente ideazione (risp. VRSQ: 2018 e CSQ-VR: 2023) e per questo

poco testati sul campo. La scelta è ulteriormente confermata dalla scarse prestazioni del test

VRSQ che presenta uno score dei sintomi oculomotori ben sotto sotto la soglia di 0, 7 per l’α di

Cronbach (una misura della consistenza di un certo test). Tale consistenza è richiesta affinché

uno strumento possa essere utilizzato in ambito di ricerca e professionale. Dato che questo

test ha solo due score di cui uno sotto la soglia, il suo impiego non è consigliabile [21]. Il pre-

cedente problema è stato successivamente risolto dal test CSQ-VR [2023] [21] pubblicato però

solo successivamente alle fasi di test di questo studio e per questo motivo è stato impossibile

prenderlo in considerazione.

Inoltre, il diffuso utilizzo dell’SSQ nella letteratura scientifica sull’argomento permette un

veloce ed immediato confronto con studi allo stato dell’arte.
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Capitolo 4

Metodo proposto

4.1 Hardware utilizzato

Le simulazioni VR sono state effettuate tramite l’HMD MetaQuest 2. I giochi sono stati rende-

rizzati da un PC configurato con un processore Intel i7-9700K a 3.6GHz, 64Gb di RAM e una

GPU nVidia RTX 2080Ti. Il collegamento tra visore e PC è stato effettuato tramite un cavo

USB di tipo C, mentre i giochi sono stati gestiti dalla piattaforma SteamVR.

4.2 Acquisizione dei dati

I test [22] si sono svolti in un laboratorio di 3,6 metri per 4 metri. Per garantire la sicurezza dei

partecipanti durante i movimenti, l’area di gioco è stata ridotta di 0,5 metri su ciascun lato.

Sono stati selezionati quattro giochi di uso comune, caratterizzati da diverse velocità di

movimento e metodi di spostamento del personaggio: Forklift Simulator 2019 (simulazione

di guida), Cooking Simulator VR (cucina), Medal of Honor: Above and Beyond (sparatutto in

prima persona) e Beat Saber (videogioco ritmico).

La raccolta dati ha coinvolto 70 partecipanti di età compresa tra i 18 e i 35 anni. Per garan-

tire l’omogeneità del campione nonché la sicurezza dei partecipanti, sono stati esclusi soggetti

con pregressa esperienza di vertigini, problemi di equilibrio, patologie cerebrali o epilessia.

Inoltre è stato impedito ai partecipanti daltonici di partecipare agli esperimenti comprendenti

il gioco Beat Saber essendo quest’ultimo dipendente dall’abilità di riconoscimento dei colori.

I partecipanti sono stati divisi equamente in due gruppi. A ciascun gruppo è stato assegna-

to un gioco caratterizzato da una elevata velocità dei movimenti e un altro caratterizzato da

movimenti lenti. I due gruppi differisco solamente per le esperienze assegnate, in particolare i
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soggetti del primo gruppo hanno giocato a Beat Saber (veloce) e a Cooking Simulator (lento),

mentre quelli del secondo hanno provato Medal of Honor (veloce) e Forklift Simulator (lento).

Di seguito sono riportate due tabelle: la prima (Tabella 4.1) riassume la distribuzione dei

giochi per gruppo, la seconda (Tabella 4.2) illustra le caratteristiche dei vari giochi.

Tabella 4.1: Giochi e gruppi

Gruppo 1 Gruppo 2
Veloce Beat Saber Medal of Honor
Lento Cooking Sim. Forklift Sim.

Tabella 4.2: Caratteristiche giochi

Gioco Fase Livello
Familiarizzazione Tutorial

Beat Saber
Test

Beat Saber Song - Facile (0º, 90º,360º)
$100 Bills song - Normale (0º,90º,360º)

$100 Bills song - Difficile (0º)
Familiarizzazione Cooking School

Cooking Simulator VR Test Fried Shrimp
Baked Cod

Medal of Honor Familiarizzazione Firing Range
Test Survive - Bullets and Bulkheads

Familiarizzazione Controls (1A)
Forklift Simulator 2019

Test
Starting and driving (2A,2B)

Driving Forward (3A,3B,3C,3D)
Driving Backward (4A,4B,4C,4D)

La procedura di test ha seguito quest’ordine:

1. Questionario sulle informazioni personali (i.e., genere ed età)

2. Test SSQ iniziale per valutare il livello iniziale di cybersickness dell’individuo ed evitare

che condizioni precedenti al test portino a trarre conclusioni errate sull’insorgenza dei

sintomi (per questo motivo si valuta la differenza tra il punteggio finale e il punteggio

iniziale dei sintomi)

3. Familiarizzazione con il gioco 1: viene eseguito il tutorial o un livello base del gioco in

modo che il soggetto capisca i comandi ed il funzionamento base della prima esperienza

4. Gioco 1: Il partecipante svolge uno o più livelli (in base all’organizzazione del gioco e

alla durata di ciascun livello come riportato in Tabella 4.2) per una durata massima di 20

minuti.
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5. SSQ post gioco 1: si effettua nuovamente il test SSQ per poter calcolare come sono

cambiati gli score a seguito del test.

6. 15 minuti di pausa

7. SSQ post pausa (pre gioco 2): I partecipanti compilano nuovamente un questionario SSQ

per valutare i sintomi prima della seconda esperienza

8. Familiarizzazione con il gioco 2: si ripete la procedura effettuata per il primo gioco

9. Gioco 2: il soggetto partecipante gioca ad uno o più livelli del secondo gioco per un

massimo di 20 minuti.

10. SSQ finale: ancora una volta i partecipanti compilano il questionario SSQ, questa volta

per quantificare come la seconda esperienza ha influenzato il soggetto.

4.3 Organizzazione dei dati

4.3.1 Dati di Movimento

I dati di movimento sono stati raccolti utilizzando OculusMonitor [23]. OculusMonitor raccoglie

i dati di posizione e orientamento del visore e dei controller. L’informazione sull’orientamento

è memorizzata sotto forma di quaternioni calcolati relativamente alla posizione iniziale. Il

software utilizzato salva anche le informazioni di pressione dei pulsanti dei controller. I dati

dei sensori sono raccolti con un sample-rate di 60Hz.

4.3.2 Test SSQ

I test SSQ, descritti nel Capitolo 3, e raccolti come indicato nelle sezioni precedenti, sono stati

riportati in un file .csv. Come scoring si sono usate le metodologie precedente descritte nella

Sezione 3.4.1 del Capitolo 3.

Per evitare che situazioni precedenti ai test influenzino il risultato è stato eseguito un test

SSQ prima dell’esperienza ed un secondo appena terminata. Lo score finale è stato ottenuto

come:

TotalScoreF = TotalScore2 − TotalScore1
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In caso di TotalScoreF < 0 si è deciso di considerarlo pari a 0, dato che score negativi in-

dicherebbero che il test ha migliorato le condizioni del soggetto partecipante. Quindi è pos-

sibile eseguire questa sostituzione senza perdita di informazioni sugli aspetti negativi della

cybersickness.

Osservando i valori ottenuti dal calcolo si è deciso etichettare come “assenza di cybersic-

kness” i valori TotalScoreF < 20, in accordo con la letteratura. Inoltre sono state definite le

classi “cybersickness media” per valori 20 ≤ TotalScoreF < 60 e “cybersickness elevata” per

valori TotalScoreF ≥ 60. Questa scelta è dovuta dalla distribuzione degli score mostrata in

Figura 4.1.

Figura 4.1: Distribuzione score SSQ.

La terna “Assenza di CS”, “CS moderata” e “CS elevata” verranno in seguito utilizzati come

label del processo di classificazione.

4.3.3 Finestrature

Il campionamento a finestra è una tecnica utilizzata nei modelli di ML per creare sottoinsiemi

temporali o spaziali dei dati di ingresso, facilitando l’apprendimento di caratteristiche locali e

migliorando le prestazioni del modello. Questa tecnica consiste nel dividere i dati in segmenti

o “finestre” di dimensioni fisse o variabili, che vengono poi utilizzati per addestrare il modello.

Si è scelto di campionare i dati di movimento con tre diverse finestre di tempo di campio-

namento [51ms, 255ms, 510ms] e di applicare ad ogni finestra i metodi di seguito descritti.
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Questa scelta è stata effettuata con lo scopo di confrontare come diverse finestrature por-

tino a diversi risultati nell’addestramento dei modelli di ML e per indagare quanto la durata

del movimento considerata influisca su essi. Difatti la finestratura più piccola di 51ms po-

trebbe includere micro-movimenti trascurabili nonché componenti di rumore che potrebbero

addirittura portare a risultati erronei. L’uso di finestre ridotte inoltre aumenta la complessità

dell’addestramento essendo il numero di dati analizzati molto maggiore.

4.3.4 Descrizione statistica

Per agevolare l’addestramento dei modelli di machine learning ogni vettore di dati ottenuto

dal campionamento a finestre viene sostituito dalla sua descrizione statistica, ovvero da:

• media: è una misura statistica fondamentale che riassume il valore centrale di un insie-

me di dati. Il calcolo della media dell’intera finestra di dati attenua le fluttuazioni e le

variazioni casuali riducendo cos̀ı l’impatto del rumore nei dati.

• minimo e massimo: descrivono l’intervallo di valori presenti in una finestra di campiona-

mento. Questi valori forniscono importanti indizi su eventuali anomalie dei dati rilevati

ed aiutano la decisione di adeguate tecniche di elaborazione dei dati (es. scaling delle

feature).

• varianza: essa ci fornisce una misura su quanto i dati sono distribuiti attorno alla media

e quindi consente di capire se stiamo valutando dati costanti o meno.

• skewness (o assimetria): è una misura della simmetria della distribuzione di una variabile

statistica rispetto alla sua media. Essa indica la direzione e il grado di asimmetria della

distribuzione.

• kurtosis: è una misura statistica che descrive la “forma” delle code di una distribuzio-

ne di dati. Essa quantifica quanto una distribuzione è pesante o leggera rispetto alla

distribuzione normale (o gaussiana).

Questo processo riduce la dimensionalità dei dati e ne aumenta la robustezza al rumore,

semplificando, velocizzando e aumentando la precisione del modello.
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4.4 Selezione delle features

Prima di applicare i metodi di machine learning, vengono utilizzate tecniche di selezione delle

caratteristiche (feature selection). La selezione delle caratteristiche è un passaggio cruciale

nel ML, poiché determina quali attributi dei dati saranno utilizzati. Un’adeguata selezione

delle caratterisitiche può migliorare significativamente le prestazioni del modello, riducendo

l’overfitting, aumentando la capacità di generalizzazione e rendendo più efficiente il processo

di addestramento. Inoltre riducendo la complessità del modello può portare ad una maggiore

interpretabilità dei risultati, consentendo di identificare quali attributi sono più rilevanti.

Si illustrano ora i metodi di selezione delle caratteristiche presi in esame con lo scopo

ultimo di valutarne il migliore.

4.4.1 LASSO Regression

La selezione delle caratteristiche con regressione LASSO (indicata anche come “regolarizza-

zione L1”) è una tecnica utilizzata in ML per selezionare un sottoinsieme di caratteristiche

rilevanti dai dati.

Quando si addestra un modello utilizzando la LASSO si cerca di minimizzare una funzione

di costo che combina due componenti:

1. Somma dei quadrati degli errori: questa componente misura la discrepanza tra le previ-

sioni del modello e i dati reali.

2. Termine di penalizzazione L1: questa componente aggiunge una penalizzazione propor-

zionale alla somma dei valori assoluti dei coefficienti delle caratteristiche.

La funzione di costo della regressione LASSO può essere espressa matematicamente del-

l’Equazione 4.1:

J(β) =
n∑︂

i=1

(︄
yi −

p∑︂
j=1

Xijβj

)︄2

+ α

p∑︂
j=1

|βj| (4.1)

dove:

• yi sono i valori osservati;

• Xij sono i valori delle caratteristiche;

• βj sono i coefficienti del modello,
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• α è il parametro di regolarizzazione che controlla l’intensità della penalizzazione.

il che porta alcuni coefficienti a essere ridotti a zero, eliminando efficacemente le caratteri-

stiche meno rilevanti e mantenendo solo quelle più importanti. La selezione delle caratteristi-

che con LASSO è particolarmente utile quando si lavora con un gran numero di caratteristiche,

dove molte di esse possono essere irrilevanti o fortemente correlate tra loro. Utilizzando la

LASSO, è possibile ottenere un modello più semplice e interpretabile, riducendo il rischio di

overfitting e migliorando le prestazioni di generalizzazione. La principale sfide nella selezione

delle caratteristiche con questa tecnica è la scelta del parametro di regolarizzazione (α), che

controlla l’intensità della penalizzazione applicata ai coefficienti delle caratteristiche. Questo

parametro può essere ottimizzato utilizzando tecniche come la Cross Validation (CV).

4.4.2 Correlazione

La selezione delle caratteristiche basata sulla correlazione è un metodo utilizzato nel ML per

identificare e mantenere solo le caratteristiche che sono significativamente correlate alla va-

riabile target. Questo approccio è utile quando si desidera ridurre la dimensionalità dei dati e

selezionare solo le caratteristiche più informative per il modello, rendendolo cos̀ı più efficiente.

Il processo di selezione delle caratteristiche basato sulla correlazione coinvolge tipicamente

i seguenti passaggi:

1. Calcolo della correlazione: In questa fase, viene calcolata la correlazione tra ciascuna

caratteristica e la variabile target che si desidera predire. La correlazione può essere

misurata utilizzando diverse metriche, come il coefficiente di correlazione di Pearson,

il coefficiente di correlazione di Spearman o il coefficiente di correlazione di Kendall, a

seconda della natura dei dati. In questo studio si utilizzano i coefficienti di correlazione

di Pearson la cui matrice viene calcolata come mostrato in Equazione 4.2:

Rij =
Cij√︁
CiiCjj

, (4.2)

dove C è la matrice di covarianza tra le componenti di un vettore di features X =

[x1, x2, x3, . . . , xn]
T

2. Selezione delle caratteristiche: Le caratteristiche che mostrano una correlazione signifi-

cativa con la variabile target vengono selezionate per essere incluse nel modello. È pos-

sibile utilizzare una soglia predefinita per determinare quali caratteristiche considerare

rilevanti in base al valore della correlazione.
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La selezione delle caratteristiche basata sulla correlazione è efficace nel semplificare i mo-

delli e migliorare le loro prestazioni, eliminando le caratteristiche ridondanti o poco infor-

mative. Tuttavia, è importante considerare che la correlazione non implica necessariamente

causalità e che la presenza di caratteristiche fortemente correlate non sempre indica la pre-

senza di relazioni significative nel contesto del problema. Pertanto, si è deciso di confrontar-

la con la selezione tramite LASSO. Inoltre le caratteristiche scelte sono state sottoposte ad

un test Analysis of Variance (ANOVA) per mantenere solo quelle che garantissero differenze

statistiche significative tra le classi in analisi.

4.4.3 Test ANOVA

Il test ANOVA (Analisi della Varianza), è una procedura statistica impiegata per valutare se esi-

stono differenze significative tra le medie di tre o più gruppi indipendenti. Fondamentalmente,

l’ANOVA confronta le variazioni osservate tra i gruppi con quelle all’interno dei gruppi. Uti-

lizza una statistica denominata F , calcolata come il rapporto tra la varianza tra i gruppi e la

varianza all’interno dei gruppi. Quando il rapporto F supera una soglia critica, determinata da

una distribuzione F nota, si può affermare che almeno uno dei gruppi ha una media significa-

tivamente diversa dagli altri. L’ANOVA è impiegato in diverse aree, quali la ricerca scientifica,

l’economia, e l’ingegneria, per confrontare l’efficacia di trattamenti diversi, valutare l’impat-

to di variabili indipendenti su una variabile dipendente o studiare differenze di gruppo in un

insieme di dati. Tuttavia, è importante notare che l’ANOVA non identifica quali gruppi pre-

sentano differenze significative tra loro; per tale scopo, è necessario eseguire test post hoc

specifici come analizzato nella sezione successiva.

4.4.4 Test post-hocs

Un test post hoc è un’analisi statistica condotta dopo aver eseguito un test di significatività

globale e applica procedure specifiche per confrontare tutte le possibili coppie di gruppi tra

loro, al fine di determinare se le differenze osservate sono statisticamente significative.

4.4.4.1 Il test di Tukey-HSD

Il test di Tukey-Honestly Significant Difference (HSD) è un metodo statistico utilizzato per

confrontare tutte le coppie di medie quando si verifica un risultato significativo nell’ANOVA.

Il test calcola le differenze tra le medie di tutte le coppie di gruppi e confronta tali differenze

con una soglia critica derivata dalla distribuzione di Studentized range (q) nota come range
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di Tukey-HSD. Se la differenza tra le medie di due gruppi supera il range di Tukey, allora si

può concludere che le medie di quei gruppi sono significativamente diverse. Il test di Tukey-

HSD è particolarmente utile quando si desidera identificare quali gruppi presentano differenze

significative tra loro dopo aver rilevato una significativa variazione globale tramite ANOVA.

Questo test è ampiamente utilizzato in vari campi, come la ricerca scientifica, l’analisi dei dati

sperimentali e l’economia, per ottenere una comprensione più approfondita delle differenze

tra gruppi in uno studio.

4.5 Metodo di classificazione

Le feature selezionate come descritto nei paragrafi precedenti vengono ora forniti in ingresso

a diversi metodi di classificazione. Tali metodi sono stati applicati alle feature selezionate sia

dalla correlazione sia dalla LASSO per tutti i valori di finestratura considerati (Sezione 4.3.3).

4.5.1 Scaling

Lo scaling delle feature è un passaggio cruciale nella preparazione dei dati per molteplici al-

goritmi di ML, poiché garantisce che le feature siano sulla stessa scala, evitando che alcune

dominino su altre a causa delle differenze di grandezza. Uno dei metodi più comuni, nonché

quello scelto, per effettuare questa normalizzazione è lo Standard Scaler. Lo Standard Sca-

ler trasforma i dati in modo che abbiano una media nulla ed una deviazione standard unitaria.

Questo processo, noto come standardizzazione, è particolarmente utile per algoritmi che si ba-

sano su misure di distanza, come il K-Nearest Neighbors, e necessario per altri come Support

Vector Machine (SVM) che si aspettano in ingresso dati a media nulla. La standardizzazione

consente a questi algoritmi di convergere più rapidamente e di funzionare in modo più effi-

ciente, migliorando la precisione e la robustezza del modello. Il metodo generale di calcolo

consiste nel determinare la media e la deviazione standard della distribuzione per ciascuna

caratteristica. Successivamente, si sottrae la media da ciascuna caratteristica. Poi si dividono

i valori (dopo aver sottratto la media) di ciascuna caratteristica per la sua deviazione standard

come mostrato in Equazione 4.3.

x′ =
x− x̄

σ
(4.3)
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4.5.2 Scelta dei parametri

Per selezionare i parametri migliori per ogni modello è necessario utilizzare una tecnica di ot-

timizzazione. Nello sviluppo di questa tesi si è deciso di utilizzare la tecnica “BayesSearchCV”

per le sue buone prestazioni e l’uso di un numero ridotto di parametri di test rispetto ad al-

tre procedure di ottimizzazione. Difatti, a differenza di GridSearch e RandomizedSearch viene

effettuata una ricerca basata su un processo stocastico di ottimizzazione basata sull’applicazio-

nw del teorema di Bayes il che permette di “esplorare ” in modo più efficiente lo spazio degli

iperparametri richiedendo meno valutazioni del modello [24] [25].

4.5.3 Scoring dei modelli

Lo scoring dei modelli è una fase cruciale nel processo di ML che consiste nella valutazione delle

prestazioni di un modello addestrato su un dataset di test o di validazione. Questo processo

permette di determinare quanto bene il modello riesce a fare previsioni accurate e utili. Ci

sono diversi metodi e metriche per effettuare lo scoring, e in questa tesi sono state scelte le

seguenti:

• Accuratezza: La proporzione di detection corrette sul totale delle detection effettuate.

• Precisione: La proporzione di veri positivi sul totale dei positivi predetti.

• Recall: La proporzione di veri positivi sul totale dei positivi reali.

Inoltre si è scelto di visualizzare i risultati usando la matrice di confusione, la quale fornisce

una rappresentazione visiva delle prestazioni del modello mostrando il confronto tra le classi

predette e quelle effettive. La matrice di confusione per un problema di classificazione con tre

label come quello che vogliamo analizzare è strutturata come mostrato in Tabella 4.3:

Tabella 4.3: Matrice di confusione

Predetto A Predetto B Predetto C

Effettivo A TP A FP A B FP A C
Effettivo B FN B A TP B FP B C
Effettivo C FN C A FN C B TP C

Dove:

• TP X (True Positive per classe X): il numero di istanze della classe X correttamente

predette;
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• FP X Y (Falso positivo per classe X predetta come classe Y): il numero di istanze che

appartengono alla classe X ma sono erroneamente predette come classe Y;

• FN X Y (Falso Negativo per classe X predetta come classe Y): il numero di istanze che

appartengono alla classe Y ma sono erroneamente predette come classe X.

Questa matrice permette di osservare velocemente in quali classi ci sono problemi di pre-

stazione e classificazione.

4.5.4 Classificatori utilizzati

Dati i buoni risultati ottenuti in letteratura si è scelto di conforntare i risultati ottenuti at-

traverso tre diversi classificatori SVM, K Nearest Neighbors (KNN) (per i quali si era ottenuto

rispettivamente un accuratezza pari a 82% e 56% nei casi più favorevoli in [26]) e Random

Forest (accuratezza pari a 96.54% in [27] )

4.5.4.1 KNN

KNN è un algoritmo di apprendimento supervisionato utilizzato per problemi di classificazione

e regressione. L’idea di base di KNN è piuttosto semplice: dato un nuovo punto dati, il modello

cerca i “K” punti dati più vicini nel set di addestramento e li usa per associare una classe al

campione di test, come descritto di seguito:

1. Definizione del parametro K : si sceglie il parametro K che rappresenta il numero di vicini

più vicini che verranno considerati per fare previsioni per un campione di test. Per

questa fase è utile utilizzare tecniche quali la CV.

2. Calcolo della distanza: per ogni campione nel dataset di addestramento, la distanza

rispetto al punto da classificare o predire viene calcolata.

3. Identificazione dei vicini più vicini: i K punti dati più vicini al punto da classificare o

predire vengono identificati in base alla distanza calcolata.

4. Classificazione: l’etichetta più comune tra i K vicini viene assegnata al punto da classi-

ficare.
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4.5.4.2 Random forest

Random Forest è un algoritmo di apprendimento supervisionato che si avvale di più modelli

di albero decisionale per migliorare le previsioni. Durante l’addestramento, vengono creati

diversi alberi decisionali, costruiti nel seguente modo:

1. Campionamento Bootstrap: Il campionamento bootstrap è un metodo di campionamento

con sostituzione. Questo significa che da un dataset originale con n osservazioni, si

ottiene cos̀ı un nuovo dataset della stessa dimensione di quello originale ma con alcune

features ripetute più volte ed altre non presenti.

2. Selezione causale delle caratteristiche: per ogni nodo dell’albero, viene selezionato un

sottoinsieme casuale di caratteristiche. Questo sottoinsieme è utilizzato per determinare

il miglior split in quel nodo. La dimensione del sottoinsieme di caratteristiche è spesso
√
N o log2(N) per problemi di classificazione, dove con N si indica il numero di feature

da classificare.

3. criterio di split: per ogni caratteristica nel sottoinsieme selezionato, si calcola il miglior

punto di split che separa i dati in due sottoinsiemi. Il criterio di split può essere l’im-

purità di Gini, l’entropia o la varianza, a seconda che il problema sia di classificazione o

regressione.

4. costruzione del nodo: si sceglie la caratteristica e il punto di split che ottimizza il criterio di

split. Il dataset viene quindi suddiviso in due sottoinsiemi in base a questo split, creando

due nuovi nodi figli.

5. ripetizione: Il processo di selezione casuale delle caratteristiche e il calcolo del miglior

split viene ripetuto ricorsivamente per ciascun nodo figlio fino a raggiungere uno dei

criteri di arresto, come la profondità massima dell’albero, il numero minimo di campioni

per nodo o la purezza del nodo.

6. costruzione delle foglie: Quando un nodo non può più essere suddiviso, diventa una foglia

dell’albero. Ad ogni foglia viene assegnata una previsione: per la classificazione, la classe

più comune tra i campioni presenti nel nodo; per la regressione, la media dei valori dei

campioni presenti nel nodo.

Questo approccio riduce il rischio di overfitting rispetto a un singolo albero decisiona-

le. Altri vantaggi di questo metodo sono il gestire sia problemi di classificazione che di re-
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gressione ed il poter essere utilizzato su una vasta gamma di dati senza la necessità di una

pre-elaborazione intensiva.

4.5.4.3 SVM

SVM è un algoritmo di apprendimento supervisionato utilizzato per la classificazione e la re-

gressione. L’obiettivo principale di SVM è trovare il miglior iperpiano in uno spazio dimen-

sionale che separi i campioni delle diverse classi nel modo più chiaro possibile.

Durante il processo di addestramento, SVM cerca di trovare il margine massimo, che è la

distanza tra l’iperpiano e i campioni di addestramento più vicini, noti come support vector.

Questi punti determinano l’ubicazione e l’orientamento dell’iperpiano ottimale.

SVM può gestire efficacemente dati lineari e non lineari attraverso l’uso di diverse funzioni

di kernel, come il kernel lineare, polinomiale o kernel Radial Basis Function (RBF).

Per questo algoritmo si è scelto di utilizzare il kernel RBF data la sua buona capacità di

analizzare dati non lineari, la sua flessibilità con ridotto rischio di overfitting [28] e la sua

efficienza, caratteristiche ottimali per il problema in analisi.

Di grandissima importanza per questo algoritmo sono i parametri:

• C: consente di bilanciare la corretta classificazione degli campioni di training con la mas-

simizzazione del margine della funzione decisionale. Per valori più elevati di C , verrà

accettato un margine più piccolo se la funzione decisionale è migliore nel classificare cor-

rettamente tutti i punti di addestramento. Un valore inferiore di C favorirà un margine

più ampio, quindi una funzione decisionale più semplice, a discapito dell’accuratezza

dell’addestramento. In altre parole, C si comporta come parametro di regolarizzazione

nelle SVM.

• gamma: definisce quanto l’influenza di un singolo campione di training si estende nello

spazio di dati, con valori bassi indicano che l’influenza di ogni campione si estende su

una larga area. Ciò significa che il modello cerca di trovare una soluzione più semplice,

con decisioni meno dettagliate. Valori di gamma alti sono invece associati ad una piccola

area. In questo caso, il modello considera solo i campioni molto vicini per determinare

il confine di decisione, il che può portare a decisioni più dettagliate e complesse con il

rischio di overfitting che potrebbe rendere il modello meno capace di generalizzare su

nuovi dati. I parametri gamma possono essere considerati come l’inverso del raggio di

influenza dei campioni: un gamma alto implica un piccolo raggio di influenza (campioni
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vicini influenzano fortemente il modello), mentre un gamma basso implica un grande

raggio di influenza (campioni lontani influenzano il modello).
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Capitolo 5

Risultati

5.1 Dataset

A partire dalle acquisizioni relative a 70 soggetti del dataset utilizzato, sono stati selezionati

60 partecipanti. I rimanenti 10 record sono stati scartati in quanto incompleti.

5.1.1 SSQ

Per calcolare gli score di cybersikcness sono stati sostituiti i valori testuali [None, Slight, Mode-

rate, High] indicanti i valori di ogni sintomo con i rispettivi valori numerici [0, 1, 2, 3]. Sono

stati poi calcolati i subscore e lo score finale come indicato nella Sezione 3.4.1 del Capitolo 3 ese-

guendo la differenza tra le righe pari e quelle dispari (contenti nelle prime i dati pre-esperienza

e nelle seconde quelli post-esperienza dello stesso partecipante). Dato che ogni utente svolge

due esperienze risulta cosi un dataset di 120 righe. Seguendo la procedura spiegata nel Capi-

tolo 4 sono stati assegnati ad ogni riga i valori numerici {0, 1, 2} corrispondenti ai livelli di CS

{nessuno, medio, elevato}.

5.1.2 Questionario iniziali

Il questionario iniziale contenente età, genere ed esperienza pregressa, avendo già label nu-

meriche, non ha subito modifiche al contenuto delle celle. Si è dovuto però modificarne la

struttura duplicando le righe in modo da adeguarsi al dataset del movimento e a quello dei

dati SSQ in quanto questi contenevano due righe per utente (esperienza 1 ed esperienza 2)

mentre il questionario iniziale conteneva una riga per ogni utente.
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5.1.3 Dataset Movimento

5.1.3.1 Angoli di movimento

Gli angoli del dataset di movimento vengono convertiti da quaternioni ad angoli euleriani

espressi in radianti

{x, y, z, w} → {roll, pitch, yaw}

secondo la formula:

⎡⎢⎢⎢⎣
roll

pitch

yaw

⎤⎥⎥⎥⎦ =

⎡⎢⎢⎢⎣
atan2 (2(wx+ yz), 1− 2(x2 + y2))

−π/2 + 2atan2
(︂√︁

1 + 2(wy − xz),
√︁

1− 2(wy − xz)
)︂

atan2 (2(wz + xy), 1− 2(y2 + z2))

⎤⎥⎥⎥⎦ (5.1)

La scrittura in angoli euleriani è stata necessaria per aumentare la comprensione di questo

dato.

5.1.3.2 Campionamento

Per comodità nei calcoli successivi e per escludere errori del software utilizzato per il salvatag-

gio dei dati si sono campionati i dati in ingresso con un periodo pari a Tc = 17ms. Il valore

Tc è stato scelto osservando che in assenza di errori i dati vengono raccolti e ricevuti con un

periodo TRX = 1
fRX

= 1
60Hz

= 16.7ms ≃ Tc

5.1.3.3 Pulizia

Sono stati rimossi dal dataset tutti i dati non utilizzati dallo studio, quali i dati relativi alla

pressione dei tasti dei controller. Sono state inoltre rimosse le code dei dataset in cui i dati

di movimento risultavano pari a zero, indicando che, sebbene l’esperienza fosse terminata, la

registrazione da parte del software è erroneamente continuata (il che avrebbe probabilmente

portato ad imprecisioni nell’addestramento). Infine sono stati rimossi età e genere, dati irri-

levanti per lo studio (irrilevanza del genere provata da Munafo [29] nel primo esperimento,

Clinton [30] e Curry [31]).

5.1.3.4 Velocità ed accelerazione

Facendo semplici operazioni tra colonne del dataset si calcola la velocità dei movimenti di testa

e di controller sinistro e destro (questi corrispondono ai movimenti delle mani del partecipante
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grazie alla costruzione del dispositivo di input). La velocità viene calcolata secondo la formula:

v =
d

t

nella quale d indica lo spostamento in un certo tempo t.

Una volta calcolata la sopraddetta si calcola l’accelerazione delle stesse caratteristiche at-

traverso la formula:

a = v/t.

5.1.3.5 Finestratura e descrizione statistica

Essendo i dati già campionati con Tc = 17ms si compongono le finestre come multipli di Tc

cosicché:

Lfinestra = nsample × Tc

dove Lfinestra è la larghezza della finestra in analisi e nsample è il numero di campioni per

finestra.

Ottenute le finestre si procede alla descrizione statistica come indicato nella Sezione 4.3.4

del capitolo precedente e denominate secondo il seguente schema:

• media: identificato come meanNomeFeature

• minimo: identificato come minNomeFeature

• massimo: identificato come maxNomeFeature

• varianza: identificato come varNomeFeature

• skewness:identificato come skewNomeFeature

• kurtosis: indicatto dall’eticchetta kurtNomeFeature

Il dataset cos̀ı ottenuto viene unito a quelli contenenti i dati SSQ e a quello del questionario

iniziale.

5.2 Correlazione

5.2.1 Feature Selezionate

Per la selezione delle feature con la correlazione si sono prese tutte le feature correlate con

il vettore di label di almeno un valore r maggiore del terzo quartile dei valori di correlazioni
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ottenuti:

r ≥ Q3.

Nella sottostante figura è visualizzato il diagramma a scatola rappresentate la distribuzione

dei valori di correlazione di tutte le features presenti nel dataset con finestra di campionamento

510ms, da questa deriva anche il valore r scelto.

Figura 5.1: Box-plot distribuzione caratteristiche correlazione per finestratura di larghezza
510ms.

Questo ha portato a selezionare le seguenti caratteristiche:

Tabella 5.1: Feature selezionate da correlazione con finestratura 510ms.

Caratteristica Selezione

Esperienza pregressa ’Previous gaming experience’, ’Previous vr experience’
Velocità controller destro ’maxRightVelocityX’, ’minRightVelocityY,’maxRightVelocityY’
Velocita controller sinsistro ’minLeftVelocityX’, ’maxLeftVelocityX’, ’minLeftVelocityY’, ’maxLeftVelocityY’, ’minLeftVelocityZ’
Angolazioni testa ’minHeadRoll’, ’maxLeftVelocityZ’, ’minHeadYaw’, ’meanLeftRoll’,

’minLeftRoll’, ’kurtLeftRoll’,’varLeftRoll’, ’skewLeftRoll’, ’meanLeftPitch’,
’maxLeftPitch’, ’varLeftYaw’, ’varLeftPitch’, ’meanLeftYaw’,
’minLeftYaw’, ’skewLeftYaw’, ’kurtLeftYaw’

Angolazioni controller destro ’meanRightRoll’, ’minRightRoll’, ’varRightRoll’, ’skewRightRoll’
’varRightPitch’, ’minRightYaw’, ’meanRightYaw’, ’varRightYaw’, ’skewRightYaw’

Accelerazione controller destro ’minRightAccX’, ’maxRightAccX’, ’kurtRightAccX’, ’maxRightAccY’
Accelerazione controller sinistro ’kurtLeftAccX’, ’kurtLeftAccZ’
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Tabella 5.2: Feature selezionate da correlazione con finestratura 255ms.

Caratteristica Selezione

Esperienza pregressa ’Previous gaming experience’, ’Previous vr experience’
Velocità controller destro ’minRightVelocityX’, ’Previous vr experi’, ’ minRightVelocityY’, ’maxRightVelocityY’
Velocita controller sinsistro ’minLeftVelocityX’, ’maxLeftVelocityX’, ’minLeftVelocityY’, ’maxLeftVelocityY’

’minLeftVelocityZ’, ’maxLeftVelocityZ’
Angolazioni controller destro ’meanRightRoll’, ’minRightRoll’, ’maxRightRoll’, ’skewRightRoll’

’minRightYaw’, ’varRightPitch’,’meanRightYaw’, ’maxRightYaw’
’skewRightYaw’

Angolazioni controller sinistro ’meanLeftRoll’, ’minLeftRoll’, ’maxLeftRoll’, ’varLeftRoll’, ’skewLeftRoll’
’meanLeftPitch’, ’maxLeftPitch’, ’varLeftPitch’, ’meanLeftYaw’
’skewLeftYaw’, ’minLeftYaw’, maxLeftYaw’, ’varLeftYaw’

Accelerazione controller destro ’minRightAccX’, ’maxRightAccX’, ’minRightAccY’, ’maxRightAccY’
Accelerazione controller sinistro ’minLeftAccX’, ’minLeftAccY’, ’maxLeftAccY’

Tabella 5.3: Feature selezionate da correlazione con finestratura 51ms.

Caratteristica Selezione

Esperienza pregressa ’Previous gaming experience, ’Previous vr experience’
Velocità controller destro ’minRightVelocityX’, ’maxRightVelocityX’
Velocita controller sinsistro ’minLeftVelocityX’, ’minLeftVelocityY’, ’kurtLeftVelocityX’, ’minLeftVelocityY’,

’kurtLeftVelocityZ’, ’maxLeftVelocityY’, ’kurtLeftVelocityY’
Angolazioni della testa ’meanHeadRoll’, ’minHeadRoll’, ’maxHeadRoll’, ’meanHeadYaw’

’minHeadYaw’, ’maxHeadYaw’
Angolazioni controller destro ’meanRightRoll’, ’minRightRoll’, ’maxRightRoll’, ’varRightPitch’

’maxRightYaw’, ’meanRightYaw’, ’minRightYaw’
Angolazioni controller sinistro ’meanLeftRoll’, ’minLeftRoll’, ’maxLeftRoll’, ’meanLeftPitch’

’varLeftPitch’, ’minLeftPitch’, ’maxLeftPitch’, ’meanLeftYaw’
’skewLeftYaw’, ’minLeftYaw’, ’maxLeftYaw’, ’varLeftYaw’

Accelerazione controller destro ’minRightAccX’, ’maxRightAccX’, ’minRightAccY’
Accelerazione controller sinistro ’minLeftAccX’, ’maxLeftAccX’, ’kurtLeftAccX’, ’maxLeftAccY’,

’kurtLeftAccY’, ’kurtLeftAccZ’

Si faccia riferimento all’Appendice per i BoxPlot degli altri valori di finestratura (255 ms e

51ms ) e per una visualizzazione grafica dei risultati della correlazione.

Tutte le caratteristiche selezionate dalla correlazione nelle rispettive finestrature vengono

poi confermate dal test ANOVA e dal successivo test di Tukey-HSD.

5.2.2 Classificazione

Si analizzano ora le feature selezionate da tutte e tre le finestrature (Tabella 5.4) e si considerano

queste come caratteristiche significative per l’addestramento.

Osservando la Tabella 5.4 è possibile notare che le feature comuni, che d’ora in poi verran-

no considerate come caratteristiche significative, sono dimezzate rispetto a quelle selzionate

durante il processo delle singole finestrature, si passa infatti da ≃ 41 caratteristiche a 20.

Basandosi sulle feature appena selezionati sono stati creati i dataset di train e test utiliz-

zando il 90% dei dati per la fase di train e il 10% per la fase di test. Dopo aver identificato i
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Tabella 5.4: Caratteristiche comuni alle tre finestrature.

Caratteristica Selezione
Esperienza pregressa Previous gaming experience , Previous vr experience’
Velocità controller destro ’minRightVelocityX’ , ’maxRightVelocityX’
Velocità controller sinsistro ’minLeftVelocityY’, ’maxLeftVelocityY’
Angolazioni controller destro ’meanRightRoll’, ’minRightRoll’, ’varRightPitch’,

’meanRightYaw’, ’minRightYaw’
Angolazioni controller sinistro ’meanLeftRoll’, ’minLeftRoll’, ’meanLeftPitch’, ’maxLeftPitch’,

’varLeftPitch’, ’maxLeftYaw’, ’minLeftYaw’
Accelerazione controller destro ’minRightAccX’, ’maxRightAccX’

migliori iperparametri per ciascun algoritmo (Sezione 4.5.2) i dataset vengono successivamen-

te utilizzati per l’addestramento. In Tabella 5.5 sono riportati i punteggi e gli iperparametri

ottenuti per ogni modello e per ciascuna finestratura.

Tabella 5.5: Risultati correlazione per diverse finestrature.

Finestratura Metodo Parametri scelti Accuratezza Recall Precisione

510 ms

KNN Uniforme k 3 0.8233 0.7672 0.7999
Distanza k 4 0.8295 0.7811 0.7996

Random forest max features ’log2’ 0.8426 0.7507 0.8645

SVM gamma 0.1 0.8145 0.7497 0.8050C 100

255 ms

KNN Uniforme k 3 0.8350 0.7957 0.8113
Distanza k 4 0.8392 0.8048 0.8131

Random Forest max features ’sqrt’ 0.8527 0.7787 0.8674

SVM gamma 1 0.8211 0.7696 0.8066C 100

51 ms

KNN Uniforme k 1 0.9024 0.8121 0.8834
Distanza k 1 0.9024 0.8880 0.8177

Random forest max features ’log2’ 0.8994 0.8513 0.9138

SVM gamma - - - -C -

Importante notare che l’algoritmo SVM nel caso di finestratura 51ms non ha raggiunto

convergenza per nessun valore degli iperparametri rendendo impossibile una valutazione. I

risultati ottenuti sono in linea con quelli ottenuti negli studi di Thiago [27] e Garcia A. [26].

Vengono riportate nelle Figure 5.2, 5.3 e 5.4 le matrici di confusione, normalizzate sul

numero totale di campioni della finestratura in analisi.
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(a) KNN pesi uniformi (b) KNN pesi basati sulla distanza

(c) Random Forest (d) SVM

Figura 5.2: Matrice di confusione per selezione con correlazione e finestratura 510ms.

A conferma dei risultati esposti in Tabella 5.5 si può notare una bassissima percentuale di

falsi positivi e falsi negativi, in particolare per il metodo Random Forest (Figura 5.2c) che risulta

il miglior metodo per questo larghezza di finestratura.
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(a) KNN pesi uniformi (b) KNN pesi basati sulla distanza

(c) Random Forest (d) SVM

Figura 5.3: Matrice di confusione per selezione con correlazione e finestratura 255ms.

Anche in questo caso, il metodo migliore risulta essere la Random Forest (Figura 5.3c),

che per la maggior parte ha subito ancora miglioramenti rispetto alla finestratura più ampia

(Figura 5.2c) a discapito di un maggior numero di falsi positivi.
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(a) KNN pesi uniformi (b) KNN pesi basati sulla distanza

(c) Random Forest

Figura 5.4: Matrice di confusione per selezione con correlazione e finestratura 51ms.

Come accennato nell’analisi dei risultati il modello SVM non ha raggiunto convergenza

quindi non viene presentata la matrice di confusione. Inoltre per la finestratura analizzata

in Figura 5.4 si osserva un cambio di trend, difatti si ottengono migliori risultati di recall e

precisione per l’algoritmo KNN e quindi un minor numero di falsi positivi e falsi negativi come

si osserva in Figura 5.4a (o in Figura5.4b). Infine, è interessante osservare che per la finestratura

migliore la scelta di pesi (uniformi o basati sulla distanza) è ininfluente sui risultati ottenuti.

5.3 Lasso

Per applicare la selezione delle feature tramite Lasso si sono prima cercati il miglior valore

per il parametro α ∈ [0.1, 100]spazio lineare con spaziatura 0.1 utilizzando la tecnica della

GridSearch ottenendo α = 0.8
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5.3.1 Feature Selezionate

L’applicazione della feature selection tramite LASSO ha portato alla selezione delle seguenti

caratteristiche per tutti i valori di finestratura :

Tabella 5.6: Feature selezionate da Lasso.

Caratteristica Selezione

Accelerazione testa ’varHeadAccX
Accelerazione controller destro ’maxRightAccY’ ’varRightAccY’ ’varRightAccX’
Accelerazione controller sinsistro ’varLeftAccX’ ’maxLeftAccY’ ’varLeftAccY’

Si può osservare che il numero di features seleziona dalla LASSO è molto minore rispetto a

quelle selezionate dalla correlazione. E’ inoltre interessante osservare che nessuna delle carat-

teristiche selezionate dalla LASSO corrisponde con quelle selezionate dal metodo precedente.

Successivamente applicando il test ANOVA e selezionando le caratteristiche con p-value ≤

0.05 sono risultate significative e confermate dal test Tukey-HSD:

• maxRightAccY : valore massimo di accelerazione verticale del controller destro con p-

value = 3.813e− 29 ed una distinta separazione tra le tre classi;

• varRightAccY : valore varianza dell’accelerazione verticale del joystick destro con p-value

= 0.00676 con una buona separazione tra classe 0 e classe 2 e tra classe 1 e 2 (ovvero

esiste distinzione statistica tra le precedenti classi) ma non riconoscibile tra classe 0 e

classe 1 p− value ≃ 0.99 ≫ 0.05

• maxLeftAccY : valore massimo di accelerazione verticale del controller sinistro con p-

value = 2.651e − 07 ancora una volta con una buona separazione per tutte e tre le

classi.

Sono stati riportati solo i risultati dei test statistici per la finestratura 510ms dato che

sono coerenti con quelli degli altri campionamenti. Si noti inoltre che solo 3 caratteristiche

vengono selezione dal test di ANOVA e successivo test di Tukey più che dimezzando cos̀ı

quelle inizialmente ottenute.
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5.3.2 Classificazione

Tabella 5.7: Risultati Lasso per diverse finestrature.

Finestratura Metodo Parametri scelti Accuratezza Recall Precisione

510 ms

KNN Uniforme k 189 0.5739 0.3415 0.3363
Distanza k 187 0.5728 0.3467 0.3368

Random forest max features ’log2’ 0.5542 0.3507 0.3726

SVM gamma 10 0.5755 0.3343 0.4140C 10

255 ms

KNN Uniforme k 198 0.5751 0.3397 0.3405
Distanza k 199 0.5704 0.3413 0.3625

Random Forest max features ’log2’ 0.5526 0.3481 0.385

SVM gamma 100 0.5747 0.3334 0.3166C 1

51 ms

KNN Uniforme k 198 0.5753 0.3352 0.3530
Distanza k 199 0.5696 0.3389 0.3674

Random forest max features ’log2’ 0.5711 0.3347 0.3465

SVM gamma - - - -C -

I risultati della classificazione sono riportati in Tabella 5.7. Come nel caso della correlazione

l’algoritmo SVM non ha raggiunto la convergenza nel caso della finestratura di 51ms. Inoltre

si osserva che, probabilmente date le poche caratteristiche selezionate dalla fase di selezione

LASSO e successivi test statistici, si ottengono scarsissimi risultati di recall e precisione, ovvero

sia un gran numero di falsi positivi che un gran numero di falsi negativi. I risultati appena

esposti vengono visualizzati anche dalle matrici di confusione nelle Figure 5.5, 5.6 e 5.7.
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(a) KNN pesi uniformi (b) KNN pesi basati sulla distanza

(c) Random Forest (d) SVM

Figura 5.5: Matrice di confusione per selezione con LASSO e finestratura 510ms.

Si osserva ancor meglio dalla matrice di confusione come le scarse prestazioni ottenute dal-

l’addestramento influenzino la classificazione ottenendo una pessima suddivisione tra i gruppi

ed alte percentuali di falsi positivi e negativi (i valori = 1 sono in realtà ≈ 1).
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(a) KNN pesi uniformi (b) KNN pesi basati sulla distanza

(c) Random Forest (d) SVM

Figura 5.6: Matrice di confusione per selezione con LASSO e finestratura 255ms.

Osservando la matrice di confusione risultante da features con finestratura 255ms si no-

ta un ulteriore peggioramento delle prestazioni della classificazione rispetto al precedente

scenario, un trend negativo che migliorerà leggermente con la più piccola finestratura.
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(a) KNN pesi uniformi (b) KNN pesi basati sulla distanza

(c) Random Forest

Figura 5.7: Matrice di confusione per selezione con LASSO e finestratura 51ms.

Come nel caso della correlazione la classificazione di features campionate con la finestra-

tura minore l’algoritmo SVM non ha raggiunto convergenza e non ne viene quindi mostrata

la matrice di confusione.

Dalle osservazioni precedenti si conclude che il metodo LASSO per la selezione delle fea-

tures non è una buona strategia per il problema in analisi.

48



Capitolo 6

Conclusioni e sviluppi futuri

6.1 Conclusioni

Si è mostrato in questo studio che i risultati migliori per un modello di classificazione delle cy-

bersickness si hanno utilizzando un campionamento a finestra di larghezza 51m, selezione delle

caratteristiche tramite correlazione e algoritmo di classificazione KNN. Utilizzando la pipeline

precedentemente descritta si è riusciti ad ottenere ottimi risultati con score di accuratezza e

precisione ≃ 90% e score di recall ≥ 80%.

Inoltre lo so studio ci fornisce anche un intuizione su metodo utilizzare in caso di necessità

di finestratura più ampia (es. 255ms, 510ms). In queste situazioni si ottengono difatti buoni

risultati tramite l’algoritmo Random Forest che permette di ottenere score di precisione ed

accuratezza ≥ 84% e score di recall ≥ 75% ottenendo migliori risultati con il diminuire della

finestra.

6.2 Sviluppi futuri

L’applicazione e la sperimentazione effettuate presentano diverse limitazioni; ci sono infatti

alcuni aspetti che possono essere migliorati attraverso studi e sviluppi futuri. In primo luogo,

la raccolta dati potrebbe essere migliorata fornendo ai partecipanti questionari più moderni e

non ancora pubblicati durante l’acquisizione del dataset. Ad esempio, il test CSQ-VR si è dimo-

strato superiore rispetto al test utilizzato in questo studio. Inoltre, per migliorare ulteriormente

l’esperienza dei partecipanti, si potrebbe somministrare il test direttamente all’interno dell’e-

sperienza VR, evitando di interrompere l’immersione per compilare un questionario cartaceo.

Questa modalità consentirebbe anche di sottoporre i soggetti a questionari o domande mirate
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durante il gioco (eventualmente in sezioni di caricamento o di cambio livello) in modo da ese-

guire uno studio più capillare del fenomeno e capire in maniera ancor’ più precisa quali siano

i movimenti ”problematici”.

Per la gestione della cybersickness a partire da questo studio si potrebbe formulare un mo-

dello predittivo in grado di anticipare il malessere in modo da, in caso di rilevamento di pos-

sibile CS, andare ad implementare durante l’esperienza metodi di attenuazione. Tali metodi

potrebbero essere realizzati on-device tramite manipolazione dell’immagine (Blurring, blocco

della visione centrale o ancora l’utilizzo di rest frame [32, 33]). In questo modo si creerebbe

un metodo efficace per migliorare l’esperienza virtuale, mitigando il malessere prima che si

manifesti e rendendo la tecnologia accessibile a un numero sempre maggiore di utenti.
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Appendice

(a) BoxPlot correlazione 255ms

(b) BoxPlot correlazione 51ms

Figura 1: BoxPlot Correlazione per le finestrature 255ms e 51ms.
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Figura 2: Feature selezionate con la correlazione per finestratura 510ms.
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Figura 3: Feature selezionate con la correlazione per finestratura 255ms.
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Figura 4: Feature selezionate con la correlazione per finestratura 51ms.
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Figura 5: Feature selezionate dalla procedura LASSO.
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Figura 6: Ingrandimento sulle feature selezionate dalla procedura LASSO.
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