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SOMMARIO

Il problema delle cadute, soprattutto per quanto riguarda gli anziani, è ancor oggi un problema

rilevante. Le conseguenze di una caduta possono essere sia fisiche, fratture e/o emorragie, ma

anche psicologiche. Molte delle cadute avvengono negli ambienti domestici e se la persona in

questione vivesse da sola, una caduta potrebbe tramutarsi in qualcosa di potenzialmente fatale.

Avere un metodo per rilevare una caduta di una persona diventa quindi molto importante per

poter fornire una sicurezza maggiore alle persone ma anche una componente fondamentale

per un eventuale sistema di richiesta di soccorso. Lo scopo di questa tesi è quindi quello di

comparare diversi modelli di machine learning e un modello di deep learning basato su una

CNN per rilevare la caduta di una persona a partire da un’immagine statica. Per fare ciò, sono

stati presi in esame i dataset disponibili in letteratura: CAUCAFall e FPDS. I test effettuati sul

dataset di test, appositamente creato, hanno riportato un’accuratezza fino al 93.28%. È stato

inoltre eseguito un ulteriore test dei modelli per verificarne il funzionamento in real-time che ha

riportato un’accuratezza fino al 93.93%
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1 INTRODUZIONE

1.1 Rilevamento delle cadute e possibili applicazioni

Oltre alle possibili patologie che le persone possono contrarre nel corso della loro vita, una

delle altre possibili minacce alla salute sono le cadute, soprattutto per quanto riguarda le per-

sone anziane. In particolare, esistono due tipologie di cadute, quelle fatali e quelle non fatali.

Anche se classificate come non fatali, molte cadute possono comportare gravi danni al fisico

di una persona e se non trattate celermente e in modo corretto, potrebbero tramutarsi in even-

ti fatali. In uno dei recenti report1 dell’Organizzazione Mondiale della Sanità riguardante le

cadute, vengono stimate almeno 37 milioni di cadute abbastanza gravi da richiedere un tratta-

mento medico e più di mezzo milione sono fatali. Viene constatato inoltre che i soggetti over

60 sono i più coinvolti. Nei casi di cadute di lieve entità, fortunatamente più frequenti di quelli

gravi, i danni al fisico di una persona spesso sono temporanei, ma è comunque possibile che

il soggetto coinvolto nella caduta possa riportare dei danni permanenti. Oltre ai danni fisici,

che sono estremamente comuni nel caso delle cadute, esiste anche la possibilità che chi subisce

una caduta, soprattutto nel caso delle persone anziane, possa avere dei danni a livello psico-

logico oltre che fisico. L’instillarsi, negli anziani ma non solo, della paura di cadere e subire

danni al proprio fisico, già reso fragile dall’età avanzata, potrebbe portare a nuove cadute. La

paura, infatti, può comportare una forte limitazione dei propri movimenti da parte dell’anziano

e una conseguente diminuzione della forza muscolare, che potrebbe avere come conseguenze

altre cadute. Avere degli strumenti di monitoraggio e allerta per fornire maggiore sicurezza alle

persone fragili, ma anche a chi presta loro assistenza, diventa quindi cosa molto importante.

La rilevazione dell’avvenimento di una caduta attraverso l’utilizzo dell’intelligenza artificiale

diventa così un alleato per la salvaguardia della salute delle persone, ma anche uno strumento

per garantire maggiore sicurezza e aiuto soprattutto agli anziani, in particolare a coloro che vi-

vono da soli. L’utilizzo di tale tecnologia è molto mirato, in particolar modo potrebbe risultare

molto utile al personale di ospedali o RSA, dove la presenza di persone fragili è per ovvi motivi

elevata e quindi il monitoraggio dei vari soggetti può risultare molto complicato. Nonostante

la grande attenzione che il personale medico assicura ai pazienti, non è sempre possibile avere

una sorveglianza umana. Avere un aiuto dalla tecnologia, in questo caso per rilevare celermente

una caduta, diventa così uno strumento ulteriore per la cura dei pazienti. Un ulteriore ambito

di applicazione è sicuramente quello domestico, dove le cadute accidentali sono frequenti. Nel

1https://www.who.int/news-room/fact-sheets/detail/falls
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caso di persone che vivono da sole, una caduta con una possibile perdita di conoscenza o una

qualsiasi impossibilità a chiamare i soccorsi potrebbe tramutarsi nel peggiore dei casi nella mor-

te della persona. L’utilizzo dell’intelligenza artificiale per la rilevazione delle cadute e di altre

tecnologie per richiedere i soccorsi, diviene quindi un possibile sistema per garantire sicurezza

alle persone e salvaguardarne la salute, sia fisica che psicologica.

1.2 Lavori correlati

Negli ultimi anni, l’intelligenza artificiale, in particolar modo il deep learning, è entrata sempre

più prepotentemente nella vita di tutti i giorni. Uno degli ambiti dove la ricerca e l’applicazione

è estremamente attiva è quello medico-assistenziale. Oltre all’utilizzo per rilevare eventuali

patologie, ci sono stati diversi studi utilizzando metodologie differenti per cercare di risolvere il

problema che riguarda le cadute delle persone. Nel tentativo di garantire il monitoraggio delle

cadute, sono nate due macrocategorie:

• Utilizzo di sensori indossabili: Questa tecnica per il rilevamento delle cadute si basa

nella maggior parte dei casi sull’analisi di cambi di accelerazione della persona coinvolta

e in alcuni casi viene verificata anche l’inclinazione del tronco del soggetto. Uno dei

maggiori vantaggi di queste soluzioni sono sicuramente il basso consumo di corrente dei

dispositivi indossabili, ma è allo stesso tempo anche uno dei vincoli più grandi per quanto

riguarda le operazioni che possono essere compiute nel dispositivo stesso. Spesso sistemi

del genere richiedono di poter trasmettere i dati ad un PC remoto, richiedendo quindi an-

che una qualche tipologia di connessione e soprattutto privacy dei dati trasmessi. Inoltre,

possono essere considerati invasivi dato che la persona deve indossarli costantemente per

il loro funzionamento.

Ad esempio, nell’articolo [1], viene utilizzato un singolo accelerometro triassiale che vie-

ne fatto indossare a livello dei fianchi per rilevare varie attività del soggetto in esame, tra

le quali anche una possibile caduta. I limiti principali di questa soluzione sono legati alle

dimensioni del dispositivo indossabile, che devono essere molto ridotte, e alla potenza di

calcolo e memoria del microprocessore del sistema embedded utilizzato. La rilevazione

delle cadute avviene mediante l’analisi del Signal Magnitude Vector; se il valore calcolato

supera un determinata soglia, determinata sperimentalmente, allora l’evento viene regi-

strato come una possibile caduta e monitorato per un periodo di 60 secondi per rilevare

un possibile recupero dalla caduta. Attendere un minuto per verificare se il soggetto ha

2



recuperato o meno dalla caduta potrebbe essere un periodo troppo lungo e i soccorsi po-

trebbero risultare inutili. I test effettuati dagli autori di [1] hanno riportato una precisione

del 95.6%.

L’approccio proposto in [2] utilizza un giroscopio triassiale a supporto dell’accelerome-

tro. Vengono utilizzati due dispositivi posti rispettivamente su una coscia e al centro del

petto del soggetto.

Questa soluzione è suddivisa in tre componenti: intensità dell’attività, analisi della postu-

ra e analisi della fase di transizione.

La precisione riportata da [2] risulta essere del 91%, basata sui test svolti su campioni di

dati generati da tre soggetti.

• Utilizzo di videocamere: L’utilizzo di videocamere è l’alternativa all’utilizzo di sensori

indossabili.

Uno dei possibili problemi che si possono incontrare nell’applicazione di questo tipo di

soluzioni è la riluttanza da parte degli anziani ad avere una telecamera che li osserva. Que-

sto ostacolo può essere sopravanzato facilmente se si dimostra che il sistema garantisce

una maggiore sicurezza al soggetto e che i dati utilizzati vengono processati all’interno

della struttura stessa, senza uscire sul cloud (e.g., casa o RSA)

Le soluzioni esistenti possono essere divise in due categorie:

± Basate su telecamere 2D, che forniscono meno dati rispetto alle telecamere 3D,

ad esempio non forniscono la distanza o profondità degli oggetti, ma solitamente

risultano essere meno costose rispetto alle telecamere 3D.

± Basate su telecamere 3D, che possono fornire dati ulteriori, quali la distanza per

esempio, ma il costo risulterebbe molto più elevati rispetto a delle telecamere 2D.

L’articolo [3] propone una soluzione basata sull’utilizzo di una telecamera Kinect, prodot-

ta da Microsoft, che permette di ottenere anche dati riguardanti la distanza della persona.

La rilevazione della caduta si basa sull’analisi della posizione della testa e del movimen-

to del centro di massa. Se l’altezza della testa è al di sotto di una soglia prestabilita, il

sistema classifica l’evento come una potenziale caduta. Il passo successivo è la conferma

della caduta che avviene attraverso l’analisi dell’ampiezza del movimento del centro di

massa, che oltre ad una certa soglia certifica l’evento come una caduta.
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La soluzione proposta da [3] è stata testata sul dataset SDUFall e ha riportato una preci-

sione fino al 92.98%.

Nell’articolo [4], viene invece presentato un metodo che sfrutta una telecamera 2D posi-

zionata su un robot. Per l’individuazione della persona all’interno dell’immagine viene

utilizzato YOLOv3, un algoritmo basato su una Convolutional Neural Network, mentre

viene utilizzata una Support Vector Machine per classificare se la persona individuata ri-

sulta caduta o meno. Gli esperimenti effettuati in [4], riportano una precision del 100%

con un recall del 99% per quanto riguarda la sola Support Vector Machine utilizzata,

mentre con l’algoritmo completo che utilizza YOLOv3 il valore di recall scende al 77%,

mantenendo comunque un alto valore di precision, 97%.

1.3 Scopo della tesi

La tutela della salute delle persone, fattispecie gli anziani, è divenuta sempre più importante

con il passare degli anni. L’utilizzo passivo e attivo della tecnologia per migliorare la vita delle

persone è ora come ora sempre più evidente e fondamentale.

Oltre alle patologie che le persone possono sviluppare, una delle cause maggiori di disabilità o,

nel peggiore dei casi morte, sono le cadute, spesso accidentali. Molte volte i danni che riportano

le persone possono essere mitigati se si interviene prontamente e si presta subito soccorso alla

vittima della caduta. Una caduta può però capitare in qualsiasi momento, in particolare quando

il soggetto è anziano e con possibili difficoltà motorie.

Non sempre si ha la fortuna di essere assieme ad un’altra persona che potrebbe prestare aiuto o

chiamare celermente i soccorsi.

Questa tesi mira quindi ad implementare e confrontare diverse tecniche di machine learning

classico e un modello basato sul deep learning, al fine di rilevare la caduta di persone a partire

da immagini statiche. Dato questo obiettivo generale, questa tesi si pone come condizione di

sperimentare modelli che restituiscono velocemente la predizione (e.g., qualche ms) in modo

tale da poter essere sfruttati in real-time e allo stesso tempo risultino leggeri per quanto riguarda

il peso occupato su disco.

1.4 Struttura della tesi

La tesi è strutturata in capitoli che rispecchiano le macro-componenti necessarie per l’imple-

mentazione e il testing dei vari modelli.

Nel Capitolo 2 verranno presentate le librerie e i vari metodi utilizzati, in particolare OpenCV

4



nella Sezione 2.1, utilizzato per l’elaborazione delle immagini. Nella Sezione 2.2 viene pre-

sentata la libreria di Python Scikit-Learn che permette l’utilizzo di diversi modelli di machine

learning classico. La Sezione 2.3 descrive il framework Tensorflow e in maggiore dettaglio la

libreria Keras, mentre la Sottosezione 2.3.1 descrive i principali layer per la creazione di un

modello di deep learning. Infine, nella Sezione 2.4 viene presentato in dettaglio l’algoritmo

YOLOv5, utilizzato per il rilevamento della persona all’interno dell’immagine.

Il Capitolo 3 presenta nelle varie sezioni tutti i dataset che sono stati utilizzati per l’addestra-

mento e il test dei vari modelli.

Nel Capitolo 4 vengono descritti in maniera approfondita i vari modelli che sono stati im-

plementati e testati, sia per quanto riguarda il machine learning classico, nelle varie Sezioni

(4.1-4.5), una per modello, che per quanto riguarda il deep learning (Sezione 4.6), dove è stato

implementato un singolo modello basato su MobileNetV2.

Il Capitolo 5, nella Sezione 5.1, riporta in dettaglio le metriche di valutazione utilizzate per

valutare i vari modelli testati. Nella Sezione 5.2 sono quindi presentati i dati che vengono for-

niti in input ai modelli e nella Sezione 5.3 viene descritto il setup utilizzato. All’interno della

Sezione 5.4 vengono riportati i risultati ottenuti per ogni modello, suddivisi in sottosezioni che

identificano il dataset utilizzato per la fase di training dei modelli. Nella Sezione 5.5 sono infine

riportati i risultati ottenuti attraverso la CNN basata su MobileNetv2.

Nel Capitolo 6 viene presentato un esperimento di funzionamento reale e i risultati ottenuti per

verificare la robustezza dei risultati riportati dai migliori modelli individuati nel Capitolo 5.

L’ultimo Capitolo della tesi riporta quindi le conclusioni tratte dagli esperimenti svolti e i risulta-

ti ottenuti e descrive possibili lavori futuri sull’argomento presentato, con particolare attenzione

agli approcci basati sull’utilizzo di telecamere.
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2 LIBRERIE E METODI UTILIZZATI

Al fine di implementare i vari modelli di machine learning ed elaborare le immagini dei vari

dataset utilizzati sono state utilizzate diverse librerie, framework e metodi che vengono descritti

nel dettaglio nelle sezioni successive.

2.1 OpenCV

OpenCV2 [5] è una ricca libreria open source pensata appositamente per la computer vision,

l’elaborazione delle immagini e in parte anche per il machine learning. Sviluppata inizialmente

per il linguaggio C++, è stata poi resa disponibile anche per altri linguaggi quali Python, Java e

MATLAB.

Della libreria sono stati sfruttati solamente metodi per la modifica delle immagini, in quanto i

vari modelli di machine learning sono stati implementati utilizzando altri strumenti. I metodi

utilizzati sono quindi i seguenti:

• cvtColor: la cui firma del metodo è cv2.cvtColor(src, code[, dst[, dstCn]]),

utilizzata per cambiare lo spazio dei colori dell’immagine da BGR(Blue Green Red) a

scala di grigi.

± src indica la variabile che contiene l’immagine da modificare;

± code indica il codice specifico per il cambio dello spazio di colore.

es. "COLOR_BGR2GRAY" per il cambio da BGR a scala di grigi.

• resize: la cui firma è cv2.resize(src, dsize[, dst[, fx[, fy[, interpolation]]]]),

sfruttata per ridimensionare le immagini in modo tale che fosse identica per tutte.

Oltre ad indicare l’immagine che si vuole ridimensionare(src), si deve indicare larghezza

e altezza della nuova immagine in una tupla(dsize[).

• imread: la cui firma è cv2.imread(filename, flag), dove filename indica il percorso

dell’immagine da caricare.

2https://opencv.org
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2.2 Scikit-Learn

La libreria open source Scikit-Learn3 [6] offre un grande numero di algoritmi e funzioni che

permettono lo sviluppo di software per l’implementazione di modelli di machine learning.

Le funzionalità fornite da Scikit-Learn consentono di implementare algoritmi per la classifica-

zione, la regressione e il clustering. Nel caso di questa tesi, viene utilizzata solamente la parte

riguardante la classificazione. Per quanto riguarda la classificazione in particolare, sono stati

utilizzati i seguenti algoritmi:

• Support Vector Machines, in cui sono stati utilizzati tutti e 4 i tipi di kernel forniti di

default dalla libreria stessa, ovvero Linear, Poly, RBF e Sigmoid.

• Stochastic Gradient Descent, nel quale sono state utilizzate 2 metriche di loss, Squared

loss e Squared Hinge loss, a disposizione dello sviluppatore di default.

• K-Nearest Neighbors, utilizzato solamente con la funzione dei pesi Uniform,

ovvero quella di default.

• Decision Tree per il quale sono stati sfruttati sia il criterio Gini che il criterio Entropy per

la valutazione della qualità delle ramificazioni.

• Random Forest che utilizza gli stessi due criteri disponibili per i Decision Tree (Gini e

Entropy), implementato principalmente per osservare se portasse dei miglioramenti alla

precisione e per eliminare l’eventuale overfitting.

Oltre ai vari modelli, è stata utilizzata la funzione train_test_split per la suddivisione

dei dati da utilizzare per l’addestramento e per il test (i.e., 75%-25% training-test)

2.3 Tensorflow-Keras

Per l’implementazione del modello di Deep Learning è stato utilizzato il framework Tensor-

flow4 [7] e in particolare le API fornite da Keras5 [8], una libreria con funzioni ad alto livello.

La libreria Keras è stata pensata prevalentemente per essere modulare e di facile utilizzo agli

sviluppatori. La costruzione di una semplice rete neurale di tipo sequenziale, con un esempio

visibile in Figura 1, può essere comparata alla costruzione di una torre di mattoncini Lego, dove

3https://scikit-learn.org/stable/
4https://www.tensorflow.org/?hl=it
5https://keras.io
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ogni pezzo corrisponde ad un Layer della rete. Oltre alla costruzione della rete da zero, utiliz-

zando le API relative ai vari layers, agli optimizers e alle metriche di loss, la libreria fornisce

anche dei modelli molto conosciuti che è possibile utilizzare direttamente oppure da cui è pos-

sibile effettuare il transfer learning, ovvero riutilizzarli in un nuovo dominio per l’applicazione

che si sta sviluppando.

Figura 1: Esempio di rete neurale convoluzionale

2.3.1 Layers

Una rete neurale convoluzionale è composta da diversi layers attraversati in maniera sequenziale

dal layer di input fino ad arrivare al layer di output che fornisce un risultato. Keras fornisce,

tramite la classe Sequential, un modo per costruire da zero una rete neurale andando ad elencare

in maniera ordinata i vari layer che costituiscono il modello che si vuole implementare. I layer

di utilizzo comune nella definizione di una rete neurale convoluzionale sono:

• Convolution Layer, in Figura 2, utilizzato per creare un kernel di convoluzione che verrà

applicato all’input del layer per generare l’output del layer stesso.

Figura 2: Layer di convoluzione

I parametri più importanti di questo layer sono:

± Kernel size, che specifica la dimensione del kernel, nel caso di un kernel 2D si indica

altezza e larghezza.

± Stride, per indicare di quanti pixel deve essere spostato il kernel all’interno dell’im-

magine per la prossima applicazione.
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• Pooling Layer, può essere maxPooling oppure averagePooling. Viene utilizzato per ri-

durre la dimensionalità dell’input, andando a riassumere con un singolo valore, un insie-

me di valori che corrispondono a delle features della feature map generata da un layer

convoluzionale. Una feature map è quindi una matrice bidimensionale che rappresenta

l’attivazione di un particolare neurone in risposta a una specifica area dell’immagine di

input. Ogni feature map rappresenta un’informazione diversa estratta dalle diverse parti

dell’immagine attraverso i filtri convoluzionali. La differenza tra maxPooling e average-

Pooling, riportata graficamente in Figura 3, è che il max riassume le varie features con il

valore massimo all’interno della finestra di pooling mentre l’average calcola la media dei

valori. Il parametro più importante del layer risulta quindi essere la pool_size, una tupla

che indica la dimensione della finestra di pooling.

Figura 3: Max Pooling e Average Pooling

• Activation Layer, definisce la funzione di attivazione da utilizzare per il layer preceden-

te. Le funzioni di attivazione servono per definire se un neurone deve essere attivato o

meno, permettendo così di introdurre delle non-linearità all’interno della rete, aumentan-

done la robustezza e la possibilità di rappresentare pattern più complessi. Le funzioni di

attivazione utilizzate più spesso, riportate in Figura 4, sono:

± ReLU

± Sigmoid

± Softmax
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Figura 4: Funzioni di attivazione ReLU, Sigmoid e Softmax

• Dense Layer, chiamato anche fully-connected layer, visibile nella Figura 5, permettono

di connettere ogni neurone di input ad ogni neurone di output del layer precedente. Sono

i layer più vicini all’output finale del modello, infatti sono utilizzati per la classificazione

dell’immagine. Ricevono in input i valori della porzione di rete che si occupa della con-

voluzione e dell’estrazione delle features e vi applicano dei pesi per produrre in output

una predizione della classe a cui appartiene l’immagine.

Figura 5: Fully-Connected layer

2.4 YOLOv5

YOLO, abbreviazione di You Only Look Once, è un popolare algoritmo che permette di rilevare

e riconoscere particolari oggetti o persone all’interno di un’immagine. Questo algoritmo, basato

su una Convolutional Neural Network, permette di identificare uno o più oggetti in un’immagi-

ne in tempo reale, come visibile nel grafico delle prestazioni in Figura 6, grazie al fatto che è

necessario solamente un passaggio attraverso la rete neurale per produrre un risultato.
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Figura 6: Prestazioni delle varie versioni di YOLOv5

In questa tesi si è scelto di utilizzare YOLOv5l [9], la cui architettura è visibile in Figura 7.

Rispetto a YOLOv3 [10], i primi tre layer sono stati rimpiazzati da un singolo Focus Layer,

riducendo così il numero di parametri della rete e aumentando allo stesso tempo la velocità

generale del modello senza avere grandi ripercussioni per quanto riguarda la precisione media

della rete.

Figura 7: Architettura Yolov5
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Alla base di YOLO ci sono quattro punti fondamentali:

• Residual blocks [11]: Sono dei blocchi che permettono di saltare dei layer intermedi

nell’architettura della rete e permettono al modello di imparare delle funzioni residuo

relative al rispettivo layer di input dal quale si esegue il salto. Una funzione residuo è una

funzione matematica del tipo F(x) = H(x)− x, dove H(x) è l’output, x è l’input mentre

F(x) viene detto residuo. Rispetto ad un normale blocco dove viene imparata la funzione

H(x), il blocco residuale, in Figura 8, impara la funzione residuo F(x) per cercare di capire

la funzione di output H(x) in modo indiretto.

Figura 8: Esempio di Residual Block

In Yolo, questi blocchi vengono utilizzati per suddividere l’immagine ricevuta in input

in una griglia di dimensione SxS come in Figura 9. Per ogni cella della griglia verrà

effettuata, nei passi successivi, una predizione dell’oggetto contenuto indicando anche la

percentuale di confidenza dell’oggetto individuato.

Figura 9: Suddivisione dell’immagine in celle per il successivo calcolo delle bounding box per

gli oggetti individuati in ogni singola cella

• Bounding box regression: Tecnica che permette di definire la posizione di un oggetto al-

l’interno di un’immagine attraverso la definizione di una bounding box mediante tecniche
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di regressione. L’algoritmo calcola una bounding box iniziale, vengono quindi effettuate

delle previsioni circa le correzioni, tipicamente traslazioni e scalatura, da effettuare al fi-

ne di ottenere una bounding box che contenga l’oggetto individuato in modo più preciso.

Durante la fase di addestramento le bounding box predette vengono confrontate con le

rispettive bounding box che rappresentano la ground truth al fine di migliorare le predi-

zioni del modello. Viene definita regression perché fornisce in output un vettore di valori

continui e non dei valori appartenenti ad un insieme finito definito in precedenza come

nel caso della classificazione delle immagini tramite labels. Ogni bounding box, come

nell’esempio di Figura 10, è rappresentato da un vettore, [x1, y1, x2, y2, conf, cls]:

± x1 e y1 rappresentano rispettivamente l’ascissa e l’ordinata del pixel in alto a sinistra

della bounding box.

± x2 e y2 rappresentano rispettivamente l’ascissa e l’ordinata del pixel in basso a destra

della bounding box.

± conf è una percentuale che esprime la confidenza dell’algoritmo rispetto all’oggetto

che ha individuato all’interno del rettangolo.

± cls è il valore della classe assegnata all’oggetto individuato dal rettangolo

Figura 10: Esempio delle coordinate di una bounding box
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• Intersection Over Union(IOU): È una metrica di valutazione della qualità della predi-

zione dell’algoritmo, utilizzata nella fase di training. Per poterla utilizzare è necessario

essere in possesso delle bounding box (tracciate a mano ad esempio) che rappresentano

la selezione corretta.

Figura 11: Esempio di Intersection Over Union

Il valore di IOU è determinato quindi dal rapporto tra l’area ottenuta dall’intersezione e

l’area ottenuta dall’unione dei 2 rettangoli.

IOU =
Area dell′ intersezione

Area dell′ unione
(1)

Si ottiene un valore compreso tra 0 e 1 che definisce la bontà della predizione. Un tipico

valore di soglia è 0.5, oltre il quale la bounding box viene ritenuta soddisfacente, ma po-

trebbe essere necessario un valore più alto se l’ambito di applicazione richiede maggiore

precisione.

• Non-Maximum Suppression: È lo step finale dell’algoritmo. Per un singolo oggetto,

spesso possono essere individuate più di una bounding box e la prima scrematura avviene

attraverso la soglia impostata per il valore di IOU.

È però possibile che ci sia ancora più di una scelta possibile per il singolo oggetto. È

inoltre possibile che all’interno della stessa bounding box coesistano più oggetti indivi-

duati. La Non-Maximum Suppression consiste quindi nel mantenere solamente una sola

bounding box, per ogni singolo oggetto individuato.

La bounding box in questione è quella avente la percentuale di confidenza, assegnata dal-

l’algoritmo stesso, più alta rispetto a tutte le bounding box relative al singolo oggetto.
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Figura 12: Esempio di Non-Maximum Suppression
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3 DATASET UTILIZZATI

Per l’addestramento dei diversi modelli implementati e testati in questa tesi, si è scelto di utiliz-

zare tre dataset per il training, uno dei quali è dato dalla fusione degli altri due. Per i test finali

si è scelto invece di utilizzare un singolo dataset. Tra i pochi dataset riguardanti situazioni di

cadute disponibili, si è cercato di selezionare quelli che avessero un’ambientazione casalinga e

non di laboratorio, in modo tale da avere dei risultati più verosimili al contesto di applicazione

di questa tesi.

3.1 Dataset CAUCAFall

Il dataset CAUCAFall6 [12] è stato scelto prevalentemente per il grande numero di frame video

presenti all’interno. È formato da 20 mila frame di azioni quotidiane che comprendono anche

delle cadute. Ogni frame è accompagnato da un file .txt che contiene la label per indicare se

l’immagine contiene una caduta o meno e le coordinate della bounding box che individua la

persona all’interno dell’immagine stessa. In particolare, le azioni presenti nel dataset sono:

• camminata, con 2271 frame

• salti sul posto, con 1777 frame

• accovacciarsi, con 2126 frame

• raccogliere un oggetto da terra, con 2062 frame

• sedersi su una sedia, con 2095 frame

• caduta in avanti, con 1704 frame

• caduta all’indietro, con 2073 frame

• caduta laterale verso destra, con 1874 frame

• caduta laterale verso sinistra, con 1847 frame

• caduta mentre ci si alza da una sedia, con 2171 frame

Per semplicità, visto che l’obiettivo è quello di classificare solamente se è avvenuta una caduta

o meno, all’interno di questa tesi non è stata fatta distinzione tra i diversi tipi di caduta e lo

stesso vale per le attività quotidiane che sono state considerate come situazioni di non caduta.

6https://data.mendeley.com/datasets/7w7fccy7ky/4
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Tutte le immagini sono di dimensione 480x720, ma sono state ridimensionate a 192x192 per

occupare meno spazio su disco e perché un livello di dettaglio così elevato non era necessario ai

fini di questa tesi. Le immagini non presentano tutte la medesima profondità in bit, per questo

sono state tutte convertite ad una profondità di 24 bit in modo tale da avere un dataset uniforme

nelle dimensioni delle immagini e nella profondità in bit.

Come è possibile vedere dalle 4 immagini d’esempio sottostanti, una delle limitazioni di questo

dataset è che lo scenario dove sono state effettuate le riprese è lo stesso per tutte le azioni di

tutti i soggetti coinvolti per la creazione del dataset. Inoltre, è presente una forte disparità tra

il numero di immagini che rappresentano una caduta e quelle che non contengono una caduta,

con le seconde presenti in maggior numero (13611 non-cadute vs. 6389 cadute), dato che nelle

cartelle che contengono i frame video delle cadute sono presenti frame che non contengono

alcuna caduta, ma sono precedenti all’inizio della caduta stessa.

(a) Caduta in avanti (b) Caduta da seduto

(c) Inginocchiamento (d) Raccolta di un oggetto da terra

Figura 13: Immagini di esempio del dataset CAUCAFall
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3.2 Dataset FPDSv2

Il secondo dataset utilizzato è FPDSv27 [13], composto da 6982 immagini, ognuna accompa-

gnata da un file .txt contenente la label che indica se l’immagine rappresenta una caduta o meno

e le coordinate della bounding box della persona individuata nell’immagine. 5023 immagini

contengono una persona che è caduta e 2249 contengono una persona che svolge un’attività

quotidiana:

• persona ferma in piedi

• persona seduta

• persona distesa sul letto o sul divano

• persona che cammina

Oltre ad avere un maggior numero di cadute rispetto alle attività quotidiane, in modo da com-

pensare la disparità presente nel dataset CAUCAFall, questo dataset presenta anche una modesta

varietà nello scenario delle varie immagini. Il dataset è suddiviso in tre cartelle: train, test e va-

lidation. Per il training e il test dei vari modelli, non è stata utilizzata la stessa suddivisione, ma

sono state accorpate tutte le immagini presenti nel dataset e divise poi in maniera programmati-

ca all’interno del codice sfruttando i metodi messi a disposizione della libreria Scikit-Learn. Le

immagini presenti nel dataset non hanno tutte la stessa risoluzione, infatti sono presenti imma-

gini da 480x640 pixel, 360x640 pixel, 352x640 pixel e 1080x1920 pixel. Per uniformarle, come

per il dataset CAUCAFall si è deciso di ridimensionarle tutte ad una risoluzione di 192x192 pi-

xel. Inoltre, alcune immagini non possedevano un file .txt corrispondente, contenente la label

del contenuto dell’immagine e le coordinate della bounding box e sono state quindi rimosse

dal dataset. Un’importante qualità del dataset è la presenza di immagini di persone distese,

per esempio su un divano, che non rappresentano una caduta e possono confondere il modello

predittivo.

7https://gram.web.uah.es/data/datasets/fpds/index.html
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(a) caduta all’indietro (b) caduta in avanti

(c) persona distesa sul divano (d) persona che cammina nel corridoio

Figura 14: Immagini di esempio del dataset FPDSv2

3.3 Dataset Merged

I due dataset presentati precedentemente, ovvero CAUCAFall e FPDSv2, sono stati fusi in un

unico dataset chiamato Merged.

È stato creato per cercare di ottenere un dataset che abbia i punti di forza di entrambi i dataset di

partenza da cui è stato originato, ovvero il grande numero di immagini del dataset CAUCAFall,

la diversità degli scenari, la presenza di immagini che possono confondere il modello preditti-

vo e la maggiore percentuale di cadute rispetto alle attività quotidiane del dataset FPDSv2. In

totale, il dataset è formato da più di 27 mila immagini con una risoluzione di 192x192 pixel e

una profondità di 24 bit.

Come nei due dataset che lo compongono, ogni immagine è accompagnata da un file .txt che

contiene la label per indicare se l’immagine riguarda una caduta o meno e per indicare le

coordinate della bounding box.
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3.4 Dataset di test

Oltre ai tre dataset presentati nelle sezioni soprastanti, si è deciso di creare un dataset com-

pletamente differente per effettuare i test i cui risultati sono riportati nel Capitolo 5. Il dataset

è stato costruito a partire da alcune immagini selezionate da internet, da alcune immagini dal

dataset8 e dai frame di alcuni video presenti all’interno del dataset Fall detection Dataset [14],

ridimensionate tutte allo stesso modo delle immagini presenti negli altri dataset utilizzati.

In totale, il dataset comprende 253 immagini di cui 143 contengono delle attività quotidiane,

mentre le restanti 110 contengono una caduta. Di seguito sono riportati degli esempi delle

immagini presenti nel dataset9.

(a) persona seduta (b) caduta in avanti

(c) persona distesa sul divano

Figura 15: Immagini di esempio del dataset di test

8https://huggingface.co/datasets/DeZan/fall-detection/tree/main
9https://drive.google.com/file/d/1_ecWFbJOrQdahT32RHafMKPac4pvJRaJ/view?usp=drive_

link
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4 MODELLI TESTATI

Tutti i modelli presentati nelle sezioni sottostanti sono stati implementati mediante la libreria

Scikit-Learn ad eccezione del modello nella Sezione 4.6 che sfrutta il framework Tensorflow e

le API fornite dalla libreria Keras.

4.1 Support Vector Machines

Le SVM sono un modello di apprendimento supervisionato che permettono di eseguire la clas-

sificazione degli esempi forniti in input andando a definire un margine di separazione massimo

a partire dagli esempi stessi. Il margine di separazione massimo, identificato dalla linea nera

racchiusa dalle linee tratteggiate, visibile in Figura 16, non è altro che una funzione matematica

che descrive una retta, un piano o un iperpiano a seconda della dimensionalità dei dati, che

definisce il confine di decisione tra le classi di dati che si sta cercando di classificare. Il margine

identificato dal modello definisce il confine di decisione che ha la maggior distanza possibile

dai vari esempi, visti come dei punti in un piano. Gli esempi di classi diverse che permettono

di identificare il margine di separazione sono detti Support Vectors e fanno sì che il modello sia

non-parametrico.

Figura 16: Schema grafico della definizione del margine di separazione massimo e degli

elementi coinvolti nella sua definizione

Quando la separazione lineare, rappresentata nella figura soprastante, non è possibile, si può

utilizzare il kernel trick. Se i dati non sono separabili linearmente nello spazio in cui sono

rappresentati in ingresso al modello, è possibile definire una funzione kernel che permette di

separare linearmente gli esempi dopo averli proiettati in uno spazio di dimensione maggiore

rispetto a quello di input. La funzione che esprime il margine di separazione lineare, quando

viene riportata nello spazio di dimensione originale, darà origine ad un margine di separazione

non-lineare.
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Figura 17: Esempio grafico di utilizzo del kernel in un SVM non lineare per evidenziare la

netta suddivisione degli esempi in una dimensionalità maggiore

La Figura 18 riporta i parametri utilizzati nell’implementazione dei modelli di SVM utilizzati,

in particolare, si è scelto di utilizzare i 4 kernel messi a disposizione di default dalla libreria

Scikit-Learn, ovvero Linear, Poly, RBF e Sigmoid.

Figura 18: Modelli SVM utilizzati

Il parametro gamma indica il raggio di influenza del singolo esempio selezionato come Support

Vector, quindi più gamma ha un valore elevato, maggiore sarà la complessità della funzione

che definisce il margine decisionale e di conseguenza aumenta anche il rischio di overfitting

del modello. C invece, è un parametro di regolarizzazione che agisce sul margine di decisione,

come visibile in Figura 19. In particolare, con valori piccoli del parametro, il margine sarà più

ampio, se invece il valore di C è elevato, il margine di separazione sarà molto ridotto. Minore

è il valore del parametro C, maggiore sarà la possibilità di classificare in maniera errata degli

esempi, come visibile nel terzo grafico di Figura 19, dove c’è un punto grigio che viene clas-

sificato come blu a causa della larghezza del margine di separazione. Per entrambi i parametri
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non esiste un valore di default che funziona sempre in maniera ottimale, ma varia in base ai dati

che si sta cercando di classificare e solitamente viene settato sperimentalmente.

Figura 19: Differenze del margine di separazione in una SVM al variare del parametro C

Nei modelli testati, si è scelto di utilizzare gli stessi parametri gamma e C per tutti e quattro

i modelli. I valori scelti sono gli stessi che sono stati utilizzati per l’SVM con kernel RBF in

[13], in modo tale da avere un modello di riferimento e verificare se il modello funzioni anche

quando viene addestrato su un dataset differente da quello utilizzato in [13].

4.2 Stochastic Gradient Descent Classifier

È un modello di classificazione lineare il cui addestramento è basato sull’algoritmo Stochastic

Gradient Descent(SGD) con l’utilizzo di mini-batch. SGD è una variante dell’algoritmo Gra-

dient Descent, che utilizza un esempio randomico ad ogni iterazione. L’algoritmo Gradient

Descent calcola il prossimo punto nello spazio, che rappresenta la funzione di loss da minimiz-

zare, sfruttando il gradiente. In particolare, ad ogni iterazione, l’algoritmo calcola il gradiente

del punto in cui si trova e lo moltiplica per un fattore η , detto learning rate. Il valore ottenuto

viene poi sottratto al valore del punto, θn , in cui ci si trova attualmente, andando così a compie-

re un passo verso la direzione in cui la funzione di loss diminuisce. La Figura 20 rappresenta

graficamente il funzionamento dell’algoritmo, con la scalinata rossa che corrisponde alla di-

scesa del gradiente verso un minimo della funzione di loss che si sta cercando di minimizzare.

Nell’esempio di Figura 20, l’algoritmo converge ad un minimo locale che però non corrisponde

al minimo globale.

θn+1 = θn −η∇ f (θn) (2)
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Se il fattore di learning è molto piccolo, la convergenza al punto ottimale è garantita ma può

risultare molto lenta, al contrario, se il learning rate è alto, ci si avvicina molto velocemente al

valore ottimale, ma c’è la possibilità di cadere in un minimo locale e non convergere mai alla

soluzione ottima.

Figura 20: Grafico di esempio del funzionamento dell’algoritmo SGD

I modelli implementati sono riportati nella figura seguente.

Figura 21: modelli SGD Classifier

Per i due modelli testati, si è scelto di utilizzare rispettivamente la metrica di loss hinge, che

restituisce un modello simile ad una Support Vector Machine lineare e squared hinge, simile

alla precedente ma la penalizzazione è quadratica. La differenza tra le due metriche ben visibile

in Figura 22. In particolare, si può notare che per la metrica Squared Hinge la velocità di

avvicinamento ad un valore di loss pari a zero, diminuisca all’avvicinarsi a tale valore, mentre

la metrica Hinge mantiene una velocità di avvicinamento costante, come è evidenziato dalla

retta di colore verde in Figura 22.

26



Figura 22: Grafico per la comparazione della convergenza a zero della loss per i criteri Hinge e

Squared Hinge

Il fattore di learning, α , è stato impostato ad un valore molto basso in modo da minimizzare il

più possibile la possibilità di mancare la soluzione ottimale. Il parametro max_iter rappresenta

il numero massimo di iterazioni dell’algoritmo ed è stato impostato a 10000 per assicurarsi che

l’algoritmo converga sempre ad un valore ottimale.

4.3 Decision Tree

Un decision Tree è una rappresentazione sottoforma di albero di una funzione che mappa un

vettore di valori di attributi, ricevuti in input, in un singolo valore in output che rappresenta la

decisione presa. Tutti i nodi interni dell’albero corrispondono ad un test su un singolo attributo

specifico, mentre ogni foglia contiene la decisione finale presa dall’algoritmo. Nella costruzione

di un Decision Tree, la selezione del test corretto per ogni nodo è fondamentale per ridurre la

dimensione dell’albero.

Uno dei metodi per la costruzione del Decision Tree sfrutta la nozione di entropia, ovvero la

misura dell’incertezza di una variabile randomica, definita come:

H(V ) = ∑
k

P(vk) log2
1

P(vk)
[bit] (3)

L’attributo di test selezionato è quindi quello che massimizza il guadagno d’informazione,

calcolato come:

Gain(A) = B(
p

p+n
)−

d

∑
k=1

pk +nk

p+n
B(

pk

pk +nk

) (4)
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dove p e n sono rispettivamente il numero di esempi positivi e negativi dell’attributo sele-

zionato, mentre pk e nk sono il numero di esempi positivi e negativi presenti nella ramificazione

k-esima prodotta dal test sull’attributo.

Al termine delle operazioni per la costruzione dell’albero di decisione, si otterrà una struttura

simile a quella mostrata in Figura 23, dove il numero di nodi interni ed esterni è variabile in

base ai dati che vengono utilizzati.

Figura 23: Esempio di Decision Tree

In particolare, in questa tesi sono stati testati due modelli di Decision Tree, visibili in Figura

24, che sfruttano rispettivamente gini ed entropy come criterio di valutazione di ogni split, che

non è altro che una diramazione all’interno del decision tree. Ogni diramazione corrisponde ad

un test effettuato su uno specifico attributo, ad esempio, in Figura 23 "Raining?" corrisponde

ad un test sul valore del parametro Raining relativo all’esempio ricevuto in ingresso dal’algorit-

mo. Tutti gli altri parametri sono stati lasciati ai valori di default, visualizzabili nella firma del

metodo nella documentazione fornita da Scikit-Learn.

Figura 24: Modelli di Decision Tree implementati
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4.4 Random Forest

Uno dei possibili problemi che possono sorgere nei Decision Tree è l’overfitting. Esistono

diversi metodi per combattere questo problema, uno di questi è l’utilizzo di una Random Forest,

ovvero un modello formato da un insieme di Decision Trees attraverso la tecnica del bagging.

Il bagging consiste quindi nell’addestramento di più modelli dello stesso tipo su un insieme di

dati diversi per ogni modello; gli insiemi sono generati a partire dallo stesso macro-insieme, il

dataset di training. L’idea chiave è quella di variare in modo randomico la scelta dell’attributo

su cui eseguire il test. Ad ogni diramazione viene scelto un insieme casuale di attributi tra tutti

quelli disponibili e poi si calcola quale attributo fornisce il maggior guadagno di informazione.

L’utilizzo della Random Forest permette così di creare un insieme di Decision Tree che non

necessitano del pruning per ridurre la varianza e di conseguenza l’overfitting. Questo risultato

viene ottenuto attraverso l’alto numero di singoli alberi che per come vengono costruiti tendono

ad essere simili ma non completamente uguali. Come è visibile in Figura 25, una random forest

è quindi composta da un numero ªnº di decision tree, spesso diversi tra loro nei test effettuati ad

ogni split. Durante la classificazione dei vari esempi, per esempio un frutto come in Figura 25,

ogni decision tree fornisce una classe in output. La classe restituita come output dalla random

forest sarà poi quella che è stata predetta più volte dai diversi decision tree che compongono la

Random Forest.

Figura 25: Esempio di Random Forest
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Come per i Decision Tree, anche per le Random Forest si è deciso di implementare due mo-

delli, visibili in Figura 26, che utilizzano gini ed entropy come criteri di valutazione degli split.

Entropy si basa sul calcolo dell’entropia basandosi sul teorema di Shannon. Il test sull’attributo

che minimizza l’entropia sarà quello che verrà scelto per la costruzione del decision Tree. Gini

invece si basa sulla misura dell’impurità del decision tree, ovvero la probabilità di una variabile

di essere classificata in maniera sbagliata quando viene scelta randomicamente. Il valore misu-

rato varia quindi tra 0 e 1 e l’attributo scelto per lo split sarà quello con la probabilità minore di

errore. Ogni Random Forest è composta da 100 Decision Tree, mentre tutti gli altri parametri

dei due modelli sono impostati ai valori di default definiti dalla libreria Scikit-Learn.

Figura 26: Modelli di Random Forest implementati

4.5 K-Nearest Neighbors

L’idea alla base dell’algoritmo K-Nearest Neighbors è che esempi simili si trovino molto vicini

tra di loro. In particolare, il risultato fornito in output dall’algoritmo dipende dai k punti vicini

al punto che si vuole classificare. Viene utilizzata una votazione a maggioranza, per questo

motivo il valore di k è solitamente dispari per non avere delle situazioni di perfetta parità, inutili

negli algoritmi di classificazione.

Il criterio di decisione della classe da fornire in output, nel caso della classificazione, è quello

della distanza minore dai k esempi più vicini al campione da classificare. In particolare, come

viene evidenziato dai 3 grafici presenti nella Figura 27, ogni volta che si ha un esempio da

classificare, si va a calcolare la distanza dagli esempi più vicini tramite una delle tre formule

presenti in Figura 27. Una volta calcolate le distanze dai punti più vicini, si vanno a selezionare

solamente i K punti con la distanza minore e l’esempio che si sta classificando apparterrà alla

classe maggiormente rappresentata tra i K punti che sono stati presi come riferimento.
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Figura 27: Metriche per il calcolo della distanza ed esempio di classificazione

Il modello implementato e testato, visibile in Figura 28, utilizza tutti i parametri di default

definiti dalla funzione presente nella libreria Scikit-Learn. In particolare, il valore di k, ovvero

gli esempi utilizzati per prendere la decisione, è pari a 5, valore di default definito dalla libreria

Scikit-Learn, mentre la metrica per il calcolo della distanza è quella Euclidea, anch’essa default

per il modello fornito da Scikit-Learn.

Figura 28: Modello KNN implementato

4.6 MobileNetv2

Oltre ai modelli di machine learning classico presentati nelle sezioni soprastanti, si è deciso di

implementare anche un modello di deep learning. In particolare, è stato scelto come modello

MobileNetv2 [15], Figura 29, presente nei modelli forniti da Tensorflow e Keras. È stato scelto

perché è un modello lightweight, ovvero ha un numero contenuto di parametri e di conseguenza

il peso del modello su disco risulta essere molto contenuto. Inoltre, un numero contenuto di

parametri consente di avere dei tempi di inferenza molto bassi, cosa fondamentale per appli-

cazioni real-time su dispositivi con prestazioni medio/basse. Il peso e la velocità di inferenza

del modello addestrato sono due caratteristiche fondamentali da tenere in considerazione per un

eventuale applicazione su dispositivi domestici con prestazioni medio/basse.
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Figura 29: Architettura base MobileNetv2

Per il modello implementato è stato utilizzato il metodo del transfer learning per sfruttare la

porzione di rete neurale già addestrata per l’estrazione delle features e addestrare solamente la

porzione utilizzata per la classificazione delle immagini.

Figura 30: Architettura del modello implementato

In particolare, come è visibile in Figura 30, il modello riceve in input delle immagini di dimen-

sione 224x224x3, i cui pixel vengono normalizzati nel range [-1,1], come viene richiesto dal

modello base di MobileNetv2, tramite la funzione preprocess_input fornita da Keras. Per

la porzione riguardante la classificazione, sono stati aggiunti un layer per convertire il vettore

multidimensionale delle features fornito in output dalla MobileNetv2 in un vettore unidimen-

sionale, un layer di dropout per minimizzare il possibile overfitting della rete neurale e 2 layer

fully-connected per produrre l’output finale, ovvero un valore compreso tra 0 e 1, dove tutti i

valori maggiori o uguali a 0.5 sono considerati come 1 e tutti gli altri come 0.
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5 RISULTATI OTTENUTI SUI DATASET UTILIZZATI

5.1 Metriche per la valutazione

Le metriche utilizzate per confrontare le performance dei vari modelli sono le seguenti:

• Accuracy, definita come il rapporto tra il numero di predizioni corrette sul totale delle

predizioni fatte,

Accuracy =
T P+T N

T P+FP+T N +FN
(5)

dove TP sta per veri positivi e TN per veri negativi, mentre le altre due sigle indicano i

falsi positivi e negativi rispettivamente.

• Precision, misura il rapporto del numero delle volte che il modello prevede correttamente

una classe sul numero totale di volte che prevede quella classe.

Precision =
T P

T P+FP
(6)

• Recall, che definisce quanto accurato è il modello nell’identificare i veri positivi

Recall =
T P

T P+FN
(7)

• F1-score è una metrica che combina Precision e Recall attraverso il calcolo della media

armonica delle due.

F1−Score =
2∗Precision∗Recall

Precision+Recall
(8)

5.2 Dati di input

Inizialmente, come parametri d’ingresso ai vari modelli si è deciso di passare sia l’immagine

che tre parametri calcolati a partire dalla bounding box generata mediante YOLOv5.

I tre parametri in questione sono gli stessi utilizzati nel paper [13], ovvero:

• Proporzioni del riquadro di selezione

PR =
Larghezza bounding box

Altezza bounding box
(9)

• Larghezza normalizzata del riquadro di selezione

LN =
Larghezza bounding box

Larghezza immagine
(10)

• Coordinata inferiore della bounding box normalizzata

CIN = 1−
Coordinata altezza in f eriore

Altezza immagine
(11)
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La Figura 31 consente di individuare facilmente i parametri utilizzati nelle formule per il calcolo

dei tre parametri.

Figura 31: Immagine di esempio per l’estrazione dei parametri a partire dalla bounding box

5.3 Setup utilizzato

Sia le fasi di training che le fasi di test di ogni singolo modello sono state effettuate su una

macchina con le seguenti caratteristiche:

• Processore: Intel(R) Core(TM) i7-9750H CPU @ 2.60GHz

• RAM disponibile: 16GB

• GPU: Nvidia GeForce GTX 1650

Ad ogni singolo modello è stato poi deciso di impostare un limite massimo di 4 ore per la fase

di training, dato che i modelli basati su SVM possono avere dei tempi di training molto lunghi

quando vengono passati molti parametri in ingresso, come nel caso del passaggio dell’intera im-

magine oltre che ai tre parametri calcolati, nel caso di questa tesi. Questo vincolo temporale non

è stato utilizzato nell’addestramento della CNN basata sulla MobileNetv2, che ha richiesto 28

epoche per un totale di 3 ore e 4 minuti. Ognuno dei tre dataset è stato suddiviso in due insiemi

con la percentuale 75%-25%, dove l’insieme più grande è stato utilizzato per l’addestramen-

to dei modelli, mentre l’insieme più piccolo è stato sfruttato per verificare le performance dei

modelli su immagini facenti parte dello stesso dataset, ma che non sono mai state viste prima.
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5.4 Risultati dei singoli dataset

In questa sezione sono quindi riportati i risultati ottenuti dai vari modelli, suddivisi in sotto-

sezioni in base al dataset che è stato utilizzato per la fase di training. In ognuna delle tabelle

presentate in seguito, i tre migliori modelli, per quanto riguarda l’accuracy, verranno evidenziati

di verde, mentre i peggiori tre saranno evidenziati di rosso.

In Figura 32 sono riportate delle tabelle contenenti i risultati ottenuti passando ai diversi modelli

sia l’immagine che i tre parametri sopra descritti. Nelle tabelle non sono riportati tutti i modelli,

ne mancano tre relativi alla SVM(Kernel Poly, RBF e Sigmoid), dato che era stato prefissato un

limite massimo di 4 ore nel tempo di training e non è stato rispettato.

Rispetto ai modelli che ricevono in input solamente i tre parametri ottenuti a partire dalla boun-

ding box, visibili nelle tabelle in Figura 33, i risultati ottenuti sul dataset di test sono peggiori,

ad eccezione dei Decision Tree, nel caso dei dataset FPDS e Merged, che si avvicinano ai risul-

tati ottenuti dai rispettivi modelli che ricevono in input solo i tre parametri, ma sono comunque

inferiori, ai risultati ottenuti da tali modelli nel caso di input dei soli tre parametri.

Visti i risultati ottenuti dai diversi modelli nelle due modalità di input utilizzate, visibili nel-

le Figure 32 e33, si è deciso quindi di utilizzare come input solamente i tre parametri calcolati

a partire dalla bounding box.

Si è perciò deciso di analizzare in dettaglio solamente i risultati dei modelli che ricevono in

input i tre parametri definiti nella Sezione 5.2, dato che dimostrano dei risultati migliori, come

è visibile nelle tabelle riportate nelle Sezioni 5.4.1-5.4.3.
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Figura 32: Tabelle per confronto risultati di training e test dei vari modelli per tre dataset; dati

forniti in input: immagine e tre parametri calcolati dalla bounding box
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Figura 33: Tabelle per confronto risultati di training e test dei vari modelli per tre dataset; dati

forniti in input: tre parametri calcolati dalla bounding box
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Il maggior dispendio di tempo per la classificazione di tutte e 253 le immagini deriva dal calcolo

della bounding box attraverso YOLOv5l e il calcolo dei tre parametri a partire dalle bounding

box ottenute. In particolare, il tempo necessario a YOLOv5l per processare le 253 immagini

che fanno parte del dataset di test è circa di 3.2 secondi formato da:

• 0.9ms per il pre-processing della singola immagine

• 9.6ms per l’inferenza sulla singola immagine

• 2.1ms per la Non-Maximum Suppression

Il calcolo dei tre parametri derivanti dalle bounding box richiede un totale di 65ms.

I tempi di inferenza di ogni modello con input basato solamente sui 3 parametri e i tempi

totali comprendendo le due fasi precedenti sono quindi:

• SVM Kernel Linear con 28.6ms, per un totale di 3.281 secondi

• SVM Kernel Poly con 33.6ms, per un totale di 3.286 secondi

• SVM Kernel RBF con 60ms, per un totale di 3.312 secondi

• SVM Kernel Sigmoid con 77.3ms, per un totale di 3.330 secondi

• SGD loss Hinge con 21ms, per un totale di 3.273 secondi

• SGD loss Squared Hinge con 20ms, per un totale di 3.272 secondi

• Decision Tree Gini con 25ms, per un totale di 3.277 secondi

• Decision Tree Entropy con 27.6ms, per un totale di 3.280 secondi

• K-Neighbors con 39ms, per un totale di 3.291 secondi

• Random Forest Gini con 57ms, per un totale di 3.309 secondi

• Random Forest Entropy con 55.6ms, per un totale di 3.308 secondi

Nelle sezioni a seguire sono presentati, mediante delle tabelle riassuntive, i risultati ottenuti dai

vari modelli sia durante la fase di training che durante la fase di test. Ogni sezione indica il

dataset che è stato utilizzato per la fase di train e validation dei modelli.
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5.4.1 Risultati dataset CAUCAFall

La tabella seguente riporta i risultati ottenuti nella fase di training dei vari modelli. In totale,

15000 immagini sono state utilizzate nel training e 5000 nella prima fase di test, con la suddivi-

sione tra immagini di cadute e immagini che non contengono cadute riportate nella tabella per

quanto riguarda la fase di training.

Figura 34: Risultati training su CAUCAFall dataset, input tre parametri

Tutti i modelli, eccetto per il modello SVM con kernel Sigmoid, hanno riportato dei risultati

molto buoni con il valore dell’Accuracy che è in generale molto vicino o addirittura superiore

al 90%. I tre migliori modelli per quanto riguarda l’Accuracy, evidenziati in verde, hanno ri-

portato dei valori molto omogenei per quanto riguarda le varie metriche di valutazione, difatti

lo scarto massimo, guardando ai valori dell’Accuracy, tra i tre modelli è minore dello 0.4%.

Oltre ai tre modelli, segnalati in rosso nella tabella in Figura 34 poiché hanno ottenuto un’Ac-

curacy minore, anche i modelli SVM con kernel Linear e Poly hanno riportato delle difficoltà

nell’individuare correttamente le immagini contenenti delle cadute, come suggeriscono i valo-

ri di Recall che sono più bassi di almeno 10 punti percentuali rispetto a tutti gli altri modelli

visibili in Figura 34.
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Figura 35: Risultati test su test dataset, input tre parametri

I risultati ottenuti nella fase di test riportano dei risultati leggermente diversi per alcuni modelli.

Per quanto riguarda i modelli con Accuracy peggiore, si confermano il modello SVM kernel

Sigmoid, peggiorando i risultati ottenuti nel training e il modello SGD con loss Hinge, comun-

que molto vicino ai risultati della fase di training. Un forte peggioramento, è stato riscontrato

invece nel modello SVM kernel RBF che ha perso oltre 12 punti percentuali per quanto riguarda

l’Accuracy rispetto alla fase di training, ma, in particolare, il parametro Recall è sceso di quasi

30 punti percentuali. Tra i tre modelli migliori, segnalati in verde per quanto riguarda l’Accura-

cy, il migliore risulta essere l’SGD con loss Squared Hinge se si guarda alla sola Accuracy del

modello. Osservando il parametro Recall, il miglior modello per la classe delle cadute è l’SVM

kernel Linear, mentre per le non-cadute il miglior modello è l’SGD con loss Squared Hinge

anche se il Decision Tree Entropy ha solamente 1 punto percentuale in meno rispetto all’SGD

con loss Squared Hinge per quanto riguarda il parametro Recall per la classe delle non-cadute

e lo stesso vale anche per il parametro Precision relativamente alla classe delle cadute.

Uno dei test che è stato svolto, riguarda la capacità dei vari modelli di distinguere una per-

sona distesa su un qualche oggetto, visibile in Figura 36, come ad esempio un divano, da una

persona distesa a terra in seguito ad una caduta. L’immagine in Figura 36 riporta anche l’output

dell’algoritmo YOLO, ovvero la bounding box che racchiude l’elemento individuato, in questo

caso la persona, andando ad indicare la classe a cui l’elemento appartiene e la confidenza che
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l’algoritmo ha rispetto al fatto che l’elemento individuato sia effettivamente una persona. Il test

è stato effettuato sulla singola immagine presente in Figura 36.

Figura 36: Immagine per test riconoscimento persona distesa, in rosso la bounding box

restituita da YOLO e la classe predetta con annessa confidenza

Tra i vari modelli, gli unici ad aver classificato correttamente questa immagine come una non-

caduta, sono stati il modello SVM kernel RBF, che conferma il 99% per quanto riguarda il

parametro Recall e il modello SVM kernel Sigmoid anche se risulta essere il peggior modello

rispetto a tutte e 4 le metriche di valutazione.

5.4.2 Risultati dataset FPDSv2

La tabella seguente riporta i risultati ottenuti nella fase di training dei vari modelli. In totale,

5454 immagini sono state utilizzate nel training e 1818 nella prima fase di test, con la suddivi-

sione tra immagini di cadute e immagini che non contengono cadute riportate nella tabella per

quanto riguarda la fase di training.

Figura 37: Risultati training su FPDSv2 dataset, input tre parametri
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I risultati ottenuti nella fase di training dei modelli, senza tener conto dell’SVM con Kernel Sig-

moid che risulta essere sempre il peggior modello, hanno riportato un divario maggiore nella

metrica Accuracy rispetto a quanto si è visto nella fase di training nel dataset CAUCAFall.

In particolare, si può notare un peggioramento per i modelli SVM con kernel Linear e Poly e

per entrambi i modelli SGD. Il peggior modello rimane sempre l’SVM con kernel Sigmoid,

che ha perso anche qualche punto percentuale rispetto alla rispettiva fase di training nel dataset

CAUCAFall.

Tra i modelli migliori, continuano ad essere presenti le due tipologie di Random Forest, Gini e

Entropy, con risultati molto simili ai modelli addestrati sul dataset CAUCAFall.

I tre migliori modelli, la cui Accuracy è evidenziata in verde nella Figura 37 riportano valori

molto elevati sia per Precision che per Recall per quanto riguarda la classe delle cadute, sug-

gerendo un’ottima capacità dei modelli di individuarle. Rispetto ai migliori modelli della fase

di training nel dataset CAUCAFall, i tre migliori modelli nel dataset FPDS riportano dei valo-

ri maggiori nelle tre metriche Precision, Recall e F1-Score per quanto riguarda la classe delle

cadute, mentre per la classe delle non-cadute si segnala un piccolo peggioramento di 2/3 punti

percentuali.

Si segnala in particolare il risultato ottenuto dal modello SVM kernel RBF che risulta essere in

linea con i risultati riportati nel paper [13] (97%-99.5%).

Figura 38: Risultati test su test dataset, input tre parametri
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Anche in questo caso, durante la fase di test dei modelli, l’Accuracy è scesa sensibilmente per

tutti i modelli. Come in tutti i casi precedenti, il modello peggiore si conferma sempre essere

l’SVM con kernel Sigmoid. Rispetto ai risultati ottenuti con i modelli addestrati con il dataset

CAUCAFall, dove il modello SVM kernel Linear risultava essere uno dei migliori, in questo

caso la situazione è opposta e risulta essere uno dei peggiori assieme ad SVM con kernel Poly.

Dei tre modelli migliori nella fase di training sul dataset FDPS, solamente il Decision Tree

Gini si è confermato tra i migliori modelli, anche se i risultati per la classe delle cadute sono

scesi sensibilmente, facendo così diminuire l’Accuracy generale del modello del 5% rispetto

alla fase di training. L’SVM con kernel RBF, che risultava essere comunque molto vicino

ai migliori modelli nella fase di training, è stato il modello con il minore peggioramento per

quanto riguarda tutte le metriche di valutazione, attestandosi così ad essere il miglior modello

della fase di test.

Facendo un paragone tra i migliori modelli ottenuti dai due dataset di training, si può notare

dei valori molto simili per quanto riguarda le varie metriche di valutazione, con valori sempre

compresi tra il 90% e il 96% ad eccezione della Recall per quanto riguarda il Decision Tree

Gini.

Anche per i modelli addestrati su questo dataset è stato svolto il test per verificare la capacità di

distinguere le immagini di cadute dalle immagini di persone distese su degli oggetti.

I modelli che sono riusciti a classificare correttamente l’immagine in Figura 36 sono stati i due

Decision Tree, le due Random Forest e ancora una volta l’SVM con kernel Sigmoid.

5.4.3 Risultati dataset Merged

La tabella seguente riporta i risultati ottenuti nella fase di training dei vari modelli. In totale,

20454 immagini sono state utilizzate nel training e 6818 nella prima fase di test, con la suddi-

visione tra immagini di cadute e immagini che non contengono cadute riportate nella tabella in

Figura 39 per quanto riguarda la fase di training.
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Figura 39: Risultati train su Merged dataset, input tre parametri

I risultati della fase di validazione risultano molto simili a quelli che sono stati ottenuti per

il dataset CAUCAFall, l’unico caso di forte peggioramento riguarda il modello SVM kernel

Sigmoid che rimane sempre il peggiore.

La similitudine dei risultati è dovuta soprattutto al fatto che il dataset CAUCAFall risulta essere

molto più corposo rispetto al dataset FPDSv2, sbilanciando probabilmente i modelli verso i

risultati del primo. Osservando i risultati di CAUCAFall e del Merged dataset si nota che i

modelli migliori e peggiori risultano essere esattamente gli stessi.

I tre migliori modelli, evidenziati in verde nella tabella di Figura 39, riportano risultati che

discostano di meno di un punto percentuale tra loro, sia per quanto riguarda la sola Accuracy

ma anche per quanto riguarda il confronto delle altre metriche di valutazione.
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Figura 40: Risultati test su test dataset, input tre parametri

Al contrario dei modelli addestrati sui singoli dataset, questa volta, i migliori modelli, evi-

denziati in verde in Figura 40 hanno aumentato di qualche punto percentuale in ogni metrica

di valutazione rispetto ai risultati ottenuti durante la fase di training, l’eccezione è il modello

SVM kernel RBF che ha perso 1 punto percentuale. Tra i tre modelli migliori, anche se riporta

l’Accuracy maggiore, il modello SGD Hinge risulta essere quello con la minore "costanza" nei

valori delle tre metriche di valutazione, con il valore di Recall che è sceso ad 85%, mentre gli

altri due modelli rimangono stabilmente sul 90%.

Oltre al modello SGD Hinge, che non è mai risultato uno dei migliori nei test dei modelli adde-

strati con i singoli dataset, emergono come modelli migliori, l’SVM kernel Linear che compa-

riva come uno dei migliori tra quelli addestrati con CAUCAFall e il modello SVM kernel RBF

che era il miglior modello tra quelli addestrati con il dataset FPDSv2.

Come per i due dataset precedenti, anche per i modelli addestrati attraverso il dataset Merged,

ottenuto dall’unione dei due precedenti, è stato svolto un test per verificare quali modelli fossero

in grado di classificare correttamente l’immagine in Figura 36 che contiene una persona distesa

su un oggetto che potrebbe trarre in inganno il modello. I modelli che sono riusciti a superare

questo test sono risultati gli stessi che sono stati individuati per il dataset FPDSv2 ovvero, i due

Decision Tree, le due Random Forest e ancora una volta l’SVM con kernel Sigmoid.
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5.5 Risultati MobileNetv2

Il modello CNN sviluppato, basato su MobileNetv2, è stato addestrato per 28 epoche, riportando

nell’ultima epoca i seguenti risultati:

• loss: 0.0134

• accuracy: 0.9937

• val_loss: 0.0344

• val_accuracy: 0.9886

L’andamento dei parametri durante la fase di training della rete è visibile nel grafico in Figura

41.

Figura 41: Prestazioni del training della CNN

Il modello ottenuto in seguito all’addestramento risulta avere una dimensione pari a circa 25MB

su disco, quasi il doppio rispetto ai 14MB del modello base MobileNetv2. La rete neurale è sta-

ta testata sullo stesso dataset di test utilizzato per gli altri modelli implementati per verificare

se fosse possibile avere un modello leggero che evitasse l’utilizzo di YOLO per il calcolo della

bounding box da cui vengono ricavati i parametri che sono passati agli altri modelli testati. In

fase di test la rete ha dimostrato una buona velocità di inferenza con una media di 80ms per

immagine, rendendone possibile l’utilizzo in real-time. I risultati ottenuti non sono però all’al-

tezza dei migliori modelli identificati per i tre dataset discussi in precedenza, infatti l’Accuracy

del modello si ferma solamente al 71%, con un valore di Recall che si attesta al 40%.
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Figura 42: Risultati CNN su test dataset

In Figura 43 sono riportati in dettaglio, attraverso una matrice di confusione, i risultati per le

singole label, in modo da evidenziare maggiormente i punti deboli della rete. È ben visibile

il fatto che la rete fatichi nel classificare le cadute, con il 60% delle immagini che vengono

classificate in maniera errata, mentre per quanto riguarda le non-cadute, il modello sembra

essere molto performante, con oltre il 95% di immagini classificate correttamente.

Figura 43: Matrice di confusione test CNN

Il modello risulta così essere meno performante rispetto per il rilevamento di cadute a partire da

immagini statiche, anche se il peso della rete neurale e la velocità di inferenza risultano essere

molto buoni.
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6 TEST REAL-TIME E RISULTATI

Oltre ai test effettuati sul dataset di test, si è deciso di verificare ulteriormente i risultati ottenuti

dai sei migliori modelli presenti in Figura 47 tramite dei test effettuati in real-time.

Per la cattura delle immagini è stata utilizzata una telecamera ASUS Xtion PRO LIVE, in Fi-

gura 44, collegata al computer utilizzando le librerie disponibili in ROS Melodic.

Figura 44: Camera RGB-D per l’acquisizione delle immagini real-time

In particolare, si è cercato di simulare dei casi limite nei quali i modelli potrebbero avere delle

difficoltà, come ad esempio le persone distese su un letto, in Figura 45e oppure delle persone

inginocchiate mentre si allacciano una scarpa, in Figura 45c.

(a) Caduta da sgabello-predizione

corretta

(b) Caduta in avanti-predizione

corretta

(c) Persona che si allaccia la

scarpa-predizione corretta

(d) Persona seduta-predizione

sbagliata

(e) Persona distesa sul

letto-predizione corretta

(f) Persona seduta comoda sul

divano-predizione corretta

Figura 45: Immagini del test real-time con predizione del modello SVM kernel RBF

addestrato con il dataset Merged, input 3 parametri
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Il numero di immagini ottenute durante il test real-time è pari a 52, suddivise in 27 immagini di

cadute e 25 che non contengono cadute. Le 52 immagini sono state processate tramite YOLOv5l

per ottenere la bounding box che individua la persona, ma l’algoritmo è riuscito a calcolare una

bounding box solamente per 33 immagini su 52, evidenziando delle difficoltà nell’individuare

le persone distese presenti nel mini-dataset ottenuto nell’esperimento real-time. Le immagini

per le quali non è stata calcolata una bounding box sono state scartate e i risultati riportati nella

tabella di Figura 46 sono stati ottenuti sulle 33 immagini rimaste, formate da 25 immagini che

non contengono cadute e 8 immagini che contengono cadute.

Le label ottenute dai sei modelli, visibili in Figura 46 sono state confrontate con la ground truth,

aggiunta manualmente al termine dell’esperimento, per ottenere dei risultati per le metriche di

valutazione da comparare con i risultati ottenuti sul test dataset dai sei modelli di Figura 47.

Figura 46: Confronto delle performance in real-time dei migliori modelli emersi nella fase di

test, input tre parametri. In verde i risultati migliori e in rosso i risultati peggiori per ogni

metrica di valutazione suddivisi in base alla label

Essendo il numero di immagini molto minore rispetto al dataset di test, i risultati ottenuti non

possono essere comparati con molta precisione, ma i risultati di Figura 46 possono essere con-

siderati più veritieri rispetto a quelli ottenuti nel dataset di test, dato che le immagini sono state

ottenute tutte in ambiente domestico, simulando diverse situazioni quotidiane.

I tre migliori modelli, la cui Accuracy è evidenziata in verde in Figura 46, hanno confermato i

risultati ottenuti nel dataset di test, visibili in Figura 47, anche se le metriche di valutazione per

la label delle cadute hanno subito un peggioramento, che risulta minimo (3 punti percentuali

persi rispetto al modello SVM Kernel RBF in Figura 47) solamente per il modello SVM kernel
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RBF addestrato sul dataset Merged. Inoltre, il modello SVM kernel RBF addestrato sul dataset

Merged è riuscito a migliorare il valore di tutte e tre le metriche di valutazione per la label delle

non cadute, aumentando tutte e tre del 3% rispetto ai valori dello stesso modello in Figura 47.

Il risultato peggiore è stato ottenuto dal modello SVM kernel Linear addestrato con il data-

set CAUCAFall che, nella tabella di Figura 47, risultava essere il terzo miglior modello dopo

l’SVM kernel RBF addestrato su FPDSv2 e l’SGD Squared Hinge addestrato su CAUCAFall.

Il modello è infatti passato da un’Accuracy del 92.88% nel dataset di test ad una del 75.75% nel

test real-time, evidenziando un forte peggioramento in tutte e tre le metriche di valutazione per

quanto riguarda la label delle cadute.

In generale, tutti i modelli hanno subito una diminuzione dei valori delle tre metriche per la

label della caduta, ma questo è anche dovuto al fatto che delle 27 immagini contenenti cadu-

te, YOLOv5l è riuscito a calcolare la bounding box per solo 8 immagini riducendo di molto

il numero di immagini che contengono cadute, comportando così un aumento del peso della

classificazione di ciascuna delle 8 immagini.
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7 CONCLUSIONI

L’obiettivo della tesi era quello di implementare e confrontare diversi modelli di machine lear-

ning per la classificazione di cadute a partire da immagini statiche. Uno degli obiettivi raggiunti

riguarda la possibile applicazione dei modelli in real-time, dato che il tempo totale per l’infe-

renza sulla singola immagine si è rivelato essere non maggiore di 100ms sia per la rete neurale

che per i modelli di machine learning classico.

Il modello di rete neurale, basato su MobileNetv2, anche se leggero e veloce nell’inferenza è

risultato essere peggiore rispetto a quasi tutti gli altri modelli testati fermandosi solamente al

71% di Accuracy. Tra i modelli di machine learning classico implementati tramite Scikit-Learn,

il peggiore è risultato essere sempre l’SVM con kernel Sigmoid, per ognuno dei tre dataset uti-

lizzati, anche se è sempre riuscito ad identificare come non-caduta la persona distesa sul divano

presente in Figura 36. Tra i modelli, presenti in Figura 47, nessuno è riuscito a identificare

correttamente la persona distesa sul divano. Il miglior modello che riesce anche ad individuare

la persona distesa sul divano come non-caduta, tra quelli ottenuti mediante il training con il

Merged dataset, risulta quindi essere la Random Forest Entropy, anche se il valore di Recall per

la classe delle cadute si ferma solamente all’85%.

Figura 47: Confronto delle performance dei migliori modelli emersi nei test precedenti, input

tre parametri. In verde i risultati migliori e in rosso i risultati peggiori per ogni metrica di

valutazione suddivisi in base alla label

Tra i modelli visibili in Figura 47, solamente l’SGD Classifier Hinge riporta una grande diffe-

renza tra Precision e Recall per quanto riguarda la classificazione delle cadute, mentre tutti gli

altri modelli riportano dei valori molto ravvicinati per entrambe le classi. Il miglior modello in

assoluto risulta essere quindi l’SVM kernel RBF addestrato con il dataset FPDSv2, che si con-
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ferma uno dei migliori anche per quanto riguarda il dataset Merged. La differenza di un punto

percentuale tra i 2 modelli è principalmente dovuta al fatto che il dataset CAUCAFall contiene

molte più immagini e meno varie rispetto a FPDSv2. Infatti, con il solo dataset CAUCAFall,

il modello SVM kernel RBF riportava risultati vicini all’ 83%, ovvero 10 punti percentuali in

meno rispetto ai modelli SVM kernel RBF per il dataset FPDSv2 e Merged.

I risultati del test real-time, in Figura 46, hanno evidenziato che in realtà il miglior modello

risulta essere l’SVM kernel RBF addestrato con il dataset Merged, che risulta invece essere il

peggiore tra i migliori modelli, in Figura 47, ottenuti nella fase di test sul dataset di test. Hanno

inoltre evidenziato il fatto che l’addestramento del modello SVM Kernel RBF tramite il Mer-

ged dataset hanno reso il modello stesso più robusto, in quanto è risultato l’unico modello, tra

quelli presenti nelle Figure 46 e 47 a mantenere costanti attorno al 90% i valori delle metriche

di valutazione per entrambe le label.

Nonostante l’utilizzo di semplici modelli di machine learning, senza effettuare del fine tuning

per migliorare ulteriormente le prestazioni dei singoli modelli, sono stati ottenuti dei risultati

molto promettenti nella fase di test, mentre la fase di test real-time ha evidenziato delle dif-

ficoltà da parte di YOLO nell’individuare la bounding box delle persone cadute, con evidenti

diminuzioni dei valori delle metriche di valutazione per la label delle cadute. Il test real-time

ha inoltre evidenziato che il modello SVM Kernel RBF addestrato sul Merged dataset risulta

essere il migliore rispetto a tutti gli altri e l’unico ad essere pressoché costante nei valori delle

metriche di valutazione per entrambe le label.

Una delle problematiche evidenziate dai test real-time riguarda le performance di YOLOv5

nell’individuare le persone distese a terra. In futuro sarà quindi utile andare a verificare le per-

formance delle nuove versioni dell’algoritmo o di altri algoritmi che permettano di individuare

in modo efficace una persona in qualsiasi posizione all’interno dell’immagine.

Per quanto riguarda la soluzione basata su CNN, c’è sicuramente ampio margine di migliora-

mento, ottenibile implementando la CNN basandosi su altre architetture rispetto a MobileNetv2.

Se invece si passa all’analisi di sequenze video rispetto alle singole immagini statiche, una stra-

da percorribile è l’utilizzo di reti neurali più complesse come le LRCN, che potrebbero però

aumentare il peso su disco e diminuire la velocità di inferenza rispetto ad una semplice CNN,

ponendo a rischio il vincolo dell’utilizzo del modello in real-time su dispositivi con potenze di

calcolo non elevate.
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