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Abstract

Il cancro del colon-retto (colorectal cancer, CRC) ¢ una delle principali cause di morte nel
mondo, e uno screening preventivo mediante colonscopia si ¢ dimostrato essere un metodo
efficacie per diminuire la sua incidenza di mortalita. Gli studi hanno riportato che una certa
percentuale dei polipi non vengono correttamente rilevati durante la colonscopia per motivi
di varia natura. In questo studio si vuole implementare uno strumento che identifichi i polipi
nelle immagini di colonscopie e ne rilevi i contorni. A tal fine viene utilizzato un segmentato-
re con architettura DeepLabV3+ addestrato mediante un approccio weakly supervised, in cui
vengono fornite sulle immagini di training delle bounding box. Il modello proposto ottiene

un dice factor di 83.04% sul Kvasir-Seg dataset.
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Capitolo 1

Introduzione

I tumori del colon-retto sono stati in Italia (nel 2020) la terza neoplasia negli uomini e la
seconda nelle donne. Il tumore ¢ dovuto alla proliferazione incontrollata delle cellule del-
la mucosa che riveste I’ultima parte dell’intestino [[14]. Questa tipologia di cancro ¢ spesso
conseguente ad una evoluzione di polipi benigni, che dopo un periodo di tempo pitt 0 meno
prolungato possono trasformarsi in tumori maligni. Per questo motivo uno screaning pre-
ventivo mediante colonscopia associato a ricerca di sangue occulto nelle feci, si ¢ dimostrato
essere un metodo efficacie per diminuire la sua incidenza di mortalita. Nonostante cio gli
studi hanno riportato che ad una percentuale di circa il 38% dei pazienti non viene rilevato
almeno un polipo durante la colonscopia [8], altri studi riportano che la causa del 19.8% dei
polipi non rilevati ¢ una non adeguata procedura d’esame [7].

Negli ultimi anni grazie alle sempre crescenti prestazioni dei componenti hardware, in
particolare delle GPU, ¢ possibile realizzare e allenare reti profonde e strategie di deep lear-
ning vengono sempre pil utilizzate in vari ambiti della scienza che includono anche la medici-
na. Con questo studio si vuole esaminare un modello che utilizza I’apprendimento profondo
per generare maschere di segmentazione per rilevare polipi in immagini di colonscopie. Il
modello proposto sara allenato in maniera debolmente supervisionata al fine di poter usare
una maggiore mole di dati come training set, in questo caso oltre alle maschere di segmenta-

zione prodotte da esperti umani, vengono usate anche bounding box le quali sono ottenibili



in maniera meno dispendiosa. Questo modello verra infine allenato tramite una procedura
iterativa, in cui le maschere usate come target vengono iterativamente raffinate. Il model-
lo utilizza come training data il Kvasir-SEG dataset per le maschere di segmentazione e il

Polyp-Box-Seg dataset per le bounding box come fonte di etichette deboli.



Capitolo 2

Reti neurali artificiali

Nel 1945, Warren Mcculloch e Walter Pitts furono 1 primi a introdurre il concetto di rete
neurale artificiale e proposero un modello matematico per i neuroni sintetici [17]. Le reti
neurali artificiali sono sistemi di apprendimento automatico che si basano sulla struttura delle
reti neurali animali. In particolare sono composte da interconnessioni fra neuroni artificiali

chiamati percettroni, che nella loro struttura sono ispirati ai neuroni biologici [9].

output layer

Input layer

hidden layerl

Figura 2.1: Rete MLP



21 MLP

Le MLP (multi layer perceptron) sono delle reti neurali artificiali che definiscono un grafo
orientato senza cicli, esse sono composte da almeno 3 strati di percettroni che prendono il
nome di: input layer, hidden layer ed output layer. Queste reti fanno parte della famiglia feed
forward, ovvero il flusso di dati procede dai nodi di input verso quelli di output senza creare
cicli. Nei vari livelli di una MLP ogni neurone ¢ funzione dei suoi input, prende una serie di
input (dal livello precedente), ognuno di essi viene moltiplicato per il peso della connessione,
se questa somma pesata supera una certa soglia, il neurone viene attivato e trasmette i dati ai

neuroni del livello successivo secondo la formula:

n
y=f0+> wi- )
=0
La funzione di attivazione f ¢ un elemento chiave e deve rispettare alcune proprieta, in

particolare deve essere:

1. non lineare: perché se cosi non fosse, la rete riuscirebbe a rappresentare solo fun-
zioni lineari (poiché qualsiasi combinazione di funzioni lineari restera comunque una
funzione lineare). Inoltre se la funzione di attivazione fosse lineare diversi livelli di per-
cettroni potrebbero essere condensati in uno soltanto (sempre per medesima proprieta

di combinazione delle funzioni lineari).

2. continua e differenziabile: durante il processo di backpropagation con gli ottimizza-
tori che utilizzano la discesa di gradiente (per esempio sgdm e adam) viene calcolato
il gradiente della funzione di costo, se le funzioni di attivazioni non sono lineari e

differenziabili, tale operazione non & possibile.
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Figura 2.2: Modello di neurone artificiale

La rete apprende regolando i valori dei parametri w e b facendo in modo che la rete nel
suo complesso si adatti ai dati di addestramento. Per questa architettura di rete, ogni neurone
del livello precedente ¢ collegato a tutti i neuroni del livello successivo, caratteristica che pero
rende questa tipologia di reti computazionalmente dispendiose da allenare e la loro scalabilita

(per quanto riguarda la possibilita di aggiungere successivi strati) rimane quindi limitata.

2.2 CNN

Le CNN (convolutional neural network) sono sempre reti feed forward ma un evoluzione
delle MLP, in particolare si differenziano da esse per la presenza di pesi condivisi (i pesi
delle connessioni sono condivisi fra gruppi di neuroni) e connessioni locali fra i vari livelli
(un neurone appartenente al livello successivo ¢ influenzato solo da un sottoinsieme ridotto
di neuroni del livello precedente). Il fatto di avere connessioni locali consente di ridurre
drasticamente il numero di connessioni totali della rete, facendo cosi diminuire i tempi di
addestramento e consentendo quindi di poter realizzare reti piu profonde. Un pattern di pesi

condivisi e replicati su diverse parti dell’immagine prende il nome di filtro, generalmente se
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ne creano molti per ogni livello ed ognuno di essi viene fatto scorrere lungo tutta I’immagine,
in modo tale che ognuno dei quali estragga una particolare feature dall’immagine. Il processo
di applicazione del filtro ai vari pixel dell’immagine prende il nome di convoluzione, date 2
matrici delle stesse dimensioni, essa consiste nel moltiplicare ogni elemento della matrice per

il suo corrispondente e infine sommare tutti i prodotti secondo la formula:

S(Zv]) = ZZ[(%’,Q)K(Z—Z’,] _y)

nella quale la matrice [ rappresenta la porzione di immagine su cui applicare il filtro K.
L’insieme di feature raccolte in questa maniera viene poi passata ai layer successivi della

rete.
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Figura 2.3: Esempio dell’operazione di convoluzione

Le principali componenti di questa tipologia di rete sono: livelli di convoluzione e livelli
di pooling. I livelli di convoluzione sono quelli in cui effettivamente viene svolta I’operazio-
ne matematica di convoluzione, in dettaglio ogni filtro viene applicato su tutta I’immagine
venendo fatto scorrere su di essa, il passo s con cui il filtro si sposta viene chiamato stride.
All’immagine di input puo eventualmente venire applicato un padding di spessore p lungo i

bordi ai fini di gestire al meglio i pixel lungo la cornice dell’immagine. Utilizzando la nota-

12



zione appena descritta il livello di convoluzione produrra un output di dimensione che segue

la seguente legge:

Nin + 2p — [
SLIe S

dove sono dati un input di dimensione n;, e un filtro di dimensione /. Per I’utilizzo del-
I’operazione di convoluzione (che realizza connessioni locali) viene quindi definito campo
recettivo I’insieme di neuroni che influenzano un altro neurone appartenente ad un livello
successivo, quindi il campo recettivo dei neuroni nel livello subito adiacente sara della stessa
dimensione del filtro, mentre man mano che scendo di profondita nella rete, questo numero

aumentera progressivamente.

Figura 2.4: Visualizzazione del campo recettivo di un neurone nei suoi 2 precedenti livelli

I livelli di pooling hanno invece come obbiettivo la riduzione della dimensionalita del-
I’input e quindi la riduzione dei parametri apprendibili, con una conseguente diminuzione
della complessita computazionale del modello. In questa tipologia di livelli al posto della
convoluzione viene applicata una funzione differente che solitamente ¢ la funzione massimo
o la funzione media.

In aggiunta alle tipologie di livelli appena descritte, numerose architetture di CNN fanno
utilizzo di alcuni livelli completamente connessi (ovvero non si realizzano connessioni lo-
cali, ogni neurone ¢ connesso a tutti i neuroni del livello successivo). Quest’ultima sezione
viene posta in coda alla pila di strati di convoluzione e pooling, per esempio quando si cer-

ca di realizzare un classificatore. Quest’ultimo componente ¢ computazionalmente costoso
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da addestrare, quindi in questo lavoro utilizzeremo un architettura che ne ¢ sprovvista come

descritto nel capitolo[3] al fine di rendere meno dispendioso il modello proposto.
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Capitolo 3

Modalita d’apprendimento

3.1 Addestramento

Addestrare una rete neurale consiste nel modificare 1 parametri della rete (pesi e bayas), in
modo da minimizzare una funzione di costo calcolata sull’insieme di dati d’addestramento.
La maggior parte degli algoritmi di ottimizzazione moderni si basano sul concetto di ’discesa
di gradiente”, ovvero si calcola una stima del gradiente della funzione di costo e si ’spostano”
i parametri da addestrare nella direzione opposta a quella del gradiente, quindi si cerca di

muovere 1 parametri verso dei valori che portino ad un minimo della funzione di costo.

In base alla tipologia di feedback che il modello riceve durante il training si distinguono

diverse strategie di apprendimento.

3.2 Apprendimento non supervisionato e supervisionato

Lapprendimento non supervisionato ¢ una strategia di addestramento in cui I’agente cerca di
apprendere i pattern presenti negli esempi di training, senza pero avere nessun tipo di feed-
back. Nell’apprendimento supervisionato vengono invece fornite all’agente come training
set un insieme di esempi composti da coppie di input-output, lo scopo dell’agente ¢ quindi

apprendere la funzione che trasforma 1I’input nell’output avendo come feedback un risultato
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Figura 3.1: Raffigurazione su piano 2 dimensionale della discesa di gradiente

accurato per ogni singolo campione di addestramento [11]. Nel caso di segmentazione di
polipi in immagini, per addestrare il modello vengono usate come training set una serie di
immagini (input) che necessitano anche di una maschera di segmentazione accurata fornita
da un medico (output). Questo ultimo fattore rende particolarmente dispendioso I’allena-
mento, poiché la creazione di maschere di segmentazione accurate richiede un quantitativo

considerevole di tempo.

3.3 Apprendimento debolmente supervisionato

Questa strategia di addestramento consente di utilizzare un training set nel quale I’informa-
zione per la supervisione ¢ inaccurata, inesatta o incompleta [10] ovvero I’etichetta associata
ad ogni componente del training set non ¢ esaustiva come lo sarebbe se usassimo un approc-
cio completamente supervisionato. In questo studio delle etichette deboli verranno utilizzate
per produrre delle etichette valide per il training. Il punto di forza di questa strategia ¢ il
fatto di poter essere utilizzata in applicazioni che non hanno un adeguata quantita di dati eti-
chettati, oppure la loro etichettatura ¢ particolarmente dispendiosa. In questo studio verranno

utilizzate delle bounding box (forme rettangolari che circondano il soggetto), come fonte
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di informazione debole per la supervisione dell’addestramento. Avere delle bounding box
fornisce meno informazione rispetto ad una maschera di segmentazione, ma ¢ anche meno
dispendiosa da ottenere, quindi ci consente di utilizzare per I’addestramento training set di di-
mensioni pil elevate rispetto a quelli che sarebbe possibile usare se adottassimo un approccio

completamente supervisionato.
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Capitolo 4

Strategia Adottata

4.1 Apprendimento iterativo

Per I’addestramento delle rete si utilizza un approccio debolmente supervisionato, in cui 880
immagini del training set dispongono di maschere di segmentazione (parte del Kvasir-SEG
dataset), mentre altre 3961 immagini dispongono solo di una bounding box (parte del Polyp-
Box-Dataset). L’addestramento del modello avviene in maniera iterativa, in dettaglio all’ini-
zio di ogni iterazione vengono generate delle maschere di segmentazione (per le immagini
che ne sono sprovviste). Successivamente le maschere appena create vengono usate come
target nella fase di training della corrente iterazione. Il ripetersi di questo processo di genera-
zione maschere e training viene eseguito per un numero prestabilito di volte (in questo caso

8), al fine di migliorare gradualmente le maschere prodotte dal modello.

Iterazione 1 Iterazione 7 Target

Figura 4.1: Maschere di segmentazione a diversi stage dell’addestramento
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4.2 Generazione delle maschere

Per avviare il processo di addestramento debolmente supervisionato ¢ necessario generare le
maschere che fungeranno da target per I’apprendimento iterativo, anche se esse inizialmente

non saranno accurate. La generazione delle maschere ¢ suddivisa in diversi passaggi:

1. Le previsioni di un modello pretrained (addestrato in maniera completamente supervi-

sionata sul CVC-ClinicDB) vengo utilizzate come maschera iniziale.

2. Nel caso in cui ci siano delle componenti della maschera che fuoriescono dalla boun-

ding box, esse vengono tagliate come riportato in Fig[4.3|riga 2.

3. Controllo che il risultato del punto precedente sia accurato, ovvero la maschera deve

ricoprire almeno il 30% della bounding box.

4. Se la maschera ottenuta non ¢ accurata, essa viene scartata e rimpiazzata da una ma-
schera circolare avente diametro uguale ai 4/5 della minore fra le dimensioni della

bounding box come in Fig[4.3|riga 3.

+| Ritaglio le eccedenze

(b)

Genero maschera (a)

€ accurata?

Genero maschera
circolare

Maschera finale

Figura 4.2: Rappresentazione schematica del processo che genera le maschere
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Figura 4.3: Esempio di maschere generate dal modello, partendo dall’alto: (1) la maschera
generata ¢ accurata, (2) la maschera generata necessita di essere ritagliata, (3) la maschera

generata occupa uno spazio troppo ridotto della bounding box, quindi viene scartata.
4.3 Specifiche delle varie iterazioni

Il modello ¢ stato addestrato iterativamente per un totale di 8 iterazioni usando Adam come
ottimizzatore e dice come loss, in particolare le prime 2 utilizzano batch size di 12 per 5
epoch e learning rate (LR) fisso a 0.0001. Successivamente si procede con altre 6 iterazioni
da 6 epoch ognuna, ma in questo caso al passare di ogni epoch il LR verra moltiplicato per 0.1
in modo tale da ridurre le oscillazioni man mano che il modello diventa piu accurato. In tutte
le iterazioni ai dati sono state applicate strategie di data augmentation, generalmente questa ¢
una strategia che consente di ridurre il fenomeno dell’ overfitting, inoltre ci permette di limi-
tare 1 problemi conseguenti al fatto di avere dataset di piccole dimensioni[15]. Nel dettaglio
la data augmentation consiste nella creazione di nuovi dati applicando delle trasformazioni a

quelli di cui siamo gia in possesso, generalmente si usano traslazioni, rotazioni, ritagli, flip



orizzontali e verticali. In questo studio si sono utilizzate: traslazioni in un range di -20 e +20
pixel sull’asse x e sull’asse y, flip su entrambi gli assi, rotazioni fra -20 e +20 gradi, zoom-in

e zoom-out per valori di scala compresi fra 0.9 e 1.2.

4.3.1 Variazioni proposte

Partendo dall’effettiva implementazione di quanto descritto, che prende spunto dal lavoro
proposto da Chen et al. nel [4], ¢ stato poi testato un nuovo modello apportando le seguenti

modifiche:

1. E stato aggiunto un nuovo vincolo all’euristica per la generazione delle maschere de-
scritta nel paragrafo [4.2] punto 3: per essere definita accurata una maschera oltre ad
avere un’area occupante 30% o piu della bounding box, si controlla anche che la su-
perficie predetta non superi il 95% dell’area della bounding box. Questa modifica ¢
stata apportata per penalizzare maschere con area troppo grande che fuoriesce dalla

bounding box, dove sicuramente non sono presenti componenti del polipo.

2. E stato modificato il training loop in modo tale che le immagini con etichetta weak
non vengono aggiunte tutte sin dalla prima iterazione, ma vengano distribuite nell’arco
di piu iterazioni, in particolare 2000 alla volta, in modo tale da variare il rapporto fra

immagini con etichetta forte e immagini con etichetta debole.

4.4 Materiali Utilizzati

4.4.1 Ambiente di lavoro

Per I’effettiva implementazione di quanto descritto si ¢ utilizzato MATLAB Version 9.12
(R2022a) corredato di Computer Vision Toolbox, Deep Learning Toolbox, Image Processing
Toolbox, Parallel Computing Toolbox, Statistics and Machine Learning Toolbox. La macchi-

na utilizzata per il training dispone di CPU AMD Rayzen 2700X e 16GB di RAM. Il processo
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di training ha impiegato un totale di circa 12 ore per lo svolgimento delle 8 iterazioni, I’am-
biente utilizzato consente un tempo di inferenza di 93ms per immagine, corrispondenti a circa

10.6FPS.

4.4.2 Dataset utilizzati

Per I’addestramento delle varie componenti del modello sono stati utilizzati un totale di 4

dataset:

1. Polyp-box-seg: dataset di 4070 immagini di colonscopie con risoluzione 640x480 pro-
venienti da oltre 2000 pazienti. Un sottoinsieme di 1300 elementi ¢ dotato di maschera
di segmentazione ottenuta manualmente, mentre la componente restante possiede una
bounding box. Le immagini di questo dataset sono state selezionate a mano da video
di colonscopie, in modo tale che ogni immagine contenga un polipo differente, questo
per ridurre la correlazioni fra immagini e inoltre diminuire i possibili byas che possono
essere presenti fra i polipi di uno stesso paziente. Le immagini di questo dataset con-
tengono polipi di differenti dimensioni e morfologie e provengono da ogni porzione

del colon-retto [4].

2. Kvasir-SEG: collezione di 1000 immagini di polipi gastrointestinali con corrispondente
maschera di segmentazione aventi risoluzione che varia da 332x482 a 1920x1072. Le
maschere sono state prodotte manualmente da un medico e verificate da un esperto

gastroenterologo [6].

3. CVC-ClinicDB: dataset contenete 612 immagini di polipi con relativa maschera di seg-
mentazione prodotta manualmente da esperti, estratte da 29 differenti video di colon-

scopie con risoluzione di 384x288.

4. ImageNet database: raccolta di oltre 14 milioni di immagini appartenenti a migliaia di
classi diverse, utilizzate come benchmark, nella sfida di image recognition indetta ogni

anno da ImageNet [13]. Questo dataset non ¢ stato direttamente utilizzato in questo

22



lavoro, ma esso ¢ stato utilizzato per il training della backbone presente nel modello

proposto come discusso nella(sottosezione 5.1.1{

4.4.3 Lavori Correlati

Per contestualizzare e comparare i risultati ottenuti in questo studio con quelli gia presenti
in letteratura vengono considerati 1 seguenti lavori, dove tutti 1 risultati riportati sono stati

ottenuti sullo stesso test set, il Kvasir-SEG dataset:

1. Il modello ResUnet addestrato in maniera completamente supervisionato presentato nel

Kvasir-SEG paper raggiunge un punteggio dice di 78.77% sul test-set [6].

2. Un altro modello addestrato mediante approccio semi-supervisionato presentato da Wu
et al. raggiunge un punteggio di 80.95% quando addestrato con il 30% di maschere

etichettate e il 70% di maschere non etichettate [[16]].

3. 11 modello Weak-Sup-Box-HI presentato da Chen et al. raggiunge un punteggio di
82.81% quando allenato sul Polyp-box-seg dataset utilizzando per I’inizializzazione

delle maschere una strategia ibrida [4].
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Capitolo 5

Architettura della rete

Il modello sperimentato utilizza una rete con architettura DeepLabV 3+ la quale si caratterizza
per avere un struttura endoder-decoder, un modulo di Atrous Spatial Pyramid Pooling (ASPP)

e la presenza di skipped connection [3].

Skipped connection

I X

~§-§-0 - AspP| - §-0 -

Downsampling Upsamplig

Figura 5.1: Schema architettura
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5.1 Encode section

Nell’architettura encoder-decoder, nella prima componente viene gradualmente ridotta la di-
mensione spaziale delle feature maps cosi da estrarre le informazioni semantiche, mentre
nella parte di decode vengono gradualmente reinserite 1 dettagli degli oggetti e le informa-
zioni spaziali [[12]]. In dettaglio la sezione di encode ¢ formata da 2 componenti, la backbone
e il modulo ASPP. La backbone ¢ la componente della rete responsabile del downsampling
dell’immagine di ingresso, nello specifico ad ogni livello dimezza (mediante maxpooling o
convoluzione con stride 2) le dimensioni dell’immagine di partenza raddoppiando pero il

numero dei canali di feature, questa procedura ¢ ripetuta per un totale di 4 volte.

5.1.1 Backbone

Per ridurre il tempo d’addestramento i livelli di questa sezione vengono presi da una rete di
base pre-trained, in questo caso Resnet18, la quale ¢ stata addestrata sull’imageNet database
[S]. Questa strategia sfrutta la proprieta di generalizzazione del modello per semplificare
I’addestramento e prende il nome di transfer learning, essa consiste nel riutilizzo di una rete
addestrata in precedenza su un problema simile a quello di interesse al quale vengono aggiunti

altri livelli che serviranno ad adattare il modello originale allo scopo desiderato [18]].

5.1.2 Atrous Spatial Pyramid Pooling

Il modulo ASPP combina diverse rappresentazioni della stessa immagine ottenute median-
te convoluzione dilatata (o atrous convolution) con dimensione di filtro diverse, questo ci
permette di rappresentare la stessa feature usando campi recettivi e scale differenti[2]. In det-
taglio vengono eseguite parallelamente diverse convoluzioni dilatate con fattori di dilatazione

differenti, esse poi vengono fuse per generare il risultato finale[/1]].
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5.1.3 Convoluzione dilatata

La convoluzione dilatata ¢ molto simile a quella standard, infatti si differenzia da essa solo
per la presenza del fattore di dilatazione r che esprime lo spazio che bisogna saltare nella

matrice di input per ottenere la convoluzione desiderata secondo la formula:

1

n n

K3

1j

Questa tipologia di convoluzione ¢ una generalizzazione della precedente, infatti se ho un

fattore di dilatazione pari ad uno ottengo la convoluzione standard. L’introduzione di questa
nuova operazione ha come fine I’aumento del campo recettivo dei vari neuroni senza pero
costruire nuovi livelli di convoluzione o di pooling, quindi consente di risparmiare risorse sia

durante 1’addestramento e sia durante 1’inferenza poiché avremo una rete meno profonda.

Convoluzione dilatata Convoluzione standard

Figura 5.2: Convoluzione dilatata confrontata con la convoluzione standard, se il fattore di

dialtazione ¢ 1, si ottiene la versione standard
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5.2 Decode section

In questa sezione invece si fa un upsamplig dell’immagine ai fini di creare una maschera di
segmentazione di dimensione uguale a quella di partenza, si raggiunge cio ingrandendo 2 vol-
te 'tmmagine di un fattore 4. In questo livello vengono anche usate informazioni provenienti
dalla sezione di encode, 1’utilizzo delle informazioni proveniente dai livelli precedenti prende
il nome di skipped connection, quest’ultime servono per aggiungere informazione spaziale
(che ¢ andata perduta nella contrazione) quando si fa I’'upsampling ai fini di avere un risultato

piu dettagliato.

5.3 Dettagli architettura utilizzata

Nello specifico I’architettura utilizzata ¢ composta dalle seguenti componenti: Partendo da un
input di dimensione 224x224x3 nella sezione di downsamplig si passa prima a 112x112x64,
successivamente a 56x56x64, 28x28x128 e infine 14x14x256. In seguito a questi passaggi
si trova la sezione di ASPP, in cui 1 diversi livelli estratti a differenti risoluzioni vengono
concatenati in profondita, ottenendo cosi un volume di 14x14x1024. Nella fase di upsampling
invece si ottiene prima un volume di 56x56x256 per arrivare infine alla risoluzione iniziale
di 224x224x2. 11 modello ha un totale (fra pesi e bayas) di circa 20,6 milioni di parametri

addestrabili.
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Capitolo 6

Conclusioni

Al fini di apprezzare 1 miglioramenti che la strategia finora descritta comporta, sono stati

comparati tre differenti approcci per generare le maschere di segmentazioni iniziali:

a Tutti i target iniziali sono delle maschere circolari posizionate al centro della bounding

box, aventi un diametro uguale ai 4/5 del lato piu corto della bounding box.

b Le maschere vengono prodotte utilizzando come target le predizioni di un modello
pretrained sul CVC-ClinicDB in maniera completamente supervisionata. Se una parte

di maschera fuoriesce da uno dei limiti imposti dalla bounding box, essa viene tagliata.

¢ Inizialmente si creano delle maschere con lo stesso criterio descritto in ’b’, successiva-
mente le maschere che non ricoprono un area della bounding box comresa fra il 30 e
il 95% della bounding box, vengono scartate e rimpiazzate da una maschera circolare

prodotta come descritto in "a’.

Nella tabella[6.I] verranno confrontati i vari risultati ottenuti su di un test set composto da 120

immagini del Kvasir-SEG. I modelli analizzati sono i seguenti:

1. Full-sup: modello che fungera da baseline allenato mediante strategia completamente
supervisionata su un training set di 880 immagini (dotate di maschera di segmentazione

accurata) facenti parte del Kvasir-SEG database.
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2. Circle-init: un modello addestrato in maniera debolmente supervisionata, con 880 im-
magini appartenenti al Kvasir-SEG, e altre 3961 immagini provenienti dal Polyp-box-

Dataset, alle quali ¢ stata costruita una maschera secondo il criterio ’a’.

3. Prediction-init: modello addestrato iterativamente (per un totale di 8 iterazioni) in ma-
niera debolmente supervisionata, con 880 immagini de Kvasir-SEG, e altre 3961 im-
magini provenienti dal Polyp-box-Dataset, alle quali ¢ stata costruita una maschera

secondo il criterio °b’.

4. Hybrid-init: modello esattamente come il precedente, ma le maschere questa volta

verranno generate in maniera ibrida secondo il criterio ’c’.

5. Hybrid-init+: come il precedente, ma vengono aggiunte le modifiche proposte nel

capitolo

Full-sup Circle-init Prediction-init Hybrid-init Hybrid-init+

Dice Coefficent 0.761 0.775 0.767 0.818 0.830
IoU 0.663 0.661 0.649 0.721 0.735

Tabella 6.1: Comparazione risultati ottenuti

Per valutare le prestazioni dei vari modelli vengono utilizzati i seguenti punteggi: il dice
coefficent e I’intersection over union (IoU), entrambi misurano la similarita fra la maschera
prodotta dal modello e la maschera reale. Il loro valore varia fra 0 e 1, con O che indica
una sovrapposizione nulla fra la maschera predetta e quella reale, mentre 1 rappresenta una
sovrapposizione perfetta fra le 2 maschere. Questo tipo di punteggi sono stati scelti poiché
ci consentono di massimizzare 1’area di intersezione fra le maschere sfruttando pero la minor
superficie possibile, una metrica come 1’accuratezza sarebbe stata di scarsa utilita in questo

contesto poiché le classi sono fortemente sbilanciate.

2 X Areayeqie N Arepredetta B 2T P
Area,eqe + Areapreerta  2TP + FN + FP

dice =
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Areareale N Areapredetta o TP

ToU = =
0 Areareqe U Areapredetta P +TP+ FN

Il modello addestrato con supervisione debole e generazione delle maschere ibrida rag-
giunge un dice factor di circa 83.04%, questo ci mostra come lavorare con la maggior possibi-
le quantita di dati di trainig, utilizzando anche label di natura eterogenea, ¢ possibile ottenere
risultati migliori di quelli che si otterrebbero se si scegliesse di adottare una singola strategia

di supervisione.

Comparazione con baseline
0.88 \

0.86 -

0.84

hybrd-init
0.82

dice score

0.8

0.78 |

I e e -1 full-sup

O . 7 4 | | | | | |
iterazione

Andamento del valore del dice factor durante le varie iterazioni, il risultato viene comparato

con le prestazioni della baseline completamente supervisionata
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