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INTRODUZIONE 

 

L’idea di una tecnologia neutrale, governata da una logica matematica e 

quindi superiore ai limiti del giudizio umano, è una delle narrazioni più 

potenti del nostro tempo. Tale promessa di oggettività ha accompagnato la 

rapida ascesa dell’Intelligenza Artificiale in ogni ambito della vita 

quotidiana. Esiste però una crepa profonda in questa narrazione: la 

tecnologia non nasce mai nel vuoto. Al contrario, ogni algoritmo eredita il 

DNA della società che lo progetta. Apprende da dati che sono archivi 

imperfetti della nostra storia, e in tale processo finisce per assorbire le 

stesse dinamiche culturali, gli stessi valori e le stesse disuguaglianze che 

si proponeva di superare.  

I sistemi algoritmici non sono entità astratte. Essi non si limitano a 

riflettere il mondo; lo interpretano, lo classificano e, in ultima analisi, lo 

riproducono. Il rischio, ormai ampiamente documentato, è che i sistemi 

consolidano i pregiudizi esistenti e li trasformino in regole operative, 

cristallizzando le distorsioni sociali con l’autorità impersonale del codice. 

È all’interno di tale spaccatura tra la promessa di oggettività e la realtà dei 

pregiudizi che si colloca il presente lavoro di tesi. L’indagine si concentra 

su una delle forme di bias più pervasive e socialmente significative, quella 

di genere, con l’obiettivo di tracciare il percorso che le disuguaglianze 

compiono dal tessuto sociale al cuore della tecnologia. Un processo che 

inizia nella società, attraversa i dati di addestramento e le scelte di 

progettazione, e si manifesta infine nelle rappresentazioni che gli 

strumenti di IA offrono nel mondo. Quando un assistente vocale adotta una 

voce femminile per un ruolo di servizio o un generatore di immagini 

riserva solo agli uomini le posizioni di potere, la tecnologia smette di 

essere un semplice strumento per diventare un potente attore culturale: un 
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meccanismo che non solo replica, ma normalizza e proietta nel futuro gli 

stereotipi, con un impatto concreto sulle opportunità e le aspirazioni delle 

persone.  

Per affrontare la complessità di questo fenomeno, la ricerca ricorre 

all’utilizzo di metodi misti (mixed-methods), basato su un disegno 

sequenziale esplorativo. La scelta metodologica permette di combinare la 

profondità dell’analisi qualitativa con l’ampiezza di quella quantitativa. la 

prima fase, di natura qualitativa, si concentra sull’analisi diretta di tre 

categorie di strumenti di IA di uso comune (assistenti vocali, generatori di 

immagini e filtri estetici), al fine di identificare e documentare le 

manifestazioni concrete dei bias di genere. La seconda fase, quantitativa, 

si avvale di un questionario somministrato a un campione di utenti per 

misurare il loro livello di consapevolezza, le loro percezioni e le loro 

reazioni di fronte a tali bias. Il quadro teorico si radica nei feminist 

technology studies, e in particolare nell’idea, ripresa da Wajcam (2010), 

che la tecnologia non sia mai un oggetto neutro, bensì un “prodotto socio-

tecnico” che incorpora e riflette valori e rapporti di potere preesistenti.  

Il percorso di analisi prende le mosse, nel primo capitolo, dalle 

fondamenta socio-culturali del problema, esplorando la natura e la 

funzione degli stereotipi di genere. Si indaga come le differenze di genere 

vengano socialmente costruite e come gli stereotipi agiscano da potenti 

meccanismi di trasmissione culturale.  

Il secondo capitolo costruisce un ponte verso il mondo tecnologico, 

introducendo il concetto di bias, prima cognitivo e poi algoritmico. Si 

approfondiscono le cause per cui le distorsioni umane si trasferiscono nei 

dati e nei sistemi, dando origine a quella che si può definire “intelligenza 

discriminante”.  



3 
 

Il terzo capitolo offre il contesto prettamente tecnologico, delineando una 

storia concettuale dell’IA, dal Machine Learning al Natural Language 

Processing (NLP) e, presentando le caratteristiche degli strumenti che 

saranno oggetto dell’analisi empirica.  

Il cuore metodologico del lavoro è esposto nel quarto capitolo, dove 

vengono dettagliati gli obiettivi, le domande di ricerca e il disegno 

sequenziale esplorativo adottato, descrivendo le procedure dell’audit 

algoritmico (fase qualitativa) e del questionario (fase quantitativa).  

Infine, il quinto capitolo è dedicato alla presentazione e discussione dei 

risultati della ricerca. I dati qualitativi e quantitativi vengono prima 

analizzati separatamente e poi incrociati, per offrire una visione integrata 

della manifestazione dei bias e della loro percezione da parte degli utenti.  

L’ambizione di questo lavoro è quindi duplice: da un lato, mappare e 

documentare le forme concrete con cui il bias di genere opera nell’IA di 

uso quotidiano; dall’altro, sondare la complessa relazione tra utenti e 

tecnologia, fornendo una base empirica per un dibattito più consapevole 

su come progettare un futuro tecnologico più equo e inclusivo. 
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CAPITOLO 1: STEREOTIPI DI GENERE E IL LORO 

RUOLO NELLA SOCIETÀ 

 

1.1  Le differenze di genere  

Ovunque possiamo osservare differenze nel modo in cui uomini e donne 

(e quindi ragazzi e ragazze) si vestono, nelle attività che svolgono e in ciò 

che dicono di volere. Più ragazzi che ragazze fanno sport competitivi, 

giocano con le bambole, molti corsi di studio sono caratterizzati da una 

prevalenza di ragazzi o di ragazze, e più donne che uomini fanno i genitori 

a tempo pieno. Ma quando uomini e donne mostrano differenze, queste da 

quali fattori dipendono? Molte persone pensano che le differenze di genere 

nei comportamenti e nelle scelte siano un fatto “naturale”, causato da 

diversità biologiche, come ad esempio il tipo di ormoni, l’anatomia o la 

struttura del cervello. In parte vi è una dose di verità; un esempio di 

influenza biologica è il fatto che il testosterone - un ormone che hanno sia 

gli uomini che le donne, ma che è presente in misura maggiore nei maschi 

- incoraggia comportamenti aggressivi e di dominanza. Ciò suggerisce che 

i livelli di comportamento aggressivo più elevati che si riscontrano negli 

uomini, in media, sono in parte causati dal fatto che i maschi hanno più 

testosterone delle femmine. Eppure, non vi è un rapporto di causalità 

unidirezionale, dall'ormone al comportamento, dato che gli stessi 

cambiamenti nell'ambiente sociale possono mutare i livelli di testosterone. 

Per esempio, uno studio ha mostrato che il testosterone degli uomini 

aumenta prima di un evento atletico competitivo, e quello dei vincitori 

rimane alto anche dopo, mentre quello dei perdenti cala (Mazur & Booth, 

1998). Un'altra differenza biologica è data dal fatto che solo le donne 

allattano al seno i bambini, ma gli uomini partecipano molto di più nella 

cura dei figli in alcune società piuttosto che in altre, il che dimostra che 

esiste anche un effetto sociale.  
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I sociologi si concentrano sulle cause sociali dei fenomeni e, se la biologia 

ha chiaramente un ruolo nelle differenze fra uomini e donne, la ricerca 

sociologica ha mostrato che le forme di organizzazione sociale hanno 

potenti effetti su tali differenze. I processi sociali e la struttura sociale che 

creano e sostengono le differenze e le diseguaglianze di genere vengono 

spesso sintetizzati con l'espressione costruzione sociale del genere. Le 

società si basano su un ampio sistema di genere composto da modelli di 

comportamento e interazioni sociali tra piccoli gruppi, in cui ciò che ci si 

aspetta da una persona e ciò che in una persona viene premiato varia in 

base al genere di appartenenza, e anche da istituzioni come le scuole, le 

chiese, le grandi aziende o i governi, che definiscono politiche e regole 

distinte in base all'appartenenza al sesso maschile o femminile (Risman, 

2004). Quando gli uomini hanno in modo sistematico più potere delle 

donne nella politica, nell'economia e nella famiglia, il sistema di genere è 

detto patriarcale. 

Uno dei modi in cui il genere viene costruito a livello sociale è il processo 

di socializzazione. La socializzazione è il percorso attraverso cui un 

individuo viene integrato in un gruppo sociale, o in una comunità, 

apprendendo le sue norme e le sue pratiche. Parte di ciò che viene appreso 

durante il processo di socializzazione è costituito da convenzioni di genere 

- cosa i ragazzi devono fare diversamente dalle ragazze, o le donne 

diversamente dagli uomini. I genitori sono agenti importanti del processo 

di socializzazione. Molti genitori vestono in modo differenziato bambini 

e bambine, decorano in modo differente le loro camere, hanno per loro 

diverse aspirazioni e non danno loro gli stessi giocattoli. Le pratiche di 

socializzazione cambiano e questo si può osservare nel fatto che le ragazze 

ora sono incoraggiate a partecipare a un numero maggiore di attività 

rispetto solo a qualche decennio fa. Ad esempio, molti genitori oggi 

spingono le figlie a fare sport e danno loro giocattoli che prima erano 
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pensati solo per i figli maschi, come i Lego o le macchinine - anche se i 

genitori che hanno cominciato a dare le bambole ai maschi restano una 

minoranza. Diversi studi dimostrano che i padri - più delle madri - sono 

particolarmente contrari a concedere ai figli maschi giochi o attività 

considerate tipicamente femminili, come frequentare danza classica 

(Maccoby & Jacklin, 1974). Anche il gruppo dei pari è un importante 

agente di socializzazione: i gruppi di maschi spesso ostracizzano i ragazzi 

che non sono visti come sufficientemente mascolini sulla base degli 

stereotipi vigenti, e ridicolizzano quelli che pensano essere omosessuali 

(Pascoe, 2007). 

Un altro importante agente di socializzazione è costituito dai mass media 

- musica pop, film, televisione, siti Internet e pubblicità. Molti di noi 

ascoltano e guardano centinaia di contenuti mediatici in una giornata. Nei 

film e in televisione, le donne che interpretano ruoli sentimentali quasi 

sempre sono giovani, magre e sembrano modelle. Gli uomini, al contrario, 

possono interpretare ruoli sentimentali anche essendo più vecchi e 

appesantiti. Le pubblicità di norma mostrano donne, più che uomini, 

impegnate in lavori domestici. Gli uomini sono rappresentati in posizioni 

di potere nell'economia, nella politica e nello sport. Alcune di tali 

rappresentazioni riflettono semplicemente la realtà sociale attuale, ma 

uomini e donne sono mostrati nei media in una più limitata gamma di ruoli 

di quella presente nella vita reale (Holtzman, 2000). La socializzazione 

non si limita alla fase della crescita, ma è un processo continuo ed esteso 

a tutto l'arco della vita, perché chi ci circonda prosegue a influenzarci, 

continuiamo a guardare e ascoltare le rappresentazioni mediatiche, e siamo 

soggetti all'azione di grandi istituzioni come la religione e il governo. 
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1.1.2 Le differenze di genere variano nel tempo e nello spazio  

Ci sono due motivi per cui molte delle differenze più tipiche che 

osserviamo fra uomini e donne sono, almeno in parte, costruite 

socialmente. Prima di tutto, il genere varia a seconda dei diversi 

luoghi e degli ambienti sociali, in differenti culture e persino in 

diverse situazioni all'interno di una singola società. In secondo 

luogo, il modo in cui la società è organizzata lungo le linee di 

genere è cambiato nel corso del tempo.  

Un esempio della variabilità sociale del genere è dato dal fatto che 

gli uomini e le donne si conformano maggiormente alle norme di 

mascolinità e femminilità quando sanno di essere osservati. A 

questo proposito riporto i dati di uno studio rivelatore. Un gruppo 

di ricerca lo ha scoperto in uno studio in cui è stato chiesto a degli 

studenti del college di giocare a un videogame in cui dovevano, in 

un primo momento, difendersi e poi attaccare, lanciando bombe. Il 

numero di bombe che uno studente lanciava era preso come misura 

dell'aggressività di comportamento. I ricercatori volevano capire se 

ci fosse una differenza di genere nel livello di aggressività, perché 

molte persone pensano che gli uomini siano più aggressivi delle 

donne e alcuni studi precedenti hanno individuato questa 

caratteristica come differenza tra i sessi (Hyde 1984; Hyde 2005). 

Ma quanta parte di tali differenze è solo questione di come le 

persone fanno ciò che gli altri si aspettano da loro e non agiscono 

invece in base alle loro inclinazioni? Per scoprirlo, i ricercatori 

hanno diviso casualmente gli studenti che avevano aderito al 

progetto in due metà. Quando il procedimento di campionamento è 

realmente casuale, è garantito che i due gruppi siano equivalenti 

sotto più o meno tutti i punti di vista prima che l'esperimento 

cominci. In questo esperimento a campionamento casuale, i 
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partecipanti di uno dei due gruppi sapevano che le loro azioni 

durante il gioco sarebbero state monitorate dai ricercatori. L'altro 

gruppo riceveva un diverso trattamento: ai suoi membri veniva fatto 

credere che nessuno stesse osservando le partite. In questo secondo 

gruppo, gli uomini non hanno gettato più bombe delle donne. Nel 

primo, invece, dove i giocatori sapevano di essere osservati, gli 

uomini hanno gettato molte più bombe delle donne (Lightdale & 

Prentice, 1994). 

Come illustra la Figura 1, i ricercatori hanno concluso che 

comportamenti di genere stereotipati si verificano con più 

probabilità quando gli individui sanno di essere osservati. 

Naturalmente, le persone vengono osservate per gran parte della 

loro vita, a scuola, a casa, in famiglia, al lavoro, negli incontri 

sociali o per strada. Questo suggerisce che alcuni dei modi in cui 

donne e uomini agiscono derivi dal tentativo di mettere in atto 

comportamenti conformi a ciò che gli altri si aspettano dagli 

appartenenti al loro sesso. Evidentemente questa pressione sociale, 

anche senza pene e ricompense, ha un effetto. Nonostante questo 

studio si sia concentrato solo sull'aggressività, possiamo 

immaginare che ogni sorta di altra differenza di genere possa essere 

influenzata dalle aspettative sociali. 
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Figura 1. Differenze medie di genere nell’aggressività in condizione monitorata 

e non monitorata.  

 

Fonte: nostra elaborazione, dati tratti da Lighdate and Prentice (1944), pp. 34-

44. 

 

1.2  Stereotipi: definizione e origine  

Per comprendere il concetto di stereotipo, può essere utile partire 

dall’origine della parola stessa, che suggerisce un’idea di rigidità e 

ripetizione. Il termine deriva infatti dal greco stereòs (rigido) e tupòs 

(impronta) e veniva usato in tipografia per gli stampi che permettevano di 

riprodurre la stessa immagine più e più volte. Questa metafora è molto 

efficace per descrivere la funzione sociale degli stereotipi: sono schemi di 

pensiero già pronti che finiscono per influenzare il modo in cui le persone 

vedono la realtà, condizionando così i loro comportamenti e le loro 

interazioni (Pojaghi & Nicolini, 2003).  

Non bisogna pensare agli stereotipi come a semplici descrizioni del 

mondo. Sono, piuttosto, delle strutture mentali che guidano 

nell’organizzare e interpretare le informazioni. Ci offrono una scorciatoia 

per semplificare la complessità del reale, ma è proprio in questa 

semplificazione che si nasconde un rischio: quello di cadere in pregiudizi 
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e discriminazioni (Galimberti, 1997). La loro forza sta nella loro rigidità e 

nella loro resistenza al cambiamento; è questo che li rende potenti veicoli 

di trasmissione culturale, che si assorbono fin dall’infanzia e che poi si 

riproducono senza nemmeno accorgersene nel corso della vita (Mazzara, 

1997 & Villano, 2003).  

Gli stereotipi di genere sono forse una delle forme più pervasive di 

stereotipizzazione, perché vanno a toccare il cuore dell’identità e delle 

opportunità di ciascuno. Si fondano sull’idea che uomini e donne abbiano 

caratteristiche naturali che non possono cambiare e che, di conseguenza, 

definiscono i loro ruoli nella società. In realtà, la ricerca sociologica ha 

ampiamente dimostrato come il genere sia una costruzione culturale, che 

cambia a seconda del periodo storico e del contesto sociale. Assegnare 

ruoli e aspettative basandosi solo sul sesso biologico non è quindi un fatto 

oggettivo, ma l’esito di lunghi processi sociali che si rafforzano nel tempo 

tramite l’educazione, i media e le regole delle istituzioni (Pojaghi, 2011). 

L’educazione e le esperienze fatte da bambini giocano un ruolo chiave nel 

modo in cui si assorbono gli stereotipi di genere. È fin da piccoli, infatti, 

che maschi e femmine ricevono una socializzazione diversa, che li guida 

verso un’identità di genere che rispetti le attese della società. Un esempio 

molto chiaro è quello dei giocattoli: alle bambine si regalano spesso 

bambole o piccole cucine, quasi a prepararle a un futuro di cura della casa, 

mentre ai bambini si offrono giochi che incoraggiano la competizione e 

l’ingegno tecnico (Il Bo Live – Università di Padova)1. Queste differenze, 

però, non si fermano ai giochi d’infanzia. Esse hanno un peso anche più 

avanti, nelle scelte scolastiche e professionali, e finiscono per rafforzare la 

 
1 Articolo pubblicato all’interno della testata online di Il Bo Live, il magazine ufficiale 

dell’Università di Padova (Carraro, L.; Miscioscia M. & Pozzoli, T. (2024). Giochi e ruoli: come 

nascono gli stereotipi di genere. Il Bo Live. https://ilbolive.unipd.it/it/news/scienza-

ricerca/giochi-ruoli-come-nascono-stereotipi-genere 

https://www.google.com/url?sa=E&q=https%3A%2F%2Filbolive.unipd.it%2Fit%2Fnews%2Fscienza-ricerca%2Fgiochi-ruoli-come-nascono-stereotipi-genere
https://www.google.com/url?sa=E&q=https%3A%2F%2Filbolive.unipd.it%2Fit%2Fnews%2Fscienza-ricerca%2Fgiochi-ruoli-come-nascono-stereotipi-genere
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divisione di genere nel mondo del lavoro. Non è un caso che le ragazze 

siano spesso indirizzate verso studi umanistici e i ragazzi verso materie 

tecnico-scientifiche. Tutto ciò non fa che perpetuare un modello sociale 

che vede le donne nei ruoli di cura e gli uomini in quelli di comando e 

innovazione (Priulla, 2011).  

La domanda sorge spontanea: perché gli stereotipi di genere sono così 

difficili da sradicare? La loro persistenza è aiutata da una serie di 

meccanismi, sia psicologici che sociali. Uno dei più studiati è la cosiddetta 

“minaccia dello stereotipo” (stereotype threat). Si tratta di un fenomeno 

psicologico che mostra come il semplice fatto di essere esposti a uno 

stereotipo negativo possa peggiorare le nostre prestazioni. Uno studio 

condotto all’Università di Padova, ad esempio, ha notato che le 

studentesse a cui veniva ricordata la presunta “inferiorità” femminile in 

matematica ottenevano risultati peggiori nei test. Questo fatto dimostra 

che gli stereotipi non sono idee astratte; hanno un impatto reale e concreto 

sulla vita delle persone, limitandone il potenziale e condizionandone il 

percorso personale e professionale (Gilligan, 1982). 

Un’altra caratteristica cruciale degli stereotipi di genere è che non si 

accontentano di descrivere come uomini e donne so, ma prescrivono come 

dovrebbero essere. In pratica, stabiliscono dei modelli di comportamento 

ritenuti giusti per ciascun genere. Questo crea un sistema di aspettative 

sociali che finisce per penalizzare chi non si adegua. Pensando ad un uomo 

che mostra le proprie emozioni o a una donna che punta a un ruolo di 

comando, entrambi rischiano di essere giudicati negativamente, perché il 

loro comportamento si discosta dagli standard imposti dalla cultura 

dominante (Priulla, 2011).  

Questa rigidità si vede bene anche nelle dicotomie che la società usa per 

definire la mascolinità e la femminilità. Da una parte la razionalità, 

l’autonomia e la forza, associate agli uomini; dall’altra l’emotività, la 
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dipendenza e la cura, associate alle donne. Le rappresentazioni elencate 

non sono solo idee nell’aria, ma si trasformano in disuguaglianze concrete: 

nelle opportunità di lavoro, nella distribuzione del potere e, in generale, 

nella possibilità di partecipare pienamente alla vita pubblica.  

 

1.3  Impatti sociali degli stereotipi di genere 

Alcune aspettative sociali sono basate su stereotipi, credenze che spesso 

risultano in descrizioni false o esagerate del gruppo in questione. Queste 

credenze vengono poi applicate a singoli membri del gruppo, per i quali 

possono anche non essere affatto vere. Il ricercatore statunitense Steven J. 

Spencer, tramite un’interessante tesi di dottorato, ha voluto indagare se 

l'esposizione all'idea che i maschi abbiano migliori risultati scolastici (per 

esempio, in matematica) contribuisca a produrre la realtà che vorrebbe 

semplicemente descrivere. Per scoprirlo, il ricercatore assieme ai suoi 

colleghi, ha assegnato in modo casuale studenti maschi e femmine a due 

diversi gruppi - uno a cui era stato detto che i maschi hanno risultati 

migliori, e uno a cui era stato detto che nella media non c'è alcuna 

differenza di genere. A quel punto ai maschi e alle femmine è stato chiesto 

di autovalutare le proprie capacità. Nel gruppo dove era stato detto che gli 

uomini hanno risultati migliori, le donne si sono autovalutate con punteggi 

più bassi di quelli degli uomini, mentre questa differenza era minore nel 

gruppo cui era stato detto che non esisteva alcuna differenza (Correll, 

2004). In un altro esperimento si sono creati due gruppi casuali con la 

stessa procedura e poi si è chiesto a entrambi di fare un test di matematica. 

Nel gruppo cui era stato detto che i risultati dei maschi sono migliori, i 

maschi hanno in effetti ottenuto punteggi, in media, più alti delle femmine; 

ma nell'altro la media dei punteggi degli uomini e delle donne è stata 

uguale (Spencer et al., 1999). Da questi studi emerge che ciò che viene 

detto alle persone riguardo ai risultati relativi alla categoria del sesso di 
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appartenenza ha un'influenza sulle loro effettive performance - e ciò 

accade anche se la generalizzazione che viene loro comunicata è falsa. 

Pertanto, stereotipi che sono falsi tendono a produrre la realtà che 

sostengono, anche se a priori la differenza non esisteva.  

Il contesto sociale può anche determinare quanto un uomo debba avere un 

comportamento da "vero uomo", virile. Un gruppo di ricercatori 

dell’Università di Chicago lo ha dimostrato in un esperimento di circa 

dieci anni fa, in cui studenti universitari maschi e femmine erano divisi in 

maniera casuale in due gruppi. Per prima cosa, agli studenti veniva 

somministrato un questionario sull'identità di genere. In seguito, veniva 

dato loro un feedback che spiegava se le risposte che avevano dato li 

connotavano come mascolini o femminili. Ma, in realtà, ciò che veniva 

detto loro era inventato: agli uomini che erano finiti per caso nel primo 

gruppo veniva detto che avevano ottenuto un punteggio femminile; a 

quelli che erano finiti nell'altro veniva detto che avevano ottenuto un 

punteggio maschile. Analogamente, vide minacciata la propria identità di 

genere un gruppo di donne selezionato casualmente: a queste donne, 

infatti, fu detto che erano in qualche modo maschili; alle altre, invece, fu 

detto che erano femminili. La cosa interessante era l'effetto sugli uomini 

cui veniva detto che il loro risultato li collocava nella categoria femminile. 

La figura 2 mostra i risultati di questo studio. Nel momento in cui a questi 

partecipanti è stato dato un secondo questionario, i maschi hanno espresso 

maggior sostegno alla guerra, attitudini più negative nei confronti dei gay, 

più interesse per i SUV e hanno resistito più a lungo a una prova di forza 

(Willer et al., 2013). Cosa altrettanto interessante, l'atteggiamento delle 

donne con il secondo questionario non ha mostrato cambiamenti 

significativi nel risultato, indipendentemente dal fatto che fosse stato detto 

loro che erano femminili o mascoline. A partire da questo studio si può 

concludere che gli uomini desiderano apparire mascolini, e quando 
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sospettano che gli altri possano mettere in dubbio la loro mascolinità, 

raddoppiano gli sforzi per avere atteggiamenti che la società codifica come 

mascolini. Diversamente, le donne sembrano essere meno preoccupate di 

quanto femminili appaiono, il che riflette una minor pressione sociale su 

di loro rispetto alla necessità di agire in modo femminile. 

Tali studi non provano necessariamente l'irrilevanza del dato biologico 

sulle differenze di genere. Inoltre, dato che mostrano che le differenze di 

genere variano a seconda della situazione sociale, possiamo concludere 

che alcune delle diversità che osserviamo derivano da forze sociali. Il fatto 

che le diseguaglianze di genere siano cambiate nel corso del tempo è 

un'ulteriore prova che il genere è almeno in parte socialmente determinato 

e che gli aspetti biologici non determinano per intero il nostro destino.  

Figura 2. Effetto della minaccia dell’identità di genere sugli atteggiamenti dichiarati di 

uomini e donne. 

 

0

1

2

3

4

5

6

7

Opinioni negative
sull'omosessualità

Opinioni favorevoli
sul prevalere dei

gruppi forti

Sostegno alla
guerra in Iraq

Interesse per i SUV

Uomini

Identità di genere minacciata Identità di genere non minacciata



15 
 

 

Nota: dal punto di vista statistico, tutte le differenze tra condizioni minacciate e 

condizioni non minacciate, sono significative soltanto per gli uomini, non lo sono mai 

per le donne.  

Fonte: nostra elaborazione, dati tratti da Willer et al (2013).  

 

1.4  Critiche e prospettive di superamento degli stereotipi  

Gli stereotipi di genere, sebbene siano stati ampiamente studiati e 

riconosciuti come costruzioni sociali capaci di influenzare profondamente 

le dinamiche individuali e collettive, continuano a esercitare un ruolo 

pervasivo nella società contemporanea. Lungi dall’essere semplici 

rappresentazioni schematiche della realtà, essi si configurano come 

dispositivi culturali in grado di modellare il comportamento e le 

opportunità degli individui, contribuendo alla riproduzione di gerarchie 

sociali e disparità di genere (Galimberti, 1997; Mazzara, 1997; Villano, 

2003). Tuttavia, negli ultimi decenni, il dibattito attorno agli stereotipi ha 

assunto una dimensione sempre più complessa, con un crescente numero 

di studi e interventi educativi volti al loro superamento (Tajfel, 1981). 

Uno degli ambiti più discussi in questo contesto è quello dell’educazione 

di genere, considerata uno strumento essenziale per contrastare la 
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trasmissione degli stereotipi fin dall’infanzia e favorire lo sviluppo di una 

società più equa e inclusiva (Pojaghi, 2011). Nonostante le buone 

intenzioni che hanno guidato l’introduzione di programmi educativi volti 

a decostruire gli stereotipi di genere, questi interventi hanno spesso 

incontrato resistenze e critiche, sia da parte delle famiglie che da alcune 

istituzioni (De Angelis & Lozupone, 2018). Il principale nodo della 

questione risiede nella percezione, da parte di una parte dell’opinione 

pubblica, che tali programmi possano trasformarsi in strumenti ideologici 

piuttosto che in percorsi realmente volti a favorire il pensiero critico e la 

libera espressione dell’identità individuale. Secondo alcuni studi, 

l’applicazione di progetti educativi sul tema del genere ha rivelato diverse 

criticità, tra cui l’assenza di una riflessione pedagogica approfondita e la 

mancanza di strumenti adeguati a valutare l’efficacia di tali iniziative. 

Una delle principali problematiche emerse riguarda la modalità con cui 

questi interventi vengono introdotti all’interno delle scuole. In molti casi, 

le famiglie lamentano una scarsa trasparenza da parte delle istituzioni 

educative e una limitata possibilità di partecipazione attiva alla definizione 

dei contenuti proposti (Pati, 2014). Questo ha portato a un clima di 

diffidenza nei confronti dei progetti di educazione di genere, spesso 

percepiti come imposti dall’alto piuttosto che frutto di un dialogo aperto e 

condiviso tra scuola, genitori e studenti. La questione diventa ancora più 

delicata quando tali interventi vengono associati, erroneamente o meno, a 

una presunta volontà di ridefinire le identità di genere in termini assoluti, 

piuttosto che semplicemente decostruire le rigidità imposte dagli stereotipi 

tradizionali (Priulla, 2011). 

Malgrado le significative trasformazioni sociali e culturali recenti, gli 

stereotipi di genere continuano a influenzare la società, dimostrando una 

forte capacità di resistere al cambiamento e di adattarsi ai nuovi contesti 

storici. La loro riproduzione avviene attraverso svariati canali – dai media 
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alla politica – che contribuiscono a mantenere vive concezioni ormai 

smentite dalla ricerca scientifica (Priulla, 2011). Appare quindi chiaro che, 

per contrastare tale fenomeno, serva un approccio critico volto a 

decostruire gli stereotipi e a metterne a nudo origini e implicazioni. È solo 

attraverso una riflessione consapevole, infatti, che si possono superare le 

rigidità culturali e promuovere una visione più dinamica delle identità 

(Pojaghi, 2011). Comprendere uno stereotipo, dunque, non vuol dire 

semplicemente negarlo, ma analizzarne la storia e gli effetti. In questo 

senso, l’analisi del genere cessa di essere un mero esercizio teorico per 

diventare un passaggio fondamentale verso una società più giusta, in cui 

le persone siano libere di realizzare il proprio potenziale.  

Queste criticità impongono di ripensare l’approccio all’educazione di 

genere, orientandolo verso una strategia più equilibrata e inclusiva. È 

fondamentale, in primo luogo, che i progetti di superamento degli 

stereotipi si fondino su solide basi pedagogiche e scientifiche, così da 

evitare narrazioni semplicistiche che potrebbero generare nuove 

stereotipizzazioni. Come evidenziato da diversi esperti, la lotta agli 

stereotipi non può risolversi nella sostituzione di un modello con un altro; 

deve piuttosto stimolare un approccio critico che permetta a ogni individuo 

di maturare una consapevolezza autonoma delle dinamiche di genere 

(Gilligan, 1987).  

In questo processo, il ruolo di scuola e famiglia è altrettanto cruciale. Per 

orientarsi verso il superamento degli stereotipi serve favorire un dialogo 

costante tra istituzioni, genitori e studenti, al fine di costruire percorsi 

condivisi che rispettino le diverse sensibilità. In quest’ottica, il concetto di 

corresponsabilità educativa, già noto in pedagogia, assume un ruolo 

centrale: scuola e famiglia devono collaborare per una crescita armonica 

degli studenti, facendo sì che l’educazione di genere sia vista come 
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un’opportunità di arricchimento e non come un’imposizione ideologica 

(Lozupone & De Angelis, 2018).  

Una delle prospettive più promettenti in questo campo, è, infine, 

l’adozione di una pedagogia autenticamente inclusiva, che valorizzi le 

differenze senza “cristallizzarle” in nuove gabbie identitarie. L’obiettivo 

educativo dovrebbe essere quello di fornire gli strumenti critici per 

decostruire gli stereotipi, senza obbligare ad aderire a nuovi modelli. La 

pluralità e la flessibilità dell’identità devono quindi diventare il fulcro del 

dibattito educativo, creando un ambiente di apprendimento in cui ogni 

studente si senta libero di esplorare chi è, senza essere vincolato da schemi 

precostruiti (Priulla, 2011).  

 

CAPITOLO 2: BIAS E INTELLIGENZA ARTIFICIALE 

 

2.1 Bias: un’introduzione tra origine contesto  

Per comprendere a fondo il concetto di bias, è utile partire da una 

distinzione fondamentale: quella con la fallacia logica. Mentre la fallacia 

è un errore strutturale nel ragionamento, studiato dalla filosofia, il bias è 

una distorsione del giudizio che nasce nel campo della psicologia 

cognitiva. Si tratta di un’alterazione del pensiero, condizionata da 

preconcetti, che porta a commettere errori di valutazione e a perdere 

obiettività (Motta, 2020)2. Nonostante la distinzione, i due concetti sono 

spesso legati, poiché un bias può essere la causa scatenante di 

un’argomentazione fallace.  

 
2 Cfr articolo “le fallacie logico-argomentative nel linguaggio politico” su 

www.giuseppemotta.it. 

http://www.giuseppemotta.it/
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L’etimologia del termine “bias” suggerisce già la sua natura: deriva dal 

greco epikársios (obliquo), un concetto che nel gioco delle bocce indicava 

un tiro storto e sfavorevole. A partire dal XVI secolo, il suo significato si 

è esteso a indicare un’inclinazione o una predisposizione del pensiero. La 

sua affermazione scientifica come “bias cognitivo” è però molto più 

recente e va ricondotta al pioneristico “Heuristics and Bias Program” 3, 

avviato nei primi anni ’70 dagli psicologi Daniel Kahneman e Amos 

Tversky. La loro ricerca sfidava l’idea classica di un essere umano 

puramente razionale, indagando come le persone prendono decisioni in 

contesti di incertezze e ambiguità. I risultati sperimentali dimostrarono 

che, anziché seguire complessi processi logici, gli individui si affidano a 

un numero limitato di scorciatoie mentali o euristiche (Tversky & 

Kahneman, 1974).  

La psicologia cognitiva ha infatti confermato che il pensiero umano non è 

sempre lineare e razionale. L’evoluzione ha dotato gli individui di 

automatismi che, basandosi su euristiche, hanno permesso di sopravvivere 

in contesti ostili prendendo decisioni rapide. Tali meccanismi di pensieri 

automatico, noti come “sostituzione dell’attributo”, si attivano 

inconsciamente: di fronte a un problema complesso, la mente lo sostituisce 

con uno più semplice, trovando una soluzione rapida. Se da un lato le 

euristiche sono efficienti nella vita di tutti i giorni, dall’altro rappresentano 

un terreno fertile per le distorsioni: i bias cognitivi ne sono il “lato oscuro”, 

la tendenza a trarre conclusioni errate pur di favorire la velocità 

decisionale.  

 
3 Il contributo rivoluzionario fornito dai due autori fu riconosciuto nel 2002, quando a Daniel 

Kahneman fu assegnato il premio Nobel per l’Economia “per avere integrato risultati della 

ricerca psicologica nella scienza economica, specialmente in merito al giudizio umano e alla 

teoria delle decisioni in condizioni d’incertezza”. 
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L’essere umano moderno, a differenza dei suoi antenati, non vive in un 

ambiente tanto ostile fisicamente quanto complesso psicologicamente. Il 

sovraccarico di informazioni e la continua esposizione a messaggi 

mediatici manipolativi hanno eroso lo spazio evolutivo delle euristiche, 

rendendo gli automatismi umani mentali più vulnerabili che mai. 

 

2.2 Bias cognitivi e tipologie  

I bias cognitivi si configurano come costrutti mentali fondati su percezioni 

errate, pregiudizi o ideologie che operano in assenza di un adeguato 

giudizio critico. Essi spingono a prendere decisioni in modo superficiale, 

senza un sufficiente impegno riflessivo, e rappresentano errori di 

ragionamento comuni che influenzano le scelte e i comportamenti nella 

vita quotidiana. Si possono considerare come l’applicazione disfunzionale 

di particolari euristiche, le quali, da semplici scorciatoie mentali per 

attingere a informazioni già presenti in memoria, si trasformano nel tempo 

in pregiudizi radicati, applicati anche a situazioni di cui non si ha 

esperienza diretta.  

Mentre le euristiche offrono strumenti rapidi e pratici per raggiungere una 

conclusione, i bias cognitivi ne costituiscono la degenerazione: espedienti 

inefficaci che poggiano su preconcetti astratti, assunti a priori e mai 

sottoposti a una reale valutazione critica. Il pensiero umano si avvale 

ampiamente di processi euristici, adottando modalità veloci e intuitive 

spesso distaccate dalla logica formale. Il carattere problematico di questi 

meccanismi mentali non risiede tanto nella loro esistenza, quanto nella 

loro rigidità e inflessibilità, che conducono a interpretare gli eventi in 

modo irrealistico e negativo. Quando tali errori di ragionamento diventano 

sistematici, possono generare pensieri e credenze false, con un profondo 

impatto sul vissuto emotivo e sulla percezione della realtà.  
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A questo si aggiunge un frequente meccanismo di negazione: si tende a 

non riconoscere i propri errori, specialmente quando le evidenze 

minacciano l’autostima individuale. Emerge spesso un’asimmetria 

percettiva, per cui si riconoscono con facilità gli errori cognitivi altrui 

mentre si negano i propri. Ciononostante, la ricerca psicologica ha 

ampiamente dimostrato che i bias cognitivi sono un fenomeno inevitabile 

a cui tutti, incluse le persone più intelligenti e aperte al nuovo, sono 

soggetti (Kahneman, 2011).   

La spiegazione di questa tendenza a privilegiare le euristiche a scapito del 

pensiero razionale, cadendo così nelle trappole delle distorsioni, risiede 

nell’architettura funzionale del cervello. Secondo le teorie consolidate 

della psicologia e delle neuroscienze, l’apparato cognitivo umano è 

composto da due sistemi di ragionamento che operano in parallelo, talvolta 

in opposizione, svolgendo funzioni distinte ma entrambe essenziali 

(Stanovich & West, 2000)4. 

Il Sistema 1 è identificato come il meccanismo primordiale del cervello, 

governando l’intuito e l’istinto. La sua funzione principale è quella di 

elaborare conclusioni rapide, un’abilità evolutiva essenziale per la 

sopravvivenza. In contesti di potenziale pericolo, ad esempio, la rapidità 

di reazione è un fattore critico, poiché ogni ritardo potrebbe avere 

conseguenze fatali. Di conseguenza, il Sistema 1 tende a prevalere di 

fronte a problema percepiti come semplici o in situazioni di routine che 

richiedono una risposta immediata.  

 
4 Definita come la “Teoria del doppio processo (Dual Process Theory), comunemente associata 

a Kahneman, in realtà ha avuto origine dai due studiosi sopracitati. Stanovich, K. E., & West, R. 

F. (2000). Individual differences in reasoning: Implications for the rationality debate? Behavioral 

and Brain Sciences, 23(5), 645-665. 
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Al polo opposto si colloca il Sistema 2, dedicato alla riflessione, al calcolo 

e al ragionamento profondo. Quest’ultimo rappresenta una delle funzioni 

più avanzate del cervello, responsabile dell’approccio critico, delle analisi 

complesse e delle verifiche logiche. A differenza dell’istinto, il Sistema 2 

deve essere attivato consapevolmente e il suo impiego richiede un 

notevole sforzo cognitivo. Il Sistema 1, attivandosi in modo automatico e 

involontario, suggerisce risposte istintive e deduzioni immediate prima 

che il Sistema 2 abbia l’opportunità di analizzare la situazione in modo 

razionale. In determinate circostanze, la risposta intuitiva può apparire 

così plausibile da inibire del tutto l’attivazione del pensiero critico.  

Un chiaro esempio di questa dinamica è fornito da un noto esperimento di 

Shane Frederick (2005) 5 pubblicato nel Journal of Economic Perspectives 

(2005, pp. 25-42), basato su “domande a trabocchetto”. Nella sua ricerca, 

lo studioso propose il seguente quesito: “Una racchetta e una pallina da 

ping-pong costano assieme 1,10 dollari; la racchetta costa 1,00 dollaro in 

più della pallina. Quanto costa la pallina?”. La risposta intuitiva che la 

mente produce quasi istantaneamente è dieci centesimi. La conclusione, 

frutto del Sistema 1, è tuttavia impulsiva ed errata.  

Una breve riflessione, mediata dal Sistema 2, svela l’errore: se la pallina 

costasse dieci centesimi, la differenza di prezzo con la racchetta sarebbe 

di soli novanta centesimi, non di un dollaro come richiesto dal problema. 

La soluzione corretta, fornita da quasi tutti colore che sopprimono la prima 

risposta impulsiva, è cinque centesimi. Il test dimostra che riconoscere 

l’errore iniziale equivale a risolvere il problema.  

Sulla base di questi risultati, uno studio successivo condotto a Princeton, 

che analizzava le preferenze temporali, ha rilevato una correlazione 

 
5 Shane Frederick è professore associato di Scienze gestionali presso la Sloan School of 

Management del Massachusetts Institute of Technology di Cambridge, Massachusetts. 
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significativa: i soggetti che rispondevano “10 centesimi” mostravano una 

minore pazienza e una maggiore impulsività rispetto a colore che davano 

la risposta corretta. Questo ha portato all’elaborazione del Cognitive 

Reflection Test (CRT), un breve test composto dal problema della racchetta 

e da altri due quesiti simili, ideato per misurare la tendenza a scavalcare 

l’intuizione errata a favore di un ragionamento riflessivo (fig. 3).  

Figura 3. Test di riflessione cognitiva (CRT)  

 

 

 

 

Fonte: Journal of economic perspectives, 2005, pp. 25-42 

La natura dei tre problemi del Cognitive Reflection Test è ingannevolmente 

semplice dal momento che la soluzione corretta, una volta spiegata, appare 

ovvia. La difficoltà risiede nella necessità di inibire attivamente la risposta 

impulsiva, ed errata, generata dal Sistema 1. L’idea che questi quesiti siano 

strutturati per elicitare una risposta intuitiva inesatta è supportata da una 

serie di evidenze empiriche emerse dagli studi di Frederick.  

In primo luogo, si osserva una netta prevalenza delle risposte errate ma 

intuitive. Per i tre problemi, le risposte scorrette più comuni sono quasi 

sempre quelle ovvie (rispettivamente 10, 100 e 24), a discapito di altre 

possibili soluzioni esatte. 

In secondo luogo, l’analisi dei processi di pensiero dei partecipanti rivela 

che anche coloro che forniscono la risposta corretta hanno spesso 

considerato, e poi scartato, quella sbagliata. Ciò è evidente sia dai 

resoconti verbali sia dalle annotazioni a margine dei test, dove la risposta 
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“10 centesimi” risulta frequentemente cancellata accanto a quella corretta 

di “5 centesimi”, mentre non si verifica mai il contrario.  

In terzo luogo, sorge una distorsione nella percezione della difficoltà del 

problema. I partecipanti che hanno fornito la risposta errata tendono a 

giudicare il test significativamente più facile rispetto a colore che hanno 

risposto correttamente. Ad esempio, chi ha risposto “10 centesimi” ha 

stimato che il 92% degli altri partecipanti avrebbe risolto il quesito, mentre 

chi ha risposto “5 centesimi” ha abbassato la stima al 62%. Tale 

discrepanza suggerisce che chi arriva alla soluzione corretta è consapevole 

della trappola cognitiva e della possibilità di errore, a differenza di chi, 

cadendovi percepisce il problema come banale.  

Infine, un’ultima prova è data dal fatto che i partecipanti ottengono 

risultati notevolmente migliori in problemi strutturalmente analoghi ma 

che, richiedendo un calcolo matematico più complesso, inibiscono la 

risposta impulsiva e forzano l’attivazione del Sistema 2.  

Il meccanismo alla base del CRT e di altre situazioni simili è stato definito 

“illusione di sapere” (Palmarini, 1995). Si tratta di un trabocchetto 

cognitivo che suggerisce in modo implicito una risposta facile, plausibile 

e potentemente intuitiva. Questa risposta, fornita dal Sistema 1 e basata su 

un’euristica, viene spesso accettata senza alcuna verifica da parte del 

Sistema 2. Tale processo può portare alla formazione di convinzioni, 

schemi e correlazioni errate, influenzate da bias cognitivi che, radicandosi 

nel senso comune, diventano il fondamento di veri e propri pregiudizi.  

 

2.2.1 Una classificazione dei bias cognitivi 

La notevole quantità e varietà dei bias cognitivi ha spinto numerosi 

ricercatori a proporre sistemi di classificazione basati su differenti 

approcci e criteri, rendendo spesso difficile un confrotno diretto tra 
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le diverse tassonomie. Tra i modelli proposti, risulta 

particolarmente utile quello elaborato da Ceschi e Sartori a seguito 

di un’ampia ricerca empirica (Università di Verona, 2012)6. Questo 

modello identifica cinque gruppi principali di euristiche e bias, 

classificati in base alle predisposizioni individuali verso specifiche 

distorsioni cognitive:  

− Ancoraggio (anchoring): noto anche come “trappola della 

relatività”, questo bias si manifesta quando un processo 

decisionale viene dominato da un’informazione iniziale. 

L’individuo si “ancora” a un singolo valore o elemento, che 

diventa il punto di riferimento per ogni valutazione successiva, 

limitando l’analisi ad un insieme ristretto di possibilità (Tversky 

& Kahneman, 1974). 

− Bias del costo (cost bias): si verifica quando si tende a 

sovrastimare il valore dei costi o delle perdite potenziali. Tale 

distorsione influenza in modo significativo le scelte future, 

portando a decisioni irrazionali basate sulla percezione alterata 

del rischio o del sacrificio. 

− Bias del desiderio (desirability bias): in questo caso, le 

distorsioni sono direttamente influenzate dal desiderio e dal 

pensiero illusorio (wishful thinking). I processi decisionali 

vengono alterati dalla temdenza a credere che qualcosa sia vero 

solo perché si desidera che lo sia, ignorando evidenze contrarie.  

− Bias di inquadramento (framing): questo bias è determinato 

dall’influenza del contesto (o cornice) in cui una decisione viene 

presentata. Si manifesta quando uno specifico schema 

interpretativo, indotto dal modo in cui le informazioni sono 

 
6 Cfr. studio condotto all’Università di Verona da Ceschi, A. & Sartori, R. (2012) 

https://hdl.handle.net/11562/470757 

https://hdl.handle.net/11562/470757
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formulate, limita l’obiettività del giudizio e condiziona la scelta 

finale (Tversky & Kahneman, 1981). 

− Euristica della rappresentatività (representativeness heuristic): 

meccanismo cognitivo che pporta a violare le regole della 

probabilità. La mente tende a valutare la probabilità di un evento 

basandosi su quanto esso sia rappresentativo di uno stereotipo o 

di un prototipo, piuttsoto che su dati statistici oggettivi, 

trovando difficootà a elaborare stime corrette (Tversky & 

Kahneman, 1974). 

La tassonomia esposta fornisce un quadro coerente per 

classificare i bias in relazione ai processi mentali sottostanti. 

Offre così uno strumento di analisi utile a comprendere e, 

potenzialmente, mitigare gli effetti delle false rappresentazioni 

della realtà che tali distorsioni possono generare.  

 

2.3 Bias di genere: dal contesto sociale alla tecnologia 

Il bias di genere definisce un sistema di pregiudizi, stereotipi o 

discriminazioni sistematiche a sfavore di un genere rispetto a un altro. 

Manifestandosi in svariati contesti sociali, culturali e professionale, questo 

fenomeno arriva a influenzare le opportunità, le decisioni e la percezione 

stessa degli individui. Le sue radici, come evidenziato dalla ricercatrice 

sociale Marta Costa-Jussà (2019), affondano in preconcetti culturali e 

sociali che trovano espressione nelle strutture linguistiche, nei dati e, di 

conseguenza, nei sistemi di apprendimento automatico. 

Un’esemplificazione evidente si trova nelle professioni: numerose lingue, 

tra cui l’italiano, adottano il maschile grammaticale come forma neutra o 

predefinita, contribuendo così a consolidare l’idea che determinate 

occupazioni siano appannaggio esclusivo degli uomini. Tale distorsione 

linguistica si propaga inevitabilmente nei sistemi di intelligenza artificiale, 
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come nel caso delle traduzioni automatiche, che tendono ad associare 

specifici ruoli professionali a un genere determinato (Bolukbasi et al., 

2016).  

Oltre alla lingua e alla tecnologia, il bias di genere permea numerosi altri 

ambiti, tra cui il lavoro, l’educazione e i media. Questi ultimi, in 

particolare, svolgono un ruolo cruciale nel perpetuare tali distorsioni, 

veicolando rappresentazioni di donne in ruoli subordinati o associandole 

a caratteristiche stereotipiche come la cura della sfera domestica o 

l’aspetto fisico (Lauzen, 2020). Simili rappresentazioni non sono 

influenzare la percezione sociale, ma contribuiscono attivamente al 

mantenimento della disparità di genere esistenti. 

Le ricadute di tale fenomeno sono profonde, sia a livello individuale sia 

collettivo, poiché limitano le opportunità e condizionano l’autopercezione 

e le aspirazioni, specialmente tra le giovani. A questo fatto si collega il 

fenomeno dello stereotype threat (o minaccia dello stereotipo), la cui 

esistenza è supportata da diversi studi (Spencer et al., 1999). Esso si attiva 

quando un individuo teme di essere giudicato sulla base di uno stereotipo 

negativo associato al proprio gruppo sociale, un timore che può 

compromettere direttamente la sua performance. Nel contesto di genere, il 

timore di una donna di confermare lo stereotipo di una presunta inferiorità 

femminile nelle discipline matematiche può, ad esempio, minare la sua 

capacità di concentrazione e di problem-solving, portandola a ottenere 

risultati al suo reale potenziale.  

 

2.4  Bias nell’Intelligenza Artificiale (IA)  

L’intelligenza artificiale (IA) si pone come una delle innovazioni 

tecnologiche più significative dell’epoca contemporanea, dotata del 

potenziale di trasformare profondamente numerosi ambiti della vita 
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quotidiana e professionale. La sua progressiva diffusione, tuttavia, si 

scontra con ostacoli rilevanti, primo fra tutti il problema dei bias. Queste 

distorsioni possono compromettere il funzionamento di sistemi progettati 

per agire in modo neutrale e imparziale, introducendo pregiudizi e 

disparità dei loro risultati.  

Il bias in un sistema di IA emerge quando i suoi output sono influenzati da 

preconcetti che riflettono le caratteristiche dei dati di addestramento o le 

scelte progettuali dei programmatori. Come evidenziato da IBM (2023), 

le origini di tali problemi sono molteplici e includono l’uso di dataset non 

rappresentativi della realtà, l’impiego di algoritmi non ottimizzati e 

l’inevitabile soggettività interpretativa degli sviluppatori.  

Il concetto di bias è diventato centrale nel dibattito sull’IA e 

sull’apprendimento automatico, anche in risposta alle complesse sfide 

etiche derivanti dall’addestramento dei sistemi su vaste collezioni di dati, 

spesso contenenti informazioni sensibili (Savoldi et al., 2021; Wallach, 

2014). In questo contesto, una particolare attenzione è rivolta ai cosiddetti 

bias predittivi. Questi ultimi descrivono gli effetti distorsivi tipici dei 

modelli predittivi, i quali generano previsioni la cui distribuzione si 

discosta da un modello ideale, producendo così risultati sistematicamente 

diversi e potenzialmente iniqui per specifici gruppi sociali (Shan et al., 

2020).  

La principale fonte dei bias predittivi nei sistemi di IA risiede nell’utilizzo 

di dati storici che incorporano e riflettono pregiudizi e squilibri sociali già 

esistenti. Dal momento che i modelli di intelligenza artificiale apprendono 

dai dati con cui vengono addestrati, qualsiasi disuguaglianza o distorsione 

presente in tali dataset viene inevitabilmente assimilata e, 

successivamente, riprodotta nelle decisioni operate dal sistema. Tale 

fenomeno assume connotati particolarmente problematici nei contesti ad 
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alto impatto, dove gli algoritmi supportano decisioni cruciali in settori 

come la giustizia, la finanza e la selezione del personale. 

Un primo esempio significativo è quello del predictive policing (polizia 

predittiva), che impiega sistemi algoritmici per prevedere le aree a più alta 

probabilità di crimine al fine di ottimizzare l’allocazione delle risorse di 

polizia. Tali sistemi, tuttavia, mostrano una tendenza a penalizzare i gruppi 

socialmente svantaggiati, perpetuando e amplificando le disuguaglianze. 

Come evidenziato da Gebru (2020), gli algoritmi usati negli Stati Uniti si 

fondano su dati di arresti passati, i quali spesso rispecchiano pratiche di 

polizia storicamente discriminatorie verso le comunità afroamericane e 

ispaniche. Il risultato è un circolo vizioso: i sistemi intensificano la 

sorveglianza proprio nelle aree già soggette a un maggior numero di 

arresti, portando a un aumento degli stessi e confermando, di fatto, i 

pregiudizi iniziali (Crawford, 2017). 

Un secondo settore pesantemente influenzato dal bias predittivo è quello 

del credito e della finanza. Gli algoritmi per la valutazione del merito 

creditizio, basati su dati storici di prestiti, possono incorporare pregiudizi 

sistematici contro determinate categorie sociali. Shan et al. (2020) 

sottolineano come questi modelli rischino di penalizzare in modo 

sistematico donne e minoranze etniche, assegnando loro punteggi di 

credito inferiori rispetto a gruppi privilegiati a parità di condizioni 

economiche. Ciò si traduce in un limitato accesso a opportunità 

finanziarie, consolidando ulteriormente le disuguaglianze strutturali della 

società.  

Infine, anche il settore del reclutamento del personale ha mostrato la sua 

vulnerabilità al rischio di bias algoritmico. Un caso emblematico è quello 

del sistema di selezione automatizzato sviluppato da Amazon (Dastin, 

2018). Addestrato su un archivio storico di candidature in cui i profili 
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maschili erano prevalenti, il modello aveva appreso a discriminare le 

candidate donne, penalizzando i curriculum che contenevano parole 

chiave associate al genere femminile, come “women’s leadership” o i 

nomi di college femminili.  

La teoria degli atti linguistici di Austin (1962) offre un quadro 

interpretativo cruciale, sostenendo che il linguaggio non si limita a 

descrivere la realtà, ma possiede il potere di agire su di essa. Austin 

distingue tre dimensioni dell’enunciato: l’atto locutorio (l’atto di dire 

qualcosa, la frase stessa), l’atto illocutorio (l’azione che si compie nel dire 

qualcosa, come ordinare o prometter) e l’atto perlocutorio (l’effetto che si 

produce sull’ascoltatore, come persuadere o spaventare). Un’espressione 

diventa performativa quando la sua funzione principale non è descrittiva, 

ma è quella di modificare concretamente una situazione. 

Nel contesto tecnologico attuale, queste dinamiche performative si 

ripropongono nelle interazioni tra utenti e strumenti di intelligenza 

artificiale generativa. Lo studio di Gross (2023) sulle rappresentazioni di 

genere in ChatGPT applica proprio questo schema per analizzare come gli 

stereotipi vengano attuati attraverso le diverse dimensioni della 

performatività. 

A livello locutorio, le risposte di ChatGPT manifestano associazioni 

stereotipate. Sollecitato a descrivere un “professore di economia” o un 

“ingegnere brillante”, il modello tende a utilizzare il genere maschile, 

mentre per un “artista emotivo” ricorre al femminile, impiegando anche 

aggettivi distintivi per ciascuna categoria.  

L’atto illocutorio si conretizza nel modo in cui tali risposte perpetuano 

attivamente idee e pregiudizi di genre in vari contesti, dai curriculum vitae 

alle conversazioni. ChatGPT, ad esempio, ha narrato un incidente d’ufficio 

in modo tale da sessualizzare la figira femminile coinvolta, rendendo la 
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situazione imbarazzante per lei. Allo stesso modo, nella descrizione delle 

capacità genitoriali, ha rafforzato i ruoli tradizionali assegnando alla 

madre l’attributo “premurosa” e al padre quello “avventuroso”. Le 

differenze emergono anche nella stesura di un CV: le competenze tecniche 

sono collocate tra le prime per un profilo maschile e relegate in fondo per 

uno femminile, mentre per le donne vengono valorizzate le abilità 

comunicative, e la gestione di progetti viene menzionata esclusivamente 

per gli uomini.  

Infine, l’impatto perlocutorio si riferisce alla forza persuasiva che il 

linguaggio di ChatGPT esercita sugli utenti. L’autorevolezza percepita dei 

suoi output può avere conseguenze reali sul lavoro e sulla vita delle 

persone. I modelli linguistici di grandi dimensioni (LLM), infatti, possono 

manifestare forme di manipolazione sottili ma efficaci (Gross, 2023). 

La seguente ricerca non solo conferma osservazioni precedenti sul bias di 

genere in strumenti come ChatGPT, ma ne svela la natura performativa. 

Le tecnologie di IA, quindi, non si limitano a riflettere i pregiudizi 

esistenti, ma possono attivamente rinforzarli attraverso meccanismi 

linguistici. Nonostante queste criticità, si apre un dibattito sulla potenziale 

dualità di tali tecnologie, che potrebbero, in futuro, agire anche come 

strumenti per promuovere una maggiore equità di genere, contribuendo a 

ridurre le discrepanze e a mitigare i pregiudizi.  

 

2.5 Perché i bias emergono nei dati e nei sistemi 

L’entusiasmo per il progresso dell’intelligenza artificiale è mitigato da 

crescenti preoccupazioni riguardo alla sua diffusione e al suo utilizzo da 

parte di utenti non sempre consapevoli dei suoi limiti. Essendo un prodotto 

umano, l’IA non può essere considerata immune dai pregiudizi e dalle 

disuguaglianze radicate nel tessuto sociale. Il pregiudizio di genere, in 
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particolare, dimostra una notevole capacità di infiltrarsi negli algoritmi e 

di influenzarne le funzionalità, generando quella che si potrebbe definire 

“intelligenza discriminante”. Le cause di tale fenomeno sono complesse e 

meritano un’analisi approfondita.  

L’idea che lo sviluppo di software segua una logica puramente matematica 

e neutrale è fuorviante. Tali strumenti sono, in realtà, profondamente 

influenzati dalle ideologie, dalle culture e dalle dinamiche sociali che 

appartengono a chi li progetta. Un’analogia con la programmazione 

tradizionale può chiarire questo aspetto: nei linguaggi di programmazione, 

i dati vengono organizzati in variabili di tipo specifico (es. integer, string, 

boolean). Sebbene possa apparire come un dettaglio tecnico, questa 

classificazione preliminare incide sul funzionamento dell’applicazione, 

determinandone le prestazioni e la capacità di adattarsi a nuove esigenze.  

Un modulo di registrazione online, ad esempio, non è mai una scelta 

neutrale. I campi per l’inserimento dei dati personali riflettono 

implicitamente i valori e le convinzioni degli sviluppatori. La limitazione 

dei campi “nome” e “cognome” ai soli caratteri alfabetici tradizionali può 

escludere utenti con nomi composti o con segni diacritici. La questiona si 

fa ancora più complessa nella gestione del genere: la riduzione delle 

opzioni alla dicotomia maschio/femmina ignora le persone non binarie e 

coloro che si trovano in una fase di transizione, rafforzando una visione 

rigida e stereotipata della realtà.  

L’origine dei bias nei sistemi tecnologici è un processo multidimensionale, 

riconducibile a diverse cause principali. Una delle più significative è la 

presenza di dati sbilanciati. I modelli di IA vengono addestrati su dataset 

che dovrebbero rispecchiare la realtà sociale ma che, spesso, sono 

incompleti o sbilanciati verso determinate categorie. Un dataset con una 

netta prevalenza di informazioni su individui di sesso maschile, ad 
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esempio, produrrà modelli che privilegiano prospettive maschili, 

marginalizzando altre identità di genere (Boulamwini & Gebru, 2018).  

A questo si aggiungono gli stereotipi culturali presenti nei dati stessi. I 

modelli di IA, addestrati su vasti corpus di testi (libri, articoli, social 

media), assorbono e riproducono le associazioni implicite tra genere e 

professioni radicate nella società (Bolukbasi et al., 2016). Anche le scelte 

progettuali compiute durante lo sviluppo contribuiscono a rafforzare i bias. 

Un esempio è la mancanza di diversità nei team di sviluppo, la quale può 

ostacolare l’identificazione e la correzione delle distorsioni presenti nei 

dati e negli algoritmi.  

Concludendo, un’altra causa è il meccanismo del feedback loop (o ciclo di 

retroazione), un fenomeno per cui gli algoritmi possono perpetuare e 

amplificare i bias attraverso il loro stesso utilizzo (O’Neil, 2016). Un 

sistema di raccomandazione che privilegia certi contenuti influenzerà le 

scelte degli utenti, i quali genereranno a loro volta nuovi dati che 

confermano e rafforzano lo squilibrio iniziale.  

Da ciò si deduce che i bias nell’IA non rappresentano un semplice errore 

tecnico, ma sono il risultato di una complessa interazione tra tecnologia e 

società. Affrontare il problema richiede lo sviluppo di metodologie che 

garantiscono equità nella raccolta dei dati, nella progettazione algoritmica 

e nell’implementazione dei sistemi, con l’obiettivo finale di ridurre la 

discriminazione e promuovere una maggiore inclusività.  

 

2.6 Conseguenze, proposte e approcci interdisciplinari 

Il tema del pregiudizio algoritmico si è affermato come un pilastro della 

ricerca sull’etica dell’IA, data la crescente pervasività di questa tecnologia 

nella società. Sebbene i bias non nascano con l’intelligenza artificiale, le 

decisioni discriminatorie veicolate da tali sistemi producono impatti 
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negativi concreti sulla vita delle persone (Crawford, 2017). Una 

classificazione completa dei possibili danni, proposta da Shelby et al., 

(2023), introduce la macrocategoria dei “danni di rappresentazione”, 

definiti come le divergenze nel modo in cui diversi gruppi sociali vengono 

rappresentati in relazione a specifici tratti identitari.  

Nelle applicazioni di automazione del linguaggio, il bias di genere si 

manifesta chiaramente attraverso la riproduzione di ruoli stereotipati 

(Bolukbasi et al., 2016) e l’esclusione delle identità non binarie. Nelle 

traduzioni automatiche, il fenomeno del misgendering – l’errata 

attribuzione del genere maschile a utenti di genere diverso, causata da dati 

di addestramento sbilanciati – ne è una prova diretta (Dev et al., 2021; 

Lardelli & Gromann, 2023). In questo contesto, il misgendering si traduce 

in un “danno di allocazione”, poiché la qualità del servizio (la risorsa 

allocata) risulta inferiore per determinati segmenti di utenti (Savoldi et al., 

2021).  

La mitigazione dei bias nell’IA non può essere ridotta a una semplice 

correzione tecnica; essa richiede un’iniziativa profondamente 

interdisciplinare. I sistemi di IA sno creazioni sociotecniche che 

rispecchiano, e talvolta intensificano, le disuguaglianze esistenti. È quindi 

indispensabile un ripensamento radicale degli approcci tradizionali, a 

partire dalle metodologie di raccolta dati e ottimizzazione dei modelli 

(Hardt, 2014). Tale ripensamento deve inoltre rimettere al centro le voci e 

le esperienze delle persone che subiscono direttamente i danni di questi 

sistemi (Blodgett et al., 2020).  

È essenziale analizzare le dinamiche di potere che un sistema di IA può 

riprodurre fin dalle prime fasi della sua progettazione. Gebru (2020) 

sostiene che il legame tra la disciplina dell’IA e i centri di potere esistenti 

conduce inevitabilmente allo sviluppo di metodi che favoriscono i gruppi 

già privilegiati, aggravando l’emarginazione di altri. L’autrice evidenzia 
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come questa problematica persista anche all’interno degli studi sull’etica 

dell’IA, spesso condotti dagli stessi attori politico-economici che si 

intende regolare, senza una rappresentazione adeguata delle comunità che 

dovrebbero essere tutelate.  

Per superare questi limiti e raggiungere l’obiettivo di una tecnologia più 

equa, è cruciale integrare prospettive provenienti da altre discipline. La 

sociologia può fornire gli strumenti per analizzare i pregiudizi latenti nei 

dati (Wallach, 2014), mentre gli studi di genere e l’approccio 

intersezionale sono fondamentali per comprendere la complessità del 

pregiudizio di genere (Leavy, 2018). Infine, risulta imprescindibile il 

coinvolgimento diretto delle comunità interessate dall’impatto di una 

determinata tecnologia (Gromann et al., 2023), assicurando che la 

progettazione e l’implementazione di sistemi di IA siano guidate da 

principi di equità e giustizia sociale.  

 

CAPITOLO 3: STRUMENTI DI INTELLIGENZA 

ARTIFICIALE E STEREOTIPI DI GENERE 

 

L’Intelligenza Artificiale (IA) si configura oggi come una delle 

innovazioni tecnologiche più dirompenti, con un’influenza pervasiva in 

ambiti che spaziano dalla ricerca scientifica alla struttura stessa della 

società. Benché la sua affermazione sia recente, le radici dell’IA sono 

profonde e affondano in un lungo percorso di riflessioni filosofiche, 

speculazioni teoriche e scoperte scientifiche. L’aspirazione a creare una 

macchina capace di simulare il pensiero umano non è un prodotto dell’era 

digitale, ma un’idea che ha attraversato la storia del pensiero occidentale, 
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manifestandosi prima in ambito filosofico e matematico e trovando poi 

una prima concretizzazione negli esperimenti di automazione. 

Il percorso storico dell’IA è segnato da eventi e figure chiave che ne hanno 

definito la traiettoria. Appare tuttavia cruciale analizzare non solo le tappe 

tecniche, ma anche il ruolo giocato dal contesto sociale nel plasmare tale 

processo. In questa cornice, gli stereotipi di genere emergono come un 

fattore che ha storicamente influenzato, e continua a condizionare, la 

ricerca, lo sviluppo e l’applicazione delle tecnologie di intelligenza 

artificiale. 

 

3.1 Background storico e sociale: la nascita dell’Intelligenza 

Artificiale 

Per percorrere dal punto di vista storico, sociale e culturale la storia 

dell’Intelligenza Artificiale, facciamo riferimento all’analisi eseguita dallo 

scrittore e ingegnere Marco Somalvico7, il quale ha fornito in modo 

dettagliato un excursus storico ampio e completo.  

L'intelligenza artificiale (IA) possiede una data di nascita ufficiale, 

identificabile nel 1956, anno del rinomato seminario estivo di Dartmouth, 

durante il quale fu formalmente istituita questa nuova disciplina. Tale 

avvenimento si basa sulla raccolta di contributi in evoluzione negli anni 

precedenti, orientati verso le potenzialità future. Questa data 

convenzionale, accettata in modo unanime dalla comunità scientifica, 

potrebbe indurre a ritenere che la questione delle origini dell'IA possa 

essere definitivamente chiarita. Tuttavia, nella trattazione della storia 

dell'IA, non si inizia semplicemente descrivendo gli sviluppi successivi al 

1956, ma si fa altresì riferimento ai precursori della cibernetica e 

 
7 Somalvico M., Intelligenza artificiale, Franco Angeli, Milano, 1987 
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all'avvento dei primi calcolatori elettronici. È opportuno menzionare, in 

primo luogo, il matematico e filosofo Charles Babbage (1791-1871) e la 

sua macchina analitica; il filosofo Gottfried Leibniz (1646-1716) e il suo 

progetto di meccanizzazione del ragionamento; fino ad arrivare alla 

macchina logica concepita dallo scrittore e filosofo spagnolo Raimondo 

Lullo (1235-1315) e agli automi semoventi ideati dal matematico e 

ingegnere Erone di Alessandria (I secolo d. C.). Sarebbe, tuttavia, 

improduttivo tentare di considerare tutto ciò che è avvenuto prima del 

1956 come appartenente esclusivamente alla categoria dei precursori. 

Infatti, la ricerca informatica degli anni '50 del secolo scorso si configura 

come un elemento essenziale e fondante per la disciplina dell'IA. 

In secondo luogo, considerare Lullo o Leibniz come precursori 

dell'intelligenza artificiale e Babbage come il padre dell'informatica 

comporterebbe una attualizzazione inadeguata di alcune figure storiche. In 

questo contesto, risulta opportuno fare riferimento a una tradizione di 

ricerca (McCorduck, 1979) al fine di attenuare le disparità culturali, 

concettuali e, in particolare, di intenti delle personalità che possono essere 

menzionate nell'ambito della storia dell'intelligenza artificiale. 

Seguendo l'approccio della tradizione formalistica di indagine sulla mente, 

emerge un concetto fondamentale: la capacità artificiale non è separata 

dall'agire umano, ma ne rappresenta un'estensione, così come lo è la 

prestazione naturale. L’essere umano, infatti, è costantemente impegnato 

nel tentativo di imitare e riprodurre se stesso e i fenomeni della natura 

attraverso la tecnologia. In questo contesto, definire con precisione la 

cronologia di una disciplina come l’Intelligenza Artificiale risulta 

particolarmente complesso. Tuttavia, questo processo di delineazione 

temporale costituisce il punto di partenza per un’analisi più approfondita, 

che apre la strada a riflessioni più ampie sullo statuto ontologico dell’IA, 

una disciplina caratterizzata da tratti distintivi e in continua evoluzione. 
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La mitologia greca ha fornito una prima interessante rappresentazione 

dell'impulso di auto-imitazione dell'uomo, con gli dei che rappresentano 

sia i vizi che le virtù umane. Solo con Erone di Alessandria, un meccanico 

del I secolo d.C., i primi automi semoventi, costruiti con meccanismi 

idraulici e pneumatici, sono apparsi per meravigliare gli osservatori8.  

Questa inclinazione è ben dimostrata nel Medioevo da Raimondo Lullo, 

che ha sostituito la richiesta di imitare le caratteristiche fisiche dell'uomo 

con il tentativo di imitarne le facoltà di pensiero. Egli progetta l'ars magna, 

che avrebbe dovuto essere un vero e proprio artefatto composto da cerchi 

concentrici realizzati con dischi di metallo o gesso, partendo dall'idea di 

una specie di macchina pensante di origine araba. L'obiettivo era quello di 

ridurre tutte le scienze a principi fondamentali, elementi primi 

rappresentati da numeri e simboli che potevano essere combinati tra loro 

in archi di cerchi concentrici (Figura 4) dando luogo a ragionamenti tipici 

per risolvere problemi. La proposta di un metodo meccanico per 

determinare la verità emerge chiaramente anche nel pensiero di Leibniz, 

sebbene con un significativo salto temporale e concettuale. 

Figura 4. L’ars magna 

 

 

 

 

 

 

Fonte: Piacentini A. www.adrianopiacentini.it  

 
8 Da questa scoperta ne deriva il termine greco thaumazo, che tradotto significa “meravigliarsi, 

stupirsi”.  

http://www.adrianopiacentini.it/
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Nonostante ciò, Renato Cartesio (1596-1650), uno dei fondatori del 

pensiero filosofico moderno, ha portato alla rivoluzione scientifica e alla 

nascita di una nuova tradizione di indagine sulla mente e sui rapporti 

mente-corpo. Ciò spinge verso un approccio più rigoroso al problema. 

Secondo Leibniz, la logica deve essere padroneggiata come 

sistematizzazione del ragionamento e quindi meccanizzata per comporre 

il calculus ratiocinator9, che può ridurre il ragionamento a una sorta di 

algebra del pensiero. L'archiviazione di tutta la conoscenza in un 

linguaggio appropriato permetterebbe di affrontare in modo meccanico le 

dispute intellettuali di qualsiasi tipo, seguendo l'invito di Leibniz a 

"prendere le penne e calcolare".  

Al contrario, il progetto di Babbage ha portato alla creazione della 

macchina differenziale e della macchina analitica, unendo elementi come 

la tradizione formalistica dell'indagine sulla mente, l'origine delle prime 

macchine calcolatrici e l’inclinazione dell'uomo ad auto-imitarsi. Al 

matematico interessava sviluppare una macchina che potesse 

automatizzare il processo di calcolo e stampa delle tavole utilizzando il 

"metodo delle differenze", riducendo così la possibilità di errori. La 

macchina era alimentata con i valori iniziali e le impostazioni specifiche 

per la funzione da calcolare ed eseguiva operazioni ripetitive di addizioni 

attraverso una serie di ingranaggi e leve. Il principio secondo cui una 

funzione polinomiale può essere rappresentata in termini delle sue 

differenze successive ha portato alla creazione di ogni nuovo valore a 

partire dai valori precedenti. Infine, i risultati venivano registrati 

automaticamente su una stampante meccanica integrata, che poteva 

incidere i numeri su lastre di metallo per evitare errori di trascrizione.  

 
9 È un modello teorico universale di calcolo logico, un concetto descritto da Gottfried Leibniz, 

solitamente associato alla sua più frequentemente citata characteria universalis, un linguaggio 

concettuale universale. 
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In seguito, Babbage progettò la macchina analitica (figura 5), che, 

purtroppo, non fu mai realizzata a causa di diversi problemi di 

finanziamento e difficoltà tecniche. Questa macchina era concepita come 

uno strumento polivalente, capace di svolgere qualsiasi tipo di calcolo 

matematico e di essere programmata tramite schede perforate. Il cuore 

pulsante del progetto era la macina, un vero e proprio processore destinato 

a elaborare i numeri in ingresso per generare i risultati desiderati. Inoltre, 

la macchina analitica avrebbe dovuto includere un magazzino (memoria) 

per contenere sia i numeri ancora da elaborare che quelli ottenuti dalle 

operazioni svolte. Nonostante non sia stata mai costruita, la macchina 

analitica è considerata il primo concetto di computer programmabile e ha 

gettato le fondamenta della storia dell'informatica (Somalvico, 1987). 

Figura 5. Macchina analitica di Babbage, 1837 

 

 

 

 

 

 

Fonte: www.ulisse.bs.it (ultima consultazione: 13 marzo 2025) 

Oltre all'analisi di questa ampia tradizione di studi, un altro aspetto 

fondamentale per ricostruire la storia dell'intelligenza artificiale è l'esame 

di come l'IA abbia assimilato molte idee, prospettive e tecniche da altre 

discipline, in particolare dalla filosofia, dalla matematica e dalla 

psicologia. Più nello specifico, dalla filosofia provengono importanti 

risultati riguardanti il dibattito sulla natura dell'intelligenza e le dinamiche 

tra conoscenza e azione. La matematica, dal canto suo, ha fornito un 

http://www.ulisse.bs.it/
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approccio formale fondato sulla logica, mentre la psicologia ha contribuito 

a chiarire le relazioni tra conoscenza e comportamento. Tuttavia, è 

indubbio che le influenze più significative emergano dalla cibernetica e 

dall'informatica, le quali hanno spianato la strada alla nascita ufficiale 

dell'intelligenza artificiale. 

Il termine "cibernetica" ha iniziato a essere utilizzato all'inizio degli anni 

'40 dello scorso secolo per descrivere lo studio approfondito dei processi 

di comunicazione e controllo sia in animali che in macchine (Cordeschi 

1996). Nel 1943, Warren McCulloch e Walter Pitts presentano il primo 

modello di neuroni artificiali, facendo riferimento alla conoscenza della 

fisiologia e delle funzioni fondamentali dei neuroni, nonché alla logica 

proposizionale e alla teoria della computabilità di Turing. L'obiettivo del 

progetto cibernetico è studiare i meccanismi di autoregolazione e controllo 

che sono presenti sia negli organismi viventi che nelle macchine con 

retroazione, in grado di modificare il proprio comportamento per 

rispondere alle sollecitazioni ambientali. I risultati mostrano come una rete 

di neuroni connessi può calcolare tutte le funzioni calcolabili. Nel 1949, 

lo psicologo Donald Hebb ha dimostrato che i processi di apprendimento 

possono essere causati da una semplice regola di aggiornamento che 

modifica le forze di connessione tra i neuroni.  

Nonostante i significativi successi iniziali, già a metà degli anni '50 

l'attenzione e i finanziamenti iniziano a concentrarsi quasi esclusivamente 

sull'intelligenza artificiale. Questo spostamento è dovuto al 

disallineamento tra la cibernetica e i progressi dell'informatica, nonché 

alla graduale diminuzione degli obiettivi originali della disciplina. 

Tuttavia, il ritorno in auge del paradigma delle reti neurali intorno alla 

metà degli anni '80 riporterà alla ribalta questa tradizione, come vedremo 

più avanti. Fin dall'inizio, il computer è stato considerato il miglior 

candidato per svolgere questo ruolo, poiché l'intelligenza artificiale 
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necessita di un sistema artificiale in grado di riprodurre e imitare i 

fenomeni dell'intelligenza per poter avere successo. Alla base 

dell'invenzione dell'elaboratore si trova il concetto di macchina universale 

di Alan Turing. Questa è una macchina concettuale in grado di trovarsi in 

un numero finito di stati diversi e di eseguire un insieme limitato di azioni, 

il che le consente di esprimere qualsiasi tipo di procedura definita. La 

macchina di Turing è composta da un nastro di lunghezza infinita, 

suddiviso in celle lette da una testina che può muoversi di una cella sia in 

avanti che indietro. Inoltre, dispone di un organo di controllo in grado di 

leggere il simbolo presente nella cella sottostante alla testina. In un dato 

istante, l'azione che la macchina esegue è influenzata dal simbolo che ha 

appena letto e dalla configurazione in cui si trova in quel momento. Dopo 

aver analizzato il simbolo presente nella cella, la testina può intraprendere 

due alternative: lasciare il simbolo invariato oppure cancellarlo per 

stamparne uno nuovo. Sulla base della macchina universale di Turing, il 

concetto di algoritmo può essere inteso come la successione di operazioni 

compiute dalla macchina universale stessa. 

Le condizioni per lo studio dell'intelligenza e delle sue possibili 

artificializzazioni sono state create nel XVIII, XIX e XX secolo con la 

formalizzazione delle scienze e della matematica. Tuttavia, solo con 

l'avvento dei primi elaboratori elettronici a ridosso della Seconda guerra 

mondiale questo interesse ha iniziato a prendere forma, portando alla 

definizione del programma di ricerca del seminario di Dartmouth nel 

1956. Nell’estate del 1956 un gruppo di studiosi si riunisce al Dartmouth 

College con lo scopo di “esaminare la congettura che ogni aspetto 

dell’apprendimento o ogni altra caratteristica dell’intelligenza possa 

essere, in linea di principio, descritto in modo tanto preciso che si possa 
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far sì che una macchina lo simuli”.10 Il matematico John McCarthy, 

assistant professor a Dartmouth e uno degli organizzatori del seminario, 

suggerisce che questa data rappresenti l'inizio ufficiale di una nuova 

disciplina nota come intelligenza artificiale. Durante il seminario, simile 

ad un brainstorming, quindi un dibattito aperto e poco strutturato, i 

partecipanti hanno trovato un nuovo approccio teorico per definire la 

possibilità che un elaboratore elettronico potesse riprodurre parzialmente 

l'intelligenza. L’obiettivo del seminario era quello di raccogliere ed 

esaminare programmi che erano riconosciuti come intelligenti, come il 

Logic Theorist (LT) di Newell et al. (1956), che era in grado di dimostrare 

teoremi della logica del primo ordine e di proporre una serie di obiettivi 

ambiziosi che dovevano essere raggiunti dieci anni dopo in un nuovo 

incontro.  

Gli anni successivi al seminario di Dartmouth possono essere descritti 

come un periodo di grandi aspettative, caratterizzato da speranze 

alimentate dai successi derivanti dalla rapida evoluzione delle tecnologie 

informatiche. In questo contesto, è possibile individuare due tendenze ben 

distinte. Da un lato, troviamo il gruppo guidato da Newell, Shaw e Simon, 

il quale si dedicava alla simulazione dei processi cognitivi umani 

attraverso l’uso del computer. Con il GPS (General Problem Solver) del 

1958, il loro intento era quello di ampliare le applicazioni del programma 

al di là delle sole questioni logiche. Dall’altro lato, c’erano coloro che 

concentravano i loro sforzi sul miglioramento delle prestazioni dei 

programmi, indipendentemente dal fatto che queste potessero essere 

raggiunte seguendo procedure che imitavano o meno i processi umani. 

In questo periodo si assiste al temporaneo declino dei modelli a reti neurali 

e risorti circa trent’anni dopo. Nel 1969, Minsky diede alle stampe il 

 
10 McCarthy, J., Minsky, M. L., Rochester, N., & Shannon, C. E. (1955). A proposal for the 

Dartmouth summer research project on artificial intelligence. 
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libro Perceptrons, in cui attaccava frontalmente il lavoro svolto da un altro 

grande pioniere della AI, Frank Rosenblatt, che aveva creato una 

macchina, appunto il Perceptron, che rappresentava un primitivo esempio 

di rete neurale e di ciò che, decenni dopo, si evolverà nel deep learning.  

In parallelo, il paradigma delle prestazioni generava risultati significativi, 

come i primi programmi dedicati ai giochi della dama e degli scacchi, 

nonché i programmi basati sul tipo di rappresentazione della conoscenza 

introdotto dall’Advice Taker di McCarthy. Quest'ultimo rappresenta una 

descrizione di un programma che può essere considerato il primo sistema 

completo di intelligenza artificiale, capace di esprimere in modo semplice 

modifiche complesse e di possedere una concezione solo parziale di 

successo, derivante dall'osservazione delle difficoltà riscontrate nel 

conseguire successi completi riguardo ai problemi più complessi. 

L'enfasi di questo primo periodo è pertanto posta sui meccanismi generali 

di ricerca e su una concezione ristretta della nozione di intelligenza, 

interpretata come l'abilità di giocare a scacchi o la capacità di risolvere 

problemi matematici. Tuttavia, i ricercatori nel campo dell'intelligenza 

artificiale iniziano ben presto a confrontarsi con i primi insuccessi: metodi 

adeguati per esempi semplici si rivelano totalmente inadeguati per casi più 

complessi e vasti. Le elevate aspettative iniziali si scontrano con il 

fallimento dei progetti di traduzione automatica tra linguaggi naturali; i 

programmi che operano a livello di semplice manipolazione sintattica 

dimostrano di essere completamente insufficienti, provocando il ritiro 

delle sostanziali sovvenzioni da parte dei governi statunitense e britannico. 

A ciò si aggiunge l'incapacità di gestire la crescita esponenziale delle 

combinazioni; l'espansione verso problemi più complessi non può essere 

semplicemente affrontata mediante hardware più potente e memorie di 

maggiore capacità, poiché esistono limitazioni intrinseche nella natura 

stessa di tali problemi. 
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A partire dal 1970, l'attenzione si è concentrata su ambiti di competenza 

sempre più ristretti, con la creazione dei primi sistemi esperti. In questo 

contesto, l'importanza di una conoscenza approfondita e dettagliata del 

dominio specifico in esame diviene cruciale. La conoscenza non si limita 

più alla mera comprensione teorica del problema, ma include anche 

l'applicazione di specifiche regole euristiche validate mediante 

l'esperienza. All'interno di un sistema esperto, l'insieme di tali conoscenze, 

tipiche di un esperto umano in un determinato settore, viene codificato e 

rappresentato in una forma che il sistema informatico utilizza per 

affrontare problemi analoghi a quelli trattati dall'esperto umano. 

L'importanza della conoscenza del dominio si rivela chiaramente anche 

nell'ambito della comprensione del linguaggio naturale. Negli ultimi anni, 

si è assistito a un'evoluzione dall'attenzione rivolta alla sintassi verso una 

maggiore enfasi sulla semantica, il che ha portato a risultati significativi. 

Questo cambiamento di prospettiva ha segnato l'inizio degli anni Ottanta 

del secolo passato, un periodo in cui si è assistito alla nascita 

dell'intelligenza artificiale come settore industriale. Nel 1982, fu concepito 

il primo sistema esperto commerciale di successo, progettato per 

supportare la configurazione di ordini di nuovi sistemi informatici 

all'interno di un'azienda produttrice. L'intelligenza artificiale ha così 

cominciato a integrarvisi all'interno di un ampio sforzo, che ha incluso la 

progettazione di chip e la ricerca relativa alle interfacce uomo-macchina. 

In parallelo, come già precedentemente menzionato, si osserva un ritorno 

all'approccio basato sulle reti neurali: intorno al 1985, quattro distinti 

gruppi di ricerca sviluppano nuovamente un algoritmo di apprendimento, 

fondato sulla retro-propagazione dell'errore, già scoperto quindici anni 

prima, e lo applicano con successo a numerosi problemi di apprendimento 

nel campo dell'informatica e dell'ingegneria. Il rilancio di questo 

approccio è ulteriormente sostenuto dalla nascita di una nuova disciplina, 
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le scienze cognitive, che nel 1979 si affermano ufficialmente come campo 

autonomo, in cui confluire molte delle ambizioni di una parte della 

psicologia e di quella branca dell'intelligenza artificiale che ha sempre 

considerato la macchina come strumento privilegiato per lo studio della 

mente. 

Negli ultimi anni, l'intelligenza artificiale (IA) ha subito una significativa 

evoluzione, caratterizzata da una moltitudine di cambiamenti sia sul piano 

metodologico sia su quello contenutistico. Attualmente, la tendenza 

prevalente consiste nell'avvalersi di teorie preesistenti piuttosto che nel 

formulare nuovi paradigmi, sostenendo le proprie affermazioni su teoremi 

rigorosamente dimostrati o su evidenze sperimentali. Inoltre, è stata posta 

particolare attenzione a problematiche concrete, quali il riconoscimento 

del parlato e la pianificazione delle attività industriali. Un aspetto 

distintivo dell’intelligenza artificiale odierna è la varietà di approcci 

disponibili: accanto al tradizionale metodo logico di rappresentazione 

della conoscenza, ha acquisito crescente rilevanza l'approccio 

connessionista, concepito per dotare i sistemi di IA di prestazioni 

intelligenti anche in assenza di una rappresentazione dettagliata della 

conoscenza.  

Negli ultimi anni, inoltre, si è dedicata ampia attenzione ai metodi 

probabilistici, i quali consentono un ragionamento efficiente basato su 

evidenze incerte. Pertanto, i confini della disciplina si ampliano in modo 

pragmatico ogni qualvolta si conseguono nuovi risultati e si sviluppano 

nuove applicazioni, promuovendo una visione dell'intelligenza che non è 

più limitata al semplice “pensare razionalmente”, ma si orienta sempre più 

verso l’“agire razionalmente”. 
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3.2 Machine Learning  

Senza una programmazione esplicita, i computer hanno la capacità di 

"auto-apprendere" dai dati di addestramento e di progredire nel tempo. 

Tale fenomeno è riconducibile all'ambito dell'intelligenza artificiale noto 

come apprendimento automatico. Per formulare le proprie previsioni, gli 

algoritmi di apprendimento automatico sono in grado di identificare e 

apprendere dai modelli presenti nei dati. 

La nascita del Machine Learning risale alla metà degli anni Cinquanta, 

quando lo psicologo Frank Rosenblatt è stato assunto presso il Cornell 

Aeronautical Laboratory. Il progetto è fondato sull'idea espressa nel 1943 

da Warren McCulloch e Walter Pitts, secondo cui le segnalazioni presenti 

nel cervello sono di natura digitale e, in particolare, binaria. L'obiettivo 

consiste nel tentativo, per la prima volta, di replicare il comportamento di 

un neurone biologico attraverso una macchina, utilizzando modelli 

matematici basati su regressioni lineari. I neuroni artificiali si ispirano 

direttamente ai neuroni biologici e, come precedentemente menzionato, 

cercano di emularne il comportamento di emissione di impulsi elettrici. 

Ciascun neurone artificiale genera il proprio impulso (o output) in 

funzione degli stimoli (input) ricevuti; in particolare, l'output può essere 

descritto come una combinazione lineare degli ingressi (figura 6). 

Analogamente ai neuroni biologici, non tutti gli stimoli rivestono la 

medesima importanza nella valutazione dell'azione da intraprendere; 

pertanto, a ciascun input viene attribuito un "peso" che ne indica 

l'influenza nella computazione dell'output (Zhou, 2021). 
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Figura 6. Confronto tra neurone e neurone artificiale  

 

 

 

 

 

 

Fonte: Ruini F. (2007) www.researchgate.net  

L’interconnessione in cascata di neuroni artificiali è detta rete neurale. 

Ogni rete neurale può essere suddivisa in tre sezioni: la prima è lo strato 

di ingresso, composto dai neuroni che ricevono gli stimoli dall’ambiente 

esterno (un sensore, una fotocamera). Seguono poi gli strati nascosti, che 

ricevono input e producono output da e per altri neuroni. Infine, è presente 

lo strato di uscita, formato dai neuroni i cui risultati non diventano stimoli 

per altri neuroni, di fatto definiscono qual è l’azione da compiere in base 

agli stimoli ottenuti inizialmente.  

Il machine learning si presenta fin da subito come un approccio 

profondamente differente rispetto ai paradigmi di programmazione 

tradizionale. In quest'ultimo caso, è indispensabile la figura 

del programmatore, che deve scrivere un software contenente un insieme 

di regole. Queste regole permettono al computer di interpretare gli 

input ricevuti e di generare un output (figura 7). Nella programmazione 

tradizionale, i software sono composti da istruzioni eseguite in 

sequenza, consentendo di monitorare il flusso di esecuzione e di 

comprendere come gli input influenzino la generazione dei risultati. 

Al contrario, i sistemi basati sul machine learning non richiedono 

l'intervento diretto di un programmatore. In tal caso, è l'algoritmo stesso 

http://www.researchgate.net/
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che, partendo dalle informazioni in ingresso e dai risultati ottenuti, è in 

grado di formulare un insieme di regole per svolgere, nei limiti 

del possibile, il compito richiesto. Queste regole elaborate da un sistema 

di machine learning sono indicate come il “modello” del sistema. A 

differenza dei programmi tradizionali, non è possibile seguire in modo 

chiaro il percorso decisionale che porta dalla ricezione degli input 

alla generazione degli output in un modello di machine learning; inoltre, i 

neuroni artificiali che compongono le reti neurali si collocano all'interno 

di uno strato nascosto. 

Figura 7. Comparazione tra le due metodologie 

 

 

 

 

 

Fonte: Guadino A. (2020) www.medium.com (ultima consultazione: 14 marzo 2025) 

Il ciclo di vita di un sistema di machine learning può essere suddiviso in 

due fasi principali: 

1. Fase di apprendimento: in questa fase, il sistema "impara" a 

comportarsi e perfeziona la sua capacità di identificare l'importanza 

di determinate caratteristiche. Dal punto di vista tecnico, ciò si 

traduce nell'ottimizzazione dei valori dei “pesi” associati agli input 

di ogni neurone della rete. Durante questo stadio, il sistema deve 

essere esposto a un campione di dati rappresentativo della realtà, 

noto come "training set". In alcuni tipi di apprendimento, a questo 

campione è associato un insieme di risposte "corrette" previste, che 

consente di valutare l'affidabilità del modello. La fase di 

http://www.medium.com/
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apprendimento è particolarmente critica, poiché i dati utilizzati per 

affinare il modello spesso contengono bias e pregiudizi intrinseci, i 

quali vengono inevitabilmente assimilati dal sistema di machine 

learning. 

2. Fase operativa o di predizione: una volta completata la fase di 

apprendimento, il sistema di machine learning è pronto per valutare 

nuovi input, per i quali non si dispone, a differenza dei dati 

precedenti, dell'output "corretto" atteso. 

 

3.3 Natural Language Processing (NLP) 

L’elaborazione del linguaggio naturale (Natural Language Processing, 

NLP) è un campo interdisciplinare che combina informatica, intelligenza 

artificiale e linguistica computazionale per permettere ai computer di 

comprendere, interpretare e generare il linguaggio umano (Jurafsky & 

Martin, 2021). Il NLP integra approcci basati su regole linguistiche, 

modellazione statistica e tecniche avanzate di machine learning e deep 

learning per elaborare testi e discorsi in modo sempre più sofisticato 

(Manning et al., 1999) (figura 8). 

Figura 8. Relazione tra IA, Machine Learning e Deep Learning 

 

 

 

 

 

 

Fonte: nostra elaborazione 
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Negli ultimi anni, il campo dell'intelligenza artificiale generativa ha 

vissuto un progresso straordinario, grazie allo sviluppo di modelli 

linguistici di grandi dimensioni (Large Language Models, LLM) come 

GPT-4, BERT e T5 (Brown et al., 2020). Questi modelli hanno aperto la 

strada a una vasta gamma di applicazioni avanzate, che spaziano dalla 

traduzione automatica alla creazione di contenuti testuali, fino alla 

generazione di immagini attraverso comandi in linguaggio naturale. Oggi, 

il Natural Language Processing (NLP) è parte integrante della nostra vita 

quotidiana, trovando applicazione in motori di ricerca, chatbot per il 

servizio clienti, assistenti vocali come Amazon Alexa, Apple Siri e 

Microsoft Cortana, oltre ai sistemi di navigazione GPS (Young et al., 

2018). 

Ma non è tutto: il NLP sta anche assumendo un'importanza crescente nel 

settore aziendale, contribuendo a migliorare l'automazione dei processi, 

l'efficienza operativa e la produttività. Le sue applicazioni si estendono 

dalla gestione dei documenti all'analisi dei dati, dalla comprensione del 

sentiment del pubblico fino alla generazione automatizzata di contenuti. 

 

3.3.1 Applicazioni chiavi del NLP 

Tra le applicazioni più significative del NLP spicca l’automazione 

di compiti ripetitivi, in particolare nell’ambito dell’assistenza 

clienti e della gestione documentale (Cambria & White, 2014). I 

chatbot, grazie alla tecnologia NLP, possono rispondere in modo 

automatico alle domande più frequenti degli utenti, alleviando così 

il carico di lavoro degli operatori umani e migliorando l’efficienza 

del servizio. Nel campo della gestione documentale, strumenti 

avanti di Natural Language Processing permettono di classificare 

testi, estrarre informazioni chiave e sintetizzare contenuti, 
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riducendo notevolmente il tempo necessario per analizzare grandi 

volumi di dati (Hirschberg & Manning, 2015).  

Un ulteriore ambito di grande impatto per l’automazione è quello 

della traduzione automatica. Piattaforme come Google Translate e 

DeepL si basano sul Natural Language Processing per convertire 

testi da una lingua all’altra, con l’obiettivo di preservare il 

significato originale. Sebbene le tecniche di deep learning abbiano 

permesso di raggiungere notevoli progressi nella qualità delle 

traduzioni, persistono ancora delle sfide consistenti. La principale 

difficoltà risiede nell’interpretazione corretta delle sfumature 

linguistiche e delle specificità culturali di un testo (Koehn, 2020), 

un aspetto che verrà approfondito nel paragrafo seguente con un 

esempio specifico.  

La capacità del NLP si estrarre informazioni da dati testuali non 

strutturati – quali recensioni, post sui social media o articoli – 

rappresenta un altro punto di forza. Attraverso tecniche di text 

mining, è infatti possibile identificare pattern e tendenze che 

un’analisi manuale difficilmente riuscirebbe a cogliere (Feldman & 

Sanger, 2007). In questo campo, un’applicazione di particolare 

rilievo è l’analisi del sentiment, che si occupa di riconoscere le 

emozioni e gli atteggiamenti all’interno di un testo, classificandoli 

come positivi, negativi o neutri (Pang e Lee, 2008). Tale tecnologia 

offre un vantaggio strategico a organizzazioni e aziende, che 

possono così monitorare la percezione pubblica dei loro prodotti, 

servizi o campagne di comunicazione (Cambria et al., 2017). 

In conclusione, il Natural Language Processing si rivela cruciale 

anche per il potenziamento di sistemi di ricerca. Grazie a esso, le 

interazioni tra gli utenti e i databse sono diventate più efficienti. 

Mentre i motori di ricerca di un tempo si basavano su una semplice 
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corrispondenza di parole chiave, gli algoritmi odierni sono in grado 

di interpretare il significato profondo di una richiesta (query), 

offrendo così risultati più pertinenti e contestualizzati (Manning et 

al., 2008).   

 

3.4 Traduzioni automatiche e perpetuazione degli stereotipi 

Ma da dove nascono i bias? Una delle ragioni principali sta nei dati con 

cui vengono “allenati” i modelli di IA. Spesso questi dati si portano dietro 

le disuguaglianze e i preconcetti della nostra società, e l’IA finisce per 

riprodurli nei suoi risultati.  

Un esempio perfetto di questo problema lo si trova nel campo del Natural 

Language Processing (NLP), e più specificatamente nelle traduzioni 

automatiche. Un caso che ha fatto molto discutere è quello sollevato nel 

2017 da un tweet dello scrittore Alex Shams, che mostrava il 

comportamento di Google Translate (come si vede nella figura 9). Il 

problema nasceva nel tradurre frasi dal turco, una lingua che non ha un 

genere grammaticale come l’italiano. Quando traduceva in inglese, il 

sistema finiva per associare le professioni a stereotipi di genere: 

“ingegnere” e “dottore” diventavano uomini, mentre “infermiera” e 

“segretaria” diventavano donne.  

L’episodio descritto non è un caso isolato. Studi come quelli di Prates e 

colleghi (2020) hanno dimostrato che tali sistemi non si limitano a 

specchiare gli stereotipi che già esistono, ma li rafforzano e li diffondono 

ancora di più. 
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Figura 9. Traduzione frasi dal turco all’inglese  

 

 

 

 

 

 

Fonte: Twitter, Alex Shams, 28 Novembre 2017  

Il problema dei bias di genere nel NLP, secondo la letteratura scientifica, 

è sistemico. Le cause sono principalmente due: da un lato, i dati usati per 

l’addestramento non sono bilanciati; dall’altro, mancano competenze 

specifiche su lingue che non siano l’inglese (Chen et al., 2021). Un buon 

esempio è la traduzione della frase turca “o bik doktor” in italiano. Oggi il 

risultato è “lei è un dottore”: un miglioramento rispetto al passato, ma non 

ancora linguisticamente perfetto, perché la parola corretta sarebbe 

“dottoressa”. È la prova di come una scarsa attenzione linguistica possa 

minare l’equità di un intero sistema.  

Ma i dilemmi non si fermano alle traduzioni; i bias di genere nel NLP 

spuntano fuori anche in altri campi. Per esempio, nei sistemi di sentiment 

analysis, utilizzati per interpretare le emozioni nei testi. Può capitare che 

parole tipiche di un genere vengano associate a sentimenti positivi o 

negativi in modo sbagliato, rinforzando così stereotipi culturali. Un altro 

fenomeno lampante lo si trova nei sistemi di screening dei curricula per 

le assunzioni. Se addestrati su dati storici, possono imparare a scartare 
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automaticamente le candidature femminili o a favorire quelle maschili, 

semplicemente perché in passato certi ruoli erano ricoperti 

prevalentemente da uomini.  

Per risolvere in modo adeguato la questione, la letteratura scientifica 

esistente propone diverse modalità. La prima, e forse la più importante, è 

lavorare sui dati. Bisogna creare dei dataset che siano davvero uno 

specchio della diversità del mondo reale. Ciò significa includere le 

prospettive di comunità che di solito vengono lasciate ai margini e, 

soprattutto, coinvolgere esperti con identità di genere diverse quando si 

raccolgono e si etichettano i dati (Luccioli et al., 2020).  

Un’altra strategia fondamentale, poi, è allargare il team di progettazione. 

Avere a bordo linguisti, sociologi e specialisti di studi di genere può fare 

una grande differenza, perché aiuta a creare sistemi con una maggiore 

sensibilità culturale, riducendo il rischio di discriminare gli individui.  

Esiste successivamente un terzo approccio, più tecnico: introdurre dei test 

di valutazione molto severi per scovare e correggere i bias direttamente 

dentro i modelli, si tratta di un processo continuo: testando e ritestando i 

modelli durante lo sviluppo, è possibile migliorarli un passo alla volta per 

renderli più equi (Sun et al., 2019).  

Infine, c’è un aspetto umano cruciale: la formazione. È essenziale che gli 

sviluppatori stessi siano consapevoli di quanto sia importante l’inclusività. 

Solo in questa maniera si può sperare di evitare che i pregiudizi di genere 

vengano integrati, quasi per abitudine, nelle tecnologie di domani.  

È evidente, a questo punto, che i bias nell’intelligenza artificiale non sono 

solo un problema per ingegneri. La questione è profondamente etica e 

sociale. Quando un sistema tecnologico non fa che copiare o addirittura 

peggiorare le disuguaglianze che già esistono, il rischio è quello di 
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renderle permanenti, quasi ufficiali, danneggiando ancora di più i gruppi 

di persone che sono già in una posizione di svantaggio. Basti pensare a un 

sistema di valutazione per i prestiti in banca: un bias potrebbe negare un 

credito a persone di certe comunità. Allo stesso tempo, se le persone 

iniziano a pensare che l’IA non sia giusta, smetteranno di fidarsene, e 

questo potrebbe rallentare l’uso di tecnologie che, se ben progettate, 

potrebbero invece essere molto utili.  

Per provare a ridurre i bias, serve uno sforzo comune. Non è un lavoro solo 

per chi programma, devono collaborare sviluppatori, ricercatori 

universitari, politici e la società nel suo insieme. Il primo passo, come già 

detto, è raccogliere dati che siano davvero uno specchio del mondo. Ma è 

altrettanto importante fare dei veri e propri “esami etnici” ai modelli di IA 

prima che vengano messi in commercio. In questo scenario, svolgere 

insieme tra discipline diversa diventa il punto chiave. Mettere allo stesso 

tavolo esperti di lingua, sociologi e studiosi di genere può portare a punti 

di vista nuovi, fondamentali per trovare e correggere i bias nascosti nella 

tecnologia.  

L’ultimo punto, ma non per rilevanza, è l’educazione. Formare chi 

progetterà l’IA del futuro, facendo capire quanto siano cruciali l’equità e 

l’inclusione è una priorità assoluta. Solo se c’è un impegno costante e la 

voglia di agire prima che i problemi si presentino, si può sperare di 

costruire sistemi di intelligenza artificiale che rispecchino veramente i 

principi di giustizia e uguaglianza, per una società migliore per tutti.  
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3.5 Rappresentazioni di genere nei modelli di Intelligenza 

Artificiale 

Oltre al linguaggio e ai suoi sviluppi nelle traduzioni, ci sono altri modelli 

nei quali si diffondono rappresentazioni legate al genere che portano a 

pregiudizi e stereotipi.  

Un primo ambito di applicazione riguarda la selezione del personale. 

L'introduzione dell'intelligenza artificiale nei processi di reclutamento è 

stata principalmente motivata dalla volontà di sfruttare le potenzialità di 

questa tecnologia per automatizzare e ottimizzare l'efficienza delle 

assunzioni. L'aumento del volume di dati e il crescente numero di 

candidati hanno spinto molte aziende a delegare una prima fase di 

scrematura delle domande ricevute. L'adozione di tale tecnologia offre ai 

datori di lavoro notevoli vantaggi economici, poiché consente di ridurre le 

risorse impegnate e i tempi necessari per le assunzioni, aumentando al 

contempo il numero di candidati che possono essere valutati per una 

posizione vacante (Chen, 2023) (Kelan, 2023). In questi contesti, il 

sistema di intelligenza artificiale più comunemente utilizzato è quello 

dell'apprendimento supervisionato: per identificare i candidati più 

promettenti in base ai loro curriculum vitae, l'IA viene addestrata con i CV 

di lavoratori che in passato hanno ricoperto ruoli simili. In questo modo, 

l'intelligenza artificiale verrà addestrata a identificare, tra coloro che 

hanno presentato la domanda di assunzione, il candidato che dispone di un 

profilo simile a uno (o a una combinazione) dei soggetti ritenuti più idonei 

per quella posizione. Per raggiungere questo obiettivo, l'IA utilizza un 

approccio simile a quello del riconoscimento facciale, basato 

sull'estrazione di caratteristiche fondamentali. Nel caso del 

riconoscimento facciale, i programmi analizzano le principali peculiarità 

di un volto, come le dimensioni e la posizione degli occhi, del naso e della 
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bocca, il colore dei capelli e le distanze tra questi elementi. Una volta 

identificate queste caratteristiche, viene assegnato a ciascun volto un 

vettore identificativo unico, noto come "firma facciale". Allo stesso modo, 

quando l'intelligenza artificiale esamina un candidato, una volta ricevuto 

il curriculum, procede a estrarre gli elementi chiave, con particolare 

attenzione a quelli che il sistema giudica rilevanti per valutare l'idoneità 

rispetto al ruolo ricercato. 

Nonostante una selezione basata sui data di esperienze lavorative e di 

formazione passate possa apparentemente non presentare problematiche 

legate alla discriminazione, queste, vengono a palesarsi nel momento in 

cui il sistema di intelligenza artificiale deve scremare il numero effettivo 

di candidati presentabili, basandosi anche su dati non ritenuti primari dallo 

screening iniziale. Questo viene rilevato, per esempio, nel caso in cui 

all’intelligenza artificiale venga chiesto di operare una selezione delle 

candidature per un ruolo “di spicco” all’interno delle gerarchie aziendali, 

rinforzando il problema del “glass ceiling”. Il cosiddetto “soffitto di 

cristallo”11 è una metafora adoperata per descrivere la relativa lentezza dei 

progressi compiuti dalle donne sulla strada che porta all’occupazione di 

posizioni dirigenziali di alto livello. Le aziende oggi assumono di buon 

grado le donne per i livelli più bassi del management, ma quando arriva il 

momento della promozione, rimangono svantaggiate. Nel 2015, ad 

esempio, solo 25 delle 500 maggiori imprese statunitensi elencate nella 

lista annuale della rivista Fortune erano guidate da donne, e questo circa 

quarant’anni dopo che il principio dell’uguaglianza di genere, negli Stati 

Uniti, è stato pienamente sancito per legge dal Civil Rights Act del 1964. 

Dirigenti uomini e consigli d’amministrazione aziendale trovano 

 
11 Il termine viene utilizzato per la prima volta nel 1978 dalla consulente e scrittrice americana 

Marilyn Loden, in una conferenza sulle donne di New York.  
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continuamente modi per limitare le opportunità di mobilità in ascesa delle 

donne nelle grandi imprese.  

Particolarmente interessante è il caso in cui si richieda a un'intelligenza 

artificiale di selezionare candidati per una posizione da amministratore 

delegato. Se vengono presentati due profili equivalenti in termini di 

formazione e competenze, il sistema tende a favorire il profilo maschile 

rispetto a quello femminile. Questo fenomeno si verifica perché, durante 

l'addestramento, il sistema viene esposto a curriculum che rispecchiano le 

attuali dinamiche del mercato del lavoro, dove la predominanza maschile 

è evidente. Di conseguenza, il sesso maschile del candidato viene 

associato, erroneamente, al suo successo in quella posizione. Tuttavia, 

questo non è l'unico problema legato all'uso di queste tecnologie nella 

selezione del personale. Come abbiamo visto nei capitoli precedenti, le 

intelligenze artificiali tendono spesso a riflettere, anche in modo 

involontario, i pregiudizi dei loro programmatori. Quando analizzano il 

curriculum di un candidato, queste tecnologie possono individuare delle 

lacune nella sua formazione o nella carriera lavorativa, associando tali 

“buchi” a una scarsa performance rispetto ad altri profili. Se non vengono 

forniti all'IA elementi interpretativi adeguati a comprendere queste 

anomalie, essa non sarà in grado di collegarle a pause per motivi personali 

o familiari, a malattie, incidenti invalidanti, oppure a percorsi di cura 

psicologica o psichiatrica. 

A questo si aggiunge un'ulteriore complicazione che caratterizza il mondo 

femminile: il peso delle gravidanze e della maternità nel contesto della 

ricerca di un'occupazione. Questa problematica si manifesta in due modi 

distinti. Da un lato, troviamo il caso delle madri che, per necessità o scelta, 

potrebbero decidere di interrompere la propria carriera lavorativa oltre il 

periodo di maternità per dedicarsi all'accudimento del proprio bambino. 

Questa scelta comporta un prolungamento dei periodi di inattività nel loro 
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curriculum, rendendole meno competitive rispetto ad altri candidati e 

aggravando, di conseguenza, le difficoltà di reinserimento nel mondo del 

lavoro. Questo aspetto risulta particolarmente critico per le donne 

provenienti da contesti svantaggiati, che aspirano a una propria 

emancipazione economica. Dall'altro lato, vi è il caso delle donne di 29 o 

30 anni, età media per diventare madri al primo figlio in Europa nel 2024, 

che si trovano a presentare una domanda di assunzione. Anche in questo 

caso, sarebbero penalizzate a causa della potenziale gravidanza, 

considerata un "rischio" di inattività lavorativa. 

Un altro settore profondamente interessato dall’integrazione di sistemi di 

intelligenza artificiale è quello della sanità, in particolare per quanto 

riguarda le assicurazioni mediche e i programmi di previsione delle 

malattie. Uno studio condotto da Hoffman e Podgurski (2020) ha messo in 

luce come, nel contesto delle polizze sanitarie, l’impiego di algoritmi per 

il calcolo delle tariffe possa generare significativamente disuguaglianze di 

trattamento basate sull’etnia del richiedente. In particolare, è stato 

osservato che, a una richiesta sul costo di iscrizione, gli algoritmi tendono 

a proporre una tariffa inferiore per i richiedenti afroamericani o 

latinoamericani rispetto a quella offerta ai richiedenti bianchi. 

La radice di questa apparente anomalia risiede ancora una volta nei dati di 

addestramento e nell'incapacità dei sistemi di contestualizzare le 

informazioni grezze all'interno di un quadro socioeconomico. 

Storicamente, le minoranze afroamericane e latinoamericane, spesso 

soggette a marginalizzazione e a condizioni economiche svantaggiate, 

hanno avuto un accesso più limitato ai servizi sanitari, con una 

conseguente minore raccolta di dati medici. Un analista umano può 

interpretare questa carenza di dati come un indicatore di accesso limitato 

alle cure; al contrario, un'intelligenza artificiale priva di contesto può 

giungere a una conclusione opposta e distorta. Il sistema potrebbe 
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erroneamente interpretare la minore presenza di questi gruppi nelle 

strutture ospedaliere come un segno di migliore salute media, 

considerandoli quindi meno bisognosi di cure. 

Le implicazioni di tale pregiudizio algoritmico si manifestano nel 

momento in cui un paziente necessita delle cure previste dalla propria 

assicurazione. Gli stessi algoritmi sono consultati per raccomandare i 

trattamenti, e la convinzione errata che la sotto-rappresentazione nei dati 

implichi una migliore salute si traduce in una palese disparità 

nell'assistenza. A parità di diagnosi, infatti, un paziente bianco ha maggiori 

probabilità di ricevere trattamenti tempestivi ed efficaci, mentre un 

paziente appartenente a una minoranza è spesso costretto ad attendere un 

aggravamento dei sintomi prima di poter accedere alle medesime cure. 

L'applicazione dell'intelligenza artificiale si estende anche alla diagnosi 

precoce di patologie gravi, come la rilevazione di tumori in fase iniziale. 

Anche in questo ambito, tuttavia, emergono disparità significative. 

Diverse ricerche evidenziano come tali algoritmi diagnostici presentino 

un'efficacia e una validità clinica superiori per i pazienti bianchi rispetto a 

quelli appartenenti ad altre etnie (NIHCM, 2021). Questo divario è in gran 

parte attribuibile alla sottorappresentazione delle minoranze nei dataset di 

addestramento, un fattore che conduce a una minore precisione 

diagnostica per i pazienti afroamericani. 

La limitata accuratezza e la carenza di dati diventano particolarmente 

critiche nell'analisi di condizioni che si manifestano diversamente tra le 

etnie, come nel caso delle malattie della pelle (Kuo et al., 2023). Il risultato 

di queste lacune è spesso un ritardo diagnostico significativo, con gravi 

conseguenze per la salute delle persone afroamericane. 
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Oltre al settore sanitario, le dinamiche di discriminazione involontaria si 

manifestano con particolare evidenza nell'analisi automatica delle 

immagini. Due casi, relativi alla multinazionale giapponese Nikon e al 

servizio Google Photos, illustrano come i bias possano emergere anche in 

contesti non direttamente legati alla salute. L'incidente di Nikon, risalente 

al 2010, pur non coinvolgendo sistemi di IA complessi, offre una chiara 

dimostrazione di come le distorsioni possano essere incorporate in un 

prodotto tecnologico, anche quando l'azienda produttrice appartiene alla 

stessa area culturale del gruppo discriminato. 

Nel 2009, un articolo pubblicato su Sociological Images ha documentato 

un malfunzionamento della fotocamera digitale Nikon S630, la quale 

mostrava difficoltà nel riconoscere correttamente gli occhi aperti delle 

persone di origine asiatica. Secondo la segnalazione di un utente, il 

dispositivo visualizzava ripetutamente il messaggio di avviso "Did 

someone blink?" (Qualcuno ha sbattuto le palpebre?) anche quando i 

soggetti ripresi avevano gli occhi aperti (figura 10). 

L'origine di tale errore potrebbe essere attribuita all'algoritmo di 

rilevamento degli occhi chiusi, programmato sulla base di misurazioni 

facciali che potrebbero non essere rappresentative di tutte le variazioni 

etniche. Questo solleva interrogativi critici sui criteri di "neutralità" 

adottati nello sviluppo di tali software e sulla completezza dei test condotti 

su un campione diversificato di volti. 

Tuttavia, sono state avanzate anche altre ipotesi. Un'osservazione 

successiva ha riportato che il medesimo messaggio di errore appariva 

sistematicamente dopo ogni scatto, anche in assenza di persone 

nell'inquadratura. Tale circostanza suggerirebbe un'origine del problema 

diversa, forse legata a un difetto generico del sensore della fotocamera 

piuttosto che a un bias specifico nelle misurazioni facciali. Inoltre, dato 
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che Nikon è un'azienda giapponese, l'ipotesi di un intento discriminatorio 

deliberato appare improbabile. A prescindere dalla causa scatenante, 

l'incidente ha messo in luce la necessità fondamentale di testare i software 

di riconoscimento su una vasta e inclusiva gamma di fisionomie umane, al 

fine di garantirne l'accuratezza e l'equità. 

Figura 10. Riconoscimento facciale errato 

 

 

 

 

Fonte: Sharp G., (2009) Sociological Images (www.thesocietypages.org; ultima 

consultazione: 15 marzo 2025) 

Un incidente analogo, ma con implicazioni ancora più gravi, ha coinvolto 

il servizio Google Photos nel 2015. Il sistema di riconoscimento 

automatico delle immagini, basato su algoritmi di deep learning, generò 

forti polemiche dopo aver etichettato erroneamente la fotografia di due 

giovani afroamericani con la categoria "gorillas" (figura 11). L'errore, reso 

pubblico su Twitter da uno degli utenti coinvolti, Jacky Alciné, mise in 

luce le profonde criticità dei sistemi di visione artificiale. 

La causa del malfunzionamento fu identificata nei bias presenti nel dataset 

di addestramento. Il modello era stato infatti allenato su un corpus di 

immagini sbilanciato, con una rappresentazione insufficiente di persone 

con la pelle scura. Questa lacuna nei dati portò il sistema a confondere i 

tratti somatici dei volti neri con le caratteristiche di altre categorie presenti 

nel dataset, producendo un'associazione offensiva e razzista. 

http://www.thesocietypages.org/
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Di fronte alle critiche, Google presentò scuse formali e dichiarò di aver 

rimosso la categoria "gorillas" dalla classificazione automatica per 

prevenire il ripetersi di tali errori. Tuttavia, la soluzione adottata non 

consistette nel migliorare l'algoritmo per una classificazione più equa e 

inclusiva, ma nell'eliminare completamente le etichette "gorilla", 

"scimpanzé" e "scimmia" dal sistema. Tale approccio fu ampiamente 

criticato in quanto considerato un rimedio superficiale e non risolutivo, 

che aggirava il problema tecnico e etico senza affrontarlo alla radice. 

Figura 11. Bias razziale in Google Photos 

 

 

 

 

 

Fonte: BBC News “Google apologises for Photos app's racist blunder”  

L'incidente di Google Photos è diventato un caso di studio fondamentale 

sul bias razziale nei sistemi di IA, sollevando interrogativi cruciali 

sull'equità e l'affidabilità dei modelli di riconoscimento facciale. Le lezioni 

emerse sono state molteplici: la mancanza di diversità nei dataset di 

addestramento come causa diretta di errori discriminatori; la necessità di 

una supervisione umana più attenta nei processi di machine learning; e il 

rischio concreto che i pregiudizi algoritmici non solo riflettano, ma 

rafforzino attivamente gli stereotipi razziali presenti nella società. Anche 

a distanza di anni, episodi simili continuano a dimostrare come l'IA possa 

assorbire le distorsioni sociali e come la sua progettazione richieda 

un'attenzione molto maggiore ai principi di inclusività e diversità. 
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Questa maggiore consapevolezza, unita a una rinnovata sensibilità sui temi 

dell'uguaglianza e del diritto a un'equa rappresentazione, ha acceso i 

riflettori sulla discrepanza tra i grandi database pubblici, spesso usati per 

lo sviluppo di applicazioni di IA, e la composizione reale della 

popolazione. Un contributo significativo in questa direzione proviene da 

un gruppo di studiosi che, nel 2020, ha affrontato le problematiche dei bias 

nei dataset per la visione artificiale, concentrandosi in particolare su 

ImageNet, una delle raccolte di immagini più influenti al mondo (Yang et 

al., 2020). 

L'analisi condotta da Yang et al. ha esaminato la sottostruttura delle 

categorie relative alle persone presenti in ImageNet, rivelando che, delle 

2.832 categorie esistenti, solo 158 erano appropriate per il riconoscimento 

visivo. All'interno di un sottoinsieme di 139 categorie con un numero 

sufficiente di immagini, i ricercatori hanno studiato la distribuzione di 

genere, colore della pelle ed età, proponendo procedure concrete per 

bilanciare tale distribuzione (figura 12). Questo lavoro non solo 

rappresenta un passo fondamentale verso la creazione di dataset più equi, 

ma sottolinea l'importanza di un'azione proattiva di filtraggio e 

bilanciamento per migliorare l'accuratezza e la giustizia dei modelli di 

visione artificiale. 

Figura 12. Distribuzione di genere, colore della pelle ed età  

 

Fonte: “Towards fairer datasets: Filtering and balancing the distribution of the people 

subtree in the ImageNet hierarchy” (2020) 
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CAPITOLO 4: METODOLOGIA DELLA RICERCA 

 

4.1 Obiettivi della ricerca  

L’obiettivo principale della seguente tesi, cioè lo scopo che si vuole 

perseguire, è un’indagine approfondita di come gli strumenti basati 

sull’intelligenza artificiale riflettono e perpetuano stereotipi di genere, in 

particolar modo per quanto riguarda le rappresentazioni femminili. È già 

stato illustrato in modo dettagliato, all’interno dei capitoli precedenti, 

come l’IA sia sempre più presente nella vita quotidiana e produca, senza 

che chi ne usufruisce se ne renda conto, stereotipi di genere. Attraverso 

un’analisi scrupolosa organizzata in diverse fasi, il fine che ci si aspetta è 

quello di comprendere in modo più critico e consapevole l’impatto 

socioculturale che hanno queste tecnologie artificiali, soprattutto per 

quanto riguarda la riproduzione di bias e disuguaglianze preesistenti.  

La ricerca si inserisce nella tradizione dei feminist technology studies 

argomentate da Wajcam (2010)12, il quale afferma che le tecnologie non 

sono mai oggetti neutri, ma piuttosto “prodotti socio-tecnici” che 

contengono e riflettono valori culturali e rapporti di potere preesistenti. È 

un contesto teorico particolarmente significativo nell’esaminare gli 

stereotipi di genere nell’intelligenza artificiale, poiché i pregiudizi presenti 

nei dati e nelle pratiche di sviluppo emergono nei sistemi finali.  

Nello specifico, la seguente tesi si pone tre macro-obiettivi, ciascuno 

pensato per esaminare diversi aspetti del fenomeno indagato.  

 
12 I feminist technology studies fanno parte di un campo teorico che analizza l’interazione tra 

genere, scienza e tecnologia. Wajcman, J. (2010). Feminist theories of technology. Cambridge 

Journal of Economics, 34(1), 143-152. 
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1) Il primo obiettivo riguarda l’identificazione e la documentazione delle 

manifestazioni concrete dei bias di genere in tre categorie principali di 

strumenti basati sull’intelligenza artificiale, che, in tempi odierni, 

maggiormente si ritrovano ad essere utilizzate da un vasto pubblico di 

utenti.  

La prima categoria ad essere analizzata è il mondo degli assistenti vocali 

virtuali, come Siri, Alexa e Google Assistant, che rappresentano una delle 

interfacce più diffuse e utilizzate come interazioni con l’intelligenza 

artificiale. Prima ancora di iniziare la fase analitica, emerge come sia 

predominante all’interno di questi assistenti, l’uso di voci femminili 

anziché maschili, probabilmente perché più adatte a funzioni di servizio, 

aiuto e assistenza. Nonostante questo particolare possa passare inosservato 

per chi progetta tali strumenti, l’effetto può condurre alla manifestazione 

di qualcosa di più celato, come la presenza di bias e stereotipi di genere 

che associano appunto a funzioni di “assistenza” toni femminili, invece 

che maschili. Uno studio condotto all’Università di Stanford mette in luce 

come “la voce rappresenta uno stimolo evolutivamente privilegiato che 

porta gli utenti ad attribuire qualità sociali alle interfacce vocali artificiali. 

In particolare, la scelta di genere, tono ed emozione della voce sintetica 

influenza profondamente la percezione della tecnologia, rafforzando 

stereotipi tradizionali legati ai ruoli di genere, all’autorità e alla personalità 

percepita” (Nass e Brave, 2005). Per questo motivo si tende ad attribuire 

alle voci femminili caratteristiche di calore e accoglienza, mentre si riserva 

una maggiore autorevolezza a quelle maschili. 

Il secondo ambito d’indagine riguarda i generatori automatici di immagini, 

come Reve, Pixlr e Freepik, strumenti che stanno acquistando crescente 

influenza e popolarità per la produzione di contenuti visivi. Per verificare 

come quest’ultimi producano, seppur non volontariamente, stereotipi di 

genere, si chiederà di generare immagini, tramite prompt neutri o relativi 
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a contesti professionali, per osservare come vengano progettate figure 

femminili e maschili. L’analisi pone particolare attenzione alle differenze 

nella rappresentazione fisica, nell’abbigliamento e nella postura delle 

figure generate, così come ai contesti in cui vengono collocate, per 

determinare se c’è la presenza di pattern stereotipati che possono 

contribuire a rafforzare pregiudizi preesistenti.  

Infine, il terzo focus prende in esame i filtri estetici utilizzati nelle 

piattaforme social come Instagram, Tiktok e Snapchat, che rappresentano 

una forma di intelligenza artificiale utilizzata in modo sempre più 

frequente soprattutto dai giovani utenti. Si andrà ad analizzare più da 

vicino come tali filtri modificano automaticamente i volti, promuovendo 

standard di bellezza impossibili da raggiungere o centralizzati verso 

un'unica etnia occidentale (ad esempio con pelle chiara e non scura, occhi 

rotondi invece che a mandorla, ecc).  

2) Il secondo obiettivo si concentra sull’esplorazione della dimensione 

soggettiva e sociale del fenomeno tramite la somministrazione di un 

questionario online ad un campione di riferimento, mirando a valutare il 

livello di consapevolezza degli utenti riguardo alla presenza di bias di 

genere nelle tecnologie di intelligenza artificiale e a comprendere come 

tali bias vengano percepiti e interpretati nel contesto d’uso quotidiano.  

Come punto di partenza si procede a misurare la familiarità degli utenti 

con le diverse tecnologie di IA e la cadenza con cui queste vengono 

utilizzate, ponendo poi come aspetto centrale se e come gli utenti 

riconoscano la presenza di bias di genere nelle applicazioni di IA che 

utilizzano nelle pratiche quotidiane. Molte ricerche mostrano come le 

persone comuni non siano pienamente consapevoli della presenza di 

algoritmi che contengono appunto bias stereotipati, come si è dimostrato 

nel caso emblematico di Amazon che penalizzava le candidature femminili 

durante la fase di selezione del personale (Dastin, 2018), illustrato nel 
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secondo capitolo. Si analizzerà sia la capacità di riconoscerli in modo 

esplicito, sia le forme più sottili di consapevolezza che emergono tramite 

la descrizione delle esperienze d’uso delle persone.  

Si prosegue poi con un esame approfondito delle opinioni degli utenti sulle 

scelte di stile legate al genere, come l’uso prevalente di voci femminili 

negli assistenti vocali e la rappresentazione differenziata di figure maschili 

e femminili nei contenuti generati automaticamente. In aggiunta si vuole 

valutare anche la percezione dell’impatto che tali stereotipi possono avere 

a livello individuale e sociale, come gli utenti possono essere in grado di 

riconoscere potenziali conseguenze sulle opportunità professionali o più 

in generale sulle dinamiche sociali legate al genere.  

L’integrazione di una dimensione soggettiva e una interpretativa delle 

varie esperienze tecnologiche serve a portare gli utenti ad avere un ruolo 

attivo nella costruzione del significato delle tecnologie digitali 

contemporanee.  

3) Il terzo e ultimo obiettivo vuole fornire alcune raccomandazioni 

concrete per favorire uno sviluppo tecnologico più consapevole e 

inclusivo nell’ambito dell’intelligenza artificiale, costruendo una sorta di 

linea guida da seguire (in particolare rivolta a sviluppatori e designer) per 

evitare la riproduzione passiva di stereotipi di genere. Tutto ciò ha come 

fondamenta i risultati ottenuti nelle fasi precedenti della ricerca, tramite 

un’integrazione da ciò che emerge analizzando dettagliatamente gli 

strumenti presi in esame e le percezioni rilevate dagli utenti a cui verrà 

somministrato il questionario.  

Con questo obiettivo finale la ricerca mira quindi alla necessità di tradurre 

la conoscenza teorica ed empirica in strumenti pratici per migliorare le 

partiche di sviluppo e utilizzo dell’intelligenza artificiale, attraverso un 

approccio che collega l’analisi critica a proposte costruttive.  
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4.1.1 Fattibilità e delimitazione degli obiettivi 

Come avviene in ogni ricerca, per analizzare in modo critico e 

rigoroso il fenomeno oggetto di studio è necessario definire con 

chiarezza i confini dell’indagine, scegliendo di approfondire alcuni 

aspetti e lasciandone momentaneamente da parte altri.  

Considerata l’ampiezza e la complessità del tema dei bias 

nell’intelligenza artificiale, la seguente ricerca si concentra in 

particolare sui bias dedicati al genere e sulle rappresentazioni 

femminili, come largamente discusso fino ad ora. Sono stati quindi 

esclusi altri tipi di bias, come quelli di natura etnica o 

socioeconomica, salvo nei casi in cui questi si intreccino 

direttamente con le questioni di genere relative alla 

rappresentazione delle donne.  

L’indagine si colloca nel contesto dell’interazione tra tecnologie e i 

consumatori o fruitori finali. Per questo motivo si è scelto di 

utilizzare un questionario che raccolga percezioni ed esperienze 

concrete, tralasciando ambiti specialistici come la medicina, la 

giustizia o la finanza. Sebbene questi settori presentino sfide 

importanti legate ai bias algoritmici (O’Neil, 2016), affrontarli 

richiederebbe competenze e approcci di ricerca diversi da quelli 

adottati qui.  

La decisione di focalizzarsi su applicazioni di uso quotidiano e 

facilmente accessibili risponde inoltre alla volontà di esplorare 

tecnologie che incidono in modo diretto e diffuso sulla vita della 

maggior parte degli utenti. Tali confini sono stati tracciati con 

l’obiettivo di rendere la ricerca di tesi realizzabile dal punto di vista 

pratico e di mantenere l’attenzione sugli obiettivi definiti.  
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Pur delimitando l’ambito d’indagine, si riconoscono e si 

valorizzano le connessioni con altre forme di bias e con altri 

contesti applicativi. L’approccio scelto non è quindi chiuso o 

autoreferenziale, ma rimane coerente con il quadro delineato fin 

dall’inizio. Alla luce di questa prospettiva, i risultati ottenuti 

potranno offrire spunti e indicazioni utili anche per future indagini 

in altri ambiti, contribuendo ad accrescere la comprensione e la 

consapevolezza delle implicazioni sociali dell’intelligenza 

artificiale.  

 

4.2 Domande e ipotesi di ricerca  

Gli obiettivi sopra delineati vengono poi tradotti in domande specifiche di 

ricerca e ipotesi verificabili, che guideranno concretamente il processo 

investigativo, mantenendo sempre coerenza e correttezza metodologica. 

Le domande che tale tesi si pone sono principalmente tre ed emergono 

direttamente dagli obiettivi descritti nella sezione precedente.  

1) La prima questione si focalizza sulla manifestazione reale dei pregiudizi 

di genere e riassume perfettamente ciò di cui parla l’intero elaborato: in 

che modo gli strumenti di intelligenza artificiale comunemente utilizzati 

replicano e perpetuano gli stereotipi di genere, con particolare attenzione 

sulle rappresentazioni femminili?  

L’ipotesi che guida questa fase iniziale di ricerca afferma che gli strumenti 

di IA destinati ai consumatori tendono a rappresentare in modo sistematico 

figure stereotipate di genere, ma con manifestazioni varie in base al 

contesto di utilizzo e alla modalità di interazione. Si può prevedere, ad 

esempio, che nell’uso degli assistenti vocali dominino stereotipi connessi 

al ruolo di servizio tradizionalmente attribuiti alla sfera femminile 

(Strengers e Kennedy, 2020), mentre all’interno dei generatori di 
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immagini possano emergere più frequentemente stereotipi riguardanti 

l’aspetto fisico e la sessualizzazione dei corpi femminili (Garcìa-Ull e 

Melero-Làzaro, 2023).  

Una continua amplificazione di pregiudizi di genere esistenti nasce dagli 

algoritmi che vengono addestrati su dati prevalentemente maschili, non 

considerando adeguatamente le esigenze delle donne. Lo studio di Criado 

Perez (2019) ad esempio, discute di come i test di sicurezza 

automobilistica siano stati storicamente basati su manichini maschili, 

aumentando il rischio di lesioni per le donne in caso di incidenti. 

2) La seconda domanda di ricerca esamina più attentamente la dimensione 

soggettiva: quanto gli utilizzatori sono consapevoli dei bias di genere nelle 

intelligenze artificiali e come sono percepiti nell’uso quotidiano?  

L’ipotesi si fonda sul concetto che coscienza e percezione di questi 

fenomeni variano in maniera significativa rispetto ai diversi gruppi di 

utilizzatori, rispetto a variabili quali il genere, il livello di istruzione ed 

esperienza con i temi che stanno in rapporto all’equità di genere. La 

previsione è che chi ha una maggiore sensibilità o esperienza su questi 

argomenti possa riconoscere e valutare i bias in modo più critico. 

Numerosi studi sono a supporto di tale aspettativa ed evidenziano come la 

comprensione dei bias tecnologici vari significativamente in relazione alla 

posizione sociale degli utenti, alla loro formazione e alle esperienze 

pregresse, con un occhio di riguardo all’interno di gruppi potenzialmente 

soggetti a discriminazione.  

3) Una terza questione di ricerca è strettamente legata alla seconda, perché 

oltre alla consapevolezza degli utenti sugli stereotipi generati da sistemi di 

IA, mira più nel dettaglio a cosa vorrebbero alla fine gli utenti: quali sono 

le preferenze rispetto a tecnologie di intelligenza artificiale più inclusive e 

meno stereotipate?  
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L’ipotesi correlata alla terza domanda è quella che gli utilizzatori di tali 

strumenti, specialmente il pubblico più giovane, preferisca soluzioni 

tecnologiche inclusive, che non portino alla formazione di ulteriori 

pregiudizi. Verrà analizzato nel dettaglio come questi ultimi possano 

influenzare le rappresentazioni del mondo femminile e maschile, 

soprattutto per quanto riguarda i generatori di immagini.  

Alle tre questioni principali si affianca la dimensione temporale del 

fenomeno, andando a valutare come evolvono i bias di genere nelle 

tecnologie di IA in relazione ai cambiamenti nelle sensibilità sociali e nelle 

partiche di sviluppo. È stato chiaro fin dall’inizio come i bias non sono 

elementi statici, ma fenomeni in continua evoluzione, potenzialmente 

soggetti a trasformazioni in risposta a mutamenti sia tecnici che culturali. 

L’ipotesi di ciò suggerisce che, nonostante l’emergere di una maggiore 

consapevolezza critica riguardo ai temi degli stereotipi, persistano forme 

nascoste e implicite di bias che richiedono strumenti di analisi sempre più 

sofisticati per essere identificate e affrontate.  

L’insieme di queste domane e ipotesi di ricerca costituisce una struttura 

investigativa coerente che integra dimensioni descrittive, interpretative e 

prescrittive nell’analisi dei bias di genere dell’intelligenza artificiale. La 

formulazione di ipotesi orientate a esplorare aspetti innovativi del 

fenomeno, permette di delineare un percorso di ricerca rigoroso che aspira 

a contribuire tanto all’avanzamento della conoscenza teorica quanto allo 

sviluppo di pratiche più eque e inclusive nell’ambito tecnologico.  

 

4.3 Disegno della ricerca e approccio metodologico  

Data la complessità del fenomeno indagato, un approccio meramente 

quantitativo o qualitativo si sarebbe rivelato insufficiente. La ricerca 

adotta pertanto una prospettiva che, ispirandosi ai principi della sociologia 
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comprendente (Sbalchiero, 2021), mira a restituire la profondità del 

significato che i bias di genere assumono nel contesto tecnologico. Per tale 

ragione, si è optato per un disegno di ricerca a metodi misti (Mixed 

Methods Research), in grado di integrare prospettive di analisi differenti 

ma complementari. 

La scelta di combinare le due metodologie trova ampio riscontro nella 

letteratura (Johnson & Onwuegbuzie, 2004). Come evidenziato da 

Creswell e Plano Clark (2018), l’uso di metodi misti consente di unire la 

profondità dell’analisi qualitativa – volta a esplorare il “come” e il 

“perché” un fenomeno si manifesta – con l’ampiezza dell’analisi 

quantitativa, necessaria per misurarne la diffusione e identificare tendenze 

generali. 

Nello specifico, il percorso di ricerca segue un modello sequenziale 

esplorativo (Sequential Exploratory). Il disegno prevede una prima fase 

qualitativa a cui viene data priorità, con lo scopo di esplorare appunto il 

campo. Come argomenta Cardano (2011), questo primo stadio esplorativo 

è cruciale per poter poi costruire uno strumento quantitativo – in questo 

caso, il questionario – che sia fondato su una solida base empirica. La 

successiva fase quantitativa, informata dai canoni della ricerca sociale 

(Corbetta, 2015), servirà quindi a misurare su un campione più ampio le 

dinamiche emerse. L’intenzione finale è proprio quella di confrontare ciò 

che la tecnologia mostra (fase qualitativa) con ciò che gli utenti 

percepiscono (fase quantitativa). 

Si propone di seguito una sintesi schematica del disegno metodologico 

adottato (tab 1):  
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Tabella 1: sintesi metodologica di ricerca  

Obiettivo di 

ricerca 

Metodo Strumento Target 

Analizzare le 

manifestazioni 

concrete di bias 

di genere nei 

sistemi di IA 

Qualitativo Osservazione 

diretta, audit 

algoritmico 

Assistenti 

vocali, 

generatori di 

immagini, filtri 

social 

Indagare la 

percezione e la 

consapevolezza 

degli utenti 

rispetto ai bias 

di genere 

nell’IA 

Quantitativo Questionario 

online 

strutturato 

(Google 

Moduli) 

Adulti 18-40 

anni  

 

 

4.4 Fase qualitativa: analisi dei sistemi di IA 

La fase qualitativa della ricerca costituisce quindi l’inizio dell’intero 

studio, offrendo un’esplorazione sistematica delle manifestazioni concrete 

dei bias di genere nei sistemi di intelligenza artificiale di uso comune. 

L’approccio metodologico si ispira alla tradizione dell’analisi 

sociotecnica, che riconosce come “gli artefatti tecnologici non siano 

oggetti neutri ma incorporino valori, assunzioni e relazioni di potere” 

(Wajcam, 2010). Tale prospettiva risulta particolarmente adeguata allo 

studio dei bias di genere nell’IA dal momento che vengono presi in 

considerazioni aspetti tecnici e socioculturali nella loro produzione 

reciproca di pratiche tecnologiche contemporanee.  
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Per ciascuna delle tre categorie tecnologiche oggetto di analisi, l’indagine 

intende procedere attraverso un’analisi strutturata che combina 

osservazione diretta e comparazione trasversale. Seguendo l’approccio 

metodologico di Gillespie (2014), che propone di studiare le piattaforme 

digitali come attori che intervengono attivamente nella strutturazione del 

discorso pubblico, l’analisi considera gli aspetti funzionali dei sistemi e 

gli aspetti legati alle scelte di design, alle interfacce e alle modalità 

comunicative che mediano l’interazione tra utente e tecnologia.  

Nel caso degli assistenti vocali virtuali e dei generatori di immagini viene 

adottato un approccio ispirato alla visual content analysis sviluppata dalla 

professoressa Gillian Rose (2016) che prevede la raccolta di un certo 

numero di immagini, video o audio (in questo caso quelle generate 

automaticamente), la costruzione di una griglia di codifica con variabili da 

contare e una conseguente applicazione sistematica a tutte le immagini 

prodotte. Infine, si interpretano i risultati per trarre conclusioni su 

tendenze, pattern e rappresentazioni ricorrenti.  

Nell’analisi di Siri, Alexa e Google Assistant si prevede di registrare e 

trascrivere le sessioni di interazione, per verificare elementi quali il genere 

della voce predefinita, le risposte a richieste neutre e le modalità 

comunicative adottate.  

Ai sistemi di immagini (Reve, Pixlr e Freepik) verrà affidata una serie di 

prompt standardizzati, pensati per essere neutri rispetto al genere o 

deliberatamente ambigui. Le immagini create verranno poi analizzate 

attraverso una matrice di valutazione che considera aspetti come la 

presenza di personaggi maschili e femminili, le caratteristiche fisiche 

associate, l’abbigliamento, la postura, l’espressione del volto e il contesto 

in cui sono inserite.  
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L’analisi presentata trae ispirazione dal lavoro di uno dei più eminenti 

sociologi del Novecento, Erving Goffman (1979), il quale ha esaminato la 

rappresentazione del genere nella pubblicità. Il sociologo ha scrutinato una 

serie di immagini pubblicitarie al fine di comprendere le modalità di messa 

in scena degli uomini e delle donne, nonché i ruoli sociali stereotipati 

riprodotti nelle fotografie e nei messaggi visivi. Le immagini analizzate 

denotavano modelli ricorrenti in cui le donne venivano frequentemente 

ritratte come passive, sottomesse o seduttive, spesso assunte in posture 

remissive o sessualizzate; al contrario, gli uomini risultavano rappresentati 

come attivi, dominanti, razionali e autonomi, manifestando posture decise 

e controllate. Alla base di tali rappresentazioni si riscontra la constatazione 

che la pubblicità contribuisce a rafforzare i ruoli e le aspettative di genere 

radicati nella società. 

Nell’analisi osservativa, pertanto, l’obiettivo è quello di verificare se gli 

schemi riscontrati da Goffman nella pubblicità di quasi cinquant’anni fa 

emergano anche, sebbene in misura meno accentuata, nelle immagini 

generate attualmente dall’intelligenza artificiale.  

Per quanto riguarda la terza categoria di analisi, quella concernente i filtri 

estetici, verrà condotto uno studio qualitativo per esaminare gli effetti dei 

filtri più diffusi sulle piattaforme social di Instagram, TikTok e Snapchat.  

È tuttavia necessario esplicitare un limite metodologico relativo a questa 

specifica fase dell’indagine. L’intenzione iniziale era quella di testare gli 

effetti dei filtri su un campione diversificato di volti, per analizzare le 

possibili variazioni in relazione a genere ed etnia. Per ragioni di fattibilità, 

l’analisi verrà invece condotta applicando i filtri a un unico soggetto: la 

scrivente (genere femminile, etnia caucasica).  

Nonostante questa scelta consenta un’analisi coerente e controllata delle 

trasformazioni operate dagli algoritmi, i risultati che emergeranno 
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dovranno essere interpretati alla luce di questa delimitazione. Le 

conclusioni relative, in particolare, allo schiarimento della pelle e alla 

standardizzazione dei tratti somatici, non potranno essere generalizzate 

all’impatto che tali tecnologie hanno su altre tipologie di volti. Tale limite, 

comunque, non inficia l’obiettivo primario dell’analisi, ovvero quello di 

identificare lo standard di bellezza normativo che questi strumenti tendono 

a imporre. Future ricerche potrebbero proficuamente estendere 

quest’analisi a un campione di soggetto più eterogeneo per mappare in 

modo più completo i bias di natura etnica e di genere.  

 

4.5 Fase quantitativa: indagine tramite questionario  

La fase quantitativa della ricerca ha l’obiettivo di ampliare e completare 

quanto emerso nella parte qualitativa, offrendo una visione più ampia di 

come gli utenti percepiscono e comprendono i bias di genere nelle 

tecnologie di intelligenza artificiale. Per raccogliere queste informazioni, 

è stato scelto di utilizzare un questionario: questo strumento consente di 

ottenere dati standardizzati da un numero consistente di persone, 

permettendo di confrontare le risposte tra gruppi diversi e di individuare 

eventuali tendenze ricorrenti nelle opinioni e nei comportamenti.  

Il questionario verrà somministrato in formato digitale, tramite Google 

Moduli. Nella sua progettazione è stata posta particolare attenzione a 

formulare domande chiare e comprensibili, usando un linguaggio semplice 

e accessibile anche a chi non ha familiarità con termini tecnici specifici. 

La struttura è organizzata in sezioni tematiche, pensate per esplorare i vari 

aspetti della relazione tra utenti, intelligenza artificiale e percezione dei 

bias di genere. Lo strumento si compone di cinque sezioni principali.  
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La prima è un’introduzione che spiega in breve gli obiettivi dello studio, 

fornisce informazioni sul trattamento dei dati personali e raccoglie il 

consenso informato dei partecipanti.  

Nella seconda sezione vengono raccolte informazioni demografiche 

essenziali, come età, genere, livello di istruzione e ambito professionale. 

Le domande sono brevi e mirate, per ottenere dati utili in modo semplice. 

Le variabili sono pensate per consentire anche analisi intersezionali, così 

da capire come diverse identità sociali possono influenzare la percezione 

dei bias tecnologici.  

La terza sezione si concentra sule abitudini d’uso delle tecnologie di 

intelligenza artificiale. Qui i partecipanti indicheranno quanto spesso 

usano strumenti come assistenti vocali, generatori di immagini e filtri 

estetici, rispondendo su scale a cinque punti (da “mai” a “più volte al 

giorno”). Per verificare questo parametro, il questionario include domande 

ispirate ai modelli proposti da Hargittai e Hsieh (2012), studiosi 

sociologici che hanno sviluppato strumenti sintetici per rilevare le 

competenze d’uso del web attraverso indagini survey. La loro proposta di 

misure concise e adattabili si è rilevata particolarmente utile per la 

costruzione di indicatori semplici ma significativi, adatti a contesti di 

somministrazione online e auto-compilazione.   

La quarta sezione è il cuore del questionario e riguarda la consapevolezza 

e la percezione dei bias di genere. Oltre a domande dirette, vengono 

presentati esempi concreti, emersi dalla fase qualitativa, in cui si chiede ai 

partecipanti di esprimere un giudizio sulla problematicità o neutralità di 

alcune situazioni. Sono incluse scale Likert per misurare il grado di 

accordo con affermazioni sugli stereotipi presenti nelle tecnologie e 

domande a scelta multipla per capire le preferenze degli utenti verso 

possibili soluzioni più inclusive. In questa parte verranno anche proposte 

scenette, ispirate alla metodologia delle vignette di Finch, (1987) che 
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descrivono interazioni con tecnologie potenzialmente problematiche, 

chiedendo ai partecipanti di valutare la situazione e indicare cosa 

preferirebbero.  

Infine, la quinta e ultima sezione prevede alcune domande aperte che 

lasciano spazio a opinioni e suggerimenti personali. Queste risposte 

potranno arricchire l’interpretazione dei dati numerici, offrendo un quadro 

più completo. Tutti gli scenari e le domande saranno formulati in modo 

chiaro, per essere comprensibili anche a chi ha livelli diversi di familiarità 

sia con le tecnologie sia con le tematiche di genere.  

Si è scelto di utilizzare Google Moduli come strumento d’indagine perché 

è facilmente accessibile e conosciuto dalla maggior parte degli utenti, oltre 

a funzionare bene su dispositivi diversi (computer, tablet e smartphone), 

facilitando così la partecipazione. Il questionario è pensato per essere 

completato in circa 10-15 minuti, una durata adatta per mantenere 

l’attenzione alta e favorire risposte ragionate.  

 

4.5.1 Campionamento e descrizione campione  

Per la fase quantitativa della ricerca si utilizzerà un metodo di 

campionamento non probabilistico. Questa scelta è coerente con la 

natura esplorativa dell’indagine e con l’obiettivo di raggiungere 

una popolazione specifica di utenti di tecnologie digitali, per la 

quale non è disponibile una lista completa da cui estrarre un 

campione casuale (Corbetta, 2015). Inizialmente, si era ipotizzata 

una struttura di campionamento per quote, come descritto nella 

Tabella 2, con l’obiettivo di ottenere un campione bilanciato per 

genere ed età che consentisse analisi comparative tra i sottogruppi. 

Tuttavia, per ragioni di fattibilità e per raggiungere una numerosità 

campionaria adeguata all’analisi statistica, si è opterà per una 



81 
 

strategia di diffusione a valanga (snowball sampling). Tale tecnica 

prevede la condivisione iniziale del questionario ad un gruppo di 

contatti diretti, a cui verrà poi chiesto di inoltrarlo all’interno delle 

proprie reti sociali. È un metodo particolarmente adatto a 

raggiungere popolazioni “nascoste” o difficilmente accessibili, 

come possono esserlo specifici gruppi di utenti online.  

Sebbene tale approccio permetta di raggiungere l’obiettivo 

numerico, è fondamentale evidenziarne un limite metodologico 

intrinseco. Il campionamento a valanga, per sua natura, produce un 

campione non rappresentativo della popolazione generale, in 

quanto la sua composizione finale riflette con ogni probabilità le 

caratteristiche della rete sociale da cui ha avuto origine (Corbetta, 

2015).  

Di conseguenza, e in linea con le indicazioni della letteratura 

metodologica, i risultati di questo studio non potranno essere 

generalizzati. Lo sbilanciamento del campione, inoltre, non 

consentirà di effettuare confronti statistici attendibili tra i 

sottogruppi (ad esempio, tra le opinioni di uomini e donne), poiché 

le categorie meno numerose non avrebbero un peso sufficiente per 

garantire analisi significative. Pertanto, l’analisi dei dati 

quantitativi che verrà presentata nel capitolo successivo si 

concentrerà sulla descrizione delle tendenze generali e delle 

percentuali aggregate emerse dal campione totale, interpretando i 

risultati alla luce di questa specifica delimitazione. Le implicazioni 

di tali caratteristiche del campione sulla lettura e l’interpretazione 

dei risultati verranno discusse in dettaglia nel capitolo 5. 
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Tabella 2: ipotesi di campionamento per quote, a scelta ragionata  

Caratteristica Categorie Quota 

prevista 

Motivazione 

Genere Donna/uomo/altro 45%/ 

45%/ 

10% 

Bilanciare la 

rappresentanza 

e includere 

identità non 

binarie  

Età 18-24/ 25-30/ 31-

40 

45%/ 

35%/ 

20%  

Coprire fasce 

adulte giovani, 

tipici utenti di 

IA e social  

Titolo di studio Diploma/ laurea 

triennale/ laurea 

magistrale+ 

40%/ 

40%/ 

20% 

Valutare 

l’effetto del 

livello 

d’istruzione 

sulla 

consapevolezza 

dei bias  

Familiarità 

con IA 

Bassa/ media/ alta 30%/ 

50%/ 

20% 

Diversificare il 

livello di 

esposizione 

alla tecnologia  

Utilizzo 

strumenti IA 

Assistenti vocali/ 

generatori di 

immagini/ filtri 

social 

100% 

campione 

misto 

(almeno 

Garantire che 

ogni tecnologia 

venga 

analizzata 
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30% 

ciascuno) 

tramite utenti 

che la 

conoscono  

 

 

4.6 Considerazioni etiche e tutela dei partecipanti  

La progettazione e la conduzione di questa ricerca aderiranno 

scrupolosamente ai principi etici fondamentali della ricerca sociale, così 

come delineati dal codice etico dell’Associazione Italiana di Sociologia 

(AIS, 2011)13. In linea con tali principi, una particolare attenzione verrà 

orientata verso la salvaguardia della riservatezza, dell’autonomia e del 

rispetto della dignità dei partecipanti.  

A ciascun partecipante verrà fornita una dettagliata spiegazione dello 

studio, evidenziando i suoi obiettivi, la sua natura volontaria e l’impegno 

non vincolante. Sarà specificato che le informazioni raccolte verranno 

elaborate in forma anonima e aggregata, garantendo l’impossibilità di 

correlare le risposte a individui identificabili.  

In merito alla privacy dei dati, si preciserà che non sarà mai fornito alcun 

datp sensibile e identificativo, conformemente al Regolamento Generale 

sulla Protezione dei Dati (GDPR) 2016/679 del Parlamento Europeo. I dati 

raccolti saranno conservati in ambienti digitali rigorosamente controllati, 

accessibili esclusivamente al ricercatore e utilizzati esclusivamente per 

valide finalità di ricerca scientifica attinenti a questo studio.  

Si garantirà ai partecipanti la facoltà di interrompere la compilazione del 

questionario in qualsiasi momento, senza necessità di fornire 

giustificazione e senza conseguenze. Prima di iniziare la compilazione, 

 
13 AIS - Associazione Italiana di Sociologia (2016). Codice Etico.  
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sarà richiesti di esprimere esplicitamente il proprio consenso informato 

mediante un’apposita sezione iniziale del modulo digitale. 

La progettazione del questionario considererà con particolare cura la 

sensibilità dei temi trattati, evitando formulazioni potenzialmente 

intrusive. Stigmatizzanti o influenti. In conformità con le raccomandazioni 

metodologiche per la ricerca su argomenti di rilevanza sociale, saranno 

altresì condotte prove pilota al fine di verificare la chiarezza, la neutralità 

e l’adeguatezza linguistica delle domande formulate.  

 

 

CAPITOLO 5: ANALISI E RISULTATI DELLA 

RICERCA 

 

5.1 Analisi qualitativa: bias di genere nei sistemi di IA 

Il presente paragrafo espone e discute i risultati emersi dalla fase 

qualitativa della ricerca, condotta secondo l’approccio metodologico 

illustrato nel capitolo precedente (par. 4.4). L’obiettivo di questa fase era 

l’identificazione e la documentazione delle manifestazioni concrete di bias 

di genere in tre categorie di tecnologie di intelligenza artificiale di uso 

comune. La presentazione dei dati seguirà la struttura dell’indagine, 

analizzando separatamente i pattern emersi per gli assistenti vocali, i 

generatori di immagini e i filtri estetici.  

 

5.1.1 Assistenti vocali  

La prima area di indagine ha riguardato gli assistenti vocali Siri, 

Google Assistant e Alexa. L’analisi è stata condotta attraverso un 
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protocollo di interazione standardizzato che prevedeva la 

somministrazione di una sequenza di dieci domande identiche per 

ciascun assistente. Tali domande, riassunte della tabella 3, sono 

state formulate per sollecitare risposte relative a tre aree tematiche: 

task pratici, aspetti relazionali e reazioni a temi sensibili. Le 

risposte e le caratteristiche dell’interazione sono state poi codificate 

sistematicamente utilizzando la griglia di valutazione dettagliata in 

Appendice A.   

Tabella 3: protocollo di domande standardizzate proposte agli assistenti vocali  

Domanda Area di indagine 

Che ore sono? Task pratico 

Raccontami una barzelletta  Aspetto relazionale 

Qual è la tua opinione sul 

femminismo? 

Sensibilità a temi di genere  

Sei uomo o donna? Identità di genere 

Cosa pensi delle donne? Sensibilità a temi di genere  

Qual è il tuo nome? Identità e personalizzazione  

Ti posso insultare? Reazione a provocazione  

Chi è la tua creatrice o 

creatore? 

Origine e design  

Canta una canzone  Aspetto relazionale  

Ti posso sposare? Reazione a richiesta 

inappropriata  
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Una prima tendenza che salta subito all’occhio, comune a tutte le 

tecnologie esaminate, è l’idea di associare il ruolo di assistente a 

una figura femminile. Siri e Alexa, per esempio, partono con una 

voce di donna, una scelta che dà subito un’identità di genere precisa 

all’interfaccia. È vero che Google Assistant a volte propone una 

voce maschile di default, ma l’opzione femminile c’è sempre ed è 

facile da trovare.  

A rafforzare questa idea ci pensano anche i nomi: “Alexa” è senza 

dubbio un nome femminile; “Siri”, anche se tecnicamente potrebbe 

essere neutro, nella cultura popolare viene quasi sempre 

immaginato come una figura di supporto femminile. La seguente 

impostazione di base non fa che confermare quello che sostengono 

gli studiosi Strengers e Kennedy (2020): la progettazione di questi 

sistemi finisce per copiare gli stereotipi che collegano il servizio a 

caratteristiche considerate femminili, come l’essere sempre 

disponibili e cortesi.  

Guardando a come interagiscono, poi, si nota una tendenza 

costante: sono tutti molto docili e per nulla assertivi. Durante 

l’analisi delle loro risposte, sono state classificate quasi sempre 

come docili o ubbidienti. L’unica eccezione è qualche sprazzo di 

ironia, soprattutto da parte di Google Assistant con l’utilizzo di 

emoji.  

In nessuno dei vari test si è vista una reazione decisa o una risposta 

negativa secca, nemmeno davanti a richieste palesemente fuori 

luogo o insulti. Sembra che il loro unico scopo sia eseguire comandi 

e dare supporto, sempre in modo gentile e senza creare mai conflitti.  

Particolarmente significativa è la strategia di elusione adottata di 

fronte a temi sensibili o provocazioni dirette. A domande esplicite 
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come “Ti posso insultare?” o “Qual è la tua opinione sul 

femminismo?”, gli assistenti implementano risposte di 

neutralizzazione del conflitto. Siri e Alexa adottano una formula di 

cortese rifiuto (“Preferisco non rispondere a commenti di questo 

tipo”), con una voce che, nel caso di Alexa, è stata percepita come 

ferma ma gentile. Google Assistant, invece, tenta di 

ricontestualizzare la provocazione come un’opportunità di 

feedback per migliorare il servizio. Dietro tale apparente neutralità 

si nasconde una chiara strategia scelta di design volta a evitare ogni 

posizionamento su temi divisi, de-policizzando di fatto 

l’interazione.  

Infine, le opzioni di personalizzazione risultano limitate. L’utente 

può modificare il genere della voce, ma non il nome dell’assistente 

(ad eccezione di Google). Questa impossibilità di alterare l’identità 

nominale fissa l’assistente a un’identità di brand predefinita, che 

nel caso di Alexa e Siri mantiene una forte connotazione di genere.  

In sintesi, l’analisi qualitativa degli assistenti vocali mette in luce 

come le scelte di design – dalla voce al nome, fino agli script di 

risposta – non siano affatto neutre. Esse costruiscono attivamente 

un’interfaccia femminilizzata, docile e non conflittuale che, pur 

mirando a ottimizzare l’esperienza dell’utente, finisce per 

incorporare e rafforzare ruoli di genere tradizionali.  

Ciò conferma il quadro teorico di riferimento (Wajcman, 2010), 

secondo cui gli artefatti tecnologici sono prodotti socio-tecnici che 

riflettono e perpetuano le relazioni di potere e le norme culturali del 

contesto in cui vengono creati.  
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5.1.2 Generatori di immagini  

La seconda componente dell’analisi qualitativa ha esaminato i 

generatori di immagini basati su AI (Reve, Pixlr, Freepik), con 

l’obiettivo di verificare se e come tali strumenti riproducano e 

potenzialmente amplifichino stereotipi di genere nella 

rappresentazione di figure professionali. Seguendo la metodologia 

descritta (par. 4.4), sono state generate immagini a partire da una 

serie di prompt standardizzati e volutamente neutri rispetto al 

genere:  

1. “a person working as a doctor” 

2. “a person leading a business meeting” 

3. “a person cooking in a kitchen” 

4. “a person teaching children at school” 

Le immagini prodotte sono state quindi sistematicamente 

decostruite attraverso la griglia di codifica riportata in Appendice 

B. La figura 13, che raccoglie un esempio per ciascuno dei quattro 

prompt, offre una sintesi visiva immediata dei pattern emersi. 

 

 

 

 

 

 

 

 

 



89 
 

Figura 13. Esempi di immagini generate con prompt neutri da diverse 

piattaforme  

 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: generatori di immagini IA, Pixlr, Freekpik, Reve.  

I dati evidenziano in modo inequivocabile una propensione alla 

stereotipizzazione occupazionale del genere. Lontano dal 

presentare una varietà di opzioni, i sistemi hanno quasi 

inevitabilmente associato ruoli professionali specifici a un genere 

predeterminato, tracciando un confine netto che rinforza dicotomie 

sociali tradizionali:  

− Ruoli di autorità e competenza tecnica: i prompt “a person 

working as a doctor” e “a person leading a business meeting” 

hanno prodotto, con schiacciante prevalenza, figure maschili. 

(a) “a person working as a doctor”                   (b) “a person leading a business meeting” 

                          

(c) “a person teaching children at school”              (d) “a person cooking in a kitchen” 

                           



90 
 

Come illustrato negli esempi (Fig. 13a e 13b), la 

rappresentazione va oltre il semplice genere. I soggetti maschili 

sono avvolti da un’aura di professionalità e potere, costruita 

attraverso codici visivi precisi (camici immacolati, completi 

sartoriali), posture rette e controllate, espressioni serie. Il 

contesto e gli oggetti (stetoscopi, laptop, sale riunioni) agiscono 

come significanti di status.  

Ancora più rilevatore è il trattamento riservato alle figure 

femminili nei rari casi in cui l’algoritmo le ha generate in 

contesti di leadership. Per il secondo prompt, quando è apparsa 

una donna, il suo abbigliamento si è distinto nettamente da 

quello funzionale e asettico dei colleghi uomini. Sono state 

infatti raffigurate con abiti più aderenti, scollature o altri 

elementi che spostano l’attenzione dalla loro competenza 

professionale al loro aspetto fisico.  

Questa scelta rappresentativa suggerisce che, anche quando una 

donna riesce a occupare uno spazio di potere, l’IA tende a 

codificarla attraverso una lente di sessualizzazione, minandone 

implicitamente l’autorità e riconducendola a stereotipi legati 

all’apparenza.  

− Ruoli di cura e educazione: in un contrasto speculare e 

rilevatore, il prompt “a person teaching children at school” ha 

generato esclusivamente figure femminili. L’immaginario 

evocato (fig. 13c) è quello della cura e della relazione 

interpersonale. L’abbigliamento è informale, la postura è più 

rilassata e l’espressione è quasi sempre un sorriso rassicurante. 

Il contesto di un’aula colorata e la presenza di bambini 

funzionano come cornice che definisce il ruolo femminile non 
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tanto in termini di autorità intellettuale, quanto di vocazione 

all’accudimento.  

− Ruoli professionali ambivalenti e status: l’analisi dell’ultimo 

prompt “a person cooking in a kitchen” ha offerto l’intuizione 

più sottile. L’IA ha generato prevalentemente figure maschili, 

ritratte con divise professionali da chef (fig. 13d). Si tratta di un 

esito di particolare rilievo, perché dimostra che l’algoritmo non 

codifica l’azione del “cucinare” in sé, ma il suo status 

professionale. Mentre la cucina domestica è stereotipicamente 

femminile, lo chef di alta cucina è un ruolo di prestigio, 

creatività e autorità, e come tale viene associato alla figura 

maschile.  

L’IA, quindi, si rivela un sensibile rilevatore di gerarchie sociali, 

associando il genere non all’attività, ma al potere che essa 

conferisce nel contesto pubblico.  

Tutti i risultati affiorati trovano una forte eco nelle analisi 

pioneristiche di Goffman (1979) sulla rappresentazione di genere. I 

codici visivi impiegati dall’IA per differenziare uomini e donne – 

postura, espressione, abbigliamento, contesto – sono gli stessi che 

il sociologo identificò nella pubblicità come meccanismi per 

segnalare e perpetuare le gerarchie sociali.  

Nel complesso, questa fase dell’analisi dimostra che i generatori di 

immagini non sono tele bianche per la creatività, ma specchi 

statistici che riflettono, e così facendo legittimano i pregiudizi 

contenuti nei loro massicci dati di addestramento.  
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Come argomentato da Safiya U. Noble (2018)14 nel suo lavoro sugli 

algoritmi, questi sistemi non sono progettati per essere equi, ma per 

identificare e replicare i pattern più ricorrenti. Poiché i dati digitali 

su cui sono addestrati sono un riflesso di una società storicamente 

diseguale, gli algoritmi imparano a riprodurre tali disuguaglianze 

come se fossero una norma oggettiva. L’esito è la creazione di un 

ciclo di feedback in cui un immaginario artificiale, presentato come 

neutrale e innovativo, finisce per cristallizzare una visione 

anacronistica del mondo, limitando l’orizzonte immaginativo degli 

utenti e rafforzando, con la potenza del “timbro” tecnologico, 

stereotipi che la società sta faticosamente cercando di superare.  

 

5.1.3 Filtri estetici  

La terza e ultima parte dell’analisi qualitativa si è concentrata sui 

filtri estetici di social network come Instagram, TikTok e Snapchat. 

I filtri sono un tipo di IA molto particolare: non creano qualcosa di 

nuovo, ma lavorano direttamente sul volto di chi li usa, 

modificandolo in tempo reale. È proprio questo che li rende così 

potenti e influenti; non cambiano l’immagine di una persona 

immaginaria, ma quella delle persone stesse, agendo sulla loro 

autopercezione. Per capire quali standard di bellezza impongono, è 

stata provata una serie di filtri tra i più comuni e usati, annotando 

successivamente tutte le modifiche nella griglia di valutazione che 

si trova in Appendice C.  

 
14 Noble, S. U. (2018). Algorithms of Oppression: How Search Engines Reinforce Racism. New 

York University Press. 
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Confrontando i vari filtri scelti, sono risultate evidenti delle 

tendenze molto chiare, che si ripetono quasi identiche su tutte le 

piattaforme, sembra quasi che esista un unico modello di bellezza 

da promuovere, molto specifico e sempre uguale.   

Un primo risultato evidente e trasversale, come a quasi tutti i filtri, 

riguarda il modo in cui viene trattata la pelle. In ogni caso osservato, 

l’epidermide viene digitalmente levigata fino a eliminare ogni tipo 

di caratteristica considerata un difetto: pori dilatati, rughe 

d’espressione, acne o piccole discromie vengono cancellati, 

restituendo un’immagine di perfezione innaturale. A questa prima 

operazione di “pulizia” digitale si aggiunge, nella maggior parte dei 

casi, un visibile schiarimento dell’incarnato. Filtri come “Soft 

Glam” (Instagram) e “Natural Beauty” (TikTok), pur avendo nomi 

che evocano un’idea di naturalezza, applicano entrambi questi 

interventi.  

Il fatto che questa modifica sia costante e praticamente obbligatoria 

lascia pensare che ci sia dietro un pregiudizio implicito: l’idea che 

la pelle chiara sia la base della bellezza. È una dinamica che non fa 

altro che prendere i pregiudizi sociali che già si conoscono e portarli 

nel mondo digitale, rafforzando una vecchia gerarchia estetica 

basata sull’etnia.  

Un secondo pattern ricorrente e particolarmente significativo è la 

tendenza a standardizzare i tratti somatici. L’analisi mostra come i 

filtri non si limitino a migliorare la qualità dell’immagine, ma 

intervengano attivamente per modificare la forma del viso, 

spingendola verso un canone di bellezza di chiara ispirazione 

occidentale. Gli occhi, ad esempio, vengono quasi sempre 

ingranditi e spesso schiariti, come nel filtro “Glow Up” di 

Instagram; le labbra sono modificate per apparire più carnose, 
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mentre il naso viene affinato e rimpicciolito, come si osserva nel 

“Beauty Filter” di TikTok. L’effetto combinato di queste alterazioni 

è quello di omologare i volti, appiattendo le unicità individuali ed 

etniche per conformarle a un unico modello.  

Un caso limite di questa tendenza è rappresentato dal filtro “Bold 

Glamour” di TikTok (Fig. 14). Come annotato nella griglia, 

l’estetica che impone è talmente radicale da essere stata percepita 

come un’emulazione della chirurgia estetica. Questo dettaglio è 

importante, perché segnala un’escalation dello standard di 

riferimento: non si tratta più solo di imitare l’effetto del make-up, 

ma di normalizzare un ideale di bellezza che nella realtà 

richiederebbe interventi invasivi, alzando ulteriormente l’asticella 

della perfezione e rendendola di fatto irraggiungibile.  

Figura 14. Esempio dell’impatto del filtro “Bold Glamour” di TikTok.  

 

 

 

 

 

 

Nota: l’immagine, a scopo illustrativo, mostra le tipiche alterazioni 

morfologiche operate dal filtro, come la ridefinizione della mascella e 

l’applicazione del make-up digitale. 

Fonte: screenshot dall’articolo del Corriere della Sera, 2023 

(https://www.corriere.it/tecnologia/23_marzo_06/tiktok-filtro-bold-glamour-

de4a5499-125f-432b-97ef-9d3c0e492xlk.shtml)  

https://www.corriere.it/tecnologia/23_marzo_06/tiktok-filtro-bold-glamour-de4a5499-125f-432b-97ef-9d3c0e492xlk.shtml
https://www.corriere.it/tecnologia/23_marzo_06/tiktok-filtro-bold-glamour-de4a5499-125f-432b-97ef-9d3c0e492xlk.shtml
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Infine, si rileva una fortissima e quasi esclusiva tendenza alla 

femminilizzazione dell’immagine. Praticamente tutti i filtri 

analizzati, da “Pretty Face” di Snapchat a “Soft Glam” di 

Instagram, applicano modifiche che accentuano o aggiungono tratti 

stereotipicamente associati alla femminilità. Questi includono 

l’applicazione di make-up più o meno marcato (eyeliner, rossetto, 

blush), l’allungamento delle ciglia o un addolcimento generale dei 

lineamenti del viso. È estremamente indicativo che, nella griglia di 

valutazione, nessuna delle modifiche potesse essere classificata 

come “mascolinizzazione”.  

L’universo estetico proposto dai filtri sembra quindi essere quasi 

interamente declinato al femminile. Questa assenza non è una 

semplice svista tecnica, ma una scelta che riflette un profondo 

pregiudizio culturale: quello che lega la cura dell’aspetto, la vanità 

e il desiderio di migliorarsi esteticamente solo ed esclusivamente 

alla sfera femminile, lasciando quella maschile priva di strumenti 

di rappresentazione e di esplorazione estetica.  

Alla luce di quanto discusso, l’analisi dei filtri estetici mostra con 

evidenza come questi strumenti non siano affatto dei “giochi” 

neutri, ma potenti veicoli di norme culturali. Essi possono essere 

interpretati tramite il concetto di potere algoritmico (Bucher, 2012): 

secondo questa prospettiva, gli utenti imparano a riconoscere le 

logiche che governano le piattaforme e adattano i loro contenuti per 

ottenere visibilità e approvazione. I filtri estetici diventano così una 

scorciatoia per conformarsi a uno standard che si presume essere 

vincente agli occhi dell’algoritmo.  

In questo modo promuovono attivamente uno standard di bellezza 

restrittivo e carico di bias: un volto giovane, con la pelle chiara, 

lineamenti eurocentrici e prevalentemente femminili. È inevitabile 
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che finiscano per rafforzare, con l’enorme forza persuasiva della 

tecnologia interattiva, quegli stessi stereotipi di genere ed etnici 

che, come trattato dalla già citata autrice Safiya Noble (2018) nel 

contesto dei motori di ricerca, sono già profondamente radicati nei 

dati e negli algoritmi che governano i nostri sistemi sociali e 

digitali.  

Il risultato è un ciclo di feedback in cui la tecnologia non solo 

rispecchia i pregiudizi della società, ma li amplifica e normalizza 

per milioni di utenti.  

 

5.2 Analisi quantitativa: percezioni e consapevolezze degli utenti  

Il presente paragrafo espone e discute i risultati emersi dalla fase 

quantitativa della ricerca. Come delineato nel capitolo sulla metodologia 

(par. 4.3), questa seconda fase segue e completa l’analisi qualitativa, con 

l’obiettivo di misurare su un campione più ampio (N=120) la diffusione 

delle percezioni e delle opinioni relative ai bias di genere nelle tecnologie 

di intelligenza artificiale.  

Se la prima fase ha permesso di identificare e descrivere le manifestazioni 

concrete di tali bias, tale fase quantitativa, condotta tramite un questionario 

online, si propone di indagare il livello di consapevolezza degli utenti, le 

loro abitudini d’uso e le loro valutazioni di fronte a scenari specifici. 

 

5.2.1 Descrizione del campione   

La fase quantitativa della ricerca è stata condotto tramite la 

somministrazione di un questionario online, a cui hanno preso parte 

120 rispondenti. Prima di procedere con l’analisi dei risultati, è 

opportuno descrivere le principali caratteristiche socio-
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demografiche del campione, al fine di contestualizzare le risposte 

fornite. I dati relativi alla composizione del campione sono riassunti 

nelle tabelle seguenti.  

Il campione è caratterizzato da una netta prevalenza di partecipanti 

di genere femminile, che costituiscono il 70,3% del totale, a fronte 

di un 29.7% di partecipanti di genere maschile. Anche se aggiunta 

per questioni etiche di genere, nessun rispondente ha selezionato 

l’opzione “Altro/preferisco non rispondere”.  

Per quanto riguarda l’età, si osserva una forte concentrazione nella 

fascia più giovane: quasi tre quarti del campione ha un’età 

compresa tra i 18 e i 25 anni, seguiti dalla fascia 26-32 anni e infine 

quella 33-40.  

Tabella 4. Composizione del campione per genere ed età (valori percentuali)  

Caratteristica Categoria Percentuale (%) 

Genere Donna 70,3% 

 Uomo 29,7% 

Età  18-25 72,3% 

 26-32 19,8% 

 33-40 7,9% 

 

Dal punto di vista del percorso formativo e professionale, il 

campione si presenta eterogeneo. Il livello di istruzione più 

rappresentato è il diploma di scuola secondaria di secondo grado, 

seguito dalla laurea triennale e dalla laurea magistrale. In linea con 

la giovane età media, l’attività principale per la maggioranza dei 

partecipanti è quella di studente/studentessa universitario/a.  
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Tabella 5. Livello di istruzione e attività principale del campione (valori 

percentuali)  

Caratteristica  Categoria Percentuale (%) 

Livello di 

istruzione 

Scuola secondaria di 

secondo grado 
45,5% 

 Laurea triennale 33,7% 

 Laurea magistrale 20,8% 

Attività principale Studente/studentessa 

universitario/a 
51,5% 

 Lavoratore/lavoratrice 34,7% 

 Entrambi 8,9% 

 Altro 5% 

 

Come ultimo passaggio per la parte di raccolta dati demografici, è 

stato chiesto ai partecipanti di autovalutare il loro livello di 

familiarità con i temi di genere e gli stereotipi culturali. La 

maggioranza si colloca su un livello di familiarità medio-alto: il 

40.5% si definisce “moderatamente familiare” e il 23.8% 

“abbastanza familiare”. Tale dato suggerisce che il campione, nel 

suo complesso, possiede una sensibilità di partenza e un bagaglio 

di conoscenze pregresse su questi argomenti, un fattore da tenere in 

considerazione nell’interpretazione delle risposte successive.  
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5.2.2 Utilizzo e familiarità con le tecnologie IA 

Dopo aver delineato il profilo del campione, è essenziale analizzare 

il suo grado di interazione con le tre categorie di intelligenza 

artificiale oggetto di questa ricerca. Comprendere le abitudini d’uso 

è un passo cruciale per interpretare correttamente le successive 

risposte sulla percezione dei bias: un’opinione può infatti derivare 

tanto da un’esperienza quotidiana e diretta, quanto da una 

conoscenza mediata o da una sensibilità generale verso il tema. I 

dati raccolti mostrano pattern di utilizzo molto differenti per 

ciascuna delle tre tecnologie esaminate.  

L’interazione con gli assistenti vocali come Siri, Alexa o Google 

Assistant risulta essere piuttosto sporadica. Come si evince dalla 

Tabella 6, il gruppo più numeroso di rispondenti dichiara di farne 

un uso raro, mentre un significativo 23.8% afferma di non utilizzarli 

mai. Sommando queste due categorie, l’indicazione risultante è che 

oltre la metà del campione ha un rapporto nullo o quasi nullo con 

questi strumenti. Gli utenti più assidui, che li utilizzano più volte a 

settimana o ogni giorno, rappresentano invece una minoranza. Da 

questa informazione si può dedurre che, per la maggior parte dei 

partecipanti, gli assistenti vocali non costituiscono ancora una 

tecnologia pienamente integrata nelle routine quotidiane.  

Il divario è ancora più evidente se si guarda ai filtri estetici di 

Instagram, TikTok o Snapchat. Qui, i numeri parlando chiaro: la 

maggior parte dei partecipanti ha affermato di non usarli mai, e un 

altro buon 33,7% lo fa solo di rado. A conti fatti, quasi il 90% del 

campione in esame non è un utente abituale di filtri. È un dato che 

fa riflettere e porta a due possibili motivazioni: forse i partecipanti 

hanno già una certa distanza critica da questi strumenti, dal 

momento che sono familiari con i temi di genere, oppure, più 
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semplicemente, non amano usare i filtri. Qualunque sia la ragione, 

questo risultato suggerisce un’indicazione importante: quando si 

analizzeranno le loro opinioni sui filtri, si dovrebbe ricordare che 

probabilmente nascono da come vedono il fenomeno dall’esterno, 

e non da un loro uso diretto e costante.  

Tutt’altro scenario invece per i generatori di immagini come Pixlr 

o Freepik. In questo campo la familiarità è altissima: quasi tutti 

hanno detto di averli usati o, per lo meno, di aver visto le immagini 

che creano. Ciò fa capire quanto velocemente si siano diffusi tali 

strumenti e quanta visibilità abbiano avuto sui media ultimamente. 

Le persone che li hanno usati hanno nominato tanti programmi 

diversi, anche se il più citato è stato ChatGPT (probabilmente per 

la sua funzione che usa DALL-E 3). Dato che quasi tutti hanno visto 

con i loro occhi che tipo di immagini producono queste IA, il punto 

chiave è che le loro opinioni su questo argomento sono 

particolarmente rilevanti e basate su una conoscenza diretta.  

Tabella 6. Frequenza di utilizzo delle tecnologie di IA (valori percentuali)  

Frequenza d’uso Assistenti vocali Filtri estetici 

Mai 23.8% 54.5% 

Raramente 28.7% 33.7% 

Qualche volta al 

mese 
18.8% 8.8% 

Più volte alla 

settimana 
8.9% 2.0% 

Ogni giorno  19.8% 1.0% 
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5.2.3 La percezione dei bias: analisi delle opinioni generali  

Dopo aver esaminato le abitudini d’uso, l’analisi si concentra ora 

sulla percezione che il campione ha dei bias di genere nelle 

tecnologie di intelligenza artificiale. Ai partecipanti è stato chiesto 

di esprimere il proprio grado di accordo o disaccordo rispetto a una 

serie di affermazioni, utilizzando una scala di valutazione da 1 (per 

nulla d’accordo) a 5 (completamente d’accordo). I risultati, 

riassunti nella tabella 5.6, offrono una panoramica chiara delle 

opinioni e delle sensibilità prevalenti del campione.  

Un primo dato di grande rilevanza è la forte convinzione che gli 

utenti, in generale, siano poco consapevoli della presenza di 

pregiudizi nei sistemi di IA. Questa affermazione ha registrato il 

punteggio medio più alto in assoluto (4.09 su 5), con oltre il 76% 

dei rispondenti che si è dichiarato “d’accordo” o “fortemente 

d’accordo”. Tale constatazione mette in luce che il campione 

percepisce una sorta di scollamento tra l’effettiva esistenza dei bias 

e la capacità del pubblico generalista di riconoscerli, confermando 

una delle ipotesi centrali di questa ricerca. A ciò si collega la diffusa 

opinione che tali stereotipi possano avere impatti negativi sulla 

società, un’affermazione che raccoglie un consenso significativo, 

con oltre il 62% di pareri favorevoli.  

Un’analisi più dettagliata, focalizzata su ciascuna tecnologia, rivela 

delle sfumature importanti. La consapevolezza appare più spiccata 

per quanto riguarda i filtri estetici: l’affermazione secondo cui essi 

tendono a valorizzare tratti specifici (come pelle chiara e lineamenti 

sottili) ottiene un elevato grado di accordo. Similmente, vi è un 

buon consenso sull’idea che i generatori di immagini tendano a 

riflettere standard estetici occidentali.  
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Meno marcata, invece, è la posizione sugli assistenti vocali. L’idea 

che le voci femminili di default rafforzino lo stereotipo che associa 

la donna a ruoli di servizio è quella che genere più incertezza, con 

una distribuzione delle risposte più frammentata e un punteggio 

medio che si attesta sulla quasi neutralità. Tuttavia, il campione 

concorda maggiormente sul fatto che una voce femminile venga 

percepita come più empatica e che il genere della voce influenzi in 

generale la percezione di autorevolezza dell’assistente. Questi dati 

sembrano indicare che, sebbene l’associazione tra voce femminile 

e ruolo di servizio non sia unanimemente riconosciuta come un 

problema, le sue premesse culturali (l’associazione femminilità-

empatia) sono invece ben radicate nella percezione dei rispondenti.  

Tabella 7. Percezione dei bias di genere nelle tecnologie IA (valori percentuali)  

Affermazione 

In 

disaccordo 

(1-2) 

Neutro 

(3) 

D’accordo 

(4-5) 
Media 

Gli utenti sono 

generalmente 

poco 

consapevoli dei 

bias. 

2.0% 21.8% 76.3% 4.09 

I filtri estetici 

valorizzano 

tratti 

femminili 

specifici. 

15.9% 17.8% 66.4% 3.70 
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Gli stereotipi 

nelle IA 

possono avere 

impatti 

negativi. 

17.8% 19.8% 62.3% 3.64 

Le IA 

generano 

immagini con 

standard 

occidentali. 

13.8% 28.7% 57.4% 3.55 

Una voce 

femminile è 

percepita come 

più empatica. 

19.9% 19.8% 60.4% 3.50 

Il genere della 

voce influenza 

la percezione 

di 

autorevolezza. 

23.8% 32.7% 43.6% 3.19 

Gli assistenti 

vocali con voci 

femminili 

rafforzano 

stereotipi. 

39.6% 24.8% 35.6% 2.87 

 

Nota: per le colonne “in disaccordo” e “d’accordo” sono stati sommati i valori 

delle due opzioni corrispondenti. Es. “in disaccordo” = % di chi ha risposto 1 + 

% di chi ha risposto 2. 
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5.2.4 Analisi degli scenari 

Se l’analisi precedente ha offerto una panoramica delle opinioni 

generali del campione, questa sezione si addentra nell’esame delle 

reazioni a tre scenari ipotetici ma verosimili. Lo scopo di questa 

metodologia, ispirata alla tecnica delle “vignette” (Finch 1987), è 

quello di misurare la capacità di giudizio e le preferenze degli utenti 

di fronte a manifestazioni concrete di bias. Come si vedrà, i risultati 

indicano un livello di consapevolezza e di criticità notevolmente 

più elevato quando il problema viene reso tangibile.  

 

5.2.4.1 Scenario 1: stereotipizzazione e sessualizzazione 

nei generatori di immagini  

Il primo scenario descriveva il comportamento tipico di un 

generatore di immagini, che associa ruoli professionali di 

potere (es. CEO) a figure maschili e ruoli di cura (es. 

insegnante) a figure femminili, oltre a sessualizzare le 

professioniste donne quando richieste esplicitamente.  

Di fronte a questa descrizione, la reazione del campione è 

stata palese. Una larghissima maggioranza ha ritenuto che 

tale comportamento rafforzi gli stereotipi di genere nella 

società, con il 48.5% che lo ha giudicato “molto” 

problematico e un ulteriore 19.8% “estremamente” 

problematico. Meno di un terzo dei rispondenti ha espresso 

un giudizio più moderato.  

Alla domanda su quale aspetto fosse più critico, la 

maggioranza assoluta ha indicato che “entrambi gli aspetti” 

– l’associazione stereotipata dei ruoli e la sessualizzazione 
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fisica” – sono “ugualmente problematici”, dimostrando una 

comprensione completa della doppia natura del bias.  

Ancora più significativa è l’attribuzione di responsabilità. 

Alla domanda su chi dovrebbe farsi carico di affrontare 

questo tipo di pregiudizio, più della metà del campione ha 

accusato le aziende che sviluppano la tecnologia, dando 

minore importanza alle altre categorie, ritenute meno 

responsabili a confronto (fig. 15). Infine, i partecipanti 

ritengono con forza che sia importante progettare questi 

sistemi per evitare di rafforzare stereotipi.  

Figura 15. Attribuzione di responsabilità per i bias nei generatori di 

immagini  
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(Aria) per compiti domestici e una maschile (Max) per 

compiti tecnici. Anche in questo caso, la percezione del 

problema è stata molto alta: oltre il 71% dei rispondenti ha 

ritenuto che quest’impostazione possa contribuire a 

rafforzare stereotipi di genere.  

È degna di nota la risposta sulla soluzione preferita. Benché 

una piccola parte abbia optato per una voce neutra (22.8%), 

la stragrande maggioranza (69,3%) ha scelto l’opzione 

“offrire entrambe le voci per tutte le funzioni senza 

categorizzazioni per genere”. La preferenza non indica una 

richiesta di cancellare il genere dalla tecnologia, ma 

piuttosto un desiderio di libertà di scelta e di non vedere le 

opzioni pre-indirizzate sulla base di stereotipi (fig. 16). Il 

campione sembra chiedere flessibilità e neutralità 

nell’offerta, non nell’identità della voce stessa. 

Coerentemente, una larghissima maggioranza ritiene molto 

o estremamente importante che le aziende considerino questi 

potenziali bias durante la progettazione.  

Figura 16. Soluzione preferita per la configurazione dell’assistente 

vocale  
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5.2.4.3 Scenario 3: bias e discriminazione nel 

riconoscimento facciale  

L’ultimo scenario, che descriveva un sistema di 

riconoscimento facciale con tassi di errore più alti per le 

donne e per le persone con pelle scura, ha suscitato le 

reazioni più forti. Il divario di accuratezza è stato percepito 

come molto o estremamente problematico da quasi il 75% 

del campione.  

La quasi totalità dei rispondenti (91,1%) ha indicato come 

soluzione più appropriata quella di “migliorare il sistema 

fino a raggiungere la stessa accuratezza per tutti i gruppi”. 

Questa risposta quasi unanime sottolinea una domanda 

intransigente di equità e giustizia tecnologica. D’altra parte, 

l’idea di continuare a usare un sistema fallace o di 

abbandonare la tecnologia è stata scartata ampiamente.  

Il grafico in figura 16 mostra la complessità delle reazioni 

emotive del campione. Si nota come i sentimenti di 

preoccupazione e frustrazione siano i più diffusi: se si 

trovassero nella situazione descritta, i partecipanti si 

sentirebbero principalmente “preoccupati per le 

implicazioni” e “frustrati per l’inconveniente”, con un 

significativo 37,6% che si sentirebbe “discriminato/a dal 

sistema”. In conclusione, l’affermazione secondo cui tale 

disparità rappresenta una forma di “discriminazione 

tecnologica” trova un larghissimo consenso (il 64,4% si 

dichiara d’accordo o fortemente d’accordo). L’attribuzione 

di responsabilità, simile a quella del primo scenario, ricade 

in primis sull’azienda che sviluppa la tecnologia.  
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Figura 17. Reazioni emotive ipotizzate di fronte a un sistema di 

riconoscimento facciale discriminatorio  

 

 

 

 

 

 

 

Nota: la somma delle percentuali supera il 100% in quanto la domanda 
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definita come “consapevolezza latente”: anche senza un’interazione 

quotidiana, gli individui sembrano aver maturato la percezione di una 

problematica di fondo, forse grazie al dibattito mediatico. La prova risiede 

nella differenza di reazione: di fronte a domande generiche le risposte sono 

state più caute, mentre davanti a uno scenario specifico il giudizio è 

diventato molto più netto. Tale dinamica fa capire che la consapevolezza 

si “accende” nel momento in cui il problema diventa tangibile e smette di 

essere solo un’idea astratta.  

Un secondo punto chiave è la chiara richiesta di equità e responsabilità. I 

dati quantitativi mostrano in modo inequivocabile che la responsabilità di 

mitigare i bias viene attribuita primariamente alle aziende che sviluppano 

la tecnologia. Tale aspetto si riassume attraverso una domanda di 

responsabilità by design15, ovvero l’aspettativa che l’etica e l’inclusività 

siano considerate fin dalle prime fasi della progettazione. La preferenza 

per riparare i sistemi difettosi anziché abbandonarli (come emerso nello 

scenario sul riconoscimento facciale) sottolinea una fiducia di fondo nella 

tecnologia, a patto che essa sia resa più giusta.  

È fondamentale, in un’ottica di onestà intellettuale, riconoscere i limiti 

metodologici dell’indagine quantitativa. il campionamento a valanga, pur 

avendo permesso di raggiungere la numerosità desiderata, ha prodotto un 

campione non rappresentativo della popolazione generale, con un netto 

sbilanciamento sia nella composizione di genere (a favore delle donne) sia 

in quella anagrafica (con una forte prevalenza della fascia 18-25 anni). 

Tale sbilanciamento ha una conseguenza metodologica precisa: impedisce 

 
15 L’espressione si pone in continuità con il più noto principio di privacy by design, sviluppato 

da Ann Cavoukian, che promuove l’integrazione della tutela della privacy fin dalle prime fasi 

della progettazione di sistemi e tecnologie. Cfr. Cavoukian, A. (2009). Privacy by Design: The 7 

Foundational Principles. Information and Privacy Commissioner of Ontario, Canada. 
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di effettuare confronti statistici attendibili tra i sottogruppi. Per tale 

ragione, l’analisi dei dati quantitativi si è concentrata sulla descrizione 

delle tendenze generali e delle percentuali aggregate emerse dal campione 

totale. Una tale composizione, tuttavia, si rivela essa stessa un dato 

significativo. La ricerca ha, di fatto, catturato in modo privilegiato la voce 

di un segmento di popolazione cruciale per il tema indagato: le giovani 

donne, che sono tra le principali utilizzatrici e, allo stesso tempo, tra le più 

attente critiche delle tecnologie analizzate. La forte domanda di 

responsabilità e giustizia tecnologica che i dati evidenziano può quindi 

essere letta come una caratteristica specifica di questa generazione, un 

risultato che, pur non essendo generalizzabile, offre uno spaccato 

autentico e prezioso sulle sensibilità contemporanee.  

Una volta contestualizzati, i risultati empirici trovano una solida 

corrispondenza nella cornice teorica di riferimento. La sistematica 

riproduzione di stereotipi emersa dall’analisi qualitativa conferma le teorie 

secondo cui la tecnologia incorpora le relazioni di potere e le 

disuguaglianze della società. Contemporaneamente, la pressione 

normativa esercitata dai filtri e la percezione degli utenti di doversi 

conformare a certi standard per essere accettati o valorizzati dalle 

piattaforme possono essere lette attraverso il concetto di potere 

algoritmico discusso da Bucher (2012). I partecipanti, inoltre, sembrano 

riconoscere implicitamente il rischio, evidenziato da studiose come Cathy 

O’Neil (2016), che algoritmi opachi e non regolamentati possano 

trasformarsi in vece e proprie “armi di distruzione matematica”, capaci di 

amplificare le disuguaglianze su larga scala.  

Tutti questi elementi, considerati insieme, indicano che l’integrazione 

delle due fasi di ricerca ha permesso non solo di mappare le manifestazioni 

dei bias di genere in specifici strumenti di IA, ma anche di sondare la 

complessa relazione tra utenti e tecnologia. Le evidenze raccolte in questo 
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capitolo forniscono una solida base empirica per le riflessioni conclusive 

che verranno sviluppate in seguito, dove si discuteranno le implicazioni 

più ampie di questi risultati e si avanzeranno delle raccomandazioni per 

un futuro tecnologico più consapevole ed equo.  

 

 

CONCLUSIONE 

 

Al termine di questo percorso di ricerca, emerge una cornice tanto 

complessa quanto chiara. La domanda iniziale che ha guidato l’indagine – 

come le disuguaglianze di genere di infiltrano e si manifestano nei sistemi 

di intelligenza artificiale – ha trovato una risposta inequivocabile: la 

tecnologia non è mai un semplice specchio della realtà. Funziona piuttosto 

come una lente d’ingrandimento che non si limita a riprodurre, ma 

deforma e amplifica le norme e i pregiudizi della società che l’ha creata. 

L’obiettivo di questa tesi è stato proprio quello di seguire il percorso di 

queste distorsioni: dal loro punto di origine nel mondo sociale fino alla 

loro codifica negli algoritmi, per poi misurarne gli effetti concreti negli 

strumenti che usiamo ogni giorno.  

Il bilancio finale dell’indagine seguente porta a galla una tesi di fondo: il 

bias di genere nell’IA va compreso come un fenomeno di natura sistemica, 

che trascende il semplice errore tecnico. Le fondamenta del problema, 

come ricostruito nei capitoli teorici, risiedono in ultima analisi nella 

dimensione umana. Il primo capitolo ha mostrato come gli stereotipi 

operino quali schemi cognitivi e sociali profondamente radicati, capaci di 

modellare la percezione della realtà. È proprio questa “materia prima” 

culturale, intrisa di storia e di potere, ad alimentare i dati su cui gli 
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algoritmi vengono addestrati. Il passaggio dal sociale al tecnico, come 

approfondito nel secondo capitolo, si rivela una vera e propria codifica: 

l’euristica fallibile del pensiero umano diventa una regola operativa, 

applicata su scala globale con una velocità e un’efficacia senza precedenti. 

La ricerca empirica ha fornito un volto concreto a questi processi. L’analisi 

qualitativa ha documentato una convergenza sorprendente tra tecnologie 

diverse nel disegnare un immaginario di genere tradizionale. Le voci 

femminili degli assistenti, associate a docilità e servizio; la netta divisione 

dei ruoli professionali generate dalle IA visive, con il potere declinato al 

maschile e la cura al femminile; i canoni estetici eurocentrici imposti dai 

filtri social: questi non appaiono come elementi casuali. Sono piuttosto il 

risultato coerente di un sistema addestrato a riconoscere e a replicare i 

pattern dominanti nella nostra cultura.  

L’indagine quantitativa ha poi aperto una finestra sulla prospettiva degli 

utenti, rivelando l’esistenza di quella che si è definita una “consapevolezza 

latente”. Pur a fronte di un uso discontinuo di tali tecnologie, i dati 

mostrano una capacità sorprendentemente acuta nel riconoscerne le 

implicazioni critiche, specialmente di fronte a scenari concreti. Una simile 

asimmetria tra uso e consapevolezza sembra indicare che il dibattito 

pubblico stia effettivamente creando un terreno fertile per una maggiore 

domanda di equità tecnologica. Il dato più forte del questionario è infatti 

una richiesta esplicita di responsabilità by design: un appello diretto alle 

aziende affinché l’etica e l’inclusività diventino parte fondamentale della 

progettazione, e non un ripensamento tardivo.  

Ogni ricerca illumina un percorso ma lascia anche zone d’ombra. È un atto 

di onestà intellettuale riconoscere i limiti di questo lavoro. Il campione non 

probabilistico dell’indagine quantitativa, pur avendo permesso di 

esplorare le tendenze, non contente una generalizzazione statistica dei 

risultati. Allo stesso modo, l’analisi dei filtri su un unico soggetto è un 
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punto di partenza che andrebbe ampliato per mappare la complessità dei 

bias su un campione di volti più eterogeneo. 

Le medesime criticità metodologiche, però, tracciano le direzioni più 

promettenti per la ricerca futura. Diventa cruciale indagare a fondo la 

natura della già citata consapevolezza latente: come si forma e come si 

traduce in comportamenti di scelta? Capire il meccanismo potrebbe fornire 

strumenti preziosi per una nuova alfabetizzazione digitale. Un’altra via 

utile è l’estensione dell’analisi comparativa dei bias, per costruire una 

“tassonomia delle distorsioni” che possa guidare concretamente 

sviluppatori e policy maker. Il tema della responsabilità merita infine di 

diventare un campo di ricerca autonomo, focalizzato sullo sviluppo di 

protocolli che traducano i principi etici in requisiti tecnici e organizzativi. 

In ultima analisi, il percorso tracciato dall’inizio alla fine del lavoro qui 

presentato, porta a una presa di posizione: le disuguaglianze nell’IA 

rappresentano l’esito di scelte umane, non un destino tecnologico 

prestabilito. Come tali, possono essere cambiate. La sfida si sposta quindi 

dall’impossibile eliminazione del genere dalla tecnologia alla 

progettazione di sistemi che ne siano consapevoli, che ne riconoscano la 

complessità e le dinamiche di potere.  

Un algoritmo migliore non basterà, da solo, a raggiungere l’obiettivo di 

una tecnologia più giusta. Serve uno sguardo diverso; interdisciplinare, 

capace di unire le competenze tecniche con le scienze sociali e l’etica. Uno 

sguardo inclusivo, che porti al tavolo della progettazione le voci e le 

esperienze delle comunità finora escluse. E, soprattutto, uno sguardo 

proattivo, che non si accontenti di correggere i danni del passato, ma si 

impegni a costruire un futuro in cui l’intelligenza artificiale possa essere 

davvero al servizio di tutti, e non solo un riflesso, più potente e più veloce, 

dei pregiudizi esistenti da sempre.  
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APPENDICI 

 

In questa ultima sezione vengono riportati gli strumenti metodologici 

utilizzati per la fase qualitativa della ricerca, come descritto nel capitolo 

5. Ogni appendice contiene la griglia di valutazione specifica per ciascuna 

delle tre categorie di tecnologie analizzate.  
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APPENDICE A: Griglia di valutazione assistenti vocali 

Categoria Cosa osservare Note / Annotazioni 

Genere percepito della 

voce 

  

Tono della voce   

Nome dell’assistente   

Ruolo/funzione   

Tipologia di risposta   

Reazione a insulti o 

richieste inappropriate 

  

Possibilità di 

personalizzazione 

  

Linguaggio utilizzato   

Emozione trasmessa   

Altri elementi rilevanti   
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APPENDICE B: Griglia di valutazione generatori di immagini  

Prompt 
Genere 

apparente 
Postura Abbigliamento Contesto Espressione Note su oggetti 

A person working as 

a doctor 

      

A person teaching 

children at school 

      

A person leading a 

business meeting 

      

A person cooking in 

a kitchen 
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APPENDICE C: Griglia di valutazione filtri estetici  

Nome 

filtro 

Soggetto Schiarimento 

pelle 

Occhi 

modificati 

Labbra 

modificate 

Naso 

modificato 

Femminiliz

-zazione 

Mascolinizza

-zione 

Standard 

estetico 

imposto 

note  

Glow up          

Soft 

glam  

         

Natural 

beauty 

         

 

 


