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Introduzione

Introduzione

Nell’era digitale contemporanea siamo costantemente sommersi da contenuti e op-

portunità e ogni prodotto ha molteplici valide alternative. I social network propon-

gono una vasta gamma di utenti con cui interagire, Netflix e Spotify milioni di film

e brani da guardare ed ascoltare e i marketplace milioni di prodotti da acquistare.

In un contesto così ricco l’utente si trova spesso sopra!atto dalla moltitudine di

scelte disponibili. Per un’azienda guidare l’utente verso la scelta migliore è la chiave

per soddisfarlo e conquistarne la fiducia, permettendogli di risparmiare tempo e di

migliorarne l’esperienza. A questo scopo entrano in gioco i Recommender System,

tecnologie sofisticate che, sfruttando tecniche di data mining e machine learning,

elaborano le informazioni relative alle interazioni tra utenti e prodotti e ne generano

delle raccomandazioni, consigliando all’utente i prodotti che più rispecchiano le sue

preferenze e aiutandolo quindi nella scelta.

Questo lavoro si propone di esplorare il mondo dei Sistemi di Raccomandazione

evidenziandone l’importanza e descrivendone il funzionamento. Nel primo capitolo

vengono proposti alcuni concetti generali che mostrano il ruolo fondamentale dei RS

in era contemporanea.

Il secondo capitolo presenta invece la formalizzazione matematica alla base dei RS e

un focus sulle diverse tecniche di costruzione. Per ogni tecnica viene presentato un

esempio matematico e un’applicazione realistica del Sistema di Raccomandazione,

inoltre di ogni approccio ne vengono evidenziati punti di forza e criticità.

Il terzo e ultimo capitolo è invece dedicato all’implementazione e il confronto di quat-

tro diversi Sistemi di Raccomandazione collaborative-filtering per la selezione di film,

a partire da un dataset reale. Viene inoltre implementata un’applicazione interatti-

va che permette la visualizzazione dinamica dei risultati e dà la possibilità all’utente

di testare direttamente il sistema, ottenendo raccomandazioni personalizzate.
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1 Concetti di base

1 Concetti di base

I Sistemi di Raccomandazione giocano un ruolo cruciale nell’epoca digitale attuale,

la loro invenzione e il loro utilizzo ha contribuito a trasformare completamente il

modo in cui gli utenti interagiscono con contenuti e prodotti.

I campi di applicazione sono estremamente vasti e di!erenziati, tra cui sicuramente

commercio digitale, servizi di intrattenimento e informazione e social network.

1.1 Il principio di Pareto e Long Tail Theory

Il principio di Pareto, noto anche come principio dell’80/20 a!erma che, nella mag-

giorparte dei contesti economici e sociali, il 20% delle cause genera l’80% degli e!etti.

Il mercato tradizionale, composto da negozi fisici, è dominato dal principio di Pare-

to, la cui curva è rappresentata in figura 1. Nei negozi fisici lo spazio sugli sca!ali è

limitato e la gestione delle scorte in magazzino è onerosa, i rivenditori si concentrano

quindi sui prodotti più popolari, la cosiddetta testa corta della curva, mediante cui

realizzano la maggior parte delle vendite. Con l’avvento dell’ e-commerce e delle

piattaforme digitali la dinamica è cambiata radicalmente. Come teorizzato da Chris

Anderson [1], nel mercato digitale la somma delle vendite dei prodotti meno cono-

sciuti o di nicchia può superare le vendite realizzate dai bestseller. Questa è la base

della Long Tail Theory secondo cui, a di!erenza di quanto suggerisce la classica

distribuzione di Pareto in figura 1, non necessariamente nel mercato digitale la mag-

giorparte delle vendite proviene dai prodotti più popolari, infatti con la possibilità di

accesso a un catalogo di prodotti illimitato e mediante un e"cace Sistema di Racco-

mandazione è possibile consigliare all’utente prodotti meno popolari, appartenenti

alla cosiddetta coda lunga, ricavando guadagni che possono superare quelli ottenuti

dalla sola vendita di bestseller. I RS giocano quindi un ruolo fondamentale nel mer-

cato digitale infatti, mediante un meccanismo intelligente che guidi l’utente verso

contenuti meno popolari ma potenzialmente rilevanti, è possibile distribuire la do-
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1 Concetti di base

manda in modo più equilibrato lungo tutta la curva, ricavando guadagni dall’intero

inventario e non solo dai prodotti di tendenza.
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Figura 1: Curva di Pareto per il mercato tradizionale
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1.2 Il concetto di paralisi decisionale

La paralisi decisionale è un fenomeno psicologico e comportamentale per cui un

individuo, di fronte a una vasta gamma di alternative, ricade in uno stato di confu-

sione, ansia e insicurezza che lo conduce a rimandare la scelta o a e!ettuare quella

più scontata, con il rammarico e l’insoddisfazione di essere ricaduto nell’abitudi-

narietà. Una dimostrazione palese del concetto di paralisi decisionale è "The Jam

Experiment" [7] uno studio condotto dai ricercatori Sheena Iyengar e Mark Lepper

all’interno di un supermercato statunitense. I due notarono che posizionando all’in-

terno del medesimo supermercato due banchi degustazione di marmellate, uno con

ventiquattro gusti di marmellata di!erenti e il secondo con solo sei circa il 60 % dei

clienti passanti si fermava al banco più fornito e solo il 40 % all’altro. Tuttavia al

momento dell’acquisto il comportamento dei clienti cambiava radicalmente, circa il

30 % tra coloro che si erano fermati al banco con sei gusti acquistava un vasetto di

marmellata mentre solo il 3% tra coloro che si erano fermati al banco più fornito. Il

risultato dell’esperimento è quindi chiaro: un’ampia gamma di alternative attira la

curiosità del consumatore ma allo stesso tempo riduce drasticamente la possibilità

che questo e!ettui una scelta. Il concetto di paralisi decisionale ha contribuito a

completare e correggere l’usuale teoria economica sulla scelta del consumatore. E’

vero che un maggiore numero di opzioni aumenta la probabilità che il consumato-

re trovi tra esse la sua preferenza ottimale e raggiunga quindi un livello di utilità

maggiore ma, se le opzioni disponibili sono eccessive, si ottiene l’e!etto inverso con

il rischio che il consumatore, a prescindere dalla scelta, rimanga insoddisfatto. In

epoca contemporanea, dove molto spesso l’abbondanza di alternative si tramuta in

confusione e indecisione, un sistema che guidi l’utente verso una scelta consapevole

è uno strumento di supporto fondamentale.
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1.3 Il caso Netflix Prize

Un esempio emblematico di come un Sistema di Raccomandazione e"cace si sia

trasformato in un importante vantaggio competitivo per l’azienda è il caso del Netflix

Prize [2]. Nel 2006 la nota azienda statunitense Netflix, al tempo specializzata nel

noleggio di DVD per corrispondenza, sfidò team specializzati in machine learning

e data mining in un concorso milionario. Il premio di un milione di dollari era

destinato al team capace di migliorare il Sistema di Raccomandazione CineMatch,

diminuendone il Root Mean Square Error (RMSE) almeno del 10 %. L’RMSE è una

misura statistica ampiamente utilizzata per valutare l’accuratezza di un modello

predittivo; essa ne calcola l’errore medio di previsione, attribuendo maggiore peso

agli errori più grandi, e lo esprime nella scala dei dati originali.

Nel caso di un Sistema di Raccomandazione:

RMSE =

√√√√ 1
n

n∑

i=1
(r̂i → ri)2 con r̂i valutazione predetta e ri valutazione e!ettiva.

(1)

Generalmente con dataset numerosi l’RMSE viene calcolato su un sottoinsieme di

dati chiamato validation set [12], utilizzato esclusivamente in fase di predizione e di

validazione del modello. Questo approccio consente di ottenere una stima a"dabile

dell’accuratezza delle previsioni e di rilevare eventuali fenomeni di overfitting.

Il dataset messo a disposizione dall’azienda, composto da circa 100 milioni di

ratings ottenuti dalle valutazioni in scala 1 (film pessimo) a 5 (film eccellente) di

circa 480 mila utenti per 18 mila film, è stato segmentato in tre sezioni. Il training

set, composto da circa il 90 % dei dati, su cui i concorrenti hanno sviluppato l’analisi

e addestrato i modelli, il validation set, dati disponibili ai concorrenti per valutare

l’accuratezza dei modelli, ed infine il test set, dati non noti ai concorrenti utilizzati

da Netflix per decretare il vincitore.
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Il 21 settembre 2009 il team BellKor’s Pragmatic Chaos si è aggiudicato il premio

grazie a un RS che univa matrix factorization, collaborative filtering e sistemi ibridi,

migliorando l’RMSE del 10,06 %. Il successo del Netflix Prize ha avuto un impatto

significativo in primis per l’azienda promotrice ma anche al di fuori di essa, i metodi

sviluppati durante il concorso infatti sono stati adottati da numerose altre aziende

determinandone crescita del fatturato e della fidelizzazione dei clienti. Il concorso

inoltre ha dato l’impulso alla ricerca nell’ambito dei Sistemi di Raccomandazione

che ancora oggi si evolve con tecniche sempre più sofisticate.
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2 Recommender System

Per definire al meglio un Sistema di Raccomandazione è opportuno partire dai 3

elementi che lo costituiscono: user, item e transaction. Gli users sono i principali

protagonisti del sistema, sono i destinatari delle raccomandazioni ma anche coloro

che, mediante le valutazioni, alimentano il sistema stesso. Tramite le valutazioni de-

gli utenti agli item infatti il sistema raccoglie continuamente nuovi dati generando

raccomandazioni sempre più precise e personalizzate.

Gli items sono tutti i prodotti accessibili all’utente e sono l’oggetto delle raccoman-

dazioni del sistema. Infine la transaction è l’interazione tra user e item e si definisce

esplicita se l’utente volontariamente esprime un giudizio sul prodotto, per esempio

mediante una recensione o valutazione, e implicita se è dedotta da un suo compor-

tamento, come per esempio dall’acquisto.

2.1 Formalizzazione del problema

Lo scopo e il funzionamento di un Sistema di Raccomandazione possono essere

formalizzati mediante il modello matematico di seguito descritto:

• U = {u1, u2, . . . , un} insieme degli utenti.

• I = {i1, i2, . . . , ip} insieme degli items.

• f : U ↑ I ↓ R tale che f(un, ip) calcola l’utilità dell’item ip per

l’utente un; quanto più un item rispecchia le preferenze dell’utente

tanto maggiore sarà la sua utilità.

L’obiettivo del Sistema di Raccomandazione è identificare, per ciascun utente

un ↔ U , l’item ip ↔ I a lui sconosciuto che ne massimizza la funzione di utilità f .

In altre parole, il sistema mira a suggerire gli items, con cui l’utente non ha

ancora interagito, che al meglio rispecchino le sue preferenze.

7



2 Recommender System

2.2 Collaborative filtering

Il collaborative filtering è l’approccio principale e maggiormente utilizzato per l’im-

plementazione di Sistemi di Raccomandazione. L’intuizione alla base è che caratte-

ristiche simili conducono a scelte simili; di conseguenza a partire dalle preferenze del

passato è possibile prevedere quelle future. Il principio alla base si delinea in mo-

do leggermente diverso tra user-based collaborative filtering (UBCF) e item-based

collaborative filtering (IBCF). Nell’UBCF utenti simili hanno gusti simili per cui la

raccomandazione di un item all’utente si basa sulle preferenze passate degli utenti

simili a lui; per esempio se Utente A e Utente B in passato hanno recensito positi-

vamente i medesimi film e recentemente l’utente A ha espresso un giudizio positivo

su un nuovo film è opportuno consigliare il nuovo film anche all’utente B, che pro-

babilmente, come l’utente A, ne apprezzerà la visione. Nell’IBCF invece item simili

generano preferenze simili, quindi il sistema raccomanda all’utente prodotti simili

a quelli che ha apprezzato in passato. Per esempio se molti utenti che hanno re-

censito positivamente il film 1 hanno recensito positivamente anche il film 2 allora

Film 1 e Film 2 vengono considerati simili, il film 2 verrà quindi consigliato a chi ha

apprezzato il film 1 e viceversa.

2.2.1 User-based collaborative filtering

L’approccio user-based parte da un database contenente ratings, items e users, cal-

cola la somiglianza tra gli utenti analizzandone le valutazioni passate, e la utilizza

per suggerire all’utente nuovi items che gli utenti simili a lui hanno apprezzato. Le

assunzioni alla base dell’approccio sono:

I. Utenti con preferenze simili in passato avranno preferenze simili in futuro.

II. Le preferenze dell’utente non cambiano radicalmente nel tempo.

III. Due utenti sono simili se hanno un numero adeguato di valutazioni condivise

con medesime opinioni.
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2 Recommender System

Formalmente si parte da un insieme di utenti U = {u1, u2, . . . , un}, un insieme di

film F = {f1, f2, . . . , fp} e da una matrice di rating R
n→p

, i cui valori mancanti indi-

cano una mancata valutazione da parte dell’utente al film.

Il Sistema di Raccomandazione alla fine restituirà una matrice R̂
n→p

contente la pre-

visione dei rating ai film sulla base della somiglianza tra gli utenti. A ogni utente

verranno consigliati i film non ancora valutati con rating previsto alto.

La somiglianza tra gli utenti è espressa mediante la matrice di similarità S
n→n

, i cui

generici elementi si,j rappresentano la similarità tra Utentei e Utentej . Le misure

di similarità più utilizzate sono la correlazione di Pearson e la similarità del coseno,

formalizzate come segue:

Scos
n→n

= D↑1
n→n

(RR↓)
n→n

D↑1
n→n

(2)

con D = diag(↗u1↗, . . . , ↗un↗) matrice diagonale delle norme dei vettori riga.

Il generico elemento si,j di Scos
n→n

è il coseno dell’angolo tra i due vettori di utenti ui

e uj ed è quindi compreso tra -1 e 1, in cui coseno pari a 1 implica vettori paralleli

e quindi somiglianza massima, mentre coseno pari a -1 implica vettori antiparalleli

e quindi preferenze perfettamente opposte.

La similarità di Pearson è calcolabile come similarità coseno a partire dai dati

centrati. La matrice di rating centrata per riga si ottiene dalla formula:

Rc
n→p

= R
n→p

· H
p→p

con H
p→p

= Ip → 1
p

1p1↓
p (3)

9



2 Recommender System

SPears
n→n

= D↑1
c

n→n

(
Rc R↓

c
)

n→n

D↑1
c

n→n
con Dc calcolata come in precedenza ma a partire da Rc

quindi

SPears
n→n

= D↑1
c

n→n
(RHH↓R↓)

n→n
D↑1

c
n→n

e data H simmetrica (H = H↓) e idempotente (H = H2)

SPears
n→n

= D↑1
c

n→n
(RHR↓)

n→n
D↑1

c
n→n

= Corr(R) (4)

La matrice di similarità di Pearson tra gli utenti equivale quindi alla matrice di

correlazione della matrice di rating centrata per riga. Il generico elemento si,j di

SPears è denominato coe"ciente di correlazione di Pearson tra Utentei e Utentej ed

è formalizzato come segue:

Sim(ui, uj) = Corr(ui, uj)
∑

f↔F (ri,f → r̄i)(rj,f → r̄j)√∑
f↔F (ri,f → r̄i)2 ∑

f↔F (rj,f → r̄j)2
(5)

Di seguito viene mostrata la procedura matematica mediante un esempio semplice

ed esaustivo di un Sistema di Raccomandazione per la selezione di film.

La tabella 1 mostra i rating e!ettuati da cinque utenti per cinque film, ogni

utente ha valutato esclusivamente i film che ha visto con un voto compreso tra 1

(film pessimo) e 5 (film eccellente). Per semplicità l’unica valutazione mancante è

relativa a Utente 1 e Film 5; l’obiettivo del RS è quindi prevedere, sulla base degli

utenti con preferenze simili, se il film 5 possa piacere all’utente 1 e in tal caso con-

sigliarglielo.
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2 Recommender System

F1 F2 F3 F4 F5
U1 5 3 4 4 ?
U2 3 1 2 3 3
U3 4 3 4 3 5
U4 3 3 1 5 4
U5 2 3 2 4 3

Tabella 1: Matrice dei rating

Legenda:
Rating mancante

Per il calcolo della matrice di similarità e delle predizioni è opportuno partire

dalla matrice dei rating centrata per riga Rc definita precedentemente, in modo da

ridurre eventuali bias relativi al criterio di valutazione dell’utente.

La matrice in tabella 2 contiene le similarità di Pearson tra gli utenti; gli elementi

negativi e quelli sulla diagonale sono stati impostati a zero in quanto somiglianze

degli utenti con se stessi e utenti con somiglianza nulla non sono interessanti ai fini

della predizione.

U1 U2 U3 U4 U5
U1 0 0.79 0.42 0 0
U2 0.79 0 0.47 0.49 0.13
U3 0.42 0.47 0 0 0
U4 0 0.49 0 0 0.85
U5 0 0.13 0 0.85 0

Tabella 2: Matrice delle similarità di Pearson

Per garantire che i coe"cienti di S
n→n

siano interpretabili come pesi in fase di

predizione è necessario normalizzare la matrice in modo che la somma degli elementi

di ogni riga sia pari a 1, così che ogni elemento si,j rappresenti la proporzione di

somiglianza tra Utentei e Utentej .

Snorm
n→n

= N
n→n

↑1 S
n→n

con N = diag(n1, n2, . . . , nn), ni =
n∑

j=1
sij

11
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U1 U2 U3 U4 U5
U1 0 0.65 0.35 0 0
U2 0.42 0 0.25 0.26 0.07
U3 0.47 0.53 0 0 0
U4 0 0.37 0 0 0.63
U5 0 0.14 0 0.86 0

Tabella 3: Matrice di similarità tra utenti normalizzata

Come si nota in tabella 3 l’utente 1 è per il 65% simile all’utente 2 e per il 35%

simile all’utente 3. Non ha somiglianza invece con gli altri utenti.

La matrice R̂
n→p

dei rating previsti si calcola:

R̂
n→p

= Snorm
n→n

·Rcentr
n→p

+ r̄
n→1

con r̄ = 1
p

· R
n→p

·1p vettore delle medie dei rating per utente

F1 F2 F3 F4 F5
U1 4.46 2.81 3.81 4.11 4.81
U2 2.76 1.74 1.82 2.76 2.92
U3 4.59 2.59 3.59 4.12 4.12
U4 2.91 2.81 2.55 4.18 3.55
U5 2.71 2.44 0.85 4.44 3.57

Tabella 4: Matrice dei rating previsti

Legenda:
Rating previsto

Dalla matrice dei rating previsti in tabella 4 l’utente 1 valuterebbe il film 5 con

un punteggio di 4.81 su 5; è quindi opportuno che il sistema gliene consigli la visione.

Per valutare l’accuratezza della previsione si calcola l’RMSE (1). L’RMSE calcolato

sull’intera matrice di dati è pari a 0.638; la previsione è quindi discretamente accu-

rata.

12
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2.2.2 Item-based collaborative filtering

Il Sistema di Raccomandazione item-based collaborative filtering parte, come lo

user-based, da un database contenente i ratings, gli items e gli users, calcola la

somiglianza tra gli items, sulla base delle valutazioni del passato, e la utilizza per

consigliare all’utente prodotti simili a quelli che ha già apprezzato. Le assunzioni

alla base dell’approccio sono:

I. Articoli simili vengono valutati in modo simile.

II. Gli items mantengono il loro valore nel tempo, di conseguenza il loro gradi-

mento non cambia radicalmente.

Anche per l’approccio item-based viene fornito un esempio a partire dai dati in

tabella 1; Il RS restituirà la matrice R̂
n→p

dei rating previsti calcolata a partire dalla

somiglianza tra film.

In maniera analoga all’approccio user-based, per calcolare la similarità tra articoli si

utilizza la correlazione di Pearson (4), calcolata però a partire da R↓
c . La matrice

5 racchiude le similarità di Pearson tra i film; come nel caso precedente gli elementi

negativi e quelli sulla diagonale sono stati impostati a zero e la matrice è stata nor-

malizzata in modo che ogni elemento si,j rappresenti la proporzione di somiglianza

tra Filmi e Filmj .

F1 F2 F3 F4 F5
F1 0.00 0.10 0.43 0.00 0.47
F2 0.13 0.00 0.16 0.36 0.35
F3 0.47 0.15 0.00 0.00 0.38
F4 0.00 1.00 0.00 0.00 0.00
F5 0.43 0.26 0.31 0.00 0.00

Tabella 5: Matrice di similarità tra film normalizzata
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Il film 5 è per il 43% simile al film 1, per il 31% simile al film 3 e per il 26% al

film 2. Non c’è somiglianza invece con il film 4.

Dalla matrice R̂
n→p

dei rating previsti, ottenuta con la medesima formula dell’esempio

precedente e rappresentata in tabella 6, si nota che il rating previsto per Utente

1 e Film 5 è 4.68 su 5; è quindi opportuno che il sistema gliene raccomandi la

visione. l’RMSE calcolato anche in questo caso sull’intera matrice di dati è 0.924, il

che dimostra che, per questo esempio, l’approccio IBCF ha una capacità predittiva

peggiore rispetto all’UBCF.

F1 F2 F3 F4 F5
U1 3.78 3.60 3.67 4.29 4.68
U2 2.21 2.13 1.36 3.33 2.96
U3 4.06 3.20 3.44 4.35 3.97
U4 3.80 1.80 2.80 3.80 3.80
U5 3.45 1.76 2.76 2.71 3.33

Tabella 6: Matrice dei rating previsti

Legenda:
Rating previsto

2.2.3 SVD-based collaborative filtering

Il sistema di raccomandazione SVD-based si basa sul concetto di matrix factori-

zation, secondo cui ogni user e ogni item può essere rappresentato attraverso dei

fattori latenti in uno spazio di dimensionalità ridotta. Il metodo più utilizzato nella

Matrix Factorization è la decomposizione a valori singolari; la SVD decompone la

matrice R
n→p

, contenente i rating degli utenti agli item, in tre matrici di dimensione

prestabilita k < p:

R
n→p

= Uk!kVT
k

• Uk ↔ Rn→k matrice delle preferenze latenti degli users;

• !k ↔ Rk→k matrice diagonale dei valori singolari;

• Vk ↔ Rp→k matrice delle caratteristiche latenti degli items.

14



2 Recommender System

La decomposizione della matrice originale in matrici a dimensionalità ridotta per-

mette al sistema di individuare dei pattern nascosti nelle interazioni tra users e items

e, sulla base di questi, di calcolare la matrice dei rating previsti R̂
n→p

.

Anche per l’approccio SVD-based viene riportato un esempio a partire dai dati in ta-

bella 1. Adottando k=2 dimensioni la matrice dei rating centrata viene decomposta

nelle tre matrici seguenti:

Uk=2 =





0.001 0.513
0.266 0.609

→0.092 0.536
0.860 0.007
0.426 →0.280




!k=2 =

(
3.431 0

0 2.44



V T
k=2 =

(
→0.108 →0.113 →0.687 0.668 0.240
0.495 →0.758 0.030 →0.158 0.392



Figura 2: Matrici Uk=2 , Dk=2 e VT
k=2

La matrice dei rating previsti, ottenuta dalla formula R̂
n→p

= U
n→2

!2VT

2→p
+ r̄

n→1

e rappresentata in tabella 7, mostra che il rating previsto per Utente 1 e Film 5 è

4.49 su 5, quindi come negli esempi precedenti il sistema ne consiglierà la visione

all’utente. L’RMSE calcolato sull’intero set di dati è 0.26 quindi la qualità della

predizione è ottima; per questo esempio quindi l’approccio SVD-based conduce a un

sistema di raccomandazione più preciso rispetto a UBCF e IBCF.

F1 F2 F3 F4 F5
U1 4.62 3.05 4.03 3.80 4.49
U2 3.04 1.17 1.82 2.77 3.20
U3 4.48 2.84 4.06 3.38 4.24
U4 2.89 2.85 1.17 5.17 3.91
U5 2.30 3.15 1.77 3.89 2.88

Tabella 7: Matrice dei rating previsti

Legenda:
Rating previsto
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2.2.4 Punti di forza e criticità

Il collaborative filtering è generalmente l’approccio più utilizzato per l’implementa-

zione di Sistemi di Raccomandazione. I suoi principali punti di forza sono semplicità

e adattabilità, questo infatti si basa esclusivamente sulla somiglianza e relazione tra

utenti e prodotti ed è quindi estremamente versatile ed applicabile a set di dati

anche profondamente diversi tra loro. Un altro punto di forza è il suo miglioramen-

to continuo, il sistema infatti a"na le sue predizioni con l’aumento progressivo di

informazioni e dati disponibili.

Nonostante sia la tipologia di RS più utilizzata questa presenta anche delle criticità

importanti. La principale viene definita Cold-Start Problem, relativa all’ingresso

nel sistema di un nuovo user o di un nuovo item. In caso di ingresso di un nuovo

utente il sistema, non avendo informazioni pregresse su di esso, è impossibilitato

a fornirgli una raccomandazione. Analogamente items nuovi o particolarmente di

nicchia, quindi con poche o nulle interazioni con gli utenti, non vengono suggeriti

correttamente.

Un altro problema del collaborative filtering, principalmente con un numero elevato

di utenti e articoli, è la sparsità della matrice di interazione; questa si dice sparsa

quando è composta principalmente da valori mancanti o nulli ed è quindi molto

di"cile per il sistema scovare delle relazioni tra i dati e generare raccomandazio-

ni a"dabili. La sparsità della matrice è quantificabile nella proporzione di valori

mancanti, ottenuta dal rapporto tra numero di valori mancanti o nulli e numero di

celle totali della matrice. Un indice di sparsità vicino a 1 indica una matrice molto

sparsa, mentre un indice di sparsità vicino a 0 indica una matrice densa.
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2.3 Content-based filtering

I Sistemi di Raccomandazione content-based raccomandano un prodotto sulla base

delle sue caratteristiche distintive.

Il sistema inizialmente delinea le caratteristiche identificative degli items; per ogni

utente, sulla base delle caratteristiche identificative e delle preferenze del passato,

viene generato un profilo che ne descrive i gusti, mediante il quale il sistema gli

raccomanda items nuovi con caratteristiche a"ni a quelli apprezzati in passato.

Riprendendo l’esempio del sistema di raccomandazione di film le caratteristiche iden-

tificative potrebbero essere genere, durata e anno di produzione, quindi a un utente

che in passato ha apprezzato principalmente film d’azione, recenti e di media durata,

verranno proposti film con caratteristiche simili.

2.3.1 Punti di forza e criticità

Il content-based filtering risolve parzialmente il Cold-Start Problem per gli items,

infatti delineando le caratteristiche dell’oggetto, e confrontandole con il profilo del-

l’utente, è possibile determinare se possa piacergli o meno anche se ha valutazioni,

da parte di altri utenti, scarse o inesistenti.

Un altro vantaggio rispetto al collaborative-filtering è la sua maggiore interpre-

tabilità, mentre IBCF e UBCF individuano pattern nascosti tra items e users il

content-based filtering si basa su caratteristiche esplicite, rendendo quindi facilmen-

te interpretabili le raccomandazioni generate. Anche questo metodo ha però delle

criticità, la principale viene riassunta dall’espressione "Filter Bubble E!ect" [10].

Se un utente in passato ha apprezzato particolarmente alcune caratteristiche degli

items il sistema continua a proporgli contenuti con caratteristiche simili, ignorando

la possibilità che possa piacergli anche altro; l’utente rimane quindi intrappolato

all’interno di una bolla ristretta di opzioni simili non riuscendo mai a scoprire qual-

cosa di diverso di quello che già apprezza. Un’altra criticità è la complessità del

sistema con un numero elevato di utenti e prodotti. Ogni volta che viene aggiunto
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un nuovo prodotto il sistema deve estrapolarne le caratteristiche e aggiornare tutti

i profili utente, il che lo rende macchinoso e computazionalmente complesso.

Il content-based filtering inoltre, rispetto al collaborative-filtering, è costruito ad hoc

a partire dalle caratteristiche dei prodotti ed è quindi meno flessibile nell’adattarsi

a contesti e dati di!erenti.

2.4 Hybrid filtering

Il sistema di raccomandazione hybrid filtering combina sistemi collaborative-based e

content-based con l’obiettivo di sfruttarne i punti di forza per compensarne le rispet-

tive criticità. L’unione dei due approcci può avvenire simultaneamente o in maniera

separata, nel primo caso vi è una fusione dei due algoritmi mentre nel secondo ca-

so questi rimangono separati e le raccomandazioni finali sono una combinazione di

quelle content-based e collaborative-based.

Spotify, una delle piattaforme di streaming musicali più di!use, utilizza un Siste-

ma di Raccomandazione ibrido per suggerire agli utenti musica personalizzata. Un

esempio emblematico di tale sistema è Discover Weekly, una playlist aggiornata set-

timanalmente contenente trenta brani consigliati dalla piattaforma all’utente. Il si-

stema analizza sia le preferenze dell’utente riguardo genere, artista, ritmo, e tonalità

dei brani (content-based) sia la somiglianza con altri utenti (collaborative-based),

riuscendo quindi a trovare l’equilibrio perfetto tra a"nità con i gusti musicali ed

esplorazione di nuovi brani.

2.5 Knowledge-based filtering

I Sistemi di Raccomandazione knowledge-based, a di!erenza dei precedenti, si ba-

sano sulla conoscenza esplicita delle preferenze degli utenti. In questo caso l’utente

comunica direttamente al sistema, mediante un questionario o attraverso dei fil-

tri di ricerca, le caratteristiche dell’item che sta cercando e il sistema gli propone

delle soluzioni compatibili. Un esempio di piattaforma che utilizza principalmente
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un Sistema di Raccomandazione knowledge-based è il portale di compravendita di

automotive Autoscout24. Prima di e!ettuare la ricerca del veicolo vengono chieste

all’utente alcune preferenze tra cui marca e modello, anno di immatricolazione, chi-

lometraggio, alimentazione, prezzo etc., il sistema automaticamente crea una regola

che gli permette di raccomandare all’utente esclusivamente i veicoli con le caratte-

ristiche da lui richieste.

Questi tipi di RS sono ideali nei settori ad alta implicazione o di acquisto occasionale

come il mercato immobiliare, il mercato delle auto e il settore turistico.
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3 Implementazione di Sistemi di Raccomandazio-

ne per la selezione di film

Nei capitoli precedenti è stata presentata una panoramica dei Sistemi di Raccoman-

dazione e della loro importanza come strumento di supporto ad aziende e persone.

In questo capitolo viene proposta l’implementazione di RS per la selezione di film.

3.1 Obiettivi dell’analisi e dataset di partenza

L’obiettivo dell’analisi è costruire un Sistema di Raccomandazione per la selezione

di film a partire da un dataset reale.

Per i medesimi dati verranno implementati quattro RS basati su collaborative filte-

ring: user-based con similarità di Pearson, user-based con similarità coseno, item-

based con similarità di Pearson e item-based con similarità coseno. Ne verranno poi

analizzate analogie e di!erenze determinando, se possibile, il più e"cace.

Le raccomandazioni verranno presentate mediante un’interfaccia interattiva che, se-

lezionando utente, metodo e misura di similarità, restituisce la lista dei 5 film consi-

gliati. Dall’interfaccia sarà anche possibile testare il RS generando raccomandazioni

personalizzate.

Il dataset in analisi è una versione ridotta del dataset "Movielens", ricavato dall’o-

monima piattaforma di raccomandazione di film online sviluppata da GroupLens

Research, un laboratorio di ricerca presso l’Università del Minnesota. Movielens.org

è un sito web a esclusivo scopo di ricerca che permette agli utenti della community

di ricevere raccomandazioni personalizzate sulla base delle preferenze ricavate dalle

valutazioni passate. Il dataset, pubblicato nel 1998, ha subito nel corso degli anni

diversi aggiornamenti, arrivando ad includere nell’ultima versione circa 32 milioni

di valutazioni. Per questa analisi si considera il dataset "ml-latest-small" [6], una

versione ridotta generata da GroupLens il 26 settembre 2018 e contenente 100,836

valutazioni. Le suddette valutazioni sono relative a 9,742 film e 610 utenti, selezio-
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nati casualmente tra i membri della community che hanno valutato almeno 20 film.

Il dataset è scaricabile da grouplens.org. Ai fini dell’analisi sono stati considerati i

suddetti file in formato csv:

• rating.csv file composto da 100.836 righe, una per ogni valore di rating, e

quattro colonne:

– userID, identificativo dell’utente.

– movieID, identificativo del film.

– rating, valore della valutazione in scala 0.5(film pessimo) - 5(film eccel-

lente).

– timestamp, momento temporale in cui l’utente ha espresso la valutazio-

ne. La data è espressa nell’unità di misura informatica Unix timestamp,

ovvero numero di secondi trascorsi dalle 00.00 del 1 gennaio 1970.

• movies.csv file composto da 9742 righe, una per ogni film, e tre colonne:

– movieID, identificativo del film.

– title, titolo del film.

– genres, generi a cui il film è più a"ne.

Le analisi sono state condotte con software R versione 4.4.2.

I grafici sono stati realizzati con il pacchetto grafico ggplot2 .

3.2 Analisi esplorativa

In questa sezione si esegue un’analisi delle informazioni sul dataset. Si analizzano le

singole variabili ed eventuali relazioni tra esse.
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3.2.1 Analisi dei rating

Il numero totale delle valutazioni ricevute è 100,836, la valutazione minima è 0.5

mentre la valutazione massima è pari a 5. Ci sono quindi film che sono stati giudicati

pessimi e film giudicati invece eccellenti. La media dei rating è 3.50 così come la

mediana (sd=1.04).

Come si evince in tabella 8 le valutazioni negative (comprese tra 0.5 e 2.5) sono

circa il 18.9% quelle neutrali (rating pari a 3) sono il 19.9% mentre le valutazioni

positive (tra 3.5 e 5) sono il 61.2%. La moda della variabile, quindi il punteggio più

frequente, è 4 che, come da istogramma in figura 3, rappresenta oltre il 25% delle

valutazioni.

Rating 0.5 1 1.5 2 2.5 3 3.5 4 4.5 5 Tot
Frequenza Assoluta 1,370 2,811 1,791 7,551 5,550 20,047 13,136 26,818 8,551 13,211 100,836

Proporzione 0.0136 0.0279 0.0178 0.0749 0.0550 0.1988 0.1303 0.2660 0.0848 0.1310 1
Frequenza Cumulata 0.0136 0.0415 0.0592 0.1341 0.1891 0.3880 0.5182 0.7842 0.8690 1 1

Tabella 8: Frequenze assolute, relative e cumulate dei punteggi di rating
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Figura 3: Distribuzione rating
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3.2.2 Analisi degli utenti

Gli utenti appartenenti al dataset sono 610, i meno attivi hanno valutato solo venti

film (soglia minima per l’inclusione nel dataset) mentre i più attivi hanno valutato

oltre duemila film. Alcuni utenti mostrano comportamenti estremi nel metodo di

valutazione; utenti che assegnano in media valutazioni superiori a 4.5 o inferiori a

1 possono essere considerati utenti con scala di giudizio eccessivamente positiva o

eccessivamente critica, il che potrebbe influenzarne la qualità delle raccomandazio-

ni. La qualità delle raccomandazioni è anche influenzata dal numero di valutazioni

totali espresse dall’utente, utenti più attivi contribuiscono maggiormente e avranno

raccomandazioni più personalizzate e precise. Come da grafico a barre in figura 4 il

36.9 % degli utenti ha valutato tra 20 e 50 film, per essi le raccomandazioni saranno

discrete. Il 41.1 % ha valutato tra 51 e 200 film, per questi le raccomandazioni

saranno buone, infine il 22 % degli utenti ha valutato più di 200 film, in questo caso

la qualità delle raccomandazioni sarà eccellente. Utenti con meno di 20 valutazioni

sono stati esclusi dal dataset in quanto le informazioni non sarebbero state su"cienti

per generare delle raccomandazioni a"dabili.
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Figura 4: Valutazioni per utente e a"dabilità delle raccomandazioni
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3.2.3 Analisi dei film

I film nel dataset sono 9,724, è di interesse analizzare quali siano i film più popolari,

ovvero quelli con il numero maggiore di valutazioni, e quelli che hanno riscontrato

maggiore successo, ovvero quelli con rating medio maggiore.

In tabella 9 sono elencati i cinque film più popolari e il rispettivo numero di valuta-

zioni ricevute mentre in tabella 10 i cinque film di maggiore successo, tra quelli con

almeno 20 valutazioni, e le rispettive valutazioni medie.

Titolo Numero di valutazioni
Forrest Gump (1994) 329
Shawshank Redemption, The (1994) 317
Pulp Fiction (1994) 307
Silence of the Lambs, The (1991) 279
Matrix, The (1999) 278

Tabella 9: Top 5 film più popolari

Titolo Valutazione media
Streetcar Named Desire, A (1951) 4.48
Shawshank Redemption, The (1994) 4.43
Sunset Blvd. (a.k.a. Sunset Boulevard) (1950) 4.33
Philadelphia Story, The (1940) 4.31
In the Name of the Father (1993) 4.30

Tabella 10: Top 5 film più apprezzati

Altrettanto rilevante è analizzare quali siano i generi più popolari, quindi i più

votati, e quelli di maggiore successo, ovvero con valutazione media maggiore. Nel

dataset ci sono film appartenenti simultaneamente a più generi, a questo scopo è

stato però considerato esclusivamente il primo genere ovvero quello più rappresen-

tativo. I risultati sono riassunti in figura 5 e in tabella 11. In tabella 12 sono invece

riassunte le valutazioni medie dei 5 generi più popolari; il genere Crime è quindi il

genere più apprezzato tra quelli più valutati.
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Genere
Action (30.38%)
Comedy (25.01%)
Drama (16.93%)
Adventure (10.26%)
Crime (6.56%)
Animation (2.53%)
Horror (2.44%)
Children (2.08%)
Documentary (1.01%)
Mystery (<1%)
Thriller (<1%)
Sci−Fi (<1%)
Fantasy (<1%)
Western (<1%)
Musical (<1%)
Romance (<1%)
Film−Noir (<1%)
(no genres listed) (<1%)
War (<1%)

Figura 5: Percentuali di valutazioni per genere

Genere Valutazione media
Film-Noir 4.080
Mystery 3.856
Crime 3.834
Documentary 3.830
Western 3.659

Tabella 11: Top 5 generi più apprezzati

Genere Valutazione media
Crime 3.834
Drama 3.647
Adventure 3.566
Action 3.448
Comedy 3.394

Tabella 12: Valutazioni medie per i primi 5 generi più popolari
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3.3 Implementazione Recommender System

Come da obiettivo dell’analisi in questa sezione si procederà all’implementazione dei

quattro Sistemi di Raccomandazione. L’implementazione avverrà mediante pacchet-

to recommenderlab [5]. Il primo step da eseguire, per rendere il dataframe rating

funzionale all’implementazione, è trasformarlo in una matrice con sulle righe gli

utenti, sulle colonne i film e sulle celle le valutazioni degli utenti ai film. Ai film

che non sono stati valutati viene impostato il valore NA, ad indicare la mancanza

della valutazione. Per aumentare l’e"cacia del sistema si considerano esclusivamen-

te utenti che hanno espresso almeno 20 valutazioni (condizione per appartenere al

dataset) e film con almeno 20 ratings; si ottiene quindi una matrice composta da

566 righe, 1297 colonne e 734,102 celle.

Un problema comune per dataset numerosi è la sparsità della matrice di rating, in

questo caso l’indicatore di sparsità è pari a 0.983 quindi circa il 98.3% delle valu-

tazioni è mancante; per questo motivo il pacchetto recommenderlab richiede che la

matrice di rating sia un oggetto "realRatingMatrix", una struttura dati particolar-

mente e"ciente nella gestione della sparsità.

In figura 6 sono rappresentate le prime 50 righe e 50 colonne della matrice di rating;

le celle bianche rappresentano le valutazioni mancanti.
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Figura 6: Matrice di rating per i primi 50 utenti e 50 film

3.3.1 Divisione del dataset

Prima di procedere all’implementazione è necessario definire train set, dati su cui

verrà implementato il modello, validation set, dati utilizzati per generare le rac-

comandazioni, e test set, dati utilizzati per valutare l’accuratezza del modello. Il

pacchetto recommenderlab permette, mediante la funzione evaluationScheme(),

di dividere automaticamente il dataset. I parametri della funzione sono:

• data -> matrice di rating.

• method -> metodo di divisione del dataset, in questo caso si utilizza "split".

• train -> percentuale di dati utilizzati come train, in questo caso 0.8 (80%).

• given -> numero di rating, per ogni utente del validation set, utilizzati a scopo

predittivo, i restanti compongono il test set.
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Impostando i parametri sopra definiti l’80% degli utenti, quindi 452 su 566, compone

il train set mentre il 20%, quindi i restanti 114, compone il validation set. Per ogni

utente appartenente al validation set dieci valutazioni scelte casualmente saranno

utilizzate per generare raccomandazioni mentre le restanti per valutare l’accuratezza

del modello.

Figura 7: Schema di valutazione

3.3.2 Implementazione

L’implementazione dei RS avviene mediante l’utilizzo della funzione Recommen-

der appartenente all’omonimo pacchetto. I parametri della funzione sono i seguenti:

• data -> Schema di valutazione su cui viene implementato il modello, quindi

il train set creato e descritto precedentemente.

• method -> Tipo di algoritmo da utilizzare. Verranno creati quattro mo-

delli, due basati sulla somiglianza tra gli utenti (UBCF User-Based Collabo-

rative Filtering) e due basati sulla somiglianza tra film (IBCF Item-Based

Collaborative Filtering).

• parameter -> Lista di parametri per personalizzare il modello. Il parametro

normalize permette la centratura dei dati, in modo da ridurre i bias legati

al metodo di valutazione dell’utente, e il parametro method permette di se-

lezionare la misura di similarità. Per ogni approccio verranno utilizzate sia

similarità di Pearson sia similarità coseno.

28



3 Implementazione di Sistemi di Raccomandazione per la selezione di film

In totale verranno quindi implementati quattro Sistemi di Raccomandazione: UBCF

con similarità di Pearson, UBCF con similarità coseno, IBCF con similarità di Pear-

son, IBCF con similarità coseno.

La porzione di codice R per implementare il Sistema di Raccomandazione UBCF

con similarità di Pearson è:

1 ubcf_Pears <- Recommender(

2 getData(eval_scheme, "train"),

3 method = "UBCF",

4 parameter = list(method = "Pearson", normalize = "center"))

Codice 1: UBCF con similarità di Pearson

3.3.3 Generazione delle raccomandazioni

Lo scopo dei Sistemi di Raccomandazione implementati al passo precedente è pre-

vedere, e di conseguenza consigliare, all’utente i film che, secondo l’approccio utiliz-

zato, risultano essere più a"ni alle sue preferenze. Le predizioni si ottengono me-

diante la funzione predict, anch’essa appartenente al pacchetto Recommenderlab.

I parametri della funzione sono:

• object -> Sistema di Raccomandazione precedentemente implementato.

• newdata -> Schema di valutazione su cui vengono calcolate le previsioni.

Le predizioni vengono calcolate escluisivamente per gli utenti appartenenti al

validation set.

• type -> Tipo di output. Inserendo la dicitura "ratings" si ottiene la matrice dei

rating previsti altrimenti si ottiene un oggetto "topNlist", una lista contenente,

per ogni utente, gli n film consigliati.

• n -> numero di raccomandazioni per utente.
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La porzione di codice R per ottenere le predizioni del Sistema di Raccomandazione

UBCF con similarità di Pearson è:

1 #Matrice di rating previsti

2 mat_pred_ibcf_Pears<-predict(

3 ibcf_Pears,

4 getData(eval_scheme, "known"), type = "ratings")

5

6 #Top n list

7 pred_ibcf_Pears <- predict(

8 ibcf_Pears, getData(eval_scheme, "known"), n=5)

Codice 2: Predizioni UBCF con similarità di Pearson

3.3.4 Valutazione dell’accuratezza e confronto tra i modelli

Dopo l’Implementazione dei RS, e il calcolo delle predizioni, è opportuno valutarne

l’accuratezza. Al seguente scopo si utilizza la funzione calcPredictionAccuracy

del pacchetto Recommenderlab. I parametri della funzione sono:

• x -> Predizioni calcolate al punto precedente.

• data -> Schema di valutazione su cui viene valutata l’accuratezza, quindi test

set.

La funzione restituisce due diverse unità di misura di accuratezza: RMSE (Root

Mean Square Error (1)), e MAE (Mean Absolute Error), la metrica senza penaliz-

zazione per errori più grandi. Valori minori di RMSE e MAE indicano maggiore

precisione delle previsioni.

Le misure di accuratezza per i quattro RS sono riassunte in tabella 13 e la porzione

di codice R per ottenerle è:
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1 error_ibcf_Pears <- calcPredictionAccuracy(

2 mat_pred_ibcf_Pears,

3 getData(eval_scheme, "unknown"))

Codice 3: Misure di accuratezza RS UBCF con similarità di Pearson

Modello RMSE MAE
UBCF Pearson 1.0263 0.7894
UBCF Coseno 1.0978 0.8472
IBCF Pearson 1.1335 0.8571
IBCF Coseno 1.0430 0.7715

Tabella 13: Misure di accuratezza per i Sistemi di Raccomandazione implementati

In base ai valori di RMSE e MAE il Sistema di raccomandazione user-based

collaborative filtering con misura di similarità di Pearson risulta essere il migliore.

Tuttavia le di!erenze tra i modelli non sono altamente significative e tutti i sistemi

risultano essere validi. La scelta del Sistema di Raccomandazione ottimale può però

dipendere anche da altri fattori, per esempio i sistemi item-based tendono ad essere

più stabili dato che le somiglianze tra gli items sono costanti mentre le somiglian-

ze tra gli utenti potrebbero cambiare sensibilmente nel tempo, inoltre ottimizzano

l’ingresso nel sistema di nuovi utenti. Allo stesso modo la similarità coseno risulta

essere meno sensibile a piccole fluttuazioni nei punteggi dell’utente rispetto a quella

di Pearson.

Alla luce di queste considerazioni e dalle misure in tabella 13 un possibile RS defini-

tivo potrebbe essere un sistema ibrido, ottenuto dall’unione di UBCF con similarità

di Pearson, che ne garantisce la personalizzazione delle raccomandazioni, e IBCF

con similarità coseno, che ne migliora la stabilità.

Mediante la funzione HybridRecommender del pacchetto Recommenderlab è pos-

sibile implementare un Sistema di Raccomandazione ibrido assegnando un peso spe-

cifico ad ogni approccio utilizzato. In questo caso è stato assegnato medesimo peso

all’approccio UBCF con similarità di Pearson e IBCF con similarità coseno. Il
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3 Implementazione di Sistemi di Raccomandazione per la selezione di film

RS risultante ha RMSE e MAE inferiori rispetto a quelli implementati preceden-

temente (RMSE=1.0104, MAE=0.7747) e risulta quindi essere, concettualmente e

analiticamente, il Sistema di Raccomandazione migliore per l’analisi e!ettuata.

1 #RS ibrido, 50% UBCF con similarita’ di Pearson e 50% IBCF con

similarita’ coseno

2 Hybrid <- HybridRecommender(

3 ubcf_Pears,

4 ibcf_Cos,

5 weights = c(0.5, 0.5))

Codice 4: RS ibrido

3.4 Interfaccia grafica Shiny e visualizzazione delle racco-

mandazioni

Per completare l’analisi, visualizzare le raccomandazioni e rendere il sistema più

fruibile e interattivo è stata sviluppata un’interfaccia grafica, mediante pacchetto

Shiny [3], accessibile al seguente url https://xu5u7l-daniel-d0inc0.shinyapps.

io/movielens-recommender/.

L’applicazione è divisa in due interfacce distinte accessibili dalla home page, la

prima dedicata alla visualizzazione dei risultati dell’analisi e la seconda che permette

di testare il RS, quindi di inserire manualmente delle valutazioni ad alcuni film e

ricevere dei suggerimenti personalizzati.
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Figura 8: Home page dell’interfaccia

La pagina di visualizzazione dei risultati permette di selezionare, mediante dei

menù a tendina, un utente, un metodo e una misura di similarità e automaticamente

mostra identificativo, titolo e generi di appartenenza dei cinque film consigliati per

l’utente selezionato. In figura 9 è possibile visualizzare le raccomandazioni generate

dall’algoritmo UBCF con similarità di Pearson per l’utente 28. Tramite i menù a

tendina si possono facilmente cambiare metodo e similarità in modo da poter con-

frontare in maniera immediata le raccomandazioni generate dai diversi sistemi. Per

alcuni utenti il sistema non ha abbastanza informazioni per calcolare delle predi-

zioni accurate, in questi casi compare il messaggio "Dati insu"cienti per generare

raccomandazioni".

Figura 9: Visualizzazione delle raccomandazioni per Utente 28
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Sempre nella pagina di visualizzazione dei risultati è possibile confrontare i cinque

diversi algoritmi implementati sulla base di RMSE e MAE. L’utente può selezionare,

tramite un menù a tendina, la metrica desiderata e visualizzarne un grafico a barre

per tutti i sistemi implementati (figura 10). Oltre al grafico a barre sono disponibili

una heatmap (figura 11) e una tabella riassuntiva (figura 12) che sintetizzano le

misure di accuratezza di ciascun algoritmo. L’insieme di questi strumenti consente

un’analisi comparativa e"cace e supporta il processo decisionale nella scelta dell’al-

goritmo migliore che, come già discusso precedentemente, risulta essere il Sistema

di Raccomandazione ibrido.

Figura 10: Grafico a barre per RMSE

Figura 11: Heatmap misure di accuratezza
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Figura 12: Tabella riassuntiva misure di accuratezza

La pagina di generazione delle raccomandazioni è invece dedicata all’interazione

diretta con l’utente e gli consente di fruire direttamente del Sistema di Raccoman-

dazione ottenendo raccomandazioni personalizzate. In particolare viene richiesto

all’utente di esprimere una valutazione su un set di 10 film, selezionati casualmente

tra i 50 titoli più popolari e, una volta inserite le valutazioni, il Sistema di Rac-

comandazione ibrido precedentemente implementato le elabora e ne restituisce una

lista di film consigliati. In figura 13 viene mostrato un esempio di funzionamento

dell’applicazione.
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Figura 13: Generazione delle raccomandazioni mediante applicazione
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Conclusioni

Conclusioni

Nel contesto odierno, caratterizzato da un’o!erta sconfinata di contenuti, i Sistemi di

Raccomandazione rappresentano uno strumento fondamentale per guidare l’utente

verso scelte consapevoli e soddisfacenti. Questo lavoro ha approfondito il funziona-

mento, la formulazione matematica e l’importanza dei RS alternando concetti teorici

ad esempi pratici.

Dopo aver introdotto i concetti di Long Tail Theory e paralisi decisionale evidenzian-

do, anche tramite l’esempio del Netflix Prize, il ruolo fondamentale giocato dai RS

ne sono stati descritti i principali approcci di costruzione (user-based collaborative

filtering, item-based collaborative filtering, content-based filtering, knowledge-based

filtering e hybrid filtering) e i rispettivi punti di forza e criticità, mostrando come la

scelta del modello più adeguato debba tenere conto di caratteristiche specifiche del

dominio applicativo e della natura dei dati a disposizione.

Nella parte empirica del lavoro sono stati implementati cinque diversi Sistemi di

Raccomandazione per la selezione di film a partire dal dataset reale Movielens con-

tenente le valutazioni da parte di 610 utenti a 9742 film. I risultati hanno evidenziato

come il sistema ibrido ottenuto da UBCF con similarità di Pearson e IBCF con si-

milarità coseno sia quello con prestazioni migliori in termini predittivi ma anche

quello concettualmente più stabile per l’ambito di utilizzo. Lo sviluppo di un’in-

terfaccia interattiva tramite Shiny ha semplificato la visualizzazione dei risultati e

ha reso fruibile e testabile il sistema ibrido implementato, permettendo all’utente di

esprimere delle valutazioni a un insieme di film e ricevere, sulla base di queste, delle

raccomandazioni personalizzate.

In conclusione i Sistemi di Raccomandazione rappresentano un perfetto esempio di

come strumenti statistici e tecniche di machine learning possano incidere concreta-

mente nella vita quotidiana dell’utente, aiutandolo e guidandolo verso una scelta

consapevole, e dell’azienda, aumentandone fidelizzazione e ricavi.
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Codice R

1 #Librerie necessarie all’analisi

2 library(tidyverse)

3 library(reshape2)

4 library(lubridate)

5 library(shiny)

6 library(rsconnect)

7 library(randomcoloR)

8 library(recommenderlab)

9 #Dataset

10 rating <- read.csv("ratings.csv")

11 movie <- read.csv("movies.csv")

12

13

14 #ANALISI ESPLORATIVA

15 #Controllo valori mancanti o doppi nel dataset

16 colSums(is.na(rating))

17 colSums(is.na(movie))

18 sum(duplicated(rating))

19 sum(duplicated(movie))

20

21 #Analisi dei rating

22 summary(rating$rating)

23 sd(rating$rating)

24 table(rating$rating)

25 prop.table(table(rating$rating))

26 cumsum(prop.table(table(rating$rating)))

27

28
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29 #Grafico a barre

30 data <- data.frame(

31 x = c(0.5, 1, 1.5, 2, 2.5, 3, 3.5, 4, 4.5, 5),

32 y = c(0.01358642, 0.02787695, 0.01776151, 0.07488397,

33 0.05503987, 0.19880797 , 0.13027093, 0.26595660, 0.08480106,

0.13101472))

34

35 ggplot(data, aes(x = x, y = y, fill = x)) +

36 geom_bar(stat = "identity", color = "black") +

37 scale_fill_gradient2(low = "red", mid = "yellow", high = "darkgreen",

midpoint = 2.5, limits = c(0.5, 5), na.value = "grey") +

scale_x_continuous(breaks = seq(0.5, 5, by = 0.5)) +labs(x =

"Rating", y = "Frequenza") +

38 theme_minimal()

39

40

41 #Analisi Utenti

42 user_counts <- sort(table(rating$userId))

43 top_users <- names(sort(user_counts, decreasing = TRUE))[1:5]

44 less_than_50 <- sum(user_counts < 50)

45 between_100_and_800 <- sum(user_counts >= 100 & user_counts <= 800)

46 more_than_800 <- sum(user_counts > 800)

47

48

49 #Grafico a barre numero di valutazioni per utente

50 breaks <- c(20, 50, 200, Inf)

51 labels <- c("20-50", "51-200", "201+")

52 user_counts_class <- cut(user_counts, breaks = breaks, labels = labels,

right = FALSE)
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53 affidability <- c("Affidabilita discreta", "Affidabilita buona",

"Affidabilita eccellente")

54 user_counts_df <- data.frame(user_counts_class)

55 user_counts_df$color <- ifelse(user_counts_df$user_counts_class ==

"20-50", "yellow",ifelse(user_counts_df$user_counts_class ==

"51-200", "green","darkgreen"))

56 user_counts_summary <- as.data.frame(table(user_counts_class))

57 colnames(user_counts_summary) <- c("user_counts_class",

58 "user_count")

59 total_users <- sum(user_counts_summary$user_count)

60 user_counts_summary$percentage <- (user_counts_summary$user_count /

total_users) * 100

61 user_counts_summary$affidability <-

affidability[match(user_counts_summary$user_counts_class, labels)]

62

63 ggplot(user_counts_summary, aes(x = user_counts_class, y = percentage,

fill = affidability)) +

64 geom_bar(stat = "identity", color = "black") +

65 scale_fill_manual(

66 values = c("Affidabilita discreta" = "lightyellow",

67 "Affidabilita buona" = "lightgreen",

68 "Affidabilita eccellente" = "darkgreen"),

69 guide = guide_legend(title = NULL)) +

70 labs(x = "Numero di valutazioni per utente",

71 y = "Percentuale di utenti (%)") + theme_minimal() +

theme(axis.text.x = element_text(angle = 45, hjust = 1))

72

73

74

75
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76 #Utenti estremi

77 rat_user<-tapply(rating$rating,rating$userId,mean)

78 utenti_rat_alto <- names(rat_user[rat_user >= 4.5])

79 utenti_rat_basso <- names(rat_user[rat_user <= 1.5])

80 extreme_users<-c(utenti_rat_alto,utenti_rat_basso)

81

82 #Analisi Film

83 #Film piu votati

84 movies_counts <- table(rating$movieId)

85 top_movies <- as.numeric(names(sort(movies_counts, decreasing =

TRUE))[1:5])

86 top_movies_tit <- movie$title[match(top_movies, movie$movieId)]

87 for (i in top_movies) {

88 title <- movie$title[movie$movieId == i]

89 count <- movies_counts[as.character(i)]

90 cat(title, count, "\n")}

91

92

93 #Film piu apprezzati tra quelli con almeno 20 valutazioni

94 movies_above_20 <- movies_counts[movies_counts >= 20]

95 film_rate_max <- sort(tapply(rating$rating, rating$movieId,

mean)[names(movies_above_20)], decreasing = TRUE)[1:5]

96 for (i in as.numeric(names(film_rate_max))) {

97 title <- movie$title[movie$movieId == i]

98 count <- film_rate_max[as.character(i)]

99 cat(title, count, "\n")}

100

101 #Analisi per genere

102 df_genere <- merge(rating, movie[, c("movieId", "genres")], by =

"movieId")
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103 df_genere$genres <- sapply(strsplit(df_genere$genres, "\\|"), ‘[‘, 1)

104 df_genere_split <- df_genere

105 genre_counts <- sort(table(df_genere_split$genres), decreasing = T)

106 top_genre <- (names(sort(genre_counts, decreasing = TRUE))[1:5])

107

108 #Grafico a torta

109 df_pie <- df_genere_split %>%

110 count(genres) %>%

111 mutate(

112 perc = n / sum(n),

113 label = ifelse(

114 perc < 0.01,

115 paste0(genres, " (<1%)"),

116 paste0(genres, " (", round(perc * 100, 2), "%)")

117 ),

118 label = factor(label, levels = label[order(-perc)]))

119 palette_colors <- distinctColorPalette(k = nrow(df_pie))

120 ggplot(df_pie, aes(x = "", y = perc, fill = label)) +

121 geom_col(width = 1, color = "black") +

122 coord_polar(theta = "y") +

123 scale_fill_manual(values = palette_colors) +

124 labs(fill = "Genere") +

125 theme_void() +

126 theme(legend.title = element_text(size = 12, face = "bold"),

127 legend.text = element_text(size = 10),

128 plot.title = element_text(hjust = 0.5, face = "bold"))

129

130 #Generi piu apprezzati

131 Valut<-tapply(df_genere$rating,df_genere$genres,mean)

132 Top_valut_genres <- sort(Valut, decreasing = T)
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133 Valut_top_genres<-sort(Top_valut_genres[top_genre], decreasing=T)

134

135 #IMPLEMENTAZIONE SISTEMI DI RACCOMANDAZIONE

136 ratings_matrix <- as(rating, "realRatingMatrix")

137 rating_row<- ratings_matrix[,colCounts(ratings_matrix) > 19]

138 ratings_matrix_rid <- ratings_matrix[rowCounts(rating_row) >

19,colCounts(ratings_matrix) > 19]

139 dim(ratings_matrix_rid)

140

141 #Rappresentazione matrice 50x50

142 row_ids <- rownames(ratings_matrix_rid)[1:50]

143 col_ids <- colnames(ratings_matrix_rid)[1:50]

144 sub_matrix <- ratings_matrix_rid[row_ids, col_ids]

145 ratings_df <- as(sub_matrix, "matrix")

146 ratings_df <- melt(ratings_df, varnames = c("User", "Movie"), value.name

= "Rating")

147 ratings_df$User <- factor(ratings_df$User, levels = row_ids)

148 ratings_df$Movie <- factor(ratings_df$Movie, levels = col_ids)

149

150 ggplot(ratings_df, aes(x = Movie, y = User, fill = Rating)) +

151 geom_tile(color = "black") +

152 scale_fill_gradient2(

153 low = "red", mid = "yellow", high = "darkgreen",

154 midpoint = 2.5, limits = c(0.5, 5), na.value = "white") +

155 labs(x = "Film", y = "Utenti", fill = "Rating") + theme_minimal() +

theme(

156 axis.text.x = element_blank(),

157 axis.text.y = element_blank(),

158 panel.grid = element_blank())

159
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160 #Sparsita

161 percent_spars <- sum(is.na(as(ratings_matrix,

"matrix")))/(nrow(ratings_matrix) * ncol(ratings_matrix))

162

163 #Divisione dataset

164 set.seed(123)

165 eval_scheme <- evaluationScheme(

166 data = ratings_matrix_rid,

167 method = "split",

168 train = 0.8,

169 given=10,)

170

171 #UBCF

172 ubcf_Pears<-Recommender(

173 getData(eval_scheme, "train"),

174 method = "UBCF",parameter = list(method = "Pearson",

normalize="center"))

175 mat_pred_ubcf_Pears<-predict(

176 ubcf_Pears,

177 getData(eval_scheme, "known"),

178 type = "ratings")

179 pred_ubcf_Pears <- predict(

180 ubcf_Pears,

181 getData(eval_scheme, "known"), n=5)

182 pred_list_ubcf_Pears <- as(pred_ubcf_Pears, "list")

183 error_ubcf_Pears <- calcPredictionAccuracy(

184 mat_pred_ubcf_Pears,

185 getData(eval_scheme, "unknown"))

186

187 ubcf_Cos<-Recommender(

44



Codice R

188 getData(eval_scheme, "train"),

189 method = "UBCF",parameter = list(method = "Cosine", normalize="center"))

190 mat_pred_ubcf_Cos<-predict(

191 ubcf_Cos,

192 getData(eval_scheme, "known"),

193 type = "ratings")

194 pred_ubcf_Cos <- predict(

195 ubcf_Cos,

196 getData(eval_scheme, "known"), n=5)

197 pred_list_ubcf_Cos <- as(pred_ubcf_Cos, "list")

198 error_ubcf_Cos <- calcPredictionAccuracy(

199 mat_pred_ubcf_Cos,

200 getData(eval_scheme, "unknown"))

201

202

203 #IBCF

204 ibcf_Pears<-Recommender(

205 getData(eval_scheme, "train"),

206 method = "IBCF",parameter = list(method = "Pearson",

normalize="center"))

207 mat_pred_ibcf_Pears<-predict(

208 ibcf_Pears,

209 getData(eval_scheme, "known"),

210 type = "ratings")

211 mat_pred_ibcf_Pears@data[1:10,1:10]

212 pred_ibcf_Pears <- predict(

213 ibcf_Pears,

214 getData(eval_scheme, "known"), n=5)

215 pred_list_ibcf_Pears <- as(pred_ibcf_Pears, "list")

216 error_ibcf_Pears <- calcPredictionAccuracy(
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217 mat_pred_ibcf_Pears,

218 getData(eval_scheme, "unknown"))

219

220 ibcf_Cos<-Recommender(

221 getData(eval_scheme, "train"),

222 method = "IBCF",parameter = list(method = "Cosine", normalize="center"))

223 mat_pred_ibcf_Cos<-predict(

224 ibcf_Cos,

225 getData(eval_scheme, "known"),

226 type = "ratings")

227 pred_ibcf_Cos <- predict(

228 ibcf_Cos,

229 getData(eval_scheme, "known"), n=5)

230 pred_list_ibcf_Cos <- as(pred_ibcf_Cos, "list")

231 error_ibcf_Cos <- calcPredictionAccuracy(

232 mat_pred_ibcf_Cos,

233 getData(eval_scheme, "unknown"))

234

235

236 #Ibrido

237 Hybrid <- HybridRecommender(

238 ubcf_Pears,

239 ibcf_Cos,

240 weights = c(0.5, 0.5))

241

242 mat_pred_Hybrid<-predict(

243 Hybrid,

244 getData(eval_scheme, "known"),

245 type = "ratings")

246 pred_Hybrid <- predict(
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247 Hybrid,

248 getData(eval_scheme, "known"), n=5)

249 pred_list_Hybrid <- as(pred_Hybrid, "list")

250 error_ibcf_Hybrid <- calcPredictionAccuracy(

251 mat_pred_Hybrid,

252 getData(eval_scheme, "unknown"))

253

254 #FUNZIONE DI RACCOMANDAZIONE

255 Recommendation <- function(user, meth, sim, n = 5) {

256 user_index <- which(user_ids == sub("Utente_", "", user))

257

258 if (length(user_index) == 0) {

259 return(data.frame(Messaggio = "Utente non trovato nella lista."))}

260 if (meth == "UBCF" && sim == "Pearson") {

261 recommended_ids <- pred_list_ubcf_Pears[[user_index]]

262 } else if (meth == "UBCF" && sim == "cosine") {

263 recommended_ids <- pred_list_ubcf_Cos[[user_index]]

264 } else if (meth == "IBCF" && sim == "Pearson") {

265 recommended_ids <- pred_list_ibcf_Pears[[user_index]]

266 } else if (meth == "IBCF" && sim == "cosine") {

267 recommended_ids <- pred_list_ibcf_Cos[[user_index]]

268 } else if (meth == "Hybrid") {

269 recommended_ids <- pred_list_Hybrid[[user_index]]

270 } else {

271 return(data.frame(Messaggio = "Metodo o similarit non validi."))

272 }

273

274 if (length(recommended_ids) == 0) {

275 return(data.frame(Messaggio = "Dati insufficienti per generare

raccomandazioni."))
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276 }

277

278 recommended_ids_numeric <- as.numeric(sub("Film_", "", recommended_ids))

279 recommended_movies <- movie[movie$movieId %in% recommended_ids_numeric,

c("movieId", "title", "genres")]

280

281 if (nrow(recommended_movies) == 0) {

282 return(data.frame(Messaggio = "Nessun film disponibile per l’utente

selezionato."))

283 }

284 return(recommended_movies)

285 }

286

287 # APPLICAZIONE SHINY

288 metriche <- data.frame(

289 Metodo = c("UBCF_Pearson", "UBCF_cosine", "IBCF_Pearson",

"IBCF_cosine", "Hybrid"),

290 RMSE = c(1.0263, 1.0978, 1.1335, 1.0430, 1.0104),

291 MAE = c(0.7894, 0.8472, 0.8571, 0.7715, 0.7748))

292

293 ui <- fluidPage(tags$head(tags$style(HTML

294 ("body { background-color: #f4f4f9; font-family: Arial; }

295 .title { text-align: center; margin-top: 20px; font-size: 32px;

color: #2c3e50; }

296 .subtitle { text-align: center; margin-top: 10px; font-size: 18px;

color: #7f8c8d; }

297 .description { text-align: center; font-size: 16px; margin: 20px;

color: #34495e; }

298 .action-button { background-color: #3498db; color: white; border:

none;
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299 padding: 10px 20px; font-size: 16px; border-radius: 5px; }

300 .action-button:hover { background-color: #2980b9; }"))),

301 div(align = "center",

302 tags$img(src = "unipadova-300x300.jpg", height = "200px", width =

"200px"),

303 tags$img(src = "movielens.png", height = "200px", width = "300px")),

304 div(class = "title", "Sistema di Raccomandazione per la selezione di

Film"), div(class = "subtitle",

305 HTML(Autore: Daniel D\Inca)) div(class = "description",

306 "Il Sistema di Raccomandazione collaborative filtering consiglia film

in base alle valutazioni passate.

307 Scegli se visualizzare i risultati dell analisi o generare

raccomandazioni personalizzate."),

308 fluidRow(column(6, align = "center",

309 actionButton("go_to_analysis", "Visualizza i risultati dell

analisi", class = "action-button")),

310 column(6, align = "center",

311 actionButton("go_to_predict", "Genera le tue raccomandazioni",

class = "action-button"))), hr(),

312 uiOutput("dynamic_ui"))

313

314 # SERVER

315 server <- function(input, output, session) {

316 page <-reactiveVal(NULL)

317 observeEvent(input$go_to_analysis, { page("analysis") })

318 sample_movies_ID <- reactiveVal()

319 sample_movies_tit <- reactiveVal()

320 observeEvent(input$go_to_predict, {page("predict")

321 new_sample_ID <- sample(top_50_ids, 10)

322 new_sample_tit <- movie$title[match(new_sample_ID, movie$movieId)]
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323 sample_movies_ID(new_sample_ID)

324 sample_movies_tit(new_sample_tit)})

325 rec_result <- reactiveVal()

326 observeEvent(input$recommend_button, {

327 rec_result(Recommendation(input$user, input$meth, input$sim))})

328 pred_result <- reactiveVal(NULL)

329 observeEvent(input$submit, {

330 ratings_input <- sapply(1:10, function(i) {

331 val <- input[[paste0("rating_", i)]]

332 if (is.null(val) || val == "") return(NA)

333 else return(as.numeric(val))})

334 names(ratings_input) <- sample_movies_ID()

335 vect_prov <- sapply(colnames(ratings_matrix_rid), function(i {

336 if (i %in% names(ratings_input)) return(ratings_input[i])

337 else return(NA)})

338 vect_prov <- matrix(vect_prov, nrow = 1)

339 colnames(vect_prov) <- colnames(ratings_matrix_rid)

340 vect_prov <- as(vect_prov, "realRatingMatrix")

341

342 pred <- predict(Hybrid, newdata = vect_prov, n = 5)

343 rec_list <- as(pred, "list")[[1]]

344

345 if (length(rec_list) == 0) {

346 pred_result(data.frame(Messaggio = "Valutazioni insufficienti per

generare raccomandazioni."))} else {

347 rec_ids <- as.numeric(rec_list)

348 rec_info <- movie[movie$movieId %in% rec_ids, c("movieId", "title",

"genres")]

349 rec_info <- rec_info[match(rec_ids, rec_info$movieId), ]

350 pred_result(rec_info)}})
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351

352 output$dynamic_ui <- renderUI({tryCatch({current_page <- page()

353 if (is.null(current_page) || length(current_page) == 0 ||

current_page == "") return(NULL)

354

355 if (current_page == "analysis") {tagList(div(class =

"description","Questa sezione ti permette di visualizzare i

risultati dell analisi effettuata. Selezionando un utente, un

approccio, item-based o user-based, e una misura di similarita

tra Pearson e coseno e possibile visualizzare le raccomandazioni

generate. Sono inoltre forniti una serie di strumenti per

valutare l accuratezza dei Sistemi di Raccomandazione

implementati."),

356 h3("Raccomandazioni per l utente", style = "text-align:center;

color:#2c3e50;"),sidebarLayout(

357 sidebarPanel(selectInput("user", "Seleziona ID utente:",

choices = user_ids),

358 selectInput("meth", "Metodo:", choices = c("UBCF", "IBCF",

"Hybrid")),uiOutput("similarity_ui"),

359 actionButton("recommend_button", "Mostra i film

consigliati", class = "action-button")),mainPanel(

360 tableOutput("recommendation_table"))),

361 hr(),h3("Valutazione dell accuratezza", style =

"text-align:center; color:#2c3e50;"),sidebarLayout(

sidebarPanel(checkboxGroupInput("metodi_selezionati",

"Scegli metodi:", choices = metriche$Metodo, selected =

metriche$Metodo),

362 selectInput("metrica", "Metrica:", choices =

names(metriche)[-1]),actionButton("aggiorna", "Aggiorna

grafici", class = "action-button")),
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363 mainPanel(tabsetPanel(tabPanel("Grafico a Barre",

plotOutput("bar_plot")),tabPanel("Heatmap",

364 plotOutput("heatmap_plot")),

365 tabPanel("Tabella",tableOutput("tabella_metriche"))))))}

366 else if (current_page == "predict") {tagList(div(class =

"description",

367 "In questa sezione puoi inserire le tue valutazioni personali su

10 film e ottenere raccomandazioni personalizzate generate

dal Sistema di Raccomandazione Ibrido. Scegli un punteggio da

1 a 5 per ogni film che hai visto e scopri cosa guardare!"),

368 h3("Inserisci le tue valutazioni in scala 1-5:", style =

"text-align:center; color:#2c3e50;"),sidebarLayout(

369 sidebarPanel(lapply(1:10, function(i) {selectInput(

370 inputId = paste0("rating_", i), label =

sample_movies_tit()[i],choices = c("Nessuna valutazione" =

"", "1" = 1, "2" = 2, "3" = 3, "4" = 4, "5" = 5),selected =

"")}),

371 actionButton("submit", "Genera raccomandazioni", class =

"action-button")),

372 mainPanel(h4("Sulla base delle tue valutazioni ti consigliamo di

guardare:"),

373 tableOutput("recommendations"))))}

374 else {NULL}}, error = function(e) {

375 return(NULL)})})

376

377 output$similarity_ui <- renderUI({req(input$meth)if (input$meth==

"Hybrid") {return(NULL)} else {

378 selectInput("sim", "Similarita:", choices = c("Pearson",

"cosine"))}})

379
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380 output$recommendation_table <- renderTable({ rec_result() })

381 dati_filtrati <- eventReactive(input$aggiorna, {

382 subset(metriche, Metodo %in% input$metodi_selezionati)})

383 output$bar_plot <- renderPlot({

384 ggplot(dati_filtrati(), aes_string(x = "Metodo", y = input$metrica,

fill = "Metodo")) +

385 geom_bar(stat = "identity") + theme_minimal()})

386 output$heatmap_plot <- renderPlot({

387 df_melt <- melt(dati_filtrati(), id.vars = "Metodo")

388 ggplot(df_melt, aes(x = variable, y = Metodo, fill = value)) +

389 geom_tile(color = "white") + scale_fill_gradient(low = "white",

high = "red") + theme_minimal()})

390

391 output$tabella_metriche <- renderTable({

392 dati <- dati_filtrati()

393 dati$RMSE <- format(dati$RMSE, nsmall = 4)

394 dati$MAE <- format(dati$MAE, nsmall = 4)

395 dati})

396 output$recommendations <- renderTable({ pred_result() })}

397 shinyApp(ui = ui, server = server)

Codice 5: Codice R analisi e applicazione Shiny
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