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Introduzione

Il problema del Blind Separation Source

11 Blind Separation Source, d’ ora in avanti BSS, ¢ il problema il cui obiettivo ¢ I’identificazione
dei segnali che compongono il segnale misurato, dato da una “somma’” pesata delle componenti
da trovare. Il termine ‘Blind’, in italiano cieco, si riferisce al fatto che la risoluzione ¢ possibile

anche senza particolari informazioni sui segnali stessi, se non nessuna.
Un classico esempio di questo problema ¢ il Cocktail Party problem.

Si immagini di essere in una sala da ricevimento con musica di sottofondo e molte persone che
si parlano tra loro. Ora si immagini di star ascoltando una persona a voi vicina. Ovviamente
oltre alla voce del vostro interlocutore udirete anche la musica e un brusio dato dalle restanti
persone che parlano. Il nostro cervello ¢ ben in grado di separare la voce di nostro interesse da
tutto il resto. Un computer pud farlo solo tramite alcuni algoritmi come 1’Independent

component analysis (ICA).

Questa tesi si occupera dello studio di questo algoritmo e seguira la seguente suddivisione degli

argomenti.

Nel primo capitolo verra analizzata la struttura e il funzionamento dell’algoritmo nel caso di

una mixing matrix quadrata.

Nel secondo capitolo verra esposta la metodologia per utilizzare ICA con una mixing matrix

rettangolare.
Nel terzo capitolo verranno esposti alcuni algoritmi di ICA

Infine, nel quarto capitolo si esporranno alcuni campi di utilizzo di ICA nel campo biomedicale

il
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Capitolo 1

1.0 Storia dell’algoritmo

ICA fu proposta per la prima volta agli inizi degli anni 80’ dai ricercatori francesi J. Hérault, C.
Jutten, and B. Ans [1]. ICA rimase comunque un algoritmo di nicchia utilizzato solamente dai
ricercatori francesi fino agli inizi degli anni 90’ quando cominciarono ad essere sviluppati
diversi algoritmi, tra cui quello proposto da A. Cichocki e R. Unbehauen i quali furono i primi
a presentare uno degli algoritmi attualmente piu utilizzati (almeno al tempo di scrittura del
libro). La vera svolta nell’utilizzo di ICA si ebbe a meta anni 90 quando venne proposto
I’algoritmo infomax e pochi anni dopo [’algoritmo FastICA che permise 1’applicazione a

problemi computazionalmente piu complessi.

1.1 Struttura dell’algoritmo ICA

1.1.1 - Segnale sorgente

Il segnale sorgente ¢ il segnale generato dalla fonte che si vuole registrare. Corrisponde al

segnale puro senza rumori o influenza di altri segnali.

Anche se in natura un segnale ¢ continuo, la strumentazione non ¢ in grado di raccoglierlo come
tale ma raccogliera bensi una sua versione campionata. In ICA, come in molti altri algoritmi, si
utilizza il campionamento per organizzare il segnale in una matrice p x N con p numero di

sorgenti e /V lunghezza del segnale campionato.
¢ = (51) _ (511 S12 51N)
S2 S21S522 = S2n
Dove s; e s, indicano quale il segnale raccolto da un determinato sensore e spn indica
I’ampiezza del segnale.
I1 segnale sorgente non ¢ noto.
1.1.2 - Mixing Matrix

La Mixing matrix (solitamente indicata con A) ¢ la matrice di dimensione n x p che nella teoria
viene utilizzata per ricavare il segnale ‘mescolato’ x che, in pratica, ¢ il segnale che viene

realmente rilevato dai sensori.



La mixing matrix ¢ solitamente quadrata di dimensione p x p ma puo essere anche p x n con n
maggiore o minore di p. In questi casi si parla rispettivamente di Overcomplete ICA o
Undercomplete ICA che necessitano di un passaggio intermedio aggiuntivo rispetto al caso di

mixing matrix quadrata. Questi due casi verranno analizzati nel capitolo 2.
I coefficienti della matrice indicano il peso che hanno i vari segnali nel segnale mixture finale.
a b
A= 3
c d
La matrice non ¢ nota.

1.1.3 — Segnale mixture

E il segnale che viene misurato dai sensori ed ¢ il risultato del prodotto matriciale tra il segnale

sorgente e la mixing matrix.

Il prodotto matriciale rende conto del fatto che il segnale mixture ¢ un segnale dato dalla somma

dei vari segnali di base e dell’inevitabile rumore di sottofondo.

Viene indicato con x e risulta quindi come segue:

(%) _ _(as; + bsz)
x= (xz) =As = <651 + ds,

Questo ¢ il segnale di partenza per le successive operazioni.
1.1.4 - Unmixing Matrix

La unmixing matrix (solitamente indicata con W) ¢ la matrice che viene utilizzata per ricavare
1 segnali sorgente dal mixture. Matematicamente corrisponde alla matrice inversa della mixing

matrix A. Di conseguenza la matrice W ha dimensioni p x p.
W=A"1

La matrice non ¢ nota e andra stimata come verra esposto in seguito.

1.1.5 - Segnale stimato

E il segnale stimato corrisponde al segnale ricavato da ICA. Questo puo differire in ampiezza
dal segnale originale dati alcuni difetti di ICA che verranno espressi in seguito.
Matematicamente il segnale stimato si ottiene col prodotto matriciale tra la unmixing matrix W

e il segnale mixture x.



1.2 Caratteristiche del segnale

ICA utilizza in approccio statistico e probabilistico per la determinazione dei segnali, motivo
per il quale non tutti i segnali sono adatti ad essere separati tramite ICA. In particolare, i segnali

devono avere tre caratteristiche:

- Indipendenza reciproca
- Distribuzione di probabilita non gaussiana

- Mixing matrix quadrata, quindi invertibile

La prima caratteristica ¢ necessaria in quanto 1’algoritmo altrimenti non sarebbe in grado di
determinare una soluzione unica, tralasciando differenza per un fattore scala e per ordine delle

componenti.

La seconda ¢ necessaria in quanto ICA sfrutta, in base all’algoritmo, dei cumulanti
(combinazioni dei momenti) che, per segnali con distribuzione gaussiana, sono nulli. Inoltre, ¢
dimostrabile che un segnale con distribuzione gaussiana non ¢ determinato dalla mixing matrix
per 1 segnali whitened. Quindi avere un segnale gaussiano renderebbe impossibile

I’applicazione dell’algoritmo [2].

La terza risulta altrettanto scontata in quanto una matrice non quadrata non possiede la matrice
inversa, quindi diventa impossibile ricavare la Unmixing matrix. In verita nel caso di matrice
non quadrata si ricade nelle casistiche di overcomplete e undercomplete che verranno esposte

in seguito.

1.3 Funzionamento dell’algoritmo

L’obiettivo dell’algoritmo ¢ di stimare la unmixing matrix W e quindi il segnale sorgente tramite

uno dei seguenti principi:

- Non gaussianita
- Minimizzazione dell’informazione reciproca

- Massima similarita

L’algoritmo necessita di una parte di pre-processing prima dell’utilizzo in cui vengono eseguite
le tecniche di Centering, una semplice sottrazione del valor medio dal campione, e 1’operazione
di Whitening che semplifica molto I’applicazione di ICA. Eseguito il pre-processing si pud

utilizzare uno degli algoritmi che puntano alla massimizzazione o minimizzazione dei parametri
3



esposti nell’elenco, 1 quali porteranno all’ottenimento delle componenti indipendenti (IC)
cercate. Si espone nel seguito come vengono eseguite le operazioni del pre-processing e i

successivamente come gli algoritmi riescono a trovare le componenti indipendenti.

Le informazioni utilizzate nei prossimi paragrafi fanno riferimento al caso di ICA senza rumore

e distorsione temporale e sono ricavate da [2] [3].

1.3.1 Pre-Processing
Centering

Questa fase ¢ molto basilare e consiste nella rimozione del valor medio al segnale mixture. Dati

p sensori, quindi p segnali mixture, ognuno con n campioni, si ottiene:

I
x1 - ,Lll
X2 — U

) \ -up/

Il vettore x indica ovviamente il vettore mixture dopo il centering, x’ il vettore mixture originale
mentre y indica il vettore sempre di dimensione p x I contenente il valore medio degli n

campioni di uno dei segnali mixture e si calcola con una semplice media:
n
1
Hi = EZ Xit
t=1
Si evidenzia che il vettore p puo essere aggiunto nuovamente dopo 1’utilizzo di ICA.
Whitening

Lo scopo di questa fase ¢ rendere 1 segnali mixture, che poi saranno utilizzati per la soluzione
del BSS, non correlati tra loro, nel caso non lo fossero, e di rendere tutte le componenti a
varianza unitaria. Questo non solo semplifica I’applicazione dell’algoritmo ma permette che
tutte le variabili abbiano egual peso in modo da non generare una maggiore importanza dentro

I’algoritmo.

Il primo passaggio da effettuare consiste nella decorrelazione delle componenti. Questa ¢

ottenuta quando la covarianza tra due variabili ¢ nulla. La matrice di covarianza ¢ definita da:

T = E{XXT}



Si calcolano poi autovettori V e autovalori A di X e si effettua la decorrelazione come segue:
U=VX

Ora si puo effettuare la normalizzazione a varianza unitaria che si effettua con una semplice

operazione con gli autovalori ovvero:

1
Dove Z indica i segnali ottenuti dopo il whitening, U i segnali decorrelati e A 2 indica la matrice

diagonale contente tutti gli autovalori, ognuno elevato alla —1/2.

Si ottengono dei segnali non correlati e con varianza unitaria dalla mixture originale. Inoltre, la

mixing matrix che genera questi segnali ¢ ortogonale.

1.3.2 Non gaussianita

L’idea di base dietro a questo metodo si basa su un risultato del teorema centrale del limite che
afferma che la distribuzione della somma di due variabili non gaussiane avra una distribuzione
pill gaussiana rispetto a quelle delle variabili di partenza. Ricordando che s = A~ 1x si considera

una combinazione lineare delle x:
y=bTx =bTAs = q"s

Se b, che & un vettore, fosse una delle colonne dell’inversa di A si otterrebbe una delle
componenti indipendenti cercate. L’ idea ¢ quindi, data la conseguenza del teorema del limite
centrale, di trovare una combinazione lineare y = q”'s che abbia la massima non gaussianita, il
tutto facendo variare i coefficienti di b, che ¢ in relazione diretta con q. Questo risulterebbe in
y = bTx = q"s pari ad una delle righe di S, matrice dei segnali sorgente. La modifica del
vettore b corrisponde alla ricerca della direzione in cui avviene la massimizzazione della non
gaussianita. Per utilizzare questo principio si necessita quindi di un parametro per la stima della

stessa. Si illustrano ora 1 parametri piu utilizzati per questo scopo ovvero Curtosi e Negentropia.
1.3.1.1 Curtosi

La curtosi ¢ il cumulante di quarto ordine ed ¢ definita dalla seguente formula, nel caso di

variabili a valor medio nullo:

Kurt(x) = E{x*} — 3E{x?}?



Nel caso di variabili discrete, i due momenti sono:

()= ) xipi E(x*}= ) xp,
i i

Dove p; ¢ la probabilita.

Nel caso di una variabile normalizzata con varianza unitaria, che equivale al caso di ICA dato
il whitening del pre-processing, il secondo momento statico E{X?} & pari ad 1 dato che la

varianza € definita da:

Var(x) = z x;pi — Z XiP;
i i

Essendo il segnale x centrato il valor medio ¢ nullo e la varianza corrisponde al secondo
momento. La formula della curtosi si riduce dunque ad una versione normalizzata del quarto

momento E{X*} con la seguente formula:
Kurt(x) = E{x*} -3
La curtosi vanta inoltre di proprieta di linearita come segue:
kurt(x, + x,) = kurt(x;) + kurt(x,)
kurt(ax) = a*kurt(x)

Queste proprieta rendono ancora piu semplice I’utilizzo di questo parametro per la stima della

non gaussianita, che viene effettuata poi utilizzando il valore assoluto della curtosi.

Il problema principale della curtosi ¢ la sua debolezza a dati “esterni”, ovvero dati molto
differenti dal valore medio, per i quali la curtosi tende ad aumentare. Quindi nel caso di un dato
proveniente da un estremo della distribuzione di probabilita la curtosi non ¢ affidabile come
misura di non gaussianita. Per rimediare a questo problema si fa ricorso ad una nuova

grandezza, la negentropia.
1.3.1.2 Entropia

Per definire la negentropia ¢ essenziale prima definire I’entropia. Questa grandezza puo essere
vista come il livello di disordine di un sistema ed ¢ infatti massima per variabili con
distribuzione gaussiana. Dalla teoria dell’informazione [’entropia per segnali discreti ¢

definibile come:

H(x) = —ZP(x =a;)logP(x = a;)
l 6



Con P(x = a;) pari alla probabilita che la variabile x assuma un certo valore a;. La base del
logaritmo utilizzata non ¢ specificata in quanto funge solo come fattore di scala. Solitamente

negli algoritmi ICA viene utilizzato il logaritmo naturale.

La natura del segnale rende comunque piu opportuno 1’utilizzo dell’entropia differenziale che

¢ definita da:

H(x) = — f pelog py(x)dx

Dalla formula dell’entropia si osserva subito che:

- Ad un valore con probabilita unitaria corrisponde entropia nulla
- Aivalori con probabilita tendente all’ unita o allo zero corrisponde un’entropia bassa

- Adun’entropia alta corrispondono funzioni con distribuzione casuale

Quella appena esposta corrisponde all’entropia di una variabile. Si illustra ora come varia
I’entropia nel caso di una trasformazione, purché questa sia invertibile. E infatti dimostrabile

che I’entropia di una trasformazione y = f(x) ¢ pari a:
H(y) = H(x) + E{log|det]|}

Dove J corrisponde allo jacobiano della matrice di trasformazione e H(x) ¢ ’entropia della
variabile di partenza. Se la trasformazione che viene effettuata su x ¢ lineare, quindi risulta

y = Mx, allora la relazione si semplifica in:
H(y) = H(x) + log|detM|

La relazione appena ottenuta dimostra anche la non linearita dato che, se M corrispondesse ad
una semplice costante moltiplicativa «, ’entropia della trasformazione varierebbe in maniera

additiva con log|a|.

L’ ultima proprieta importante da illustrare riguardo all’entropia ¢ che le variabili a distribuzione
gaussiana hanno la massima entropia tra tutte le variabili con data matrice di covarianza, dove

quest’ultima ¢ definita come:
Y = E{XXT}
1.3.1.3 Negentropia

La negentropia ¢ una versione normalizzata dell’entropia e viene espressa come segue:

J(x) = H(xg) — H(x)



Dove x; corrisponde ad una variabile gaussiana con la stessa matrice di covarianza della
variabile x. Dalla formula si evince che la negentropia non potra mai essere negativa e sara
nulla solo se la variabile x ha distribuzione gaussiana. La costante H(x;), per una determinata

matrice di covarianza, ¢ definita secondo la seguente formula:
1 n
H(x;) = ElogldetZI + > [1+ log (2m)]

Con X matrice di covarianza e n dimensione del vettore x;. La negentropia ha inoltre il
vantaggio di essere lineare rispetto alla moltiplicazione per uno scalare e trasformazioni

reversibili.

1 n
J(Mx) = ElogldetMEMTI + > [1+log(2m)] — H(x) — log|detM| =

1 1 n
= ElogldetZI + ZzldetMI + E[l + log(2m)] — H(x) — log|detM| = J(x)

Dato [I'utilizzo dell’entropia differenziale un appropriato calcolo della negentropia
richiederebbe una stima della densita di probabilita che spesso ¢ molto complesso.
L’applicazione di questo parametro ¢ quindi prettamente teorica, a meno di approssimazioni.
Una di queste ¢ quella che sfrutta I’espansione di Gram-Charlier che porta all’approssimazione:

J(x) = %E{xﬂz + %kurt(x)2

Utilizzando la curtosi e il terzo momento questa approssimazione ha gli stessi difetti della
curtosi ed ¢ quindi necessario utilizzare una nuova approssimazione per le negentropia. Questa
si ottiene con una generalizzazione dell’approssimazione precedente. A differenza dell’ultima
approssimazione si utilizzano delle funzioni non polinomiali che sono molto piu robuste ai

valori estremi della distribuzione. Il metodo ¢ basato sui valori attesi, partendo dalla formula:

J(x) =k E{G1 (0} + k2 (E{G*(0)}) — E{G*(v)}*

Con k, e k, due costanti positive, G! e G? due funzioni rispettivamente dispari e pari € v una
variabile gaussiana con valor medio nullo e varianza unitaria. Utilizzando G! = x3 ¢ G? = x*
si ottiene 1’approssimazione vista sopra. Si puo inoltre semplificare ulteriormente utilizzando

solo una funzione non quadratica G, in questo caso si arriva all’approssimazione:

J() a [E{G(0)}] — E{G(v)}*

Ora basta scegliere una funzione G adatta due delle quali possono essere:



G(x) = aillog (cosh (a;x))

2

—x=
G(x)= —e 2
Conl<a, <2

Questa approssimazione ¢ una via di mezzo tra la negentropia teorica e la curtosi unendo

semplicita computazionale e stabilita rendendola ottimale per 1’applicazione.
L’Algoritmo gradiente

L’algoritmo gradiente, che verra usato piu avanti, ¢ utilizzato quando si deve massimizzare o
minimizzare una funzione. Il funzionamento consiste nel prendere un punto di partenza,
calcolarne il gradiente e procedere nella direzione di massimo/minimo aumento, fino alla
convergenza, ovvero quando la norma euclidea tra i risultati di due iterazioni successive non ¢

inferiore ad una certa soglia di tolleranza. L’ algoritmo segue la seguente formula:

aJ(w)

w(t) =w(t—1) —a(t) ow by

Il gradiente viene calcolato ovviamente a t-1 mentre a indica il learning rate dell’algoritmo
ovvero quanto velocemente si procede nella direzione del gradiente per iterazione. Questo deve
essere scelto in maniera opportuna in modo da non rendere la convergenza troppo lenta ma
senza causare la divergenza dell’algoritmo. Se la funzione da analizzare non ¢ semplice questo
metodo porta al massimo/minimo locale piu vicino invece del massimo/minimo globale e

questo ¢ uno dei maggiori svantaggi dell’algoritmo.
Implementazione per la massima non gaussianita con curtosi

Ora che sono stati esposti tutti 1 mezzi necessari per ’utilizzo della curtosi si pud procedere

all’esposizione dell’algoritmo, che sfruttera il principio di curtosi per ricavare la matrice W.
Per la misura di non gaussianita si usa il valore assoluto della curtosi, quindi il gradiente risulta:

olkurt(WTx)|
ow

= 4sign(kurt(wT2))[E{z(wT2)?} — 3w|lw]|?]

Dato che non interessa la norma del vettore bensi la sua direzione ¢ possibile semplificare la

formula ed ottenere:

olkurt(WTx)|

= = 4sign(kurt(wTz2))E{z(wTz)3}




Si arriva dunque all’algoritmo:

Aw a sign(kurt(wTz))E{z(wTz)3}

w

Iwll

Dove il primo termine indica come evolve w nel tempo e il secondo indica che il vettore w

viene normalizzato prima di essere utilizzato nell’iterazione successiva.

11 segno della curtosi puod essere inserito a priori nell’equazione, se si € gia a conoscenza della
distribuzione di probabilita delle componenti indipendenti, altrimenti puo essere stimata come

media nel tempo come:
Aya (Ww'z2)*=3)—y
Dove y ¢ la stima della curtosi.

Il vantaggio di questo algoritmo consiste nel fatto che si possono utilizzare
contemporaneamente tutti gli z(t) per una rapida adattabilita, di contro invece 1’algoritmo del
gradiente non ha una velocita di convergenza elevata e ¢’¢ la necessita di dovere scegliere un

adeguato learning rate.
Algoritmo gradiente con la negentropia

Questo algoritmo sfrutta lo stesso principio dell’algoritmo appena visto per arrivare alla stima

di W. L’algoritmo gradiente che viene utilizzato ¢ il seguente:

Aw a YE{zg(wTz)}
w
W —
llwll

Dove y = E{G(wTz)} — E{G(v)} con v una variabile gaussiana standardizzata e la funzione g
corrisponde alla derivata della funzione G utilizzata nella formula della negentropia. Si

riportano le derivate delle funzioni esposte nel paragrafo sulla negentropia rispettivamente:
g(x) = tanh (a;x)

—x2

gx) =xez

10



1.3.3 Massima similarita

Come per gli algoritmi della non gaussianita anche in questo metodo ¢ necessaria una misura
del parametro di massima similarita. Partendo dalla mixture di segnali x = As possiamo
denotare una funzione detta likelihood indicata con L definita come la produttoria tra la densita
di probabilita delle componenti della mixture. Sapendo che la densita di probabilita della

mixture X € definita da:

pa(6) = IdetBlpg(s) = |detBI | [pi(s0)

Dove B corrisponde all’inversa di B = A~ L.

La funzione L risulta quindi:

1aB) = | [ [ orxcen1aecn

t=1 i=1

La funzione diventa piu semplice se si utilizza il logaritmo di L(x), dato che le produttorie

possono essere scritte come sommatorie:

T n

InL(B) = z Z In [p;(bTx(£))] + Tln|detB|
t=1i=1
Il problema risiede nella stima dei valori di p;, che ¢ un problema molto complesso ed in
generale non parametrico. Per ovviare a questo problema esistono principalmente due metodi.
Il primo consiste semplicemente nell’utilizzare delle caratteristiche delle componenti del
segnale note a priori per stimare la densita di probabilita. Questo ¢ possibile solo se la stima
comporta errori trascurabili nello stimatore. Il secondo metodo consiste nell’approssimazione
delle densita ad una famiglia di densita che sono poi molto pitt semplici da stimare avendo un
numero finito di parametri. Si pud dimostrare che nel problema del maximum likelihood
bastano due classi, in base alla natura sub-gaussiana o super-gaussiana della componente che
possiamo scoprire calcolando la curtosi, per approssimare adeguatamente la densita di

probabilita. Queste due classi risultano:

Inp; (s) = a; — 2In [cosh (s)]

Inp; (s) = a, — {; -2 ln[cosh(s)]}

Dove p; ha densita supergaussiana mentre p; ha densita sub-gaussiana.
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L’algoritmo gradiente Bell-Sejnowski

In questo algoritmo il gradiente ¢ composto da:

1dlogL
T 0B

= [BT]™' + E{g(Bx)x"}
Dove g corrisponde alla derivata delle funzioni logp;. 1l corrispondente algoritmo gradiente ¢
quindi pari a:

AB a [BT]™Y + E{g(Bx)xT}

L’algoritmo in questione ha una convergenza molto lenta a causa della necessita di invertire la

matrice B ad ogni iterazione.

1.3.4 Minima informazione reciproca

Si introduce ora il concetto di mutual information (informazione reciproca), necessario per il
funzionamento dell’algoritmo. Questo parametro indica quanta informazione portano le
componenti di un set di variabili sulle altre componenti del set medesimo. L’informazione

reciproca puo essere ricavata tramite la seguente formula:

10 ym) = ) HOD = HE)

L’entropia di ogni singola componente corrisponde all’entropia di una singola variabile

definibile da:

H(y) = - j pylog py(y)dy
L’ entropia H(y) ¢ I’entropia della trasformazione ¢ definibile, come visto precedentemente da:
H(y) = H(x) + log|detB|
Con B la matrice inversa della mixing matrix A.

Il whitening permette in questo caso di semplificare la formula dato che:

E(yy") = det(BE(xxT)BT) =1
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Separando il determinate possiamo osservare che il risultato ¢ una costante e che dipende dal
determinante del valore atteso det [E(xxT)] moltiplicato due volte per il determinate della

matrice B che risulta pari ad uno dato che i dati di partenza sono whitened.

Si puo allora riscrivere la mutual information in base alla negentropia dato che questa differisce

dall’entropia di una costante. Si ricava dunque:
I(ylﬂ ---;ym) =k— 2]()’1)
i

Dove k ¢ una costante che racchiude sommatoria delle entropie delle variabili gaussiane y; e

I’entropia della trasformazione H(y).

Si vede dunque che la minimizzazione dell’informazione reciproca porta ad una

massimizzazione della non gaussianita.

Inoltre, la minima informazione ¢ pari all’opposto della massima somiglianza, a meno di una
costante additiva, nel caso che le densita di probabilita stimate usate nella massima somiglianza
siano le effettive densita di probabilita della funzione, cosa valida dato che le stime nel modello

di massima somiglianza contengono errori trascurabili.

Date queste due equivalenze tra la mutual information e la negentropia/maximum likelihood
gli algoritmi utilizzati sono praticamente identici a quelli gia esposti e quindi non verranno

ripetuti ulteriormente.

1.4 Ambiguita di ICA

ICA non ¢ ovviamente un algoritmo perfetto [4], [5]. In quanto tale sotto al modello ICA si
nascondono delle ambiguita sulle componenti finali ricavate che ICA non ¢ in grado di
risolvere. Questi problemi sono due: I’impossibilita di estrarre con ordine le componenti

indipendenti e I’impossibilita di determinare arbitrariamente 1’ampiezza delle stesse.

Ovviamente la prima ¢ una conseguenza del fatto che sia la mixing matrix che il vettore dei
segnali sorgente siano incogniti. Basta infatti applicare una semplice permutazione per

modificare I’ordine delle varie componenti.

La secondo ambiguita rende fatto all’impossibilita di sapere se I’ampiezza ¢ fornita dal segnale
o dalla mixing matrix in quanto si potrebbe modificare semplicemente moltiplicando una
colonna della matrice A e la corrispondete sorgente. Inoltre, ¢c’¢ ’ambiguita del segno delle

componenti per la stessa ragione.
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CAPITOLO 2

Come anticipato la terza condizione necessaria per I’applicazione di ICA, la mixing matrix A
quadrata, non ¢ sempre rispettata. Questo accade quando i numeri di sensori e di sorgenti
differiscono I'uno dall’altro. In questo capitolo verranno analizzate le metodologie utilizzate

per far fronte a questo problema.

2.0 Undercomplete ICA

Nel caso dell’undercomplete ICA il numero di osservazioni dell’evento ¢ maggiore del numero

di sorgenti che I’hanno creato. Questo porta ovviamente ad una matrice non quadrata del tipo:
<X1> <a11 aln) <Sl>
Xp Ap;  ** Qpn/ \Sp

Per ritornare in condizioni di applicabilita si necessita di una riduzione del numero di

Conn <p.

osservazioni in modo da ottenere la matrice quadrata necessaria con p’= n.

Questo ¢ spesso fatto utilizzando la tecnica PCA, Principal Component Analysis. Questo ¢
fattibile solo se non ¢ presente rumore o se il rumore ¢ particolarmente debole. Nel secondo
caso c¢’¢ comunque il rischio che le componenti con ampiezza minore vengano perse durante il

processo di rimozione. [2]

I1 processo ¢ di fatto uguale a quello visto nel whitening, solo che in caso di undercomplete ICA
si necessita lo scarto di alcune componenti, che saranno quelle il cui autovalore avra peso
minore rispetto al totale, secondo la formula:

A
p Ai

i=1

wW; =

Una volta ridotto di p-n il numero di segnali mixture, si utilizza uno qualsiasi degli algoritmi

prima esposti.

Questa tecnica ha un problema di fatto non trascurabile. Necessita infatti di una stima del
numero di componenti da utilizzare che, se puo portare a dei risultati errati [6]. Per risolvere

questo problema ¢ stato proposto un metodo in due passaggi per trovare il numero di
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componenti reali. Il primo passaggio consente nell’eseguire ICA con tutte le componenti per

determinare la matrice G e la norma di Frobenius [6].

G=WA

|G|l = +/trace(AT A)
Nel caso reale in cui non si disponga della matrice A si puo stimare G con:
_ -1
Gpg = WpWq
Dove ¢ e p indicano una porzione del dominio originale.

Quando ||G]| = 1 il numero di componenti stimato equivale al vero numero di componenti
indipendenti, mentre la norma di G si avvicina allo zero con I’aumentare della differenza tra il
numero delle componenti usato nell’iterazione dell’algoritmo e il numero reale di componenti
indipendenti. Pertanto, ||G|| ¢ un parametro utilizzabile per stabilire il numero k di componenti

indipendenti reali.

Nel secondo passaggio, infatti, il valore della norma di G viene utilizzato per stimare k, e viene
reiterato 1’algoritmo utilizzando solo k componenti randomicamente selezionate delle

componenti totali.

2.1 Overcomplete ICA

Overcomplete ICA affronta il problema opposto rispetto ad undercomplete ICA ovvero la
mancanza di abbastanza segnali mixture per identificare tutte le componenti indipendenti
richieste seguendo il classico modello ICA. Per ovviare a questo problema si deve ricorrere ad

una qualche stima e le due tipologie di metodi utilizzate sono [5]:

- Single step approach, quando in una sola iterazione dell’algoritmo vengono stimate
sia la mixing matrix che le componenti indipendenti
- Two step algorithm, quando si utilizzano due algoritmi differenti per la stima delle

componenti e della mixing matrix

Lo svantaggio maggiore del single step approach ¢ la richiesta computazionale molto elevata

oltre alla sua complessita. Per un algoritmo che utilizza un single step approach si rimanda a

[7].
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Nell’approccio a due step viene prima stimata la matrice col primo algoritmo e successivamente
le componenti con un secondo algoritmo. Esistono svariati metodi per la risoluzione di questa
casistica che in questa tesi verranno solo accennati lasciando la referenza per un eventuale

approfondimento.
2.1.1 Geometric ICA

Per applicare questo algoritmo si necessita che il segnale sia supergaussiano (curtosi positiva)
e unimodale [8]. Questo algoritmo utilizza un approccio geometrico per ricavare la matrice e
successivamente un algoritmo basato sulla massima verosimiglianza per ottenere il segnale

sorgente. Per un ulteriore approfondimento si fa riferimento a [9].
2.1.2 FastICA with quasiorthogonality

Questo metodo € meno computazionalmente richiedente rispetto a metodi che richiedono stime
tramite algoritmi di massima verosimiglianza e richiede un metodo per ottenere i vettori
colonna della matrice per formare una matrice la piu sparsa possibile e successivamente renderli
quasi-ortogonali. Due vettori si dicono quasi ortogonali quando hanno un angolo di quasi 90
gradi. Di fatto 1’algoritmo ¢ praticamente identico alla versione FastICA che verra descritta
nella prossima sezione solo che al posto dell’ortogonalizzazione classica si utilizza la quasi-
ortogonalita [2]. Un metodo per ottenere la quasi ortogonalita consiste in una modifica
dell’ ortogonalizzazione di Gram-Schimdt. E utile riportare che questo tipo di algoritmo trova

la maggiore applicazione nella feature extraction.
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CAPITOLO 3

Nel primo capitolo di questa tesi sono stati esposti degli algoritmi gradiente per la risoluzione
di ICA. Tuttavia, non sono particolarmente efficaci a livello pratico, data la difficolta
computazionale e la lenta convergenza. Negli anni sono stati sviluppati svariati algoritmi per

una risoluzione di ICA meno computazionalmente esigente.

3.0 FastICA

Per la derivazione dell’algoritmo si fa riferimento a [2] [3].

FastICA ¢ una versione fixed-point dell’algoritmo gradiente e per quanto tale ¢ derivabile sia
per 1’algoritmo facente utilizzo della curtosi sia per quello facente utilizzo delle negentropia.
Gli algoritmi fixed point sono una diretta conseguenza degli algoritmi gradiente. Si vede infatti
che FastICA con utilizzo della curtosi utilizza come formula ripetuta la seconda parte del

gradiente della curtosi ovvero:
w(k + 1) = E{z{w(k)Tz}3} — 3w(k)
a cui segue la normalizzazione:

wk+1)

wik+ D) = Gl

La convergenza dell’algoritmo ¢ ottenuta a quando il valore assoluto del prodotto scalare tra i

vettori di due iterazioni successive ¢ circa pari ad 1.
lwk + DTw(k)| =1

Questo significa che due vettori non devono necessariamente convergere allo stesso risultato

ma possono essere bensi opposti purché la direzione sia quasi la stessa.
Raggiunta la convergenza si puo estrarre una delle componenti.
S=wk+1DTx

Passiamo all’analisi dell’algoritmo fixed-point che utilizza la negentropia. Come 1’algoritmo
sfruttante la curtosi anche questo riprende la formula del gradiente della negentropia sfruttato
nell’algoritmo precedentemente esposto. Sfortunatamente come espresso in [2], 1’algoritmo

utilizzante la negentropia non ha la buona convergenza che caratterizzano FastICA con curtosi.
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Sono quindi necessarie delle modifiche per I’applicazione di tale in modo da avere una buona
convergenza e un affidabile parametro per la stima della non gaussianita. Per ottenere una
versione adeguata dell’algoritmo si usa un’approssimazione del metodo di Newton. In accordo
col limite imposto di ||w||? = 1, secondo il metodo di Lagrange si ottiene la massimizzazione

della negentropia a:
E{zgwT2)}+pw =0

Si ricorda che g rappresenta la funzione non lineare utilizzata nel calcolo della negentropia,

come spiegato nel capitolo 1.
Il gradiente ¢:
E{zz"g'(wT2)} + BI
Dato che i dati sono whitened si puo effettuare la seguente approssimazione:
E{zz"g'(W'2)} = E{zz"}E{g'(W"2)} = E{g'W )}
che porta infine all’algoritmo seguente dopo un’opportuna semplificazione:

w « E{zg(w(k)"2)} — E{g'(w (k)" 2)}w(k)

viene poi eseguita la normalizzazione e verificata la convergenza, la cui condizione ¢ la stessa

riportata per I’algoritmo utilizzante la curtosi.

In entrambi questi algoritmi dopo ogni convergenza bisogna assicurarsi che i1 vettori siano
ortogonali tra di loro. In questo modo ¢ assicurato che in una iterazione non venga trovato un
vettore corrispondente ad una componente trovata in precedenza. Questa puo essere ottenuto

con la ortogonalizzazione di Gram-Schmidt.

Gli algoritmi appena descritti sono detti deflation-based ed il loro maggior difetto € che I’errore
si accumula durante il processo di ortogonalizzazione [10]. Nell’articolo appena citato ¢ anche
proposto una miglioria 1’adaptive deflation-based ICA che sfrutta un set di non linearita,

scegliendo la piu adatta per ogni componente.

3.1 EXTENDED INFOMAX

Extended Infomax [11] € una miglioria all’algoritmo Infomax proposto da Bell-Sejnowski in

[12]. La miglioria, a differenza dell’originale, permette la separazione sia di variabili super-
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gaussiane che sub-gaussiane. In extended infomax la matrice W viene aggiornata ad ogni

iterazione con un gradiente come segue:
W =W + aAW
Dove il gradiente ¢&:
AW a [I — E{p(s)sT} W

La funzione ¢(s) = [@(51),...,9(sp)] permette la separazione tra segnali sub e super

gaussiani ed ¢ definita come segue per ogni componente del segnale:

k =1 sesesuper — gaussiano

@(s) = s + ktanh(s) {k = —1 se & sub — gaussiano

Altrimenti k puo essere ottenuto tramite una formula basata sui dati raccolti secondo la formula:

k = sign(E{sech?(s)}E{s?*} — E{tanh(s)s})
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CAPITOLO 4

ICA negli anni ¢ stata utilizzata in svariati contesti come telecomunicazioni, applicazioni
biomedicali (brain imaging, elaborazione ECG-EEG-EMG ecc...) [2] [13]. ICA puo essere
sfruttato in svariati modi, tra cui I’utilizzo come parte di pre-processing per un successivo studio
dei parametri per trovare delle componenti, oppure pud essere utilizzato per effettuare una

riduzione del rumore o degli artefatti di un segnale.

Verranno ora esposti alcuni studi riguardo agli utilizzi biomedici.

4.0 P300 DETECTION

Lo studio [14] mostra come ICA possa essere utilizzato per ricavare con un’accuratezza elevata
(100% nel data test) I’onda P300. La P300 ¢ un’onda spesso associata ai potenziali evocati
tramite task identificative (oddball), la sua ampiezza ¢ proporzionale all’attenzione posta ¢ la
sua latenza indica la velocita di classificazione dello stimolo. Questi valori non sono comunque
indici puri in quanto possono essere condizionati da caratteristiche fisiche o psichiche del
soggetto [15]. Lo studio utilizza ICA come un pre-processing del segnale prima di applicare
delle trasformazioni nel dominio spaziale e temporale per isolare la P300. Il processo di

individuazione delle P300 ¢ divisibile in due sezioni, la Training Phase e la Testing Phase [14].
Training Phase
Questa fase non viene eseguita su tutti 1 campioni.

Prima dell’applicazione di ICA viene effettuato un filtraggio alle basse frequenze e
successivamente vengono svolte delle modifiche al segnale. Viene applicata poi la Principal
Component Analysis (PCA) per ridurre la dimensione dei dati trattati, selezionando 22 dei 64
sensori in base al valore degli autovalori. Viene applicata poi ICA per ricavare la unmixing
matrix delle 22 componenti principali. Si ottiene cosi una matrice “filtro” definita dal prodotto
scalare tra la unmixing matrix appena trovata e le prime 22 colonne della matrice degli

autovettori.
Testing Phase

In questa fase si rieseguono 1 passaggi appena descritto fino all’applicazione di PCA su tutti i
campioni. Si moltiplica poi il vettore dei campioni per la matrice filtro W in modo da ottenere

le 22 componenti contenenti le maggiori informazioni sulla P300. Il passaggio seguente ¢
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I’applicazione di filtri spaziali e temporali che sfruttano informazioni caratteristiche dell’onda
target per esaltarla. Ottenute queste componenti si esegue una proiezione sui dati originali
utilizzando I’inversa della matrice ricavata tramite ICA. Il passo finale ¢ utilizzare un metodo

di riconoscimento dell’evento per identificare i casi di P300.
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Figura I Curve di risposta prima e dopo l'analisi del segnale

4.1 Analisi del segnale ECG

4.1.1 Riduzione del rumore

Come verificato in [16] ICA puo essere applicata per la rimozione del rumore dei segnali ECG.

Nellarticolo sono stati utilizzati 1’algoritmo FastICA e I’algoritmo cICA (convolutive ICA).

Per I’analisi della performance di FastICA sono stati usati 5 segnali sorgente di cui 2 tracciati
elettrocardiografici. I segnali hanno subito una trasformazione lineare in modo casuale per

simulare una situazione di assenza di informazioni sul processo di mescolamento.

Il segnale, dopo la riduzione tramite PCA, ha seguito 1 classici step di pre-processing ovvero
centering e whitening. In seguito, ¢ stato applicato ’algoritmo per trovare le componenti del
segnale elettrocardiografico ed ¢ stato verificato che, nonostante una ricostruzione decisamente

non perfetta a causa di un basso rapporto segnale rumore SNR, ICA ¢ riuscita a recuperare in

maniera fedele le forme dei segnali.

L’algoritmo cICA ¢ stato testato invece con una mixture composta da due soli segnali sorgente,
uno ECG e uno rumoroso. E stato poi testato con tre differenti segnali di riferimento ed ¢ stato
mostrato che una scelta corretta del segnale di riferimento ¢ fondamentale per una giusta

estrazione quando si utilizza questo algoritmo.
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Figura 4 Segnali ricavati con FastICA

4.1.2 Identificazione del segnale ECG fetale

ICA puo essere usato come pre-processing per I’identificazione del segnale fECG (ECG fetale)
da un segnale aECG (ECG addominale) [17]. ICA viene utilizzato per ricavare il segnale mECG
(ECG materno) in modo da poter poi trovare i1 picchi ed essere in grado di trovare infine il
segnale fECG desiderato. La mancanza di un ordine nell’estrazione delle componenti causa
pero la necessita di stabilire quale sia il segnale mECG. Nello studio viene proposto un metodo
basato sul confronto di una funzione definita da una somma pesata di tre parametri con un
valore threshold definito come una media di questo parametro. Nel caso rimanga una sola
componente si ¢ ottenuta la mECG, altrimenti si passa allo step successivo che filtra le
componenti in base alla media del battito. In base al numero di componenti ottenuto in questo
punto si esegue un determinato punto ma si rimanda a [17] per la conclusione ¢ la

determinazione della funzione comparativa appena nominata.

Lo studio sui tre database ha dimostrato, mettendo in comparazione altri tre metodi per la

rivelazione di mECG basati su ICA, che questo metodo risulta effettivamente trai migliori.
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Database Measure type SMI Dwp ™ PRCH

B Num. of records identified correctly 412 273 424 427
MEAN of F1 0963 0638 0991 0998
STD of F1 0190 0481 0096 0.048

C Num. of records identified correctly 162 144 159 170
MEAN of F1 0947 0842 0930 09%
STD of F1 0224 0365 0256 0.076

Figura 5 Tabella dei risultati dell'esperimento

4.2 Riduzione degli artefatti EMG da EEG

Nel segnale Elettroencefalografico EEG sono racchiuse, oltre al segnale dovuto all’attivita
cerebrale, anche componenti dovute ad una moltitudine di processi. Tra i pil comuni si possono
osservare il segnale Elettromiografico EMG, il segnale EOG dovuto al movimento degli occhi,

il segnale ECG e il disturbo di linea a 50 0 60 Hz [18].

Lo studio [18] ha dimostrato che ICA pud essere un’ottima soluzione per la rimozione
dell’artefatto dato da EMG in quanto ¢ in grado di preservare tutte le informazioni del segnale
causate da vari stimoli posti ai soggetti di studio. Dal segnale EEG iniziale si effettua un

filtraggio a bassa frequenza (1Hz) e la rimozione manuale di artefatti di movimento transitori.

La rimozione delle componenti avviene scartando le componenti la cui funzione usata nella
feature extraction superi una certa soglia. Durante la registrazione dei tracciati EEG 1 soggetti
sono stati sottoposti ad alcuni stimoli (visivi/uditori) per poi verificare come 1’analisi tramite
ICA affliggesse queste parti del segnale. E stato trovato che queste parti del segnale non
vengono modificate da ICA, nonostante la riuscita rimozione del rumore. E stato verificato che
nella zona frontale dello scalpo si riesce ad effettuare una rimozione migliore rispetto alle zone
laterali. Un problema da analizzare ¢ il numero di sorgenti necessario ed ¢ stato fatto in [19].
Lo studio ha mostrato che maggiore ¢ il numero di canali considerati maggiore ¢ la riduzione
del segnale EMG e maggiore la banda di frequenza interessata. Con 21 canali non si € in grado
di ridurre in modo apprezzabile i segnali dati da una contrazione continua dei muscoli, mentre
con 32 canali non si pulisce segnale oltre 1 45 Hz. Le registrazioni con 64 ¢ 115 canali hanno
ottenuto buone riduzioni del rumore muscolare anche fino a 100 Hz. Si deve dunque decidere

il numero di canali in base alle caratteristiche dell’applicazione.
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