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Abstract

Grazie ai vari progressi tecnologici degli ultimi decenni, il Deep Learning ha riscosso no-
tevoli progressi. Le reti neurali sono in grado di risolvere problemi sempre piu complessi
e a lavorare in modo piu efficiente.

Al giorno d’oggi, le reti neurali vengono utilizzate in molti ambiti per semplificare e svol-
gere lavori lunghi e tediosi.

Questo elaborato presenta i risultati ottenuti dalla segmentazione di fossili di dinosau-
ro attuati dalla U-net3D e dalla DeepLabV3+. Il dataset € composto da 3 fossili di
protoceratopo dal Deserto del Gobi, Mongolia.
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Introduzione

Gli ultimi decenni sono stati caraterizzati da notevoli sviluppi tecnologici. In particola-
re, grazie all'introduzione di hardware con sempre piu potenza di calcolo e all’accesibilita
a grandi quantita di dati attraverso la rete internet, le varie discipline dell’intelligenza
artificiale hanno ottenuto progressi significativi.

Specificatamente il Deep Learning ha riscosso molti successi e le reti neurali artificiali si
sono dimostrate degli strumenti potenti e flessibili. Sono capaci di processare grandi mole
di dati in poco in tempo e le applicazioni sono infinite. Si possono addestrare a svolgere
una miriade di compiti ed essere utilizzate in numerosi ambiti. Riescono a semplificare
lavori che risultano lunghi e tediosi all’'uomo, svolgendoli velocemente e con una precisione
elevata. Al giorno d’oggi molti sistemi impiegano 1'utilizzo di reti neurali artificiali. Ad
esempio in ambito medico sono utilizzate per 'analisi delle risonanze magnetiche mentre
in ambito industriale sono utilizzate per controlli di qualita.

Le scansioni CT(tomografia computerizzata) sono una tecnica non distruttiva di imaging
che in paleontologia permette agli studiosi di interagire e mostrare le strutture interne dei
fossili senza danneggiarli. I dati provenienti dalle scansioni sono pero difficili da elabora-
re. La segmentazione manuale dei fossili € un lavoro lungo e complesso, dove esperienza
e conoscenza anatomica del soggetto sono essenziali.

In questo elaborato vedremo 'addestramento della U-net3D e della DeepLabV3+ per la
segmentazione 3D e 2D di scansioni CT di fossili di dinosauro. Le reti dovranno essere in
grado di riconoscere e separare i fossili dai sedimenti terrosi. Il dataset ¢ composto da 3

fossili di protoceratopo dal deserto del Gobi, Mongolia.



Capitolo 1

Reti Neurali Artificiali

Una rete neurale artificiale ¢ un modello computazionale ispirato alle reti neurali bio-
logiche che costituiscono il cervello umano. Sono infatti composte da strati di neuroni che
ricevono un segnale sotto forma di stimolo, lo elaborano e segnalano gli altri neuroni ad

esso collegati.

1.1 Neurone Artificiale

Il primo modello di neurone artificiale fu ideato nel 1943 da Warren McCulloch e Walter
Pitts [1]. Esso prevede una serie di input binari con uscita di un singolo dato binario.
Viene definito stato di eccitazione del neurone la sommatoria degli input g = Y- w;z; a cui
corrisponde l'output y = f(g), con f funzione a gradino. Una rete composta da questi

neuroni ¢ capace di lavorare solo su funzioni booleane elementari.

ye{0,1}

s
e {0.1)

Figura 1.1: Neurone di McCulloch&Pitts
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1.2 Percettrone

A migliorare questo modello fu Frank Rosenblatt, introducendo nel 1958 il Percettro-
ne [2]. A differenza del suo predecessore, il Percettrone non & vincolato al solo dominio
binario. Riesce infatti a elaborare input di valori reali e assegnare pesi variabili a ciascu-
no. Una novita importante introdotta con il Percettrone, e la regola di apprendimento
basata sulla minimizzazione dell’errore(error back-propagation). Questa regola permette
al neurone di apprendere in modo automatico i coefficenti di peso ottimali. Il suo campo
di azione rimane pero ancora limitato, in quanto abile a riconoscere e classificare forme,

ma non capace a rappresentare funzioni piu complesse come la funzione booleana XOR.
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Figura 1.2: Percettrone
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1.3 Multilayer Perceptron

Il passo avanti e stato di organizzare i Percettroni in piu layer, creando quindi una
Multilayer Perceptron(MLP). Sono reti composte da almeno 3 strati, il primo e 'ultimo
rappresentano corrispettivamente input e output mentre gli strati centrali costituicono il
Hidden Layer(livelli nascosti). E un modello completamante connesso(fully connected)
e di tipo feed forward, ovvero le connessioni interessano solo i neuroni del livello suc-
cessivo. Inoltre i neuroni godono di funzioni di attivazioni non lineari. Grazie a queste

caratteristiche le MLLP sono in grado di approssimare qualsiasi funzione continua.
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Figura 1.3: Multilayer Perceptron

1.4 Reti Neurali Convoluzionali

Una Rete Neurali Convoluzionale, in inglese Convolutional Neural Network(CNN),
¢ una rete feed forward capace di estrarre automaticamente le feature [3]. La sua ar-
chitettura e ispirata alla corteccia visiva umana, in quanto un neurone, invece di essere
completamente connesso ai neuroni del livello precedente, € collegato solo da un certo
numero di neuroni. Avra quindi un campo visivo ristretto, chiamato campo recettivo. In
uno stesso livello, i pesi delle connessioni sono condivisi. Gli elementi chiave che costi-
tuiscono una CNN sono i layer convoluzionali, i layer RelLu, i layer di pooling e il fully

connected layer.

Fully
: Connected
Convolution
Pooli O
Input T e O3 ENRLE
- o
O
\ e
Feature Extraction Classification

Figura 1.4: Rete Neurale Convoluzionale
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1.4.1 Convoluzione

I livelli di convoluzione hanno il compito di individuare schemi, come ad esempio
curve o angoli, mediante ’applicazione di filtri. Piu filtri vengono utilizzati, maggiore ¢ la
complessita delle feature che si potranno rilevare. L’operazione consiste nel fare scorrere il
filtro sulle diverse porzioni di immagine, eseguendo il prodotto scalare tra filtro e porzione

di input. Il risultato sara una matrice di dimensione :

W, —F+2P

W
S

+1 (1.1)

W, dimensione dell’output, W; dimension dell’input, F' dimensione del filtro, P dimensione

del padding(bordo aggiuntivo), S valore dello stride(il passo dello scorrimento del filtro).

1 —
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Figura 1.5: Convoluzione
1.4.2 ReLu

I neuroni che compongono questa tipologia di layer utilizzano ReLu(I'unita lineare
rettificata) [4] come funzione di attivazione per annullare i valori negativi ottenuti nei

livelli precedenti. Normalmente posti dopo i layer convoluzionali.

R(z) =maz(0, 2)
-]
6
al
2|
% = 0 5 10

Figura 1.6: ReLLU
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1.4.3 Pooling

I layer di pooling semplificano i dati di input. Data una finestra, prende un solo
dato in base a un criterio, ad esempio nel max pooling si prende solo il valore massimo
mentre nell’average Pooling si prende la media dei valori. Si ottera quindi un output di

dimensione minore mantenendo pero le caratteristiche iniziali.

Max pooling
/

12| 7

81715
2x2 pooling, 13| 14

12|19 |57 stride 2
1312 |10 Average pooling
914|514 9| 5

718

Figura 1.7: Max e average pooling

1.4.4 Fully Connected Layer

Dopo tutti i layer di convoluzione e pooling, € posto un layer fully connected. I neuroni
di questo livello presentano connessioni a tutti i neuroni del livello precedente, per questo
chiamato completamente connesso. Quest’ultimo layer della rete ha il compito di fornire

I'output, ovvero la classificazione.



1.5 Fully Convolutional Network

1.5

A differenza delle CNN; le Fully Convolutional Network(FCN)[5] non presentano alcun
layer fully connected. Al loro posto vengono utilizzate convoluzioni 1x1 che riescono a
svolgere lo stesso compito.
L’encoder si occupa della parte di down ampling, ovvero la riduzione delle dimensioni di
input attraverso i filtri convoluzionali e pooling. Il decoder invece si occupa del processo
inverso, del up-sampling. Le immagini ridotte vengono ingrandite e ricostruite mediante

convoluzione trasposte, o deconvoluzioni, e unpooling. Corrispettivamente le operazioni

Fully Convolutional Network

inverse alle convoluzioni e pooling.

Una FCN e divisa in due sezioni, I’encoder e il decoder.

Input Kemel
0|1 Transposed 011
2|3 Conv 2|3
Output
0 011 011
=|0 + 213|+|j0]2 + 0|3 4|86
416 6|9 121 9
Figura 1.8: Convoluzione trasposta
Max Pooling i
) Max Unpooling
Remember which element was max! Use positions from
11216 3 pooling layer olol 2
31512 1 5 6 12 0 1|0
3 4 0|0 O
1 2121 7.8 Rest of the network
7 3|48 3,0 0 4
Input: 4 x 4 Output: 2 x 2 Input: 2 x 2 Output: 4 x 4

Figura 1.9: Unpooling
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1.6 Addestramento

[’addestramento di una rete neurale consiste nel determinare i valori dei pesi ottimali
che permettono alla nostra rete di svolgere il suo compito in modo adeguato. Ad esempio
in un problema di classificazione, vogliamo che dato un input, 'output sia I'etichetta di
appartenenza alla categoria corretta. Per fare questo la rete neurale utilizza il backward-
propagation, ovvero l'aggiornamento dei pesi contro gradiente [6]. Si cerca di minimizzare
la funzione obiettivo, o loss function, che rappresenta di quanto si discosta 1’output pro-
dotto prodotta da quello desiderato. I pesi vengono quindi modificati in direzione opposta

al gradiente della loss.



Capitolo 2
Computer Vision

I1 Computer Vision e una disciplina dell’intelligenza artificiale il cui obiettivo e repli-
care i processi e le funzioni dell’apparato visivo umano. Si cerca quindi di permettere
a una macchina di vedere, ovvero interpretare il contenuto di immagini e video, e saper
prendere una decisione in base alle informazioni acquisite. Per fare cio, vengono utilizzati
una grande mole di dati e il deep learning, in particolare reti CNN la cui stuttura si
e rilevata particolarmente efficace per svolgere questa tipologia di compito. Piu dati si
forniscono a una rete durante ’addestramento, piti esempi ha per imparare a distinguire
le diverse caratteristiche di un’immagine.

Tra le principali task effettuate dal Computer Vision abbiamo :

Image Classification

L’immagine viene analizzata e in base al contenuto, si attribuisce un’etichetta di ap-
partenenza a una categoria. Uno step aggiuntivo sarebbe localizzare ’entita e racchiuderla

in un rettangolo che ne rappresenta la posizione, chiamato bounding box.

Object Detection

A differenza dell’image classification, che attribuisce una singola etichetta, I'object
detection identifica e categorizza tutte le entita presenti nell'immagine. Per ogni singolo
oggetto viene creata la bounding box e l'attribuzione di etichetta. Sistemi di object

detection vengono ad esempio utilizzati nelle industrie per il controllo di prodotti difettosi.

Semantic Segmentation

Nella semantic segmentation vengono attribuiti ai singoli pixel le categorie di appar-
tenenza. In questo modo si possono separare con chiarezza oggetti di categorie differenti,
come la separazione di persone dallo sfondo. Pero entita diverse appartenenti alla stessa
categoria non vengono differenziate. Un esempio di utilizzo in ambito medico e la seg-
mentazione di tumori nelle scansioni cerebrali. Vedremo in questo elaborato ’applicazione

della segmentazione semantica su fossili di dinosauro.
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Instance Segmentation

L’instance segmentation e simile al semantic segmentation, anch’esso classifica i singoli
pixel dell'immagine. Attribuisce pero etichette differenti alle diverse istanze di oggetti
appartenenti alla stessa categoria. Due cani vengono classificati in modo diverso attraverso
I'instance segmentation mentre in ugual modo nel semantic segmentation. Utilizzato nello

sviluppo di sistemi di guida autonoma.
Face Recognition

Come suggerisce il nome, il face recognition si occupa del rilevamento e del riconosci-
mento di volti. Utilizzato nei sistemi di riconoscimento biometrico.

Action Recognition

L’action recognition identifica le correlazioni nello spazio e tempo delle diverse entita
presenti nell'immagine al fine di descrivere le azioni compiute da esse. Riconosce quindi
se una persona sta correndo o se sta nuotando. In grado di riconoscere attivita sospette,

viene utilizzato nei sistemi di video sorveglianza.

(c) Semantic Segmentation

Riding Horse

(d) Instance Segmentation (e) Face Recognition (f) Action Recognition

Figura 2.1: Task eseguite dal Computer Vision



Capitolo 3
Ensemble

L’ensemble learning consiste nella fusione di vari classificatori per migliorare le presta-
zioni di un modello. Combinando le diverse predizioni dei singoli classificatori, il modello
complessivo, chiamato multi-classificatore, risulta piu robusto, efficente e soggetto a meno
errori. Purche la fusione sia piu efficente possibile, bisogna che i singoli classificatori non
siano correlati tra di loro. L’indipendenza si ottiene mediante 1'utilizzo di feature diver-
se(non o poco correlate), utilizzando algoritmi diversi per l'estrazione di feature, usando
il bagging o il boosting. Per bagging si intende 1’addestramento dello stesso algoritmo ma
su porzioni diverse del training set mentre boosting significa insistere con I’addestramento
sui pattern erroneamente classificati.

La combinazione dei classificatori puo essere eseguita a livello di decisione o a livello di

confidenza.

3.1 Fusione a livello di decisione

3.1.1 Majority Vote Rule

Il majority vote rule ¢ uno dei metodi piu semplici di fusione. Ogni classificatore vota

una classe di appartenenza e il pattern viene assegnato alla classe con piu voti.

Ensemble’s prediction
(e.g., majority vote)

Predictions

Diverse
predictors

New instance

Figura 3.1: Majority Vote Rule

11
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3.1.2 Borda Count

Nel borda count ogni classificatore crea una classifica di appartenenza alle varie classi.
Piu ¢ alto il ranking, piu ¢ probabile che il pattern appartenga a tale classe. Le posizioni
in classifica vengono poi trasformate in punteggi e sommate. Il pattern verra classificato

nella classe che avra punteggio complessivo maggiore.

Classificatore 1 Classificatore 2 Classificatore 3 Borda Count
Classe | Rank Classe | Rank Classe | Rank Classe | Rank
1 5 3 5 2 5 1 12
3 4 1 4 4 4 3 11
4 3 2 3 1 3 2
5 2 5 2 3 2 4
2 1 4 1 5 1 5

Tabella 3.1: Borda count

3.2 Fusione a livello di confidenza

Ogni classificatore restituisce un vettore che rappresenta la confidenza di classificazio-
ne del dato pattern per ciascuna delle diverse classi. I risultati sono poi combinati per
la classificazione finale. Generalmente la fusione viene per somma, prodotto, minimo o
massimo.

Nella somma vengono sommati i valori di confidenza delle diverse classi. Pattern appar-
terra alla classe con confidenza complessiva maggiore.

Nel prodotto vengono moltiplicati i valori di confidenza delle diverse classi. Puntenggio
complessivo piu alto sara la classe di apparteneza del pattern. Potrebbe essere problema-
tica in quanto basta che un classificatore assegni confidenza zero a una classe per azzerare
la confidenza complessiva. Per questo motivo viene generalmente preferita la somma al
prodotto.

Nel massimo, per ogni classe si prende la confidenza massima tra i diversi classificatori e
viene assegnato il pattern alla classe con il valore piu alto tra i massimi. Analogalmente
nel minimo si prende per ogni classe la confidenza minima ma si assegna il pattern alla

classe con valore maggiore tra i minimi.
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3.3 Efficienza

Se consideriamo un problema di classificazione binario con un numero dispari di clas-
sificatori ne, utilizzando la majority vote rule classifica un pattern a una classe se riceve
almeno k = (nc + 1)/2 voti. Considerando P la probabilita di classificazione corretta
per singolo classificatore, avremo che la decisione del multi-classificatore sia corretta con

probabilita :

Prasi(nc) = nz <"C> Pm™(1— p)rem (3.1)

m=k \""
Questo significa che anche considerando P = 0.8 e 3 classificatori, la probabilita di deci-
sione sale a 0.896. Gia con 7 classificatori raggiunge il 0.966 mentre con 21 e 0.999.
Come si puo notare dall’esempio, 1'utilizzo dei multi-classificatori aumenta notevolmente
le prestazioni di decisione corretta in linea teorica. Il problema e che questi risultati sono
ottenibili solo se i classificatori sono completamente indipendenti tra loro, fatto molto

difficile da ottenere.



Capitolo 4

Reti Utilizzate

In questo capitolo vengono introdotte i modelli di rete artificiale usate, la U-net3D per

la segmentazione 3D e la DeepLabV3+ per la segmentazione 2D.

4.1 U-net3D

La U-net3D e una FCN specializzata per la segmentazioni di volumi 3D. E composta
da un percorso di contrazione(contracting path) e un percorso di espansione(expanding
path). Ogni layer del percorso di contrazione ¢ caratterizzato da due convoluzioni 3x3x3
seguiti da ReLu e un max pooling 2x2x2 con stride 2, mentre i layer del percorso di
espansione operano una convoluzione trasposta 2x2x2 con stride 2 seguiti da convoluzione
3x3x3 e ReLu [7]. Questa organizzazione simmetrica dell’architettura comporta la forma
a U della rete, da cui deriva il nome. Un’altro elemento caratterizzante della U-net3D, ¢ la
presenza delle shortcut connections, delle ”scorciatoie” che collegano i layer di risoluzioni
uguali tra i due percorsi. Questi collegamenti, allo scopo di migliorare 'accuracy della

rete, forniscono feature di alta risoluzione al percorso di espansione.

3 32 64
6+128 54

‘ 64 128 1264266 128

H ‘i

256+512 256

3 = o=
o — oo
4

266

(> B> convl B+ el
‘ max pool

up-conv

’ conv

= concat

Figura 4.1: U-net3D
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4.2 DeepLabV3+

La rete DeepLabV3+8] ¢ anch’essa una rete FCN specializzata per la segmentazione
semantica di immagini, le cui peculiarita sono 'utilizzo delle Atrous Convolution e del
Atrous Spatial Pyramid Pooling(ASPP).

fEncoder

o —
3x3 Conv .
rate 6
3x3 Conv
rate 12 | —>
-
rate 18
Image ¢
\_ [_Pooling | ™™

Atrous Conv

[jgn] g

A

\\\\

(f+om

"Decoder

|
Low-Level Upls)arzp © -

Features

| !
1x1 Conv| —» ﬁ—» 4@» 3x3 Conv _4 Up:z‘)an;ple _

Prediction

Figura 4.2: DeepLabV3+

4.2.1 Atrous Convolution

Le Atrous Convolution permettono il controllo del campo visivo dei vari layer tenendo
pero sempre lo stesso numero di valori che si otterrebbero da una normale convoluzione.
La matrice risultante avra i valori distanziati da dei "buchi” in base al dilated rate scelto
[9]. In questo modo, si puo ottenere lo stesso campo visivo ottenuto da un filtro 5x5

mediante un filtro 3x3 con dilated rate 2, mantenendo pero costi e tempi computazionali

bassi.
Conv Conv Conv
kernel: 3x3 kemnel: 3x3 kernel: 3x3

rate: 1 rate: 6 rate: 24
rate = 24
~—-

rate = 6
rate = 1 T
e E]
Feature map Feature map Feature map

Figura 4.3: Atrous Convolution



4.2 DeeplLabV3+ 16

4.2.2 Atrous Spatial Pyramid Pooling

In un’immagine, oggetti diversi posso essere scalati in modo diverso. ¢ compito del
ASSP ottenere informazioni sul contesto multi-scala per aumentare la precisione della rete.

L’idea sarebbe applicare diverse convoluzione atrose con differenti dilated rates all’input

e fonderli assieme [10].

~ s -

33 3 Conv
rate = 6
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Figura 4.4: Atrous Spatial Pyramid Pooling

4.2.3 Resnetl8

Come encoder della DeepLabv3+ e stata utilizzata la Resnet18, una residual network
composta da 18 layer. Le residual networks[11] sono caraterizzate da residual blocks che

utilizzano skip connections per aumentare I'accuracy della rete.
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Figura 4.5: Architettura ResNet18



Capitolo 5

Dataset

Il dataset e composto da 3 fossili di protoceratopo dal Deserto del Gobi, Mongolia,
scelti in quanto fossili da regioni vicine presentano sedimentazioni simili. Siccome € molto
piccolo come dataset, sono stati scansionati e segmentati manualmente nei tre assi, assiale,
coronale e sagittale. Informazioni dettagliate delle scansioni sono riportate nella tabella
5.1.

Identificativo del Fossile Dimensioni Voxel size(m)
IGM 100/1021 1228%1902%1042 21.43
IGM 100/3654 1362*1732*1193 21.44
IGM 100/3655 768*1784*1533 22.74

Tabella 5.1: Informazioni dataset

5.1 Preparazione

Per la segmentazione 3D, dalle scansioni si sono dovuti creare i volumi 3D. Per la
conversione, si e stato necessario cambiare formato immagine da rgb a greyscale. Succe-
sivamente il volume di ogni asse ¢ stato ripartizionato in volumi piu piccoli per sempli-
ficazione computazionale. Alcune slice vicine ai bordi, prive di informazioni, sono state
scartate per far coincidere al meglio le dimensioni d’input per la rete. Dove non conveniva

scartare slice, I'ultimo volume creato € composto da un numero minore di slice.

IGM 100/1021 :
e Piano assiale : ripartizioni composte da 96 slice.
e Piano coronale : ripartizioni composte da 104 slice. Scartate le prime 16 scansioni.

e Piano sagittale : ripartizioni composte da 104 slice. Scartate le prime 77 scansioni.

17
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IGM 100/3654 :
e Piano assiale : ripartizioni da 112 slice. Ultimo volume composto da 108 slice.
e Piano coronale : ripartizioni da 112 slice. Utimo volume composto da 110 slice.
e Piano sagittale : ripartizioni da 104 slice. Scartate la prima e 'ultima scansione.
IGM 100/3655 :
e Piano assiale : ripartizioni da 104 slice. Scartate le prime 6 e ultime 4 slice.
e Piano coronale : ripartizioni da 96 slice. Scartate le prime 2 e 'ultima slice.

e Piano sagittale : ripartizioni da 120 slice. Ultimo file ha 113 slice.

5.2 Leave-One-Out

Siccome il dataset € composto solo da 3 fossili, la divisione in training e test set e
effettuata usando il leave-one-out cross validation(LOOCYV). E una tipologia particolare
di cross validation dove viene preso un solo elemento come test set mentre tutti gli altri
faranno parte del training set. Dopo aver eseguito il training con questa divisione, viene
preso un elemento diverso come test set e si riesegue il training. Si ripete il processo per
il numero di elementi del dataset. L’accuratezza del nostro modello sara poi la media
dell’accuracy rilevata nei diversi training. Nel nostro caso con i 3 fossili, viene eseguito 3

volte il training, usando un fossile diverso come test set per ogni training.
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Figura 5.1: LOOCV



Capitolo 6

Risultati

6.1 Metriche

Le metriche utilizzate per misurare le prestazione dei modelli sono il coefficente di
Sorensen—Dice e e I'loU, I'intersect over union o anche chiamato indice di Jaccard. Le
due metriche sono simili. Entrambe esprimono la similirata tra due oggetti, nel nostro
caso tra il ground-truth e la segmentazione effettuata, pero I'loU tende a pesare di piu le

singole instanze di segmentazione scorretta. Sono calcolati nel seguente modo :

_ SegmentationResult N GroundTruth

IoU = 6.1
¢ Segmentation Result U GroundTruth (6.1)
g 2(Segmentation Result N GroundTruth) (6.2)
ice = :
Segmentation Result U GroundTruth
OVVero:
TP
IoU = 6.3
" T TP+2FP+FN (6.3)
. 2T P
e = TP T 2FP + FN (6.4)

Dove TP rappresenta i true positive, F'P i false positive e F'N i false negative. I valori
variano tra 0 e 1 dove 0 rappresenta 1’assenza di intersezione, ovvero nessuna similarita,

mentre 1 rappresenta una perfetta sovrapposizione.
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6.2 Risultati 2D

Nella seguenta tabella sono riportate le prestazioni ottenute applicando il leave-one-out

cross validation.

Test Set Dice IoU
IGM 100/1021 | 0.576012 | 0.439340
IGM 100/3654 | 0.037923 | 0.020642
IGM 100/3655 | 0.556162 | 0.397868

Tabella 6.1: Risultati segmentazione 2D

Figura 6.1: Da sinistra a destra, slice originale, ground-truth, predizione
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6.2.1 Considerazioni

Come si puo notare, la rete addestrata utilizzando come test set il fossile IGM 100/3654
ha prestazioni quasi pari a 0. Questo ¢ dovuto al fatto che nel dataset di partenza, le
scansioni del fossile sono decisamente diverse dalle scansioni degli altri due esemplari.
Essendo addestrata sugli esemplari IGM 100/1021 e IGM 100/3655, considera il fossile
come sedimenti terreni. Allo stesso tempo anche le altre reti subiscono 'effetto opposto.
Venendo addestrati con IGM 100/3654, riconoscono i sedimenti come se fossero fossili.
Infatti provando ad addestrare una rete usando solo IGM 100/1021 e come test set IGM
100/3655, escludendo quindi IGM 100/3654, si sono ottenute prestazioni migliori pari a
dice = 0.815738 e IToU = 0.692101.

(a) IGM 100,/1021

(b) IGM 100,/3654 (c) IGM 100/3655

Figura 6.2: Scansioni del dataset
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6.3 Risultati 3D

Nella seguenta tabella sono riportate le prestazioni ottenute applicando il leave-one-out

cross validation.

Test Set Dice IoU
IGM 100/1021 | 0.407481 | 0.267642
IGM 100/3654 | 0.551540 | 0.380777
IGM 100/3655 | 0.528505 | 0.362167

Tabella 6.2: Risultati segmentazione 3D

6.3.1 Considerazioni

La conversione delle scansioni in volumi 3D ha riportato problemi solo al fossile IGM
100/1021. Esso presenta rumore aggiuntivo che non ¢ presente negli altri esemplari. Si
puo notare nella tabella come vada ad interferire nelle prestazioni riscontrate nelle varie

reti.

(a) IGM 100/1021 (b) IGM 100/3654

(c) IGM 100/3655

Figura 6.3: Sezioni dei volumi
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6.4 Risultati ensemble

L’unica istanza di ensemble sperimentata ¢ composta dalle reti 2D e 3D entrambe
addestrate su IGM 100/1021 e IGM 100/3654. I valori di dice e IoU delle due reti sono
riportati rispettivamente nelle tabelle 6.1 e 6.2. Sempre utilizzando come test set il fossile
IGM 100/3655, I’ensemble dimostra prestazioni migliori delle singole instanze, riportando
valori di dice = 0.597625 e [oU = 0.426152.

Figura 6.4: Da sinistra a destra, slice originale, ground-truth, predizione



Capitolo 7
Conclusione

Anche se le reti addestrate non sono riuscite a raggiungere prestazioni alte a causa
dei problemi riscontrati, il modello addestrato utilizzando come training set il fossile IGM
100/1021 e come test set 'esemplare IGM 100/3655 ha mostrato risultati promettenti.
L’applicazione di un preprocessing adeguato che tenga conto della diversita delle scansioni
e indispensabile, la normalizzazione operata dalla rete si e rilevata non sufficiente. Questo
problema ha anche messo in evidenza le limitazioni di un dataset cosi piccolo, ¢ bastato
un esemplare con caratteristiche differenti per sconvolgere I'addestramento.

Anche I'ensemble ha riportato risultati incoraggianti. Benche composto da reti con pre-
stazioni basse e stato in grado di otterne risultati migliori. Ha sicuramente un grande
potenziale e sarebbe interessante sperimentare e controllare che performance ¢ in grado

di ottenere utilizzando reti con prestazioni maggiori.
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