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Abstract

La cornea ¢ una membrana appartenente al bulbo oculare e si presenta come uno strato trasparente.
Si tratta del tessuto maggiormente innervato del corpo umano, c¢io lo rende, di conseguenza, uno dei
tessuti piu sensibili.

Negli anni ¢ stata scoperta una forte correlazione tra alcuni parametri dei nervi della cornea (come,
ad esempio, lunghezza, densita, morfologia) e alcune patologie oculari e/o sistemiche. Questa
scoperta ha portato a incrementare lo studio di tale tessuto e, in particolare, 1’analisi di immagini
raffiguranti 1 nervi della cornea.

La microscopia confocale ¢ la tecnologia, ad oggi, piu utilizzata dai clinici per acquisire immagini
degli strati, poiché¢ si tratta di una tecnica non invasiva ed eseguita in-vivo che permette di acquisire
le immagini a diverse profondita della struttura corneale. In particolare, ¢ possibile acquisire
immagini in corrispondenza del plesso sub-basale, ovvero, quello strato in cui sono maggiormente
presenti le fibre nervose.

Una volta acquisite le immagini tramite lo strumento, i clinici identificano e segmentano i nervi
manualmente per ricavare informazioni utili alla diagnosi di eventuali patologie presenti. Tale
operazione, pero, ¢ notevolmente influenzata dalla soggettivita (legata a sua volta all’esperienza del
clinico che effettua 1’analisi) e richiede un lasso di tempo non indifferente.

Con questo lavoro di tesi si ¢ voluta approfondire la capacita di un algoritmo di Deep Learning di
emulare 1’analisi manuale del clinico, producendo una segmentazione automatica delle immagini di
nervi corneali a disposizione. L’analisi automatica, in quanto tale, ¢ oggettiva e piu rapida rispetto
all’analisi manuale.

L’algoritmo proposto € basato su una rete neurale convoluzionale (CNN) con architettura di tipo U-
Net: questo tipo di architettura si ¢ rivelata ottima per la segmentazione semantica nel campo delle
immagini mediche e, nello specifico, delle immagini dei nervi corneali. Con lo sviluppo di questa tesi
si ¢ indagata la bonta di tre diverse loss function utilizzate nella fase di train, con I’obiettivo di gestire
nel migliore dei modi lo sbilanciamento presente tra pixel appartenenti alle fibre nervose e pixel
appartenenti al background. Si sono poi indagate altre due tecniche per il miglioramento delle
performance di tale algoritmo.

Nel primo capitolo verra introdotta I’anatomia e fisiologia della cornea con particolare riferimento ai
nervi corneali. Vengono inoltre descritte le piu importanti patologie oculari e sistemiche correlate a

tale tessuto. Nel medesimo capitolo, verranno discussi 1 principi di funzionamento e le diverse
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tecniche utilizzate per 1’acquisizione di immagini della cornea, con particolare attenzione alla
microscopia confocale in-vivo.

Nel secondo capitolo verranno presentate le basi degli algoritmi di Deep Learning, introducendo le
caratteristiche principali delle reti neurali convoluzionali. Verranno spiegati gli obiettivi della
segmentazione semantica e verra descritto il ruolo della loss function durante la fase di addestramento
della rete. Saranno presentati i problemi principali che possono nascere durante il training di una
CNN, come, ad esempio, I’overfitting e saranno analizzate alcune possibili tecniche da adottare per
ridurre la possibilita che cio avvenga. Infine, saranno presentate alcune applicazioni cliniche del Deep
Learning.

Nel terzo capitolo verra presentato dettagliatamente il lavoro svolto in questa tesi: riportando
informazioni relative al dataset a disposizione, al pre-processing sviluppato, alle reti neurali costruite
e le relative loss function utilizzate, e, infine, alle attivita di post-processing sviluppato per un
ulteriore miglioramento del tracciamento automatico.

Nel quarto capitolo saranno presentati e discussi i risultati ottenuti in questo lavoro di tesi.

Infine, nell’ultimo capitolo, verranno riportate alcune riflessioni conclusive sul lavoro svolto, e

possibili miglioramenti futuri.
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Capitolo 1.

La cornea

Il bulbo oculare ¢ costituito da una tonaca fibrosa esterna, una tonaca vascolare intermedia ed una
tonaca nervosa interna. La cornea costituisce circa un sesto della parte anteriore della tonaca fibrosa
esterna. Alla sclera appartengono gli altri cinque sesti posteriori ¢ il limbus sclero-corneale assume il
compito di separare cornea ¢ sclera attraverso una limitata area di transizione costituita da piccole
anse disposte ad anello. E collocato in sezioni meridiane triangolari in continuita con la sclera e il
tendine del muscolo ciliare.

La caratteristica propria della cornea ¢ quella di essere una membrana trasparente, in quanto non
attraversata da alcun vaso sanguigno: questa peculiarita ¢ essenziale perché permette ai raggi luminosi
di attraversarla (dall’esterno all’interno dell’occhio), fungendo da mezzo ottico. Ha infatti proprieta
speculare, che le permette di riflettere gli oggetti del mondo esterno, e funzione diottrica, che assume
un potere convergente di 41-45 diottrie. E costituita da lamelle di fibre intrecciate larghe circa un
micron disposte in modo parallelo su tutta la superficie della cornea che, insieme all’alto contenuto
di acqua che possiede, sono essenziali per la sua peculiare trasparenza.

La cornea trae nutrimento dalle anse limbari, dalle lacrime e dall’'umore acqueo; I’ambiente esterno,

poi, le fornisce un’adeguata ossigenazione.

Camera. antzrisre Comen
{umer acquen)
Camern posteriore

Legamento i
sospensorio

Sclerm

Figura 1.1: rappresentazione dell’anatomia dell’occhio umano
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1.1 Anatomia e fisiologia della cornea

La cornea ¢ costituita da cinque strati sovrapposti uno sull’altro; I’intera superficie risulta essere di
forma complessivamente convessa, se la si osserva anteriormente, ed ellittica, se la si osserva
orizzontalmente. Il diametro orizzontale ¢ di circa 12.6 mm mentre quello verticale di 11.7 mm. Nella
regione centrale risulta approssimativamente sferica (con raggio di curvatura di 7.8 mm), permettendo
una migliore acuita visiva. La parte posteriore ha una forma maggiormente sferica rispetto a quella
anteriore con un raggio di curvatura minore (circa 6.5 mm). Una maggiore quantita di collagene nella
zona esterna fa si che lo spessore risulti progressivo da circa 0.52 mm nella zona centrale a 0.65 mm
nella zona esterna.
Come descritto gia precedentemente, la cornea si comporta come una lente ottica convesso-concava
ad elevato potere ottico. La trasparenza della cornea ¢ resa possibile grazie all’assenza di vasi
sanguigni, dalle caratteristiche strutturali dello stroma, ma anche da una serie di comportamenti
fisiologici che assicurano il ricambio idrico e ne impediscono 1’imbibizione (“idratazione”). Questo
processo ¢ detto deturgescenza ed ¢ assicurato dall’integrita funzionale dell’epitelio e dell’endotelio
corneali. Un loro malfunzionamento pud provocare I’imbibizione parziale o totale del tessuto con
conseguente perdita della trasparenza.
Gli strati che compongono la cornea sono:

e Epitelio

e Membrana di Bowman

e Stroma

e Membrana di Descemet

e Endotelio

STRUTTURA DELLA CORNEA

h e e s Epitelio
...............

Bowman

Stroma

- Membrana di

""""" S ':LDescemet
Endotelio

Figura 1.2: rappresentazione schematica della cornea
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1.1.1 Epitelio

L’epitelio corneale costituisce lo strato piu esterno della cornea e costituisce circa il 10% del suo
spessore totale (50 micron). E composto da 6-8 strati di cellule (superficiali, intermedie e basali) che
formano una barriera protettiva permeabile e rappresentano differenti stadi maturativi di un’unica
unita cellulare. Le cellule basali che subiscono mitosi, infatti, spingono le cellule figlie verso
I’esterno, modificando la loro forma e trasformandole cosi in cellule intermedie; successivamente,
proseguendo sempre piu verso l’esterno, esse diventano superficiali, stadio maturativo che
rappresenta, dunque, la differenziazione maggiore.

La funzione principale dell’epitelio ¢ quella di impedire I’ingresso ad agenti patogeni esterni, sostanze
chimiche, acqua o altri corpi estranei. Costituisce la parte interna del film lacrimale e percio
contribuisce al potere refrattivo dell’occhio permettendogli di funzionare come lente ottica.
L’epitelio corneale si rinnova completamente circa ogni sette giorni.

Tale strato ¢ estremamente sensibile al dolore quando toccato o graffiato grazie alla presenza di un

elevato numero di piccole terminazioni nervose.

1.1.2 Membrana di Bowman

La membrana di Bowman € uno strato robusto, spesso circa 12 micron ed ¢ formato da collagene (di
tipo I e V) e proteoglicani. Le fibrille di collagene sono organizzate in maniera irregolare e ancorano
la membrana allo stroma anteriore.

La sua funzione ¢ quella di protezione dello stroma e di aiuto al mantenimento della struttura

dell’intera cornea.

1.1.3 Stroma

Lo stroma ¢ la componente della cornea con lo spessore maggiore, infatti con i suoi 500 micron,
rappresenta circa il 90% dello spessore totale. Al suo interno sono presenti cheratociti (in numero
maggiore nella parte anteriore e via via la loro presenza diminuisce) e fibroblasti (che al microscopio
appaiono come cellule appiattite disposte parallelamente alla superficie corneale), componenti extra-

cellulari (come, ad esempio, le lamelle di collagene di tipo I dallo spessore di 8-10 micron) immerse
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in un liquido interstiziale. Lo spessore delle lamelle tende ad aumentare dalla zona centrale
dirigendosi verso il limbo, inoltre, tende ad ispessirsi con ’eta. Caratteristica delle lamelle ¢ quella
di consentire il passaggio della luce: le loro fibrille, infatti, hanno dimensioni minori della lunghezza
d’onda della radiazione elettromagnetica che le attraversa, permettendone quindi la propagazione. La
trasparenza, gia enfatizzata in precedenza, ¢ dovuta, tra le altre cose, anche all’organizzazione delle
fibrille in un reticolo cristallino perfetto, che crea, in questo modo, un’interferenza distruttiva tra fibre

adiacenti.

1.1.4 Membrana di Descemet

La membrana di Descemet ¢ uno strato formato da collagene (specialmente di tipo IV) e laminina;
tale membrana ¢ inoltre quasi totalmente priva di cellule. Il suo spessore aumenta con il passare degli
anni (da 2 a 10 micron); sembra che questo incremento interessi la sola parte posteriore della
membrana, mentre la parte anteriore sembra rimanere costante (spessore di circa 3 micron).

La membrana si presenta come altamente elastica anche se non presenta fibre elastiche.

L’endotelio giace sulla membrana di Descemet senza alcuna giunzione meccanica e quindi risulta

poco aderente alla stessa.

1.1.5 Endotelio

L’endotelio costituisce la superficie posteriore della cornea: ¢ formato da un singolo strato di circa
400 mila cellule di forma esagonale e con uno spessore di circa 5 micron. Le cellule endoteliali sono
fondamentali per I’idratazione dello stroma: grazie a meccanismi di trasporto ionico di soluti dallo
stroma all’umore acqueo, I’endotelio corneale deidrata lo stroma mantenendone la trasparenza. I

numerosi mitocondri al loro interno sono simbolo di una ricca attivita metabolica.

Figura 1.3: struttura delle cellule endoteliali della cornea
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1.2 Innervazione della cornea

La cornea ¢ il tessuto del nostro corpo che presenta il maggior numero di fibre nervose e cio la rende,
di conseguenza, uno dei tessuti piu sensibili. I nervi presenti al suo interno derivano da due gangli:
quello trigeminale, attraverso 1’innervazione sensoriale della divisione oftalmica del nervo trigemino
(V nervo cranico), e quello cervicale superiore, attraverso 1’innervazione di fibre nervose simpatiche.
I nervi provenienti dal primo sono sicuramente pit numerosi di quelli provenienti dal secondo: essi
sono responsabili della sensazione di secchezza, temperatura, tatto, dolore, e sono fondamentali nel
processo lacrimale, di guarigione delle ferite e del riflesso delle palpebre.

Le fibre nervose provenienti dai nervi ciliari entrano nell’orbita ramificandosi in modo che possano
penetrare la sclera per diversi millimetri dal nervo ottico riuscendo a raggiungere il limbus sclero-
corneale dove le fibre si arrangeranno in un plesso circolare. Una volta entrate nella cornea, le fibre
scorrono radialmente attraverso lo stroma andando a formare il plesso sub-epiteliale. Attraverso
sempre maggiori ramificazioni penetrano attraverso la membrana di Bowman andando a formare il
plesso nervoso sub-basale, da cui decorrono superficialmente arrivando a innervare lo strato basale
dell’epitelio, fino a terminare nel livello piu superficiale della cornea.

La maggior parte delle fibre nervose corneali degli esseri umani si trova nella regione anteriore dello
stroma, poiché tendono a spostarsi dalla periferia al centro a causa dell’organizzazione delle lamelle

di collagene.

Su_perfi.cial A

epithelium .
Sensory nerve »

terminals

Basal
epithelium —>

Bowman’s layer {
Subbasal plexus =

Stroma >

Figura 1.4: schema rappresentativo dell’innervazione della cornea
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1.2 Patologie cliniche di interesse

Grazie al suo epitelio, la cornea presenta una grande resistenza alle infezioni: quando, infatti, tale
strato risulta integro, esso non permette il passaggio di germi patogeni; puo, pero, capitare che la sua
struttura venga danneggiata da traumi, graffi, anomalie o infiammazioni esogene o endogene,
inficiandone le sue proprieta. Ad esempio, le cicatrici, create a seguito di una ferita, provocano
I’opacita della cornea, detta leucoma, che porta a una riduzione della vista pitt 0 meno grave a seconda
della posizione e della gravita della ferita.

In generale, le patologie piu comuni relative alla cornea possono essere di tipo:

e infiammatorio: la piu comune ¢ la cheratite, un’inflammazione causata da batteri, funghi o
virus, ma anche da un uso scorretto delle lenti a contatto. Essa provoca I’opacita corneale, e,
in casi gravi la cecita;

e cctasico: un esempio ¢ il cheratocono, che causa una riduzione della resistenza, dello spessore
e della curvatura della struttura della cornea e una conseguente deformazione a forma di cono.

Si puo manifestare dall’infanzia o nella puberta per poi progredire negli anni;

Figura 1.5: esempio di occhio affetto da cheratocono

e degenerativo, come la cheratite neurotrofica, causata da un danno del nervo trigemino, che
porta alla perdita della sensibilita corneale e allo sviluppo spontaneo di lesioni a livello
dell’epitelio corneale e, in stadi avanzati, a ulcerazioni, necrosi asettica e perforazioni della
cornea;

e congenito: sono patologie che portano a una riduzione della trasparenza e delle dimensioni
della cornea. Alcuni esempi sono la sclerocornea e la dermoide, che provocano un’opacita
corneale (anche fin dalla nascita); la microcornea e la megalocornea, che portano

rispettivamente a una riduzione e a un ingrandimento delle dimensioni della cornea.
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e sistemico, come il diabete di tipo II (che porta una maggiore secchezza, maggiore probabilita
di sviluppare cheratiti e retinopatie, ¢ una diminuzione delle microlesioni, nonché riduzione

della densita, lunghezza e tortuosita della fibra nervosa), la sclerosi multipla o la lebbra.

Figura 1.6: confronto di un’immagine dei nervi corneali di un paziente sano (A) e di un paziente diabetico (B)

1.4 Microscopia confocale in vivo

La microscopia confocale in vivo ¢ la tecnica con cui maggiormente vengono acquisite immagini
della cornea per effettuare una diagnosi di eventuali patologie. Il suo vantaggio principale ¢ consentire
di acquisire numerose immagini in tempi molto brevi e con una qualitd tale da permettere di
diagnosticare accuratamente numerose malattie.

I1 principio ottico alla base di questa tecnica consiste nell’allineare i1 raggi luminosi focalizzati sul
tessuto attraverso un sistema di lenti con quelli riflessi dal tessuto stesso e catturati dall’obiettivo.
Come si puo intuire dal nome, quindi, il punto focale del sistema di illuminazione e di osservazione
si corrispondono: cio permette, a differenza della microscopia ottica tradizionale, di produrre
immagini di altissima qualita grazie al fatto che la luce riflessa dalle strutture che non appartengono
al piano focale non interferisce nell’acquisizione dell’immagine, ottenendo, quindi, immagini a
profondita selezionate mediante il selezionamento ottico.

Nella Figura 1.7, viene rappresentato lo schema di funzionamento del microscopio confocale.
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Confocal
microscope laser

objective detector

out-of-focus / in-focus
planes w \ i plane

Figura 1.7: rappresentazione dello schema di funzionamento di un microscopio confocale

Brevemente, la luce passa attraverso il primo pinhole e viene focalizzata attraverso un sistema di
lenti; successivamente, la luce catturata dalla lente dell’obiettivo viene deviata in un secondo pinhole,
impedendo, in tal modo, alla luce proveniente dai piani fuori fuoco di raggiungere il sistema di
acquisizione.

Questa tecnica gode di un’ottima precisione in quanto consente di ottenere una risoluzione spaziale
di circa 5 micron assialmente e di 1-2 micron lateralmente; inoltre, a partire da differenti immagini
acquisite a diverse profondita, sara possibile ricostruire I’immagine tridimensionale.

Uno degli svantaggi di questa tecnica ¢ dato, invece, dal ridotto campo visivo di acquisizione: si rende
quindi necessario scansionare rapidamente il punto focale su tutto il campione per ottenere
I’immagine bidimensionale.

Esistono tre tipi di microscopi confocali:

e Tandem-Scanning Confocal Microscope (TSCM): utilizza un disco rotante caratterizzato da
una serie di pinhole microscopici arrangiati a spirale. Questo tipo di microscopio fornisce
un’ottima risoluzione laterale e assiale, ma, a causa delle numerose aperture, si nota un
aumento della dispersione della luce, rendendo cosi pressoché obbligatorio 1’utilizzo di fonti

luminose molto forti;
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Figura 1.8: esempi di immagini acquisite con un TSCM

e Slit-Scanning Confocal Microscope (SSCM): questo microscopio consente di acquisire
simultaneamente e in parallelo aree piu grandi di tessuto grazie a fenditure multiple verticali
sia per I’illuminazione che per I’osservazione del tessuto. I tempi di acquisizione sono ridotti
rispetto al sistema precedente ed ¢ consentito 1’utilizzo di una fonte luminosa meno forte,
migliorando comunque la messa a fuoco dell’oggetto ¢ la luminosita dell’immagine. Lo

svantaggio di questo tipo di sistema ¢ la limitata risoluzione trasversale e assiale inferiore;

® Laser-Scanning Confocal Microscope (LSCM): a differenza delle due tecniche precedenti il
LSCM utilizza come sorgente luminosa un fascio laser che viene mosso mediante un sistema
di specchi, acquisendo il campione in maniera completa. Questa tecnica consente di ottenere
immagini con contrasto, risoluzione, qualita e messa a fuoco migliore rispetto alle tecniche
precedenti.
A questo gruppo fa capo lo strumento utilizzato per 1’acquisizione delle immagini analizzate

in questo lavoro di tesi.
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Figura 1.9: LSCM usato per acquisire le immagini analizzate per questo progetto di tesi (A) e esempi di immagini acquisite (B) delle cellule epiteliali,

dei nervi corneali, dello stroma e delle cellule endoteliali
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Capitolo 2.

2.1 Introduzione al Deep Learning

Il termine Machine Learning (ML) venne coniato verso la meta del XX secolo volendo indicare un
metodo di riconoscimento automatico di pattern da parte di una macchina a seguito di un precedente
stadio di apprendimento da parte della stessa.

Negli ultimi decenni, il Machine Learning ha conosciuto un periodo di crescita esponenziale grazie
ai molteplici ambiti di utilizzo anche nella vita quotidiana: basti pensare ai software che consentono
di rispondere nella maniera piu appropriata alle ricerche degli utenti sui motori di ricerca, al
riconoscimento vocale installato negli smartphone e negli assistenti vocali, alle pubblicita
personalizzate sulla base di abitudini di navigazione degli utenti, ai filtri antispam per le e-mail
indesiderate e a molto altro.

Come evidenziano tutti questi esempi, gli algoritmi di Machine Learning riescono a adattarsi e a
imitare esperienze precedenti, emulando, di fatto, un essere intelligente capace di acquisire nuove
capacita attraverso un apprendimento di tipo esperienziale. Per questo motivo, il termine Machine
Learning viene spesso associato a una branca dell’Intelligenza Artificiale, disciplina informatica che
si occupa della creazione di sistemi che puntano a riprodurre e simulare alcune funzioni
dell’intelligenza umana.

E logico pensare quindi che un algoritmo di Machine Learning abbia una performance tanto maggiore
quanto migliore ¢ stato il suo precedente stadio di apprendimento. L algoritmo di Machine Learning
ha bisogno di dati strutturati e categorizzati precedentemente dall’operatore da cui apprendere
(“esperienza”) per, successivamente, classificare 1 nuovi dati e svolgere in maniera autonoma il
compito richiesto. L operazione di ricerca, da parte dell’operatore, delle migliori features, ovvero di
quelle caratteristiche che 1’algoritmo riceve in input per poi elaborarle e svolgere il compito richiesto,
ha costituito un problema per molti anni. Si tratta, infatti, di un passaggio obbligatorio e che richiede
una progettazione ingegneristica esperta.

Negli anni, grazie anche all’avanzamento tecnologico, si € voluto bypassare il problema della ricerca
e dell’estrazione delle features; si € cosi venuta ad affermare una nuova branca dell’intelligenza
artificiale: il Deep Learning (DL), una tecnica attraverso cui 1’algoritmo apprende autonomamente le
features che ritiene maggiormente importanti allo svolgimento del compito richiesto (si parla di

\

approccio black-box, in quanto non € noto su quali features si basi I’algoritmo per generare la
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risposta). In altre parole, con il termine Deep Learning vengono indicati tutti quegli algoritmi basati
su diversi livelli di rappresentazione, corrispondenti a caratteristiche di fattori o concetti, dove i
concetti di piu alto livello sono definiti da quelli di piu basso. L’algoritmo dunque impara
autonomamente a elaborare dati grezzi per svolgere attivita piu complesse.

Gli algoritmi di Deep Learning sono soliti utilizzare architetture di reti neurali: vere e proprie
imitazioni artificiali della struttura neuronale umana costituite da unita fondamentali, 1 neuroni
artificiali, connessi tra loro e operanti in parallelo in una struttura stratificata al fine di combinare

diversi livelli (di solito piu di 5) di elaborazione.

Machine Learning

G — &y — s 5 —

Input Feature extraction Classification Output

Deep Learning

o - 3377 -

Input Feature extraction + Classification Output

Figura 2.1: Confronto tra Machine Learning e Deep Learning

Il neurone artificiale € ’unita fondamentale di una rete neurale: ciascuno di essi € collegato ad altri
neuroni dello strato successivo tramite connessioni pesate che determinano la maggiore o meno
importanza del neurone stesso su quello ad esso collegato. Ogni neurone, dunque, riceve in ingresso
un input determinato dalla somma pesata dei neuroni posti nel livello precedente ad esso e aggiunge
un valore di bias collegato idealmente a un ingresso fittizio con valore unitario. A tale risultato viene
applicata una funzione di attivazione. In questo modo 1 valori di input vengono propagati attraverso

tutta la rete fino ai neuroni di output che restituiranno il valore di uscita della rete.
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Figura 2.2: Rappresentazione di una rete neurale artificiale e di una rete neurale biologica

Dal punto di vista matematico, un neurone artificiale puo essere descritto dalla seguente coppia di

equazioni che ne descrivono il comportamento:

Vk = D WK Xj T b

Yk = (Vi)

Solitamente la funzione di attivazione (1) ha alcune caratteristiche specifiche:

e ¢ non lineare per poter eseguire un mapping complesso dell’informazione di input;

e ¢ continua e differenziabile per la retropropagazione dell’errore;

e ha valori di output compresi nell’intervallo [0, 1];

e fornisce un valore di output tanto piu vicino a 1 quanto piu essa viene stimolata dagli ingressi

in modo da propagare 1’attivita all’interno della rete.

La funzione di attivazione piu usata comunemente ¢ la funzione sigmoide che soddisfa tutti i

precedenti criteri e viene definita come rappresentato in figura 2.3:

U.g- I
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Figura 2.3: Grafico della funzione sigmoide
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Spesso pero si preferisce avere una funzione il cui output € compreso nell’intervallo [-1, 1] e si utilizza

quindi la funzione tangente iperbolica il cui grafico viene raffigurato in figura 2.4:

3
3

Figura 2.4: Grafico della funzione tangente iperbolica

In alternativa ¢ possibile usare anche la funzione di attivazione ReLU, che verra descritta
successivamente nel capitolo.
Esistono molteplici tipi di strutture di reti neurali, in generale si puo dire che la struttura di una rete
neurale artificiale ¢ definita dalle seguenti componenti:

e numero di neuroni

e numero di strati della rete

e numero e tipo di connessioni presenti all’interno della rete

La rete neurale maggiormente usata negli algoritmi di Deep Learning ¢ quella chiamata Feed-
Forward Neural Network (FFNN) che si caratterizza per 1’assenza di cicli tra le varie sinapsi. Come
si puo intuire questo tipo di rete neurale ¢ tra le piu semplici esistenti e una tra le prime ad essere state
create. In essa le informazioni si muovono solo in un’unica direzione: in avanti, rispetto ai nodi di
ingresso, attraversando, se esistenti, nodi nascosti (detti hidden layers), fino ai nodi d’uscita,
assicurando che gli output di ciascuno strato siano funzione deterministica dei soli valori di input.

Nello strato di input, quindi, la combinazione lineare delle variabili di ingresso porta a definire il
potenziale di attivazione dei neuroni nello strato successivo, quest’ultimo viene trasformato attraverso
la funzione di attivazione, viene ottenuto cosi il livello di eccitazione globale di ciascuno dei neuroni
del secondo strato. Tale processo viene ripetuto man mano che la rete avanza nei suoi strati nascosti,
fino ad arrivare ad ottenere gli output della rete la cui funzione di attivazione dipendera dallo scopo

di utilizzo della rete stessa.
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Oltre alle reti neurali di tipo Feed-Forward appena presentate, esistono le reti ricorrenti, o di
feedback. Al contrario delle precedenti, questo tipo di rete presenta segnali che viaggiano in entrambe
le direzioni, introducendo, in tal maniera, loop all’interno della rete stessa. Esse possono diventare
estremamente complicate: i calcoli svolti da input precedenti vengono reimmessi nella rete, il che
conferisce loro una sorta di memoria. Questo tipo di reti sono estremamente dinamiche, il loro stato
cambia continuamente fino a raggiungere un punto di equilibrio che rimane tale fino a quando
I’ingresso non cambia.

Questo progetto di tesi si incentrera su reti neurali di tipo Feed-Forward e nel paragrafo successivo
verra presa in esame una particolare tipologia di FFNN, ovvero la Convolutional Neural Network

(CNN).

2.2 Reti Neurali convoluzionali

Le reti neurali convoluzionali sono tra gli algoritmi maggiormente usati nell’ambito del Deep
Learning: esse, infatti, hanno una particolare predisposizione per problemi di computer vision e in
particolare nel riconoscimento di immagini, video, dati audio e altri tipi di segnali. I campi di
applicazione sono tra i piu svariati: dalle automobili a guida autonoma ai droni, dalle diagnosi
mediche al supporto per ipovedenti.

L’architettura di una rete neurale convoluzionale riprende la struttura biologica della corteccia visiva
in cui cellule piu complesse sintetizzano informazioni sviluppate da cellule piu semplici,
identificando strutture sempre piu articolate. Allo stesso modo, una rete neurale convoluzionale
produce risultati elaborando quelli dei livelli precedenti, che siano spazialmente correlati.

Una rete neurale convoluzionale puo avere decine o centinaia di /layer: ciascuno di essi € caratterizzato
da diversi filtri con il compito di individuare ed estrarre in maniera del tutto automatica le features
caratterizzanti il training set e utili allo scopo per cui la rete stessa viene costruita.

Nel caso di reti neurali operanti su immagini 1 filtri dei primi /ayer cercano le features piu semplici
che caratterizzano 1’oggetto, mentre, gli ultimi /ayer, definiscono forme sempre piu complesse

attraverso operazioni di convoluzione, generalmente non interpretabili dall’operatore.
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Figura 2.5: Schema di una rete neurale convoluzionale

Come si puo notare nella schematizzazione riportata in Figura 2.5, una rete neurale convoluzionale
puo essere suddivisa schematicamente in due parti: la prima in cui vengono estratte le features
attraverso operazioni di convoluzione, pooling ¢ ReLU, la seconda invece di classificazione che si
occupa di generare I’output della rete attraverso layers di tipo fully connected e Softmax. L’input
della rete viene quindi inizialmente propagato in avanti fino all’ultimo layer, successivamente viene
calcolato I’errore attraverso il gradiente della loss function e tale risultato viene retropropagato per
consentire 1’aggiornamento dei pesi tramite un algoritmo di Gradient Descent che verra spiegato in
maggior dettaglio in seguito.

Gli strati convoluzionali sono gli elementi fondamentali della rete neurale convoluzionale: in essi
viene applicato un filtro solitamente di forma quadrata, detto kernel. 1l filtro viene fatto scorrere lungo
la larghezza e ’altezza del volume di input e, calcolando il prodotto scalare tra input e maschera del
filtro, viene prodotta una mappa di attivazione bidimensionale caratteristica di quel filtro e
quell’input. La procedura potra essere applicata anche piu volte utilizzando filtri diversi in modo da
ottenere mappe di attivazione diverse ognuna delle quali rappresentera delle caratteristiche differenti
dell’input estratte dallo specifico filtro. Ciascun neurone, quindi, apprendera dal medesimo campo

visivo, ma rilevando caratteristiche differenti a seconda della profondita all’interno della rete.
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Figura 2.6: Operazione di convoluzione

Le caratteristiche principali dei filtri sono:

e dimensioni, ovvero altezza e larghezza che definiscono la dimensione del campo ricettivo di
ciascun kernel,;

e numero, che corrisponde al numero di caratteristiche estratte in ciascun livello della rete;

e stride, 0 passo, che controlla lo spostamento laterale e verticale del kernel lungo I’input del
kernel stesso;

® padding, che permette di regolare il volume dell’output della convoluzione attraverso
I’aggiunta di un bordo in ingresso (solitamente viene usato il padding a zero che consiste in
un bordo di valori tutti nulli, Figura 7) in modo che I’output abbia le stesse dimensioni

dell’input.

A partire da tali parametri ¢ possibile calcolare il numero di parametri apprendibili in uno strato

convoluzionale e le dimensioni dell’output del filtro.
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Figura 2.7: Operazione di padding a zero, o zero-padding

Lo strato di convoluzione ¢ solitamente seguito da una funzione di attivazione di tipo ReLU (unita

lineare rettificata) caratterizzata dalla funzione

f(x) = max (0, x)

che opera una sogliatura su ogni elemento mantenendo solo i1 valori positivi. Questo perché ¢
considerata piu efficace rispetto ad altre funzioni di attivazione come tangente iperbolica o sigmoide

e consente un addestramento piu rapido senza penalizzare I’accuratezza della generalizzazione.
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Figura 2.8: grafico della funzione di attivazione ReLU

Successivamente viene solitamente applicato un livello di pooling che consiste in una forma di
downsampling non lineare: tra le varie funzioni di pooling, 1a piu usata ¢ il max-pooling che suddivide
I’immagine di input in un insieme di rettangoli e per ciascuno di essi restituisce il valore massimo (in
alcuni casi possono anche essere prese in considerazione regioni sovrapposte). In questo strato viene
semplificato I"output (si verifica, infatti, una riduzione dei parametri come conseguenza della

riduzione della dimensione spaziale). Viene, quindi, ridotta la quantita di calcolo nella rete, riducendo
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la possibilita di overfitting, e viene introdotta un’invarianza alla traslazione, apportando quindi una
maggiore robustezza della rete rispetto alla localizzazione spaziale delle features. Come infatti le
cellule della corteccia visiva catturano un campo visivo crescente e sono quindi sempre meno sensibili
a lievi spostamenti nella posizione, cosi anche la rete neurale sara in grado di apprendere
caratteristiche differenti senza distorsioni dovute a piccoli movimenti nella posizione delle features
piu importanti.

Insieme al max-pooling esistono anche il pooling globale ¢ il pooling medio che spesso, pero, si sono

dimostrati meno efficienti rispetto al primo.

413 1|5
1. 3 4 8 4 8
4543:>69
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Figura 2.9: Operazione di max-pooling

Le mappe di attivazione create dall’ultimo layer di estrazione delle features (prima parte della
schematizzazione di una CNN) sono connesse a uno o a piu strati completamente connessi in cui ogni
valore di input ¢ collegato a tutti i valori dello strato successivo (inizio della parte di classificazione
caratterizzante la CNN).

La funzione di attivazione dell’ultimo /ayer differisce per alcuni aspetti da quelle utilizzate negli altri
strati e dipendera dalla funzione per cui la rete deve essere utilizzata. Si ¢ soliti utilizzare la funzione
Softmax che normalizza le probabilita di appartenenza di ciascun valore a una determinata classe

secondo la funzione specificata di seguito:

€
§ (xi) = Zf’l o
=1

J

Infine, I'ultimo strato della rete neurale convoluzionale assegna la classe di appartenenza in base alla

loss function usata.
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2.2.1 Segmentazione semantica

La segmentazione semantica ¢ uno degli obiettivi delle tecniche di Deep Learning molto importante
in ambito della computer vision e analisi di immagini. Quando si parla di Deep Learning per 1’analisi
di immagini, infatti, si parla di compiti principali:

e la classificazione, in cui ciascuna immagine viene associata ad una etichetta

e [object detection, in cui all’interno di ciascuna immagine viene individuata una regione in

cui compare 1’oggetto ricercato
e la segmentazione semantica, in cui ad ogni pixel di un’immagine viene associata un’etichetta
0 una categoria.

La segmentazione semantica viene usata per riconoscere tutti quei pixel che formano categorie
distinte. Ci sono svariati esempi applicativi di tale tecnica, il piu mediatico ¢ legato alla guida
autonoma: un veicolo provvisto di una tale tecnologia, infatti, deve essere in grado di identificare gli
altri veicoli, 1 pedoni, 1 segnali stradali e altri elementi di disturbo nella strada. Negli ultimi anni sono
sempre piu studiate e proposte tecniche di segmentazione semantica atti alla progettazione di
dispositivi biomedicali, macchine industriali, immagini satellitari e robot.
Naturalmente la segmentazione semantica non si limita a distinguere solamente due tipi di categorie,
ma a seconda dell’immagine e del compito da svolgere 1’algoritmo potra essere addestrato a
distinguere molteplici categorie differenti.
A differenza della rilevazione di oggetti (object detection) in cui 1 soggetti da rilevare devono rientrare
in un rettangolo di delimitazione ben preciso, la segmentazione semantica rileva in maniera piu pulita
gli oggetti di forma irregolare grazie a una localizzazione pixel per pixel di ogni categoria
consentendone un pit ampio utilizzo.
Tra le piu note reti neurali convoluzionali utilizzate per la segmentazione semantica abbiamo la
SegNet e la U-Net: si basano entrambe su un’architettura di tipo codifica/decodifica in cui, ad
un’implementazione di una rete neurale convoluzionale (parte di codifica) viene fatta corrispondere
un’implementazione inversa della stessa CNN (parte di decodifica). La prima parte si occupa, quindi,
dell’estrazione delle features che descrivono e caratterizzano 1’immagine, la seconda, invece, si
occupa della ricostruzione spaziale in modo da ottenere una classificazione a livello di pixel invece
che una a livello immagine. I processi di sovra campionamento e sotto campionamento sono eseguiti
lo stesso numero di volte per garantire che I’immagine di output abbia le stesse dimensioni di quella
di input. Successivamente alla parte di decodifica, viene aggiunto un layer di classificazione che si

occupera di generare la probabilita di ciascun pixel di appartenere ad una determinata classe.
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Ripetendo, la prima parte di codifica € speculare alla seconda di decodifica (escluso 1’ultimo layer di
classificazione), ma mentre nella prima parte si ha una perdita di risoluzione spaziale causata dal sotto

campionamento, nella seconda parte si recupera grazie a un sovra campionamento non lineare.

Convolutional Encoder-Decoder

Output

Pooling Indices

RGB Image

B Con + Batch Normalisation + RelU Segmentation
- Pooling - Upsampling Softmax

Figura 2.10: Schema della rete neurale convoluzionale SegNet

Nel caso della SegNet ogni blocco di decodifica utilizza gli indici di max-pooling ricevuti dal
corrispondente blocco di codifica per eseguire il sovra campionamento. La U-Net, invece, memorizza
le mappe di attivazione ottenute nei blocchi di codifica prima del sotto-campionamento e le trasferisce
al corrispondente blocco di decodifica per eseguire il sovra campionamento, concatenandole con le
rispettive mappe sovra campionate con un’operazione di up-convoluzione (ottenuta tramite una

convoluzione trasposta).
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Figura 2.11: Schema della rete neurale convoluzionale U-Net

2.3 Addestramento di una rete neurale convoluzionale

Una volta fissata la struttura della rete in termini di numero e tipologia di livelli e tipo di connessioni,
la fase di addestramento consiste nel determinare quale valore dei pesi consente di ottenere la miglior
corrispondenza tra output della rete e output desiderato, ovvero quali parametri consentono di ottenere
la mappatura desiderata tra ingresso e uscita della rete.

Questa fase, chiamata addestramento (training) viene fatto, nell’apprendimento supervisionato
(Supervised Learning), utilizzando il training set: si tratta di un insieme di esempi che vengono forniti
alla rete come esperienza dalla quale apprendere 1’uscita reale (o desiderata).

In termini matematici, il processo di addestramento della rete consiste in un problema di
minimizzazione dell’errore tra output reale (o desiderato) e output della rete. Esso viene espresso
attraverso la cosiddetta funzione costo, o loss function, che dovra essere minimizzata durante la fase
di training.

Visto il grande numero di neuroni presenti all’interno di una rete neurale [’algoritmo di
minimizzazione della loss function ¢ solitamente di tipo iterativo e la tecnica piu usata ¢ la discesa

del gradiente (Gradient Descent) che consiste nella ricerca del minimo locale della funzione di costo
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nella direzione opposta al gradiente. L’algoritmo prevede quindi di partire da una soluzione iniziale

e di aggiornare i pesi della rete secondo la seguente regola:

01 = 0" —nVEO™)

dove t indica il numero di iterazione, 1 il learning rate e E(0) la loss function.

Cost

\, Learning step

Minimurm

Random
initial value A

Figura 2.12: Grafico di un algoritmo di Gradient Descent

Il learning rate indica di quanto spostarsi lungo 1’antigradiente ad ogni iterazione: scegliendo quindi
un valore troppo grande 1’algoritmo potrebbe non convergere mai, un valore invece troppo piccolo
porterebbe ad un allungamento dei tempi computazionali o portare al raggiungimento di un minimo
locale invece di quello assoluto. Per ovviare al problema dei lunghi tempi computazionali o alla
possibilita di incappare in un minimo locale, si ¢ soliti utilizzare la discesa del gradiente stocastica
(Stochastic Gradient Descent, SGD). Si tratta di un’alternativa al GD in cui il valore esatto del
gradiente della funzione costo viene sostituito con una stima ottenuta valutando il gradiente solo su
un sottoinsieme dei dati di addestramento (mini-batch). In ciascuna iterazione viene utilizzato un
sottoinsieme diverso. Il passaggio completo dell’algoritmo sull’intero training set rappresenta

un’epoca.
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L’addestramento della rete viene fatto solitamente con la tecnica back-propagation che consiste in
due fasi:

e Forward phase: in questa fase 1 segnali di input vengono propagati in avanti nella rete fino a
raggiungere il livello di output. Qui la funzione costo misura I’errore tra valore reale e valore
predetto.

® Backward phase: 1’errore viene fatto retropropagare e viene calcolato il gradiente della loss

Sfunction per ogni parametro della rete e i pesi delle sinapsi vengono aggiornati di conseguenza.
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Figura 2.13: Funzionamento della tecnica di back-propagation

La scelta della loss function ¢ quindi cruciale in un problema di apprendimento automatico in quanto
rappresenta la misura di quanto il sistema (cio¢ la rete neurale) apprende. Dalla sua scelta
dipenderanno, di conseguenza, le prestazioni degli algoritmi in quanto orientati e costruiti per ottenere
1 migliori risultati possibili sulla base della /oss function scelta modificando i1 parametri della rete per
avvicinarvisi.

A seconda dello scopo per cui verra utilizzata la rete neurale verra quindi selezionata la funzione
costo che si riterra maggiormente adatta a rappresentare il problema: le funzioni costo piu
comunemente utilizzate per la classificazione si basano sulla perdita di entropia incrociata (Cross-

Entropy) che, date due distribuzioni di probabilita, viene definita come segue:

H(p, 9)=—2xp(x) log q(x)

dove p e q indicano due distribuzioni di probabilita di due variabili discrete.
La Focal Loss, 1a Dice Loss, la Sensitivity-Specificity Loss, invece, sono tra gli esempi pitt comuni di

loss function utilizzate per la segmentazione.
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2.3.1 Overfitting

Tra 1 problemi piu comuni nell’addestramento delle reti neurali artificiali c¢’¢ sicuramente
Ioverfitting. Si parla di overfitting quando un modello non ¢ piu in grado di generalizzare quanto
appreso durante la fase di #rain: il modello, infatti, dimostra una gran capacita di apprendimento sui
dati del training set, ma non fornisce prestazioni altrettanto buone nel momento in cui viene testato
su nuovi campioni. Apprendere in maniera eccessiva i dati del training set significa apprendere tutto
cio0 che fa parte del dataset, anche le informazioni che non sono essenziali per caratterizzare il modello
e che diventano parte quindi delle features del modello, ma che in fase di test possono costituire una
fonte di errore.

Come si puo osservare in figura 2.14, la curva verde corrisponde troppo strettamente all’insieme di
dati rappresentato e, di conseguenza, potrebbe non adattarsi a nuovi dati o prevedere correttamente
proiezioni future come invece la curva in nero (seppur presenti un tasso d’errore maggiore sul training

set).

Figura 2.14: Esempio di overfitting: in blu i dati appartenenti alla classe 1, in rosso alla classe 2, in verde la linea di separazione del modello 1 che

probabilmente ¢ legato all’overfitting, in nero un esempio di possibile modello bilanciato

Le cause dell’overfitting di un modello possono essere molteplici:
e in fase di training D’algoritmo prende in esame delle features non rilevanti per la
generalizzazione del modello;

e il numero di parametri del modello sono troppi rispetto ai dati riportati nel dataset;
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e i dati di training non sono rappresentativi della realta o presentano rumore;

e la struttura del modello non si conforma con la forma dei dati.

Per ovviare al problema di overfitting, ¢ pratica comune utilizzare un ulteriore dataset, di validazione
(validation set) per valutare le performance del modello alla fine di ogni allenamento sul training set.
Chiaramente i campioni presenti all’interno del validation set devono essere totalmente indipendenti
da quelli presenti nel training set. Questo permette di supervisionare 1’apprendimento del modello e
generalizzare le nozioni apprese evitando cosi che il modello apprenda nozioni troppo specifiche in

fase di training.

Error Under- ' Over-
fitting fitting Validation
set

Training
: set

“sweet spot”

Number of
iterations

Figura 2.15: Grafico di overfitting in fase di training caratterizzato da una differenza tra training loss e validation loss

L’underfitting rappresenta, invece, I’inverso dell’ overfitting, il che significa che il modello ¢ troppo
semplice per rappresentare accuratamente i dati. Conseguenza di cio ¢ la presenza di grandi bias e
una bassa varianza nel modello e di conseguenza, in termini pratici, il modello rappresentera in

maniera molto imprecisa i dati e non sara in grado di fare previsioni future con adeguata accuratezza.
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Figura 2.16: Confronto tra training in underfitting, bilanciato e in overfitting: nel primo grafico si nota un modello troppo semplice per rappresentare i

dati, nel terzo invece il modello ¢ troppo specifico e rischia quindi di non adattarsi per effettuare le previsioni future; il modello centrale invece

rappresenta un giusto compromesso tra i due e viene considerato bilanciato

Per quanto sia relativamente semplice individuare e limitare le occasioni di underfitting, per ovviare
al problema, infatti, potrebbe essere sufficiente aumentare 1 parametri del modello, pertanto rimane
difficile capire i motivi per cui un modello tende ad andare in overfitting anche servendosi dell’aiuto
del validation set. Per questo motivo, negli anni, sono state implementate diverse contromisure per
limitare le occasioni di overfitting negli algoritmi di Deep Learning: in questa sede si ¢ scelto di
approfondire la tecnica del Transfer Learning che verra utilizzata e spiegata nel seguente paragrafo.
Esistono diverse altre contromisure per limitare le situazioni di overfitting quali la regolarizzazione,
il dropout, il batch normalization, il data augmentation che perd non saranno ulteriormente

approfondite in questo luogo, seppur siano state utilizzate, in parte, nell’algoritmo proposto.

2.3.2 Transfer Learning

Il termine Transfer Learning indica un metodo avanzato usato nel Deep Learning per utilizzare come
punto di partenza un modello pre-addestrato con un set di dati di grandi dimensioni per lo sviluppo
di un modello destinato a un’attivita differente ma che presenta al contempo delle similarita.

Questo metodo ¢ specialmente utilizzato nella computer vision e nell’elaborazione del linguaggio per
sfruttare il modello pre-addestrato nella sua interezza o come base per personalizzare un altro modello
di rete neurale a svolgere un’altra attivita.

Lo sviluppo di nuovi modelli richiederebbe infatti un impiego di risorse (un dataset di partenza molto
numeroso) € di tempo notevoli nonché una notevole disponibilita di potenza di calcolo, percio si
preferisce utilizzare modelli gia noti e funzionanti per problemi simili. L’idea alla base del Transfer

learning ¢ quindi quella di addestrare un modello su un set di dati di grandi dimensioni e di carattere
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generale per utilizzarlo in maniera efficace come modello di partenza per un nuovo modello piu

specifico senza dover addestrare da zero un modello per ogni compito da svolgere.
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Figura 2.17: schema di funzionamento del Transfer Learning

E possibile utilizzare il Transfer Learning anche per effettuare nuove previsioni dello stesso modello
(ad esempio un modello di riconoscimento automatico di automobili puod costituire la base per un
secondo modello come il riconoscimento di camion, Figura 2.18). In questo progetto di tesi, come
verra descritto in seguito, verra utilizzato proprio con questo obiettivo. Addestreremo la prima rete
su alcuni dati e riutilizzeremo la maggior parte dei parametri (pesi) della rete neurale gia addestrata

limitando, soltanto agli ultimi /ayer, la fase di re-addestramento legata ad un dataset piu limitato.
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Figura 2.18: Utilizzo di un modello pre-addestrato su immagini di automobili per addestrare un nuovo modello di immagini di camion

2.4 Applicazioni cliniche del Deep Learning

Gli algoritmi di Deep Learning e in particolare ['uso di rete neurali sono ormai entrate
prepotentemente nella maggior parte di algoritmi di analisi di immagine mediche rivelandosi molto
utili anche nella pratica clinica (visti i1l volume e la complessita dei dati che, altrimenti, non sarebbe
possibile analizzare in tempi ragionevoli). Il Deep Learning, e in generale I’intelligenza artificiale, si
stanno rivelando fondamentali in termini di efficienza, personalizzazione nella cura del paziente,
diagnosi e selezione della terapia piu accurata. Gli ambiti di maggiore utilizzo sono quello
radiologico, cardiologico e endocrinologo, tuttavia negli ultimi anni si sta assistendo a un rapido
sviluppo in molti altri settori della medicina.

I software usati nelle macchine diagnostiche (risonanze magnetiche, tomografie computerizzate,
angiografi, ecografi, mammografi, etc.) possono ormai determinare automaticamente la presenza o
meno di malattie riuscendo a classificare oggetti (noduli, masse tumorali, etc.) e/o lesioni

nell’immagine, facilitando e velocizzando cosi la diagnosi del personale medico.
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E possibile anche localizzare e segmentare organi, regioni, strutture anatomiche, oggetti o lesioni con

operazioni di segmentazione, consentendo di quantificare alcuni parametri clinici come volume e/o

forma.
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Figura 2.19: Applicazione del Deep Learning a immagini di RM per la rilevazione di tumori al cervello

In ambito cardiologico ¢ possibile classificare casi di aritmia attraverso 1’analisi di segnali ECG o
individuare la presenza di stenosi attraverso detection di immagini angiografiche.
In ambito oftalmico, ¢ possibile eseguire diagnosi di determinate patologie attraverso I’analisi diretta
o indiretta di immagini oftalmiche come:
e o studio della retina attraverso la fotografia del fundus;
e o studio della retina e della cornea attraverso la tomografia a coerenza ottica;
e o studio della cornea attraverso la microscopia confocale.
Attraverso I’analisi (automatica e non) di tali immagini ¢ possibile, infatti, diagnosticare molteplici
patologie cliniche relative a questo ambito tra le quali:
e diagnosi di patologie oculari (cataratta, glaucoma, disordini retinici, degenerazioni maculari,
retinopatie diabetiche, neuropatie diabetiche, morbo di Parkinson, ...);
e segmentazione di strutture anatomiche (nervi corneali, cellule dendritiche, etc.) e anomalie
retiniche (cisti, edemi, etc.), che permettono una successiva analisi approfondita dello stato di

salute oculare e/o sistemico.
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Interessante sottolineare che, nonostante la diffidenza legata ad un approccio black-box
caratterizzante il Deep Learning, nel 2018 I’FDA, I’ente governativo statunitense che si occupa della
regolamentazione dei dispositivi medici, ha dato il permesso alla commercializzazione del primo
strumento diagnostico interamente basato sull’Intelligenza Artificiale in ambito oftalmico. Il software
usa un algoritmo capace di analizzare immagini dell’occhio umano, acquisite con una speciale
fotocamera retinica, e individuare gran parte delle retinopatie diabetiche (patologia che colpisce piu
di 30 milioni di persone solo negli Stati Uniti causando la perdita della vista). Tale strumento ¢ il
primo dispositivo medico autorizzato a diagnosticare immagini mediche senza che un medico

confermi successivamente la diagnosi.
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Capitolo 3

L’obiettivo di questo progetto di tesi ¢ di investigare quale sia la loss function che permetta di ottenere
la migliore segmentazione semantica dei nervi corneali in immagini di IVCM, attraverso I’utilizzo di
una rete neurale convoluzionale di tipo U-Net.

Come gia presentato nel primo capitolo, segmentare correttamente le fibre nervose corneali ¢
fondamentale per poter ricavare alcuni indici (ad esempio, densitd e tortuosita), i quali si sono
dimostrati essere strettamente correlati alla presenza di alcune patologie oculari o sistemiche.

Da alcuni anni, vista la bonta dei risultati in numerosi campi, tra cui quello medico, si sono cominciate
a usare tecniche di Deep Learning per segmentare e analizzare immagini oculari e, in particolare,
della cornea. Inizialmente e tutt’ora viene fatto cosi, I’individuazione dei nervi corneali viene fatta
manualmente dai clinici. Come si pud facilmente immaginare, questo processo richiede enormi
quantita di tempo e, in quanto processo manuale, ¢ incline alla soggettivita, dettata anche
dall’esperienza del medico stesso. Dall’analisi manuale, si ¢ quindi cercato di passare all’analisi
automatica: 1 primi algoritmi erano basati su tecniche di image processing “classiche”. Spesso pero,
presentavano necessita di raffinamenti manuali e spesso richiedevano tempo e una buona capacita
computazionale.

L’avvento delle nuove tecniche di intelligenza artificiale ha permesso, negli anni, di migliorare
sempre piu: sia in termini di tempo, sia in termini di performance. Nessuna tecnica automatica, pero,
¢ ad oggi accettata universalmente per 1’analisi delle fibre nervose corneali.

Nel campo delle bioimmagini, ’architettura di tipo U-Net si ¢ dimostrata un’ottima struttura per la
segmentazione semantica. Partendo da tale struttura, abbiamo deciso di indagare la bonta di 3 diverse
loss function e, per confrontare le performance di ciascuna rete addestrata, abbiamo preso in
considerazione 2 indici: True Positive Rate (TPR) e False Discovery Rate (FDR). Come vedremo piu
avanti, per il tracciamento dei nervi corneali, I’importante ¢ la loro ramificazione, molto piu che una
precisa segmentazione pixel a pixel, ecco perché gli indici, anche in letteratura, vengono calcolati
prendendo in esame la linea centrale rappresentante il nervo e no la regione che essi occupano
all’interno dell’immagine.

Ogni immagine originale, quindi, durante I’analisi viene etichettata, non pixel a pixel, bensi
evidenziando quello che viene definito lo “ske/” del nervo, ovvero la linea centrale che attraversa la
fibra nervosa longitudinalmente. A livello digitale viene definita una categoria per ciascun pixel,
individuando cosi pixel “nervo” (che disegnano lo skel) e 1 pixel “background’ (che individuano tutto

cio che non ¢ parte dello skel).

45



L’algoritmo & stato sviluppato interamente in ambiente Matlab®.
11 flusso di lavoro ha previsto i seguenti step:
e ¢ stata sottoposta ad alcune operazioni di pre-processing ciascuna delle immagini originali
(che verranno poi usate nella fase di train, nella fase di transfer learning e nella fase di test);
® sono state create le tre reti convoluzionali, le quali si differenziano nella loss function usata,
e sono stati impostati gli iper-parametri di addestramento e validazione della rete;
e sono state indagate alcune tecniche, il cui scopo ¢ quello di migliorare le performance (analisi
pixel-wise, transfer learning);
® sono state testate le reti e calcolati 1 parametri di TPR e FDR successivamente a una fase di
post-processing.
Nei prossimi paragrafi saranno riportate in maggior dettaglio le operazioni appena citate:
- sara descritto il dataset utilizzato e le operazioni di pre-processing;
- saranno descritti 1 diversi strati implementati nelle architetture delle reti neurali
convoluzionali, spiegando le differenze presenti tra di esse e gli iper-parametri utilizzati.;
- saranno presentate le operazioni di post-processing utilizzate e i risultati ottenuti;
- infine, saranno presentate le tecniche esaminate per un ulteriore miglioramento delle

performance.

3.1 Dataset

Per questo progetto sono stati utilizzati 3 dataset differenti: per la fase di train il dataset € composto
di 6952 immagini, per la fase di transfer learning si hanno a disposizione 532 immagini e per la fase
di test si sono utilizzate 71 immagini.

Tutte le immagini a disposizione sono state acquisite con lo strumento Heidelberg Retina Tomograph
(HRT-II) con Rostock Cornea Module (Heidelberg Engineering GmbH, Heidelberg, Germania).
Ciascuna immagine copre un campo di 400 x 400 um2 (384 x 384 pixel). L’acquisizione ¢ stata
eseguita presso diversi centri clinici. Ogni immagine ¢ stata anonimizzata per motivi di privacy
eliminando qualsiasi tipo di dato relativo ai pazienti.

A differenziare i tre dataset ¢ I’analisi a cui essi sono stati sottoposti per ottenere il ground truth,
fondamentale nella fase di apprendimento supervisionato e nella fase di test della rete.

Per quanto riguarda il primo dataset, utilizzato per la fase di #rain, esso ¢ stato sottoposto ad un’analisi

automatica: ciascuna immagine, infatti, ¢ stata analizzata in maniera totalmente automatica in modo
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da ottenere il tracciamento della curva centrale rappresentante la struttura delle fibre nervose corneali.
Per ottenere tale tracciamento si ¢ utilizzato 1’algoritmo proposto da Guimardes et al.

Il secondo dataset ¢ stato ricavato da uno pit ampio: quest’ultimo ¢ stato analizzato tramite lo stesso
algoritmo del precedente e, dopo I’osservazione dei risultati, si sono selezionate manualmente alcune
immagini che presentavano il tracciamento migliore. Tali immagini sono state utilizzate per il transfer
learning.

Infine, il terzo dataset, usato per la fase di test e acquisito come detto prima con il medesimo
strumento dei precedenti, ¢ composto di 71 immagini derivanti da soggetti sani e soggetti patologici.
Tali immagini sono state analizzate manualmente da un oftalmologo esperto, il quale ne ha tracciato
lo “skel” di ciascuna fibra nervosa in esse presente. Poich¢ si tratta delle uniche immagini analizzate
completamente manualmente, si ¢ scelto tale dataset per valutare le performance dell’algoritmo

automatico di tracing.

Figura 3.1: Confronto tra I'immagine originale acquisita con lo strumento Rostock Cornea Module e I’'immagine segmentata manualmente

3.2 Preprocessing

Come specificato nel secondo capitolo, in questo progetto di tesi ¢ stato utilizzato un algoritmo di
apprendimento supervisionato: una volta acquisite le immagini, esse sono state analizzate attraverso
I’algoritmo proposto da Guimardes et al, ottenendo cosi le rispettive immagini in cui ciascun pixel ¢
stato categorizzato con la propria classe di appartenenza (nervo e background, dove per background

si intende tutto ci0 che non € nervo).
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Le immagini acquisite tramite la tecnica di IVCM possono presentare caratteristiche molto diverse,
come ad esempio un’illuminazione differente: cid puo essere dovuto alla curvatura della cornea e/o a
possibili disallineamenti dello strumento in fase di acquisizione. Si ¢ deciso, quindi, di applicare un

filtro in frequenza al fine di rendere maggiormente omogenea la luminosita.

Figura 3.2: Confronto tra I’'immagine originale (sinistra) quella filtrata in fase di pre-processing (destra)

3.3 Architettura della rete neurale convoluzionale

Nella Figura 3.3 ¢ riportato lo schema della rete neurale convoluzionale U-Net utilizzata in questo

progetto di tesi.

1016 16 16 16 2 16 16 16 16 2 2

i Lkl

O

384x384 Output Image

384x384 Input Image.
380x384

2 n 2 R 16

o (8] (e ] (g

6 2 2 2 32

E>E>| F

108 e 64 64 6 32 R

192x192

v
192x192
-
pe

384384

2 64 64 64 64

ol bbbl

19;

192

25 128 128 128 128 64 64

|

kbl -bklk

28 128 256 256 256 zis 2356 128 18

St ) Clb GI G

9%

96)

Figura 3.3: Schema della rete U-Net usata per questa tesi: il layer azzurro ¢ I’input della rete, i /layer gialli indicano quelli di convoluzione, quelli
rosso scuro sono layer ReLU, quelli viola il max pooling, quelli verdi il dropout, quelli grigi indicano /ayer di concatenazione, il /ayer rosso chiaro ¢

un layer softmax, mentre il bianco I’output della rete
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Come gia spiegato nel secondo capitolo, questo tipo di architettura si basa su un processo di
codifica/decodifica: ad una prima fase in cui la rete convoluzionale estrae le features ad un livello
sempre maggiore di astrazione, viene associata una seconda fase, speculare alla precedente, che si
occupa della ricostruzione spaziale dell’immagine, fino ad ottenere una classificazione per ogni
singolo pixel (segmentazione semantica).

Come abbiamo visto, le immagini a disposizione hanno dimensioni di 384 x 384 pixel a livelli di
grigio: si ¢ deciso di mantenere tali caratteristiche come valori di input alla rete.

Si riporta una breve descrizione della struttura della rete utilizzata. La parte di codifica della rete ¢
caratterizzata da 4 blocchi, ognuno dei quali consiste di 2 unita convoluzionali (strato convoluzionale,
e funzione di attivazione ReLU) seguite da uno strato di max-pooling. Lo strato convoluzionale
applica dunque 7 filtri 3x3xc¢ scansionando 1’input con stride pari a uno e applicando lo zero-padding
per mantenere le dimensioni xy di uscita uguali a quelle d’ingresso. Per ogni filtro, ¢ indica la
profondita necessaria perché il filtro si corrisponda con il numero di canali dell’input. La variabile n
indica il numero di filtri addestrati in ciascun /ayer. Tale valore viene fatto aumentare man mano che
si scende in profondita, raddoppiandolo ad ogni livello: n, quindi, corrispondera a 16 nel primo
blocco, a 32 nel secondo e giungera ad un valore di 128 nel quarto e ultimo livello.

Nel quinto blocco, ¢ stato posizionato uno strato di dropout che, in fase di training della rete, ad ogni
iterazione, disattiva ciascun neurone con probabilita 0.5: tale tecnica, diminuisce le possibilita di
overfitting.

Tale strato di dropout, ¢ seguito da due unita convoluzionali, a loro volta seguite da un ulteriore strato
di dropout. Questi layer, collegano la prima parte della rete (di codifica) alla seconda (di decodifica).
La fase di espansione (o decodifica) ¢ simmetrica alla precedente: anch’essa ¢ costituita da 4 blocchi
ciascuno dei quali concatena I’immagine sovra-campionata con la corrispondente nel percorso di
codifica. Ciascun concatenamento ¢ succeduto da tre unita convoluzionali, strutturalmente identiche
a quelle della fase di codifica (I’'up-sampling dell’immagine ¢ eseguito utilizzando uno strato di
convoluzione trasposta, seguito da uno strato ReL.U).

Tale struttura della rete permette di ottenere in output le stesse dimensioni xy dell’immagine in
ingresso alla rete, mentre il numero di canali (la terza dimensione) € pari al numero di filtri dell’ultima
convoluzione (16). Per ridurre il numero di canali al numero di classi in esame per la segmentazione
(nel nostro caso 2, nervo e background), viene inserito uno strato convoluzionale 1x1 il cui numero

di filtri € 2, pari al numero di classi desiderate.
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Infine, lo strato softmax e lo strato di classificazione assegnano I’etichetta categorica ad ogni pixel
dell’immagine. In particolare, la funzione sofimax produce 384x384x2 attivazioni, che rappresentano,
per ognuna delle due categorie, la probabilita di ciascun pixel di appartenere a quella specifica classe.
La loss function infine confronta 1’output desiderato con quello ottenuto e, proprio in base al tipo di
funzione costo, vengono aggiornati i pesi dei layer. L’assegnazione finale della classe avviene tramite
una sogliatura: si assegna al pixel la classe con probabilita maggiore. Nel nostro caso, trattandosi di
una classificazione binaria, si € scelta una soglia di 0.5.

Un importante aspetto da tenere in considerazione durante la fase di creazione della struttura della
rete ¢ il bilanciamento (o sbilanciamento) delle classi in analisi. Nelle immagini che si sono analizzate
in questo progetto di tesi, 1 pixel rappresentanti i nervi sono numericamente molto minori rispetto a
quelli rappresentati il background. Siamo, quindi, in presenza di classi fortemente sbilanciate e
questo, nel caso dell’utilizzo di loss function come la cross-entropy portano a risultati poco
performanti. Per chiarire il concetto, si prenda ad esempio ’indice dell’accuratezza. Se si calcolasse
I’accuratezza per le nostre immagini, otterremmo dei valori molto alti classificando tutto come
background, ma non otterremo il risultato desiderato (individuare le fibre nervose). Per evitare questo
problema, si possono sfruttare metodi diversi (ad esempio, nel caso della cross-entropy, si € deciso

di assegnare a ciascuna classe un peso, ottenuto dall’inverso della frequenza delle classi).

3.4 Addestramento della rete

L’addestramento delle reti neurali ¢ uno step fondamentale negli algoritmi di Deep Learning. Come
specificato nel secondo capitolo, con la fase di addestramento (o train) della rete si intende quel
procedimento in cui alla rete viene fornito un insieme di esempi, che fungono da esperienza, dalla
quale la rete pud apprendere. L’obiettivo ¢, dunque, quello di “insegnare” alla rete, tramite
I’esperienza, come ottenere un output quanto piu possibile vicino all’uscita reale.

Uno dei problemi principali del training ¢ 1’overfitting, ovvero l’incapacita del modello di
generalizzare quanto appreso dall’esperienza: la rete imparera molto bene come distinguere e
classificare i dati visti durante la fase di addestramento, ma non avra performance altrettanto buone
quando le verranno sottoposti nuovi dati.

Come gia citato precedentemente, per tenere sotto controllo il manifestarsi di un tale evento, spesso
si fa uso del validation set: si tratta di un ulteriore insieme di dati, totalmente indipendente dal training

set, che permette di valutare la performance del modello durante il processo di addestramento.
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In questo lavoro di tesi si ¢ deciso di dividere il dataset a disposizione per la fase di train in due parti:
il 90% ¢ stato dedicato effettivamente al train della rete (training set), mentre il restante 10% al
validation set.

Inoltre, la fase di addestramento di una rete convoluzionale ¢ dipendente da alcuni parametri che
possono essere impostati dall’'utente e che permettono di ottenere una rete maggiormente

performante: questi sono definiti come iper-parametri.

3.4.1 Iper-parametri

Gli iper-parametri utilizzati durante la fase di train sono fondamentali per la buona riuscita
dell’addestramento della rete in termini di performance. Si rende perd sempre necessario eseguire
diverse prove per trovare la combinazione di parametri che fornisca i migliori risultati: non esiste un
metodo matematico per definire a priori quali siano 1 valori migliori da utilizzare (alcune tecniche ci

permettono di avere un’idea piu vicina): essi si ricavano tramite prove empiriche.

Anche in questa tesi sono stati effettuati diversi tentativi per stabilire quale fosse la combinazione

migliore di alcuni parametri che garantisse le migliori performance.

Di seguito viene riportato un elenco degli iper-parametri analizzati e vengono riportati 1 valori
selezionati per ciascuno di essi:

e Metodo di discesa del gradiente: € stato utilizzato il metodo di discesa stocastica del gradiente
denominata Adaptive moment estimation (Adam), osservando un piccolo miglioramento
rispetto al piu noto metodo stochastic gradient descent with momentum (sgdm). Il metodo
Adam calcola learning rate individuali capaci di adattarsi parametro per parametro in base
alla loss function da minimizzare attraverso le stime dei momenti di primo e secondo ordine.
Sono stati usati valori di default come parametri del metodo di discesa del gradiente:

o GradientDecayFactor =0.9 (la velocita di decadimento esponenziale del gradiente);

o SquaredGradientDecayfactor = 0.999 (la velocita di decadimento esponenziale del
quadrato del gradiente);

o Epsilon =10 (offset)
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® Mini-batch size: la dimensione del mini-batch, ovvero del sottoinsieme del training set

utilizzato per valutare il gradiente della /oss, ¢ stata impostata a 32 (scelta quasi obbligata a
causa delle risorse limitate di memoria a disposizione).

InitialLearnRate: valore iniziale del learning rate impostato a 0.001.

LearnRateSchedule: ¢ stato impostato come “piecewise”, € cid comporta che il tasso di
apprendimento venga aggiornato dopo un certo numero di epoche indicato dal valore del
LearnRateDropPeriod (22 nel nostro caso). Il tasso di apprendimento, quindi, parte da un
valore iniziale (/nitialLearnRate) e, dopo un certo numero di epoche (LearnRateDropPeriod),
si riduce di un certo fattore (LearnRateDropFactor), in questo caso impostato a 0.1.
In altri termini, il learning rate non si mantiene costante durante tutta la fase di addestramento,
ma ogni 22 epoche viene ridotto di un fattore 0.1. Si ottiene cosi una discesa ottimale del
gradiente che, dapprima si muove con passi piu ampi, e, avvicinandosi al minimo della
funzione costo, li riduce progressivamente.

Max epoch: ¢ il numero massimo di epoche di addestramento ed ¢ stato settato a 80. Un
numero di epoche troppo elevato porterebbe a un rischio maggiore di overfitting. Un valore
troppo basso invece porterebbe al rischio contrario di underfitting, e cio¢ a un apprendimento
non sufficientemente adeguato a eseguire previsioni future. In numero di epoche ¢ stato deciso
osservando I’andamento del train e della validazione (confrontando i valori di /oss dei due set

e osservando il raggiungimento di una fase di “plateau” dei due).

Underfitting Overfitting

Best fit

Test error

Error

Training error

Iteration number

Figura 3.4: Grafico della discesa della funzione costo (error) durante la fase di train della rete. Lo schema riproduce un caso in cui
I’aumento delle epoche/iterazioni di train potrebbe portare ad un caso di overfitting, mentre una diminuzione rischia di generare
underfitting. E quindi fondamentale scegliere in maniera accurata il numero di iterazioni per ottenere il miglior risultati (“best fit”): la

scelta puo essere fatta dal confronto tra ’andamento dell’errore per il training set e quello relativo al validation set.
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e JValidationFrequency: ¢ la frequenza con cui viene effettuata la validazione della rete, ovvero,
indica ogni quante iterazioni vengono calcolati 1’accuratezza e la /oss della rete sul ser di
validazione. Tale valore ¢ stato impostato a 20. Questo valore non influisce sul risultato finale,
ma incide sulla complessita computazionale.

® [2Regularization: per diminuire il rischio di overfitting ¢ stata utilizzata la tecnica di

regolarizzazione L2 con un coefficiente di regolarizzazione di default di 0.0001.

3.4.2 Loss-functions

L’obiettivo di questo lavoro di tesi, come gia specificato in precedenza, ¢ quello di confrontare la
bonta dell’utilizzo di loss function differenti per la segmentazione di immagini di nervi corneali,
sfruttando una rete neurale convoluzionale di tipo U-net.

Le tre reti analizzate, quindi, differiscono solamente per la funzione costo con cui vengono aggiornati
1 pesi durante la fase di training. Rimane invece invariata la struttura della rete.

Sono state analizzate tre loss-functions diverse: la Binary Weighted Cross-Entropy, la Dice ¢ la Focal

Loss.

Binary Weighted Cross-Entropy

Si tratta di un perfezionamento della classica Cross-Entropy (“entropia incrociata™). La scelta di
utilizzare la Binary Weighted Cross-Entropy, invece della semplice Cross-Entropy ¢ legata alle
caratteristiche del dataset a disposizione: le immagini in analisi, infatti, sono di tipo binario (due
classi da individuare, nervo e background) e, come si ¢ gia detto, 1 pixel appartenenti all’una e all’altra
classe risultano tra loro sbilanciati.

Brevemente, il principio secondo cui viene calcolata la funzione costo Cross-Entropy ¢ il seguente:
ottenute le probabilitd per ciascun pixel di appartenere a una specifica classe, queste vengono
confrontate con I’output desiderato, calcolando un punteggio che penalizza la probabilita in base alla
distanza dal valore effettivo atteso. La penalita ¢ di natura logaritmica e quindi assume valori
compresi tra 0 e 1. In sostanza, minore ¢ la perdita calcolata e migliore ¢ il modello. Un modello

perfetto ha idealmente una perdita di entropia incrociata pari a 0.
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Le formule di seguito mostrano le differenze tra la classica Binary Cross-Entropy e la Binary

Weighted Cross-Entropy:

BCE (p”, p) = -(p * log(p) + (1- p*) * log(1-p))
BWCE (p”, p) =-B * p * log(p) + (1- p*) * log(1-p))

dove p ¢ la probabilita di appartenere a una classe e p” la probabilita di appartenere all’altra. Nella
seconda formula, come si puo notare, viene aggiunto un peso 3 corrispondente al peso della classe.
La funzione costo Cross-Entropy ¢ tra le piu usate negli algoritmi di Deep Learning: per questo

motivo ¢ stato deciso di prenderla in considerazione in questo progetto di tesi.

Dice (Sorensen-Dice similarity coefficient)

La seconda loss function analizzata ¢ stata la Dice generalizzata. La Dice Loss ¢ ampiamente utilizzata
nelle attivita di segmentazione di bioimmagini per affrontare il problema dello sbilanciamento delle
classi. Questo tipo di loss function calcola il coefficiente Dice, il quale misura la sovrapposizione tra
I’output generato e quello desiderato. Il coefficiente assumera un valore pari a 1, nel caso in cui ci sia
una sovrapposizione perfetta e un valore pari a 0 quando la sovrapposizione ¢ nulla. Il valore di Dice

viene calcolato come segue:

_2|xny]|
| X|+]Y]|

DSC

in cui il numeratore rappresenta il doppio del valore di TP, ovvero il numero di pixel appartenenti
alla classe di interesse e categorizzati dalla rete correttamente, mentre il denominatore la somma dei

valori dei pixel predetti dalla rete e quelli effettivamente positivi nell’immagine originale.
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In Figura 3.5 viene riportato graficamente il valore del coefficiente.

predicted

2X

2X
area of
overlapped
(green)

ground truth

Dice  _ _
coefficient ~ total area
(green)

Figura 3.5: Rappresentazione del calcolo del coefficiente Dice

Focal Loss

La terza loss function presa in esame in questo lavoro di tesi ¢ la Focal Loss: come nel caso
precedente, si € scelto di analizzare questa funzione costo per la capacita di adattamento in situazioni
presentanti classi sbilanciate. La Focal Loss deriva dalla Cross-Entropy a cui aggiunge un fattore (1-
p)’, con >0, che focalizza in maniera dinamica il training sugli esempi classificati erroneamente
dando un peso minore, invece, a quelli corretti. E stato introdotto anche un fattore di bilanciamento

0>0. La formula ¢ quindi:

FL (p) = -a*(1-p)" * log(p)

dove, nel nostro caso, sono stati impostati valori di default di a=0.25 e y=2. Da notare che quando

v=0 e a=1 la Focal Loss coincide con la Cross-Entropy.
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3.5 Post-processing

Per migliorare ulteriormente 1 risultati ottenuti dall’utilizzo delle reti addestrate, ¢ stata svolta
un’attivita di post-processing. Tale passaggio ¢ stato molto limitato al fine di non incidere brutalmente
sull’analisi delle performance delle reti addestrate secondo le differenti loss function.
Dall’osservazione dei risultati, che verranno esposti nel seguente capitolo, si nota che tutte le reti
analizzate presentano un numero elevato di falsi positivi (ovvero pixel identificati dalla rete come
nervi, ma che ’analisi manuale riporta come background), in particolare si tratta di regioni piccole
isolate, e luminose, etichettate dalla rete come fibre nervose. Esse possono essere considerate, e
quindi analizzate, come falsi positivi in quanto si presentano come regioni con caratteristiche diverse
dalle fibre nervose che, invece, presentano una forma allungata e sufficientemente estesa.

E stata quindi definita un’operazione di sogliatura basata sulla lunghezza e sull’area occupata dalle
regioni identificate come nervi: in tal modo si sono scartati molti falsi positivi e si € ottenuta una
ricostruzione di immagini piu fedele alla segmentazione manuale.

Inoltre, dalle regioni ottenute tramite la segmentazione semantica, si sono ricavati gli “skel”, che,
come anticipato precedentemente, sono curve di larghezza un pixel che identificano la struttura
centrale della fibra nervosa. Questo ¢ un passaggio fondamentale per 1’ottenimento del confronto con
I’analisi manuale in cui, come gia riportato, viene tracciata la sola linea centrale delle fibre nervose
corneali.

In Figura 3.6 sono riportati i risultati di ciascuna delle fasi appena descritte.
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Figura 3.6: In alto a sinistra ’immagine di test originale; in alto a destra I’immagine filtrata come nella fase di pre-processing; in basso a sinistra il
risultato della segmentazione semantica, mentre in basso a destra I’immagine dopo il post-processing

3.6 Miglioramento delle performance: analisi pixel-wise e transfer

learning

Come abbiamo anticipato, la rete che stiamo utilizzando in questo percorso di tesi, ¢ una rete di tipo
CNN basata sull’apprendimento supervisionato. Percio, ¢ normale pensare che migliore ¢ la qualita
dei dati in input alla rete nella fase di train, migliore ¢ il risultato che si otterra successivamente. Si €
deciso quindi di indagare due ulteriori tecniche che potessero migliorare le performance della rete:
’analisi pixel-wise e il transfer learning.

Analisi pixel-wise

Come gia spiegato nel capitolo precedente, la segmentazione semantica consiste nell’assegnare
un’etichetta a ogni pixel dell’immagine. Fin qui, abbiamo addestrato la rete sulla sola linea centrale
del nervo: assegnando, quindi, un unico pixel ad indicare una regione piu estesa. Per rispecchiare
maggiormente quella che ¢ la segmentazione semantica (categorizzazione di tutti i pixel appartenenti
ad un oggetto con la stessa etichetta), si ¢ deciso di passare ad un analisi pixel-wise. Per questo motivo
sono state create delle maschere che evidenziassero 1 pixel appartenenti alle fibre nervose cosi create:
a partire dall’immagine originale, ¢ stata applicata una sogliatura adattativa in modo da mettere in
luce 1 nervi presenti nell’immagine; successivamente per ogni pixel ¢ stata considerata una finestra
3x3 attorno ad esso: se avesse contenuto una parte di nervo, il pixel in questione sarebbe stato da

considerarsi come tale.
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Figura 3.7: esempio della sovrapposizione dell’immagine originale con lo skel e la maschera utilizzata per 1’analisi pixel-wise

1l transfer Learning

Un’ulteriore tecnica approfondita in questa tesi ¢ il transfer learning. Si tratta di una procedura spesso
utilizzata negli algoritmi di Deep Learning, riconosciuta come molto efficiente per il miglioramento
dei risultati delle reti neurali. Si tratta di una metodica che permette, a partire da una rete pre-
addestrata, di riutilizzare la maggior parte di pesi: a partire da tale rete, presa dunque come punto di
partenza, € possibile procedere con un ulteriore fase di addestramento, addestrando solo una parte dei
layer o aggiornando in maniera limitata tutti i pesi della rete.

Generalmente, questa tecnica viene sfruttata nel caso di dataset limitati.

Come abbiano visto precedentemente, i primi /ayer di una rete neurale estraggono quelle che sono le
features a basso livello, ovvero delle features che sono ancora comprensibili dall’utente umano e che
possono essere comuni a varie immagini come, ad esempio, 1 bordi di un oggetto. Via via che la rete
scende in profondita, si passa a features di alto livello che tendono ad essere maggiormente specifiche
per il task per cui la rete viene addestrata. Si sfrutta allora il transfer learning, che consiste, infatti,
nello sfruttare le conoscenze gia apprese dalla rete tramite un primo dataset e “trasferirle” sul nuovo
dataset.

Limitando, quindi, I’apprendimento a soli alcuni layer della rete, i parametri da addestrare saranno
ridotti e, quindi, si potra utilizzare un dataset minore, senza la paura di generare overfitting.

Nel nostro caso, la rete precedentemente addestrata ¢ stata addestrata tramite un dataset
sufficientemente esteso (quasi 7000 immagini). Per tale fase ¢ stato utilizzato un ground truth che,

come abbiamo detto, ¢ frutto di un’analisi tramite un algoritmo automatico, che pero non ¢ perfetto e
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quindi, alcune delle informazioni utilizzate per 1’addestramento, presentano degli errori. Si € deciso
allora di ottenere un secondo dataset in cui le immagini sono state selezionate appositamente per
ottenere un’informazione quanto piu corretta. Il fask che ci prefiggiamo con il transfer learning,
quindi, ¢ il medesimo di quello del training, ma, utilizzando un dataset piu preciso, ci aspettiamo di
ottenere un risultato meno incline all’errore.

Nello specifico, a partire dallo schema di rete precedentemente descritto (58 layers), sono stati
“congelati” 1 primi 51 layers (cio¢ impedito loro che i pesi di quei livelli venissero aggiornati),
lasciando inalterati gli ultimi 7. Tali layer sono stati addestrati con il dataset a appena descritto, diviso
anch’esso tra train e validation set, utilizzando gli stessi iper-parametri usati durante la prima fase di
train. Complessivamente, durante il transfer learning la rete ha aggiornato solo 6978 parametri sui

1933856 totali calcolati durante la fase di train.
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Figura 3.8: Schema della rete utilizzata in cui viene evidenziata solamente la parte utilizzata per il transfer learning

Queste due tecniche sono state utilizzate sia in maniera indipendente tra loro che in forma combinata
per osservare se ci fossero dei miglioramenti in termini di TPR e FDR.

I risultati ottenuti saranno illustrati e discussi nei prossimi due capitoli.
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Capitolo 4.

Risultati e discussione

In questo capitolo della tesi verranno riportati ed analizzati i risultati ottenuti tramite 1’analisi
presentata nel capitolo precedente. I risultati, quindi, saranno quelli ottenuti dall’applicazione del pre-
processing illustrato, dall’utilizzo della U-Net (con gli iper-parametri e le loss function in analisi) e
da una fase di post-processing.

Le performance dell’algoritmo saranno valutate in termini di 7rue Positive Rate (TPR) e False
Discovery Rate (FDR). La valutazione del modello attraverso la sola accuratezza, definita come il
rapporto tra il numero di predizioni corrette e il totale delle predizioni effettuate, non ¢ adatta a
descrivere la bonta del modello. In casi di classificazione binaria in cui i dati si presentano con un
forte sbilanciamento della distribuzione delle classi (come in questo caso), I’accuratezza poterebbe
risultare alta qualora la sola classe preponderante venisse individuata. Nel caso specifico, si pensi alle
immagini maschera utilizzate come ground truth: esse presentano una gran quantitd di pixel
classificati come background (circa il 95%), e solo una piccola parte di essi ¢ classificata come nervo
(circa il 5%). Se l’algoritmo automatico classificasse I’intera immagine come background, si
otterrebbe un’accuratezza molto elevata, pari alla proporzione di pixel di background effettivamente
presenti (ovvero il 95%).

Visto il problema legato all’analisi dei risultati tramite lo studio dell’accuratezza, si ¢ deciso, come
anticipato prima, di analizzare due indici statistici diversi: il True Positive Rate (TPR) e il False
Discovery Rate (FDR).

Il TPR o sensibilita indica la percentuale di oggetti classificati correttamente come nervi corneali
dalla rete neurale. Tale indice viene calcolato a partire dalla definizione di altri indici: 1l TP (7rue
Positive, pixel che appartengono al nervo sia per la classificazione automatica sia per il ground truth)
e il FN (False negative, pixel che appartengono al nervo per il ground truth, ma che non sono stati

riconosciuti come tali dall’algoritmo):

TP

TPR = ———
TP+ FN
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Il FDR indica, invece, la percentuale di oggetti erroneamente classificati come nervi corneali dalla
rete neurale. Esso viene calcolato attraverso i FP (False Positive, pixel che appartengono al
background secondo il ground truth, ma che 1’algoritmo associa a strutture nervose) e i TP (True

Positive, come nel caso precedente):

FDR = ——
TP + FP

Tutti i risultati saranno riportati come media + deviazione standard (sd). Inoltre, data la difficolta di
tracciare manualmente il nervo centrando esattamente la linea centrale della struttura nervosa, senza
quindi discostarsi di qualche pixel a destra o sinistra, si ¢ deciso di tener conto di un margine di
tolleranza nell’individuazione di TP, FP e FN. Ad esempio, qualora la rete individuasse dei pixel
come strutture nevose ad una distanza di 1 pixel dal nervo individuato dall’analisi manuale, essi
verranno classificati come TP, nonostante non combacino perfettamente. Il margine di tolleranza ¢
stato fissato a due pixel a destra e a sinistra della linea centrale (“skel”’) tracciata manualmente.
Come anticipato nei capitoli precedenti, e qui riportato per maggiore chiarezza, si parlera di reti
differenti ad indicare una stessa struttura addestrata secondo /oss function differenti.

Per validare sin da subito la capacita di generalizzazione delle reti addestrate ed evidenziare, quindi,
una possibilita di overfitting, sono stati calcolati gli indici statistici, presentati precedentemente, sia
per il dataset di addestramento sia per il dataset di validazione.

Nelle Tabelle 4.1, 4.2 e 4.3 vengono riportati, quindi, TPR e FDR della fase di train, validation e test
per ciascuna delle tre reti in analisi.

Come gia riportato nei capitoli precedenti, ¢ possibile valutare la presenza di overfitting anche
osservando i grafici dell’andamento sia della /oss sia dell’accuratezza per entrambi 1 dataset (train e
validation). Durante la fase di train della rete, infatti, ¢ possibile tenere traccia dei valori sopracitati
ad ogni iterazione. In figura 4.1 vengono riportati gli andamenti di funzione costo e accuratezza per
la rete addestrata secondo la binary weighted cross-entropy loss function: si osserva un leggero
discostamento tra train e validation, si tratta pero di una differenza minima (meno dello 0.5%
nell’accuratezza e meno dello 0.01 nella funzione costo). Tale discostamento risulta accettabile e non
indica la presenza di overfitting.

Dai risultati ottenuti nella fase di test (sottoponendo, quindi, il dataset di test all’algoritmo proposto)
si puo osservare come i valori di TPR e FDR, ottenuti dal confronto con I’analisi manuale, rispecchino
quelli ottenuti nella fase di train, confermando dunque 1’efficacia dell’algoritmo proposto e, in

particolare, della rete addestrata.
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TPR mean | TPRsd | FDR mean | FDR sd

TRAIN 98,98% 0,88% 17,63% 7,63%
VALIDATION | 97.,44% 2,08% 17,21% 7,54%
TEST 97,53% 2,12% 13,80% 10,15%

Tabella 4.1: Risultati in termini di TPR e FDR con Binary Weighted Cross-Entropy loss function.

TPR mean | TPRsd | FDR mean | FDR sd
TRAIN 93,74% 3.81% 2,97% 2,35%
VALIDATION | 92,23% 4,31% 4,60% 3,65%
TEST 93,98% 3,46% 4,84% 5,30%
Tabella 4.2: Risultati in termini di TPR e FDR con Dice loss function.
TPR mean | TPRsd | FDR mean | FDR sd
TRAIN 88,63% 7,02% 5,63% 4,40%
VALIDATION | 89,75% 5,35% 4,82% 3.92%
TEST 92.35% 4,43% 3,59% 5,09%

Tabella 4.3: Risultati in termini di sensibilita e FDR con Focal loss function.

Confrontando le tre reti in analisi si pud notare, invece, come I’indice TPR piu alto si ottiene
applicando alla rete la binary weighted cross-entropy a cui, pero, viene associato anche il risultato di
FDR piu elevato.

Le altre dure reti mostrano risultati pressoché comparabili in entrambi gli indici e, nonostante un
indice TPR minore rispetto a quanto ottenuto nella prima rete, ¢ evidente una diminuzione del valore
del FDR.

Essendo normale una differenza del 5% anche tra le analisi effettuate da due clinici esperti, possiamo
dire che la variazione di TPR si trova vicino a tale range ed ¢ quindi accettabile, mentre la
diminuzione di FDR risulta importante (aggirandosi, come abbiamo visto, attorno al 10%).

Come si puo notare, quindi, i risultati ottenuti in questo lavoro di tesi hanno talvolta presentato valori
alti sia I’indice TPR, sia I’indice FDR; in altri, come ad esempio nella rete a cui ¢ stata applicata la

Dice loss function, invece, sono stati migliorati sia il primo sia il secondo indice.
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Figura 4.1: Grafico rappresentante il confronto tra Training e Validation Loss e tra Training e Validation Accuracy per la rete

addestrata secondo la B.W.C.E. loss function

E stato analizzato anche il tracciamento generato dall’algoritmo utilizzato in fase di train, ovvero

I’algoritmo che ci ha permesso di generare un dataset sufficientemente esteso per utilizzare le tecniche

di Deep Learning.

Gli indici di TPR e FDR, ottenuti dal confronto di tale analisi automatica e 1’analisi manuale, sono

riportati in Tabella 4.4.

Dal confronto con i nostri risultati, possiamo osservare che rispetto alla binary cross-entropy,

I’algoritmo presenta minor TPR e FDR. Rivolgendo, invece, I’attenzione ai risultati ottenuti tramite

le altre due loss function (Dice Loss e Focal Loss), osserviamo che il nuovo algoritmo migliora, sia

in termini di TPR sia di FDR. Si puo, quindi, affermare che la rete ¢ stata in grado di apprendere

dall’algoritmo automatico usato per generare il dataset di train e, inoltre, ¢ stato in grado di

migliorarne le performance.

TPR mean

TPR sd FDR mean

FDR sd

90,12%

5,97% 7,58%

0,65%

Tabella 4.4: Risultati in termini di sensibilita e FDR della rete a cui ¢ stata applicato

lo stesso dataset di #rain, ma un diverso algoritmo

Per ciascuna rete analizzata, sono stati analizzati il caso migliore e il caso peggiore, definiti come il

caso con il miglior TPR e il peggior TPR (Tabella 4.5).
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Loss function Max TPR Min TPR
TPR FDR TPR FDR
B.W.C.E. 100% 16,11% 87,15% 1,29%
Dice 100% 7,26% 81,62% 1,58%
Focal Loss 100% 4,17% 79,14% 8,03%

Tabella 4.5: Risultati in termini di TPR e FDR riferiti al caso migliore e peggiore di ciascuna delle tre reti prese in esame

Le immagini 4.3, 4.4, 4.5, 4.6, 4.7 ¢ 8 forniscono una visualizzazione maggiormente concreta dei

risultati relativi al caso migliore (Max TPR) e peggiore (Min TPR) di ciascuna rete.

Figura 4.2: Confronto tra immagine originale e immagine segmentata relativa al caso peggiore della rete a cui ¢ stata applicata la binary weighted

cross-entropy loss function. In verde sono riportati i pixel corrispondenti ai TP, in rosso i FP, e in blu i FN.

Figura 4.3: confronto tra immagine originale e immagine segmentata relativa al caso migliore della rete a cui ¢ stata applicata la binary weighted

cross-entropy loss function. In verde sono riportati i pixel corrispondenti ai TP, in rosso i FP, e in blu i FN.
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Figura 4.4: confronto tra immagine originale e immagine segmentata relativa al caso peggiore della rete a cui ¢ stata applicata la Dice loss function. In

verde sono riportati i pixel corrispondenti ai TP, in rosso i FP, e in blu i FN.

Figura 4.5: confronto tra immagine originale e immagine segmentata relativa al caso migliore della rete a cui ¢ stata applicata la Dice loss function. In

verde sono riportati i pixel corrispondenti ai TP, in rosso i FP, e in blu i FN.
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Figura 4.6: confronto tra immagine originale e immagine segmentata relativa al caso peggiore della rete a cui ¢ stata applicata la focal loss function. In

verde sono riportati i pixel corrispondenti ai TP, in rosso i FP, e in blu i FN.

Figura 4.7: confronto tra immagine originale e immagine segmentata relativa al caso migliore della rete a cui ¢ stata applicata la focal loss function. In

verde sono riportati i pixel corrispondenti ai TP, in rosso i FP, e in blu i FN.

Grazie all’ispezione visiva, € possibile comprendere maggiormente 1 risultati ottenuti e darne una
valutazione diretta. In Figura 4.4, ad esempio, alcuni rami segnati in rosso come falsi positivi
potrebbero essere legati a un tracciamento poco accurato da parte del clinico. E noto, infatti, che un
lavoro di tracciamento manuale dei nervi richieda un tempo non indifferente e sia soggetto ad errori:
tra clinici, spesso, si verifica una differenza nel tracciamento pari al 5%. Non ¢, quindi, errato
affermare che anche nel confronto tra analisi automatica e analisi manuale si possano verificare delle
mancate corrispondenze dettati dalla soggettivita dell’analisi manuale, che puo portare anche ad

errori.
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I risultati analizzati fin qui si riferiscono alle reti addestrate tramite il solo dataset di train, senza
quindi I’applicazione del transfer learning e dell’analisi pixel-wise.

In seguito, invece, vengono riportati gli indici statistici relativi alla seconda parte della tesi in cui,
come anticipato, sono state prese in considerazione due tecniche per il miglioramento delle
performance: il transfer learning e I’analisi pixel-wise.

Come gia spiegato precedentemente, anche in questo caso, per monitorare la possibilita di overfitting
della rete, si ¢ diviso il dataset di train in due parti: quella dedicata al train vero e proprio e quella
dedicata alla validazione del modello man mano che 1’addestramento procede. E stato possibile come
nei casi precedenti, confrontare i grafici di loss e accuracy e 1 valori di TPR e FDR per entrambe le
componenti ¢ verificare che i valori ottenuti fossero comparabili, eliminando, dunque, il sospetto di

overfitting.

TEST
Loss Function | Train Transfer Learning | TPR mean | TPR sd | FDR mean | FDR sd
B.W.C.E. skel skel 97,15% 2,40% | 11,49% 9,55%
Dice skel skel 87,73% 6,06% | 1,75% 3,19%
Focal loss skel skel 92,65% 7,20% | 2,05% 3,54%
B.W.C.E. skel pixel-wise 97,82% 1,86% | 16,39% 11,48%
Dice skel pixel-wise 94,22% 3,27% | 4,91% 5,92%
Focal loss skel pixel-wise 91,73% 4,45% | 3,46% 5,13%
B.W.C.E. pixel-wise | pixel-wise 97,67% 2,08% | 15,59% 11,16%
Dice pixel-wise | pixel-wise 94,00% 3,70% | 4,50% 6,08%
Focal loss pixel-wise | pixel-wise 91,84% 4,41% | 3,80% 5,75%

Tabella 4.6: risultati in termini di sensibilitd e FDR in fase di test delle reti a cui ¢ stato applicato il transfer learning e 1’analisi pixel-wise

Come si puo notare dai risultati riportati in Tabella 4.6, il transfer learning e 1’analisi pixel-wise non
hanno apportato grandi cambiamenti. Si puo notare che il solo transfer learning applicato allo skel
ha portato in tutte e tre le reti a una diminuzione del TPR, ma contemporaneamente a un
miglioramento dell’indice di FDR. L’analisi pixel-wise, invece, non ha portato ai risultati sperati: non
sono, infatti, evidenti grandi cambiamenti né in termini di TPR né di FDR. E interessante osservare
che la rete addestrata tramite Dice loss function, presenta un netto miglioramento passando

dall’analisi skel a quella pixel-wise: non € un risultato di cui sorprendersi poiché la funzione costo
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basata sull’indice Dice ¢ maggiormente indicata per una valutazione di sovrapposizioni di regioni e
e non della singola linea centrale.

Va, inoltre, fatta un’osservazione importante: i risultati in analisi sono soggetti ad una fase di post-
processing: questo, quindi, non permette un confronto diretto dei risultati delle reti e delle tecniche
in analisi. Per ottenere un confronto maggiormente corretto, relativo alla bonta di ciascuna rete,
ovvero, un confronto diretto tra le /oss utilizzate, non che tra le tecniche applicate, bisognerebbe

analizzare gli output della rete senza effettuare alcuna attivita di post-processing.
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Conclusioni

Lo studio dei nervi corneali si ¢ dimostrato strettamente correlato con la diagnosi di alcune patologie
oculari e/o sistemiche, oltre che con il loro progredire. La microscopia confocale permette di ottenere
immagini dei vari strati della cornea in maniera rapida e soprattutto non invasiva.

Ad oggi, una volta acquisite le immagini i clinici segmentano manualmente le fibre nervose per
ricavarne degli indici (come densita e tortuosita), i quali si sono dimostrati essere maggiormente
correlati con lo stato di salute del paziente.

Non esiste, ad oggi, un algoritmo universalmente accettato che automatizzi questo processo di
individuazione e segmentazione delle fibre nervose corneali.

Negli ultimi anni sono stati sviluppati alcuni algoritmi di Deep Learning che hanno permesso di
effettuare la segmentazione in maniera automatica, in tempi rapidi e con performance maggiori
rispetto agli algoritmi precedentemente presentati. L interesse per 1’analisi automatica ¢ sicuramente
spinto dalla necessita di ottenere risultati in tempi rapidi (specialmente rispetto a quelli richiesti dalla
pratica clinica manuale) e una maggiore oggettivita nell’analisi.

Con questo lavoro di tesi si sono volute approfondire le capacita di un algoritmo basato sul deep
learning di individuare e segmentare le fibre nervose corneali: in particolare sono state analizzate tre
tipi di reti neurali convoluzionali basate su un’architettura di tipo U-Net. Tali reti non differiscono tra
loro per struttura, bensi per il tipo di loss function utilizzata durante la fase di addestramento. Le
funzioni costo prese in analisi sono la Binary Weighted Cross-Entropy loss function, la Dice loss
function e la Focal loss function.

Sono state studiate, inoltre, due tecniche con lo scopo di migliorare ulteriormente le performance
delle reti in analisi: si tratta del transfer learning e dell’analisi pixel-wise.

Per ciascuna rete analizzata, al fine di valutare le performance dell’intero algoritmo, sono stati ricavati
due indici: il True Positive Rate (TPR) e il False Discovery Rate (FDR), (entrambi calcolati con un
margine di tolleranza).

I risultati ottenuti dai test delle reti hanno evidenziato che il TPR piu elevato ¢ stato ottenuto con la
rete addestrata con la funzione costo denominata Binary Weighted Cross-Entropy a cui, allo stesso
tempo, pero, ¢ stato assegnato il FDR maggiore. Le due reti rimanenti (addestrate rispettivamente
secondo la funzione costo Dice Loss e Focal Loss) hanno presentato risultati comparabili tra loro e,
in particolare, un TPR e un FDR minori rispetto alla precedente: la diminuzione di TPR risulta

accettabile, specialmente se si osserva la grande diminuzione in termini di FDR.
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Inoltre, gli indici appena discussi sono stati confrontati con gli indici ottenuti dall’analisi di un
algoritmo precedente sviluppato. Tale algoritmo ¢ il medesimo che ¢ stato utilizzato per generare il
ground truth utilizzato durante la fase di addestramento delle reti in analisi in questa tesi. Dal
confronto, si puo osservare un miglioramento nel TPR per tutte e tre le reti e nel FDR per le due
ottenute dall’utilizzo della Dice Loss e della Focal Loss.

L’applicazione del transfer learning e 1’analisi pixel-wise invece non hanno portato i miglioramenti
sperati: il primo ha, in generale, migliorato 1’indice TPR a discapito pero di un aumento (e quindi un
peggioramento) del FDR; mentre la seconda non ha portato miglioramenti né in termini di TPR né
FDR, presentando risultati del tutto comparabili al semplice training della rete.

I risultati ottenuti e il miglioramento rispetto ad algoritmi precedenti lasciano presagire la possibilita
di ulteriori sviluppi futuri.

Sarebbe interessante considerare un miglioramento del dataset, in particolare del training set che, al
momento, viene ricavato da un algoritmo automatico che, come abbiamo visto, non presenta valori
di TPR e FDR ottimali.

Sara, inoltre, interessante aggiungere lo studio di altre funzioni costo e, in particolare, sara
interessante disegnare una funzione costo ad hoc per il problema in questione.

Inoltre, un funing piu accurato degli iper-parametri potrebbe portare ad un miglioramento dell’analisi
producendo risultati migliori.

Infine, come abbiamo piu volte riportato, per confrontare con maggior correttezza i risultati ottenuti
tramite le reti e le tecniche in analisi, sarebbe utile un’analisi di quest’ultimi senza effettuare alcuna

attivita di post-processing.
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