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ABSTRACT

Il seguente lavoro pone come obiettivo quello di classiőcare
le immagini attraverso l’utilizzo delle reti neurali
convoluzionali.
In secondo luogo studia l’adattamento del modello e applica
strategie utili alla riduzione del overőtting, ponendo
attenzione alla costruzione di un buon training set
attraverso applicazioni di tecniche di clustering quali
k-means e Latent Dirichlet allocation.



Alla mia famiglia
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Capitolo 1

Primo approccio

1.1 Introduzione ed obiettivi

Questo progetto consiste nella costruzione ed
implementazione di una rete neurale convoluzionale al őne
di segnalare la presenza di incendi su diverse immagini
scattate in situazione reali.
Lo studio si pone come obiettivo quello di ridurre
l’overőtting del modello, la via scelta per farlo è stata quella
di focalizzarsi sulla deőnizione del training set.
Nella prima parte del lavoro vi sono una serie di analisi
statistiche che, nel secondo capitolo, hanno portato a delle
riŕessioni utili per la costruzione di un sistema
semi-automatico di pre-selezione di immagini
rappresentative ed eterogenee, che riescano a fornire
informazioni utili ad aumentare la capacità predittiva del
modello evitando che esso si focalizzi su fattori disturbo,
per esempio i riŕessi e la qualità dell’immagini dell’insieme
di allenamento.
Il sistema di pre-selezioni delle immagini è stato ottenuto
implementando in combinazione k-means e la Latent
Dirichlet Allocation.
Le analisi sono state svolte in Python.
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1.1.1 I dati

Il dataset scelto è costituito da 2500 foto equalmente
suddivise in immagini scattate in condizioni normali e
situazioni di incendio. [1]*

1.2 Prime implementazioni

1.2.1 Breve introduzione alle reti neurali

Le reti neurali artiőciali sono un processo computazionale
ispirato, in modo semplicistico, al sistema nervoso. [1].
L’ANN (Artiőcial Neural Network) è composta da nodi
interconnessi, tali nodi sono prima suddivisi in layers

(strati) dove ciascuno è connesso a differenti nodi del layer
successivo. Una rete neurale carica i dati in input,
solitamente come vettore multidimensionale, tale input
viene distribuito ai successivi layers: il singolo neurone
quindi riceve diversi input con un determinato peso da
precedenti neuroni, l’insieme degli input viene combinato
tra loro ed elaborato attraverso una speciőca funzione di
attivazione la quale calcola il valore dell’output del neurone.
Il processo della rete è suddiviso in due fasi: feed-forward

propagation e backpropagation.
La feed-forward propagation è la procedura attraverso la
quale i dati in input percorrono l’intera rete e combinandosi
tra loro nei diversi layers giungono all’output layer, cioè al
risultato. Durante la backpropagation, invece, la rete cerca
di correggere i pesi e i bias al őne di migliorare i risultati
dell’output e di minimizzare la misura di errore, la cui
direzione viene calcolata attraverso l’utilizzo delle derivate,
ed in particolare delle derivate parziali.
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1.2.2 La rete neurale convoluzionale

Si è costruita, appoggiandosi a diverse librerie Python [2]*,
una rete neurale convoluzionale (CNN) costituita dai layers
di seguito descritti.

Figura 1.1: L’architettura del modello implementato [3]*

I primi layers sono utili per il pre-processing che si
suddivide in due fasi: resizing e rescaling.
Già dall’etimologia del primo termine si comprende la sua
utilità: il ridimensionamento delle immagini ad una stessa
dimensione. Allo stesso modo la funzione di
normalizzazione dei valori dei pixel in un intervallo tra zero
e uno è deőnita dal termine stesso rescaling.
I successivi layers sono quelli speciőci delle reti
convoluzionali, ossia di convoluzione e di pooling [2]. Il
primo applica dei őltri all’immagine di input al őne di
risaltare alcune features, mentre il layer di pooling
raggruppa i pixel e scanerrizza l’intera immagine estraendo
il valore massimo all’interno dei gruppi costruiti. Il processo
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di pooling è utile a ridurre le dimensione dell’immagine
evitando di perdere le informazioni estratte nel layer di
convoluzione.
È necessario per prevenire i problemi di overőtting della
rete implementare dei layers di random dropout, che
vengono utilizzati solo nella fase di training. Il livello di
random dropout rimuove casualmente una proporzione p,
tipicamente őssata tra 0.5 e 0.2 [3], di neuroni dalla rete,
impedendo così alle unità di co-adattarsi troppo. Di
conseguenza, la rete utilizza altri neuroni per aumentare la
propria accuratezza.
La rete poi si conclude con una semplice rete neurale
completamente connessa.

1.3 Primi risultati

Applicando la CNN scelta e una suddivisione tra training,
validation e test set pari a 80%,10% e 10%, i primi risultati
sono già sufficientemente apprezzabili, data un’accuracy del
validation test pari a 88%.
Successivamente provando altre combinazioni di
suddivisione tra i tre insiemi si osserva che l’accuratezza del
validation test aumenta (vedi tabella 1.1 e őgura 1.2)
Tale situazione denota un chiaro esempio di overőtting: il
modello nel primo caso si è adattato troppo alle
caratteristiche speciőche del training set. Il modello infatti
ha colto dati di disturbo quali la bassa qualità
dell’immagine, i riŕessi, la luminosità, come elementi
rilevanti per scopi predittivi.
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% training set validation accuracy (%) training accuracy (%)

80 88 98
75 92 97
70 92 99
60 93 98

Tabella 1.1: Risultati in percentuale dell’accuratezza nei vari sets al
variare della quantità di immagini nel training set

Figura 1.2: Le curve di accuratezza (blu per il trainingset e arancio per
il validation test) per diverse suddivisioni degli insiemi.

1.4 L’overfitting

Per ridurre l’overőtting ci si è focalizzati su un sistema in
grado di costruire un buon training set.
Tale training set dev’essere composto da elementi
signiőcativi che riescano a procurare informazioni utili alla
rete per aumentare la sua capacità predittiva.
Per costruire tale insieme sono stati sfruttati gli istogrammi
RGB.
Calcolando per ogni immagine la media dei valori RGB si
sono ottenute 6 distribuzioni complessive: quella del canale
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rosso, blu e verde relativa alle immagini normali e quella del
canale rosso, blu e verde relativa alle immagini con incendi.

Figura 1.3: A: sopra la distribuzione relativa alle foto con incendi.
B: sotto la distribuzione relativa alle foto scattate in situazioni normali

Nella őgura 1.3-B appare evidente che il colore blu appare
con meno frequenza rispetto a verde e rosso; curioso notare
che il verde sommato al rosso compongano il giallo
(nell’insieme RGB) Nella őgura 1.3-A, invece si nota che le
tre distribuzioni relative alle immagini normali coincidono.
Per selezionare le immagini rilevanti adatte alla costruzione
del training-set, si è scelto di utilizzare la divergenza di
Jensen-Shannon, un metodo che permette di misurare la
somiglianza tra due distribuzioni. Si è calcolato quindi la
misura tra la distribuzione del colore rosso delle immagini
che presentano incendi (dell’insieme di training) e la
distribuzione in őgura 1.3B.
Una volta calcolati tutti i punteggi Jenson-Shannon si è
costruita la distribuzione.
Erroneamente, l’idea iniziale era quella di estrarre da tale
distribuzione le immagini e scartare a priori le immagini più
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distanti: ossia rimuovere quelle oltre un determinato
quantile. Questa idea risulta inadatta perchè la rimozione
di immagini non garantisce che esse siano effettivamente
irrilevanti, inoltre campionando solo immagini simili la rete
si focalizza solo su determinati aspetti, aumentando
l’overőtting.
Provando comunque a campionare 488 immagini i risultati
non sono stati soddisfacenti: l’accuracy è diminuita e
l’overőtting aumentato (őgura 1.4).

Figura 1.4: Curva di accuratezza sull’insieme di test (in blu) e di vali-
dation (in arancio)

Quindi, si prosegue suddividendo le immagini in base al
punteggio Jensen-Shannon e al quantile al quale
appartengono per campionarle in modo stratiőcato: la
probabilità di essere estratte dipende dal numero
complessivo del gruppo e dalla numerosità del gruppo di
appartenenza.
Tale soluzione ha portato a dei risultati simili ottenetuti
durante il campionamento casuale, immagini appartenenti
allo stesso gruppo, infatti, non per forza sono simili tra loro,
bensì lo sono solo rispetto alla distribuzione del canale R.
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Si considera quindi l’idea di suddividere le immagini in
gruppi tra loro simili per i colori, luci e forme per poi
selezionarne qualcuna per ogni insieme.
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Capitolo 2

LDA: un’applicazione
alternativa

Per costruire un insieme equilibrato è necessario che le
immagini siano tra loro equi-diverse, ossia signiőcative e
rappresentative del fenomeno ma allo stesso tempo diverse
per situazione di scatto, colori, riŕessi e qualità. Per
suddividere le immagini è stato utilizzato la Latent
Dirichlet Allocation in un modo alternativo: le immagini
sono convertite in testi [4].
Ma se l’immagine è un testo, dunque un insieme di parole,
cosa deőnisce una parola?
Per rispondere a tale quesito si è deciso di utilizzare i colori:
questi diventano le nuove parole e, a loro volta, colori simili
sono considerati tra loro ’sinonimi’. In conclusione quindi, i
testi (anche chiamati documenti) diventano le intere
immagini mentre le parole corrispondono ai colori presenti.

2.0.1 SLIC

Simple Linear Iterative Clutersing è un algoritmo utile a
raggruppare pixel vicini tra loro e si basa su 5 dimensioni L,
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a, b valori dello spazio CIELAB e y,x coordinate del pixel
[5].

Figura 2.1: Esempio applicativo dell’algoritmo SLIC

2.1 Clustering

Ogni immagine è stata segmentata attraverso l’utilizzo
dell’algoritmo SLIC e per ogni segmento ne è stato ricavato
il colore sotto forma di codice RGB. Adesso è necessario
deőnire un dizionario di colori, in cui i colori simili
diventano tra loro sinonimi ed acquisiscono lo stesso valore.
Dunque si è deciso di applicare l’algoritmo k-means ai colori
di tutte le immagini segmentate ricavando così dei gruppi.
Questa scelta ha portato alla formazione di raggruppamenti
composti da colori ’sinonimi’, che per le analisi successive
acquisiranno lo stesso valore. I gruppi di immagini trovate
sono diversi (esempio in őgura 2.2), i maggiori
raggruppamenti sono costituiti da foto di incendi scattate al
buio dove viene risaltata la őamma, poi vi sono insiemi di
incendi boschivi: immagini caratterizzate da una forte
presenza di verde e di fumo grigio, inőne vi sono gruppi
accomunati dalla forma della őamma.
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Deőnito quindi il dizionario e i relativi sinonimi si è ricavata
la document term matrix utile a svolgere il clustering
attraverso LDA.

Figura 2.2: Due gruppi costruiti dall’LDA

2.2 Applicazione e risultati

Applicata la Latent Dirichlet allocation ed ottenuti i gruppi
si è deciso di inserire nel training set elementi appartenenti
a gruppi di una sola osservazione, poi si è assegnato a ogni
immagine una probabilità inversamente proporzionale alla
grandezza dell’insieme di appartenenza.
Per confrontare i risultati si è őssato un validation test e un
test set, entrambi composti da 350 immagini.
I risultati ottenuti, confrontati sia con il campionamento
casuale (rnd) sia senza l’inclusione a priori di immagini
(LDA1) sono in tabella 2.1
Il modello adesso risulta più accurato e più robusto: in
presenza di pre-selezione l’accuracy migliora all’aumentare
delle immagini a differenza di una scelta guidata solo dal
campionamento casuale.
Il modello è allenato in maniera adatta attraverso una
buona pre-selezione delle immagini, le foto del train-set sono
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#immagini training accuracy val accuracy test accuracy

LDA LDA1 rnd LDA LDA1 rnd LDA LDA1 rnd
300 98.0 97 98.7 94 94.1 88.4 88.2 88.0 84.2
400 95.1 97 98.7 90.4 90.1 88.4 87.2 90.0 88.4
500 98.0 98.0 98.4 90.8 91.6 92.6 90.8 91.2 92.0
600 98.3 98.8 98.9 91.2 90 90.6 91.2 92.4 90.0
700 98.6 98.3 99.0 93.1 88.8 86.6 93.6 91.6 86.8

Tabella 2.1: Risultati in percentuale dell’accuratezza nei vari sets al
variare della quantità di immagini nel training set

equilibrate, il rischio di estrarre immagini simili rispetto a
riŕessi, colori e situazioni evitandone altre è ridotto. In
questo modo, è appurata la rappresentatività del train-set.
Un ulteriore veriőca della robustezza del modello è stata
fatta ricalcolado e riallenando la rete più volte mantenendo
la quantità di immagini del training set pari a 300:

# tentativo % train accuracy % val accuracy % test accuracy
LDA LDA1 rdn LDA LDA1 rdn LDA LDA1 rdn

1 98.1 97.8 96.0 93.9 93.9 89.4 88.8 88.8 83.1
2 97.2 96.4 98.0 92.9 92.9 91.0 89.5 89.5 88.7
3 97.1 97.1 98.0 91.2 92.6 92.2 88.0 90.1 89.1

Inőne per dimostrare ancora la robustezza del modello
allenato attraverso un buon training set, si è deőnito un
diverso test set da 2450 immagini ed applicando i modelli
allenati precedentemente. I risultati sono leggermente
inferiori rispetto ai precedenti ma la robustezza del modello
basato sulla pre-selezione è evidente: l’accuratezza rimane
invariata.
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#immagini test accuracy

LDA LDA1 rnd
300 88.9 83.5 83.9
400 88.0 88.3 89.5
500 87.0 88.5 89.3
600 88.0 89.6 90.0

2.3 Analisi degli errori

Inőne vengono analizzate le prestazioni del modello,
ponendo particolare attenzione ai falsi positivi e falsi
negativi.

• Vero positivo: quando un’immagine di un incendio viene
classiőcata correttamente come tale

• Vero negativo: quando una foto non presenta incendi e
viene classiőcata come ’normale’

• Falso positivo: quando una foto in una situazione
normale viene classiőcata come una situazione
d’incendio

• Falso negativo: quando un’immagine di un’incendio
viene classiőcata come una foto normale.

In primo luogo il modello confonde per positive immagini in
cui vi sono paesaggi scuri e nebbiosi: l’ambiente infatti
potrebbe ricordare il fumo di un incendio.
In secondo luogo gli scatti autunnali, data la forte presenza
di tonalità arancio, rosse e gialle, ingannano il modello.
Inoltre è curioso notare come il modello sbagli nella
clasiőcazione di alcune foto che presentano le scie generate
dalle barche in navigazione, queste infatti assomigliano
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vagamente a nuvole di improvvise esplosioni e a getti delle
idropompe dei pompieri.
Inőne scatti aerei di case ed ediőci nascosti dal fumo
dell’incendio suggeriscono al modello la presenza di nuvole,
esso quindi classiőca tali immagini come negative.

Figura 2.3: Esempi di falsi positivi (0 indica la presenza di incendio)
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Figura 2.4: Esempi di falsi negativi (0 indica la presenza di incendio)

16



2.4 Conclusioni

La riduzione del dataset secondo i criteri illustrati porta a
risultati migliori che si traducono non solo in una miglior
accuratezza ma anche in un modello più robusto e meno
sensibile a fattori estranei e di disturbo delle immagini quali
i riŕessi, la qualità e l’illumazione. La riduzione del dataset
secondo il criterio dell’LDA è dunque migliore di una
riduzione guidata dalla scelta casuale delle immagini.
Il training-set trovato è eterogeo ed equilibrato e garantisce
un’ampia spiegazione del fenomeno da classiőcare senza
introdurre nel modello immagini ridondati e ripetitive in
grado di inŕuenzare negativamente l’adattamento.
I risultati dunque sono buoni, vi sono diversi aspetti su cui
si potrebbe approfondire, il primo fra tutti è la scelta del
parametro k dell’algoritmo k-means. Si ricorda, quanto
spiegato nel capitolo 2, che k-means deőnisce la lunghezza
del dizionario ’colori-parole’, ossia il numero di gruppi che
deőniscono l’insieme di tutti i colori presenti nell’insieme di
traing-set a cui poi verranno assegnati valori uguali.
Il parametro k deőnisce quindi la complessità del dizionario
del ventaglio di parole e segna la differenza tra un colore e
un altro in modo tale da inŕuenzare notevolemente i
risultati.
In secondo luogo sarebbe interessante costruire un sistema
non solo in grado di selezionare quali immagini sono
rilevanti, ma anche di deőnirne la quantità in grado di
trovare il compromesso tra bias-varianza per aumentarne la
robustezza.
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