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Introduzione

L’espansione dei servizi digitali ha portato con sé nuove sfide per le piattaforme di

affitto a breve termine, come Airbnb, che si trovano sempre più esposte ad attività

fraudolente. Le frodi possono manifestarsi in diverse forme, tra cui la creazione

di annunci falsi o la manipolazione delle recensioni. Risulta fondamentale quindi

implementare sistemi di rilevamento efficaci, in grado di identificare pattern so-

spetti o anomalie nei dati a disposizione. In questo contesto, l’analisi statistica,

come anche le emergenti tecniche di apprendimento automatico, si rivelano stru-

menti utili per arginare il fenomeno, garantendo un processo sicuro per gli utenti e

contemporaneamente sostenibile in termini economici per l’azienda.

Il presente elaborato si pone l’obiettivo di analizzare e applicare i metodi di classi-

ficazione statistica che possono essere utilizzati per l’individuazione e la prevenzione

delle frodi su piattaforme come quella presa in esame.

Nel primo capitolo, dopo una breve panoramica sul contesto delle truffe su

Airbnb, verrà presentato il dataset utilizzato per l’analisi, a cui farà seguito un’a-

nalisi esplorativa volta ad identificare preliminarmente le variabili più rilevanti per

l’individuazione delle frodi. Il secondo capitolo descriverà i metodi di classificazione

impiegati e le metriche utilizzate per valutarne le prestazioni. Poiché ogni metodo

comporta assunzioni teoriche sulla natura dei dati, il terzo capitolo approfondirà,

tramite uno studio di simulazione, il comportamento dei vari modelli in scenari in

cui tali ipotesi sono violate. Infine, nel quarto capitolo, i modelli verranno appli-

cati al dataset di riferimento con l’obiettivo di modellare la presenza di frodi per

ogni annuncio. In particolare, si analizzeranno sia la capacità predittiva di ciascun

modello, sia l’influenza di determinate variabili sulla probabilità di frode.

Come si potrà osservare, nonostante i dati non presentino una struttura piena-

mente conforme alle assunzioni previste dalla totalità dei classificatori implementati,

si otterranno risultati accettabili, grazie alla robustezza di tali metodi.

Verrà utilizzato ai fini delle analisi il software R nella versione 4.4.3.
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Capitolo 1

Frodi nelle inserzioni Airbnb

1.1 Airbnb

In un contesto di progressiva digitalizzazione, la sharing economy rappresenta un

modello economico basato sulla condivisione e l’accesso condiviso a beni e servizi,

spesso facilitato da piattaforme digitali (Borsa Italiana, 2022). È in questo scenario

che nasce Airbnb (originariamente Air Bed and Breakfast), una piattaforma che ha

rivoluzionato il settore dell’ospitalità consentendo a cittadini privati di affittare i

propri spazi abitativi a viaggiatori di tutto il mondo. Fondata nel 2007 da Brian

Chesky e Joe Gebbia a partire da un’idea per coprire il costo dell’affitto offrendo

materassi gonfiabili agli ospiti, Airbnb è cresciuta esponenzialmente e si è consolidata

ormai da anni come un colosso globale, con oltre 8 milioni di annunci attivi situati

in più di 150 mila località (Airbnb, 2024).

La piattaforma consente agli ospitanti (Host) di pubblicare annunci delle loro

proprietà, corredati da foto, descrizioni dettagliate e prezzi. Un Host può gestire

più alloggi, creando inserzioni separate per ciascuno di essi; gli ospiti possono cerca-

re e scegliere dove soggiornare direttamente sul portale, basandosi a loro volta sulle

informazioni fornite dai gestori. Le transazioni economiche avvengono all’interno

della piattaforma, la quale trattiene una commissione per finanziare le proprie atti-

vità. Una caratteristica distintiva di Airbnb è la possibilità per gli ospiti di lasciare

recensioni sulla propria esperienza, garantendo spesso così un processo trasparen-

te e affidabile, sebbene possano comunque venirsi a creare distorsioni nel sistema

(Schneider e Teubner, 2024).

Pur essendo stata concepita inizialmente come un modello decentralizzato volto

a favorire la condivisione tra privati, con il progredire degli anni la piattaforma è

sempre più popolata da Host professionisti e aziende, perdendo in parte quell’identità

"orizzontale" caratteristica degli albori.
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1.2 Frodi su Airbnb

Sebbene Airbnb rappresenti una rivoluzione nel settore dell’ospitalità, offrendo so-

luzioni flessibili sia per i proprietari che per i viaggiatori, è importante riconoscere

che questa flessibilità può talvolta essere sfruttata in modo fraudolento. In generale,

il fenomeno delle truffe online è in costante crescita da anni. Nel contesto italiano,

vi è stato un aumento di tali reati del 15% dal 2023 al 2024, passando da 16325 casi

trattati dalle autorità a 18714. In particolare, nel 2024 si è notato un incremento

delle somme sottratte addirittura maggiore rispetto all’incremento dei casi: si regi-

stra il 32% in più di denaro sottratto rispetto all’anno precedente, passando da 137

milioni di euro a 181 milioni (Polizia Postale, 2024).

Airbnb chiaramente non è immune da tale crescita del fenomeno, in questo ela-

borato, in particolare, l’obiettivo sarà analizzare le frodi degli Host a danno degli

ospiti. Uno studio del 2021 evidenzia come delle oltre 120 mila segnalazioni riguar-

danti la piattaforma effettuate su X (precedentemente noto come Twitter), circa il

22.3% di esse riguardava una truffa subita (Fergusson, 2021).

Le frodi possono manifestarsi in diversi modi, di seguito alcuni esempi non

esaustivi:

• descrizioni ingannevoli: l’Host potrebbe dichiarare la presenza di servizi non

realmente disponibili nell’alloggio, come aria condizionata o parcheggio gratui-

to, per rendere l’offerta maggiormente allettante. Lo studio di Fergusson men-

zionato in precedenza mette in luce come tale pratica rappresenti un quarto

delle presunte truffe denunciate su X;

• pagamenti o comunicazioni al di fuori della piattaforma: nonostante Airbnb

non autorizzi pagamenti e comunicazioni al di fuori del portale ufficiale, alcuni

Host potrebbero richiedere denaro tramite canali esterni o spostare le con-

versazioni altrove, eludendo le politiche della piattaforma e attuando poten-

zialmente pratiche fraudolente, evitando così il monitoraggio a cui altrimenti

sarebbero sottoposti (Airbnb e Polizia di Stato, 2024);

• annunci fasulli: potrebbero essere create inserzioni per alloggi totalmente ine-

sistenti, portando quindi gli ospiti a pagare per soggiorni di cui non potran-

no usufruire. In particolare, la compagnia dichiara nel 2023 di aver rimosso

un totale di 59 mila annunci falsi, e di averne impedito preventivamente la

pubblicazione di circa 160 mila (Koenig, 2023).

Per quanto riguarda quest’ultima pratica, spesso è parte del famigerato schema

fraudolento conosciuto con il nome di bait-and-switch, in italiano "esca e sostituzio-
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ne". In generale la tecnica implica l’uso di offerte ingannevoli per attirare clienti,

per poi sostituire l’offerta con qualcosa di meno vantaggioso. Nel contesto di Airbnb

questa si manifesta nella creazione di annunci inesistenti, promossi tramite foto

accattivanti prese d’archivio. Gli ospiti che prenotano tali annunci, attratti dalle

immagini, vengono informati a ridosso del check-in di un presunto imprevisto, ad

esempio un guasto idraulico, per cui non è possibile soggiornare nella sistemazione

prevista. A tal punto, l’Host offre all’ospite un’alternativa di qualità inferiore. Da-

ta l’urgenza e la mancanza di opzioni disponibili all’ultimo minuto, l’ospite accetta

spesso la proposta, confermando la nuova prenotazione sulla piattaforma. In questo

modo, l’Host mantiene una parvenza di legittimità nei dati del sistema, nonostante

la natura ingannevole dell’offerta iniziale (Anderson, 2021).

Nel 2024 la compagnia stessa dichiara di aver iniziato a collaborare con l’IAFCI,

l’Associazione Internazionale degli Investigatori dei Crimini Finanziari, proprio al

fine di prevenire che i consumatori cadano vittima di frodi nelle fasi di prenotazione

del soggiorno. L’esistenza di tale problematica è stata quindi ammessa dalla stessa

azienda, tanto che spesso vengono fornite linee guida per sensibilizzare maggiormente

i viaggiatori, arrivando a collaborare addirittura con le autorità locali per contrastare

il fenomeno.

L’utilizzo di metodologie quantitative nell’ambito della rilevazione delle frodi

è molto diffuso. Airbnb, già nel 2017, dichiara di impiegare modelli di machine

learning allo scopo di individuare gli annunci falsi prima ancora che vengano pub-

blicati sulla piattaforma, attingendo alle conoscenze acquisite dall’analisi di milioni

di annunci già pubblicati. Basandosi su centinaia di segnali di rischio - come la

reputazione dell’host o foto duplicate - la piattaforma blocca automaticamente gli

annunci con alta probabilità di essere fraudolenti, oppure, in alternativa, ne ritarda

la pubblicazione effettuando nel frattempo ulteriori verifiche (Jain, 2017).

1.3 Il dataset

L’oggetto di studio è il dataset "Airbnb for Boston with fraud detection", reperito

sulla piattaforma online Kaggle (Hawkingcr, 2023). Esso è composto originariamente

da 3585 righe e 21 colonne. Le righe, che rappresentano le unità statistiche, corri-

spondono agli annunci pubblicati sulla piattaforma Airbnb nella città statunitense

di Boston, mentre le colonne contengono le variabili associate a ciascun annuncio.

La variabile di interesse per questa ricerca è frode, una variabile dicotomica che

assume valore 1 in presenza di un annuncio fraudolento e 0 altrimenti.
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È importante sottolineare che su Kaggle non è disponibile una descrizione detta-

gliata di tutte le variabili presenti nel dataset. Di conseguenza, l’interpretazione di

alcune variabili categoriali potrebbe risultare parziale, se non totalmente insoddisfa-

cente. In particolare, ciò riguarda le variabili tipo di proprietà, tipo di stanza,

politica di cancellazione, città e tipo di letto. Si osserva, inoltre, che queste

ultime due variabili presentano una modalità notevolmente predominante rispetto

alle altre in termini di frequenza. Per la variabile città, la modalità 2 rappresenta

circa il 94.4% delle osservazioni, mentre per tipo di letto la modalità 4 è presente in

oltre il 96% dei casi. È stato pertanto deciso di considerare solamente le osservazioni

riferite a tali modalità, per poi eliminare le due variabili a cui queste sono riferi-

te. Si procede successivamente in maniera analoga con tipo di proprietà, avendo

quest’ultima circa l’88% di osservazioni del dataset - già ridotto - appartenenti alla

modalità 0 o 8. Dunque il dataset di lavoro contiene 2880 righe e 18 colonne.

Oltre alle variabili sopra menzionate la cui codifica è sconosciuta, le categoriali

rimanenti, in questo caso tutte dicotomiche, sono:

• identità dell’host verificata: assume valore 1 se l’identità dell’Host è au-

tenticata;

• posizione esatta: assume valore 1 se la posizione comunicata è corretta;

• prenotazione immediata: assume valore 1 se l’annuncio può essere pre-

notato immediatamente, senza necessità di approvazione preventiva da parte

dell’Host.

Le restanti variabili, quantitative, sono le seguenti:

• tasso di risposta dell’host: tasso di risposta dell’Host ai messaggi degli

ospiti (espresso in percentuale);

• numero di annunci dell’host: totale delle inserzioni pubblicate dall’Host;

• numero di ospiti massimi: numero massimo di ospiti che l’immobile può

ospitare;

• bagni: numero di bagni presenti nell’annuncio;

• camere da letto: numero di camere da letto presenti nell’immobile;

• letti: numero di letti disponibili nell’annuncio;

• numero di servizi offerti: numero di servizi o dotazioni offerti dall’annuncio

(es. Wi-Fi, aria condizionata, cucina attrezzata);
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• prezzo: prezzo per notte (probabilmente espresso in centesimi di USD);

• notti minime: numero minimo di notti prenotabili per la sistemazione;

• recensioni totali: numero totale di recensioni ricevute dall’annuncio;

• punteggio delle recensioni: media del punteggio delle recensioni (su una

scala da 0 a 100);

• recensioni mensili: mumero medio di recensioni per mese.

1.4 Analisi esplorative

Innanzitutto è necessario analizzare il comportamento marginale di frode. Sono

presenti 2261 annunci non fraudolenti e 619 annunci fraudolenti, quindi si ha solo il

21.5% di frodi sul totale. Il fatto che il dataset sia abbastanza sbilanciato potrebbe

avere conseguenze sulle analisi successive.

Per quanto riguarda la relazione della variabile risposta con tasso di risposta

dell’host, si può notare una leggerissima differenza in media tra l’indice di risposta

degli Host con annunci fraudolenti rispetto a quelli non fraudolenti (rispettivamente,

97.2% e 95.1%, Figura 1.1). In generale le due distribuzioni sembrano alquanto

simili.

Passando all’analisi della variabile identità dell’host verificata, si hanno pro-

porzioni non eccessivamente differenti di frode in base alla autenticazione o meno

dell’identità dell’ospitante, passando dal 16.2% in media di offerte ingannevoli per gli

annunci senza la verifica dell’identità, al 23.4% di annunci fraudolenti per le offerte

regolari per cui l’identità del locatore è verificata.

È interessante vedere che una delle variabili per cui si nota la maggiore differenza

tra le due modalità della risposta è numero di annunci dell’host: la media del

totale degli annunci per Host per cui è contrassegnata una frode è circa 32, quella

per i proprietari con annuncio non fraudolento è 80. Si può difatti notare dalla

Figura 1.2 che raramente gli Host truffaldini tendono ad avere intestato un numero

di offerte superiore alla ventina.
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Figura 1.1: Violin plot del tasso di risposta dell’host distinto in base al tipo di
annuncio.

Figura 1.2: Grafico a barre del numero medio di annunci dell’host, distinte per
i due tipi di annuncio.
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Al contrario, l’esattezza della posizione sembra avere un impatto trascurabile

sulla probabilità di frode: sia per le inserzioni con coordinate precise che per quelle

inesatte, le percentuali restano simili (Tabella 1.1).

Posizione dell’alloggio Non Fraudolento Fraudolento

Inesatta 0.81 0.19
Esatta 0.78 0.22

Tabella 1.1: Proporzioni di annunci fraudolenti e non fraudolenti in base
all’esattezza della posizione.

Purtroppo, come già menzionato, non essendoci una descrizione delle variabili è

impossibile interpretare i risultati della variabile tipo di stanza. Rimane comunque

rilevante notare come la modalità 2, la meno comune dal punto di vista marginale

delle tre, sia quella per cui si nota una percentuale di frodi risibile: il 3%. Le

modalità 0, la più frequente, e 1 si attestano entrambe con un tasso di truffe del

22% (Figura 1.3).

Figura 1.3: Mosaic plot del tipo di stanza in relazione al tipo di annuncio.

Un aspetto da considerare è il comportamento comune di bagni, camere da

letto e letti. Per tutte e tre le variabili sono pressoché nulle le differenze in media
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tra offerte regolari e ingannevoli (Tabella 1.2). Si nota anche che non sussistono

grossi cambiamenti nelle rispettive deviazioni standard.

Passando ora all’analisi del numero massimo di ospiti, la presenza di frodi

non sembra variare in base a tale limite di capienza (Figura 1.4). La media per

entrambi i gruppi è approssimativamente 3.

Frode Bagni Camere da letto Letti

No 1.21 1.26 1.61
(0.46) (0.75) (1.04)

Sì 1.20 1.25 1.64
(0.46) (0.80) (0.95)

Tabella 1.2: Medie di tre variabili suddivise in base al tipo di annuncio, con i
rispettivi standard error (tra parentesi).

Figura 1.4: Violin plot del numero massimo di persone ospitabili suddiviso in
base al tipo di annuncio.

Analogamente, non si registrano notevoli scostamenti tra le due distribuzioni

della media del numero di servizi offerti a seconda della legittimità o meno del-

l’offerta (Figura 1.5), pur avendo il secondo gruppo una media leggermente superiore

(1583 contro 1616).
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Figura 1.5: Density plot sovrapposti del numero di dotazioni, distinti in base al
tipo di annuncio.

Risulta di particolare interesse notare come, tenendo conto delle due diverse

modalità della risposta, ci siano cambiamenti minimi per la variabile prezzo (Figura

1.6). Pur non emergendo differenze grafiche nette, si nota che gli annunci fraudolenti

tendono a presentare prezzi mediamente più bassi rispetto a quelli non fraudolenti,

con una media di 163 dollari a notte per i fraudolenti rispetto ai 184 dollari per i non

fraudolenti. Prima dell’analisi, era facile aspettarsi che questa potesse essere una

delle variabili più "rivelatrici" riguardo la presenza di frodi, dal momento che spesso i

truffatori cercano di attirare le vittime offrendo soggiorni a prezzi significativamente

al di sotto della media locale (Popov, 2024).

Anche per la media di notti minime prenotabili, le differenze tra le due cate-

gorie di annunci risultano contenute, entrambe difatti sono approssimabili a 3 notti

(Tabella 1.3). Tuttavia, è interessante osservare che, sebbene i quartili coincida-

no tra annunci fraudolenti e non fraudolenti (pari, rispettivamente, a 1, 2 e 3), la

variabilità interna ai dati, misurata tramite deviazione standard, risulta significati-

vamente maggiore nei primi. In particolare, la deviazione standard per questi ultimi

è più del doppio rispetto agli annunci non fraudolenti. Inoltre, il valore massimo

raggiunge 273 notti nel caso degli annunci fraudolenti, contro un massimo di 90
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notti per quelli non fraudolenti. Questo potrebbe riflettere l’adozione di politiche di

prenotazione atipiche negli annunci fraudolenti, caratterizzati da una presenza più

marcata di valori estremi.

Figura 1.6: Violin plot del prezzo per notte suddiviso a seconda del tipo di annuncio.

Frode Notti minime

No 3.27
(5.49)

Sì 2.66
(11.25)

Tabella 1.3: Medie di notti minime suddivise in base alla presenza di frode, con i
rispettivi standard error (tra parentesi).

Al contrario, si osserva una marcata discrepanza nella distribuzione delle recen-

sioni totali di ciascuna inserzione. In particolare, gli annunci fraudolenti tendono

a raccogliere un volume di feedback più elevato, oltre a presentare una maggiore

variabilità. Questa tendenza potrebbe derivare dal fatto che un consumatore insod-

disfatto – in questo caso, vittima di una truffa – è generalmente più incline a condi-
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videre la propria esperienza. Come prevedibile, il comportamento delle recensioni

mensili risulta pressoché analogo (Figura 1.7).

Figura 1.7: Boxplot del numero di recensioni totali e mensili distinti tra annunci
fraudolenti e non fraudolenti.

In continuità con quanto detto, si riscontra che il punteggio medio delle re-

censioni sia nettamente più elevato per gli annunci regolari rispetto a quelli frau-

dolenti (Figura 1.8). Nello specifico, questi ultimi raggiungono un punteggio medio

di 89 su 100, mentre le inserzioni legittime si attestano a 95 su 100. Tra gli esiti

emersi, questo era senz’altro uno dei più prevedibili.

Similmente a quanto detto riguardo la variabile tipo di stanza, è complesso

supporre con certezza il significato delle quattro modalità di politica di cancel-

lazione. Di conseguenza, qualsiasi interpretazione dei risultati in merito potrebbe

risultare poco solida. Un’ipotesi plausibile è che le modalità seguano un ordine –

crescente o decrescente – in base al grado di "permissività" della politica. Ad esem-

pio, la modalità 0 potrebbe indicare l’assenza di possibilità di disdetta da parte

dell’ospite, mentre la modalità 3 potrebbe corrispondere alla possibilità di annullare

il soggiorno fino al giorno stesso dell’arrivo. In ogni caso, la modalità 0 è quella per

cui si registrano meno frodi (12%) (Figura 1.9).
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Figura 1.8: Violin plot del punteggio medio delle recensioni suddiviso per an-
nunci fraudolenti e non fraudolenti.

Figura 1.9: Mosaic plot della politica di cancellazione in relazione al tipo di
annuncio.
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Infine, si può notare che sussistono differenze sostanziali nelle proporzioni di fro-

de tra gli annunci caratterizzati dalla possibilità di prenotazione immediata e

quelli per i quali è necessaria l’approvazione preventiva dell’Host. In particolare, la

percentuale di offerte ingannevoli risulta ridotta di circa 10 punti percentuali, pas-

sando dal 30% al 20%, quando si considerano gli annunci per i quali la prenotazione

viene confermata solo dopo il consenso da parte del proprietario.

Passando all’analisi delle correlazioni tra le variabili esplicative, molti risultati

non sono affatto inaspettati (Figura 1.10). Sono state chiaramente escluse in questo

caso le variabili categoriali a più fattori, di cui è ignota la codifica.

Figura 1.10: Heatmap delle correlazioni tra le variabili esplicative.

Si nota innanzitutto una forte associazione positiva tra tutte le variabili che,

in qualche modo, forniscono una misura della capienza dell’alloggio. Difatti, al-

l’aumentare del numero massimo di ospiti si osserva un aumento concomitante

del numero di letti, camere da letto e bagni. Queste variabili risultano inoltre

moderatamente correlate con il prezzo: come era facile aspettarsi, il costo di un

alloggio è proporzionale alla sua grandezza, quindi al numero di stanze e bagni e, di
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conseguenza, alla capacità di ospitare più persone. Chiaramente, vi è una moderata

correlazione positiva tra il numero di recensioni totali e di recensioni mensili.

Non sembrano esservi associazioni significanti tra le restanti variabili. In parti-

colare, è curioso notare come le variabili legate ai feedback degli ospiti, nonostante

il forte legame tra queste e la presenza di frodi, non siano legate all’andamento di

altri predittori. Il punteggio delle recensioni non sembra quindi essere connesso

con il prezzo o con il numero di servizi offerti.

Nella matrice di correlazione sono state incluse anche variabili dicotomiche, co-

me prenotazione immediata o identità dell’host verificata, opportunamente

codificate come 0 e 1. Si nota però, sempre dalla Figura 1.10, che la correlazione

tra questi predittori e i restanti - interpretabile come un indicatore della differen-

za in media nelle variabili quantitative al variare delle due modalità di ciascuna

dicotomica - è decisamente bassa.

In sintesi, la correlazione più alta è registrata tra le variabili numero di ospiti

massimi e numero di letti (0.81), seguita da quella tra numero massimo di

ospiti e camere da letto (0.73), e quella tra quest’ultima variabile e numero di

letti (0.71). Non si osservano forti associazioni negative.
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Capitolo 2

Metodi di classificazione

2.1 Regressione logistica

Nella classe dei modelli lineari generalizzati, la regressione logistica è sicuramente

la più adatta per analizzare una variabile dipendente dicotomica. Si considerino

quindi n unità statistiche, e sia Yi la variabile dipendente, la quale assume valore

1 se l’i-esima unità statistica presenta la caratteristica d’interesse, e 0 altrimenti,

i = 1, . . . , n. Prendendo come esempio il caso di studio, in particolare, Yi assume

valore 1 se l’i-esimo annuncio presenta un qualche tipo di frode, e 0 altrimenti.

Si assume pertanto che yi sia realizzazione della variabile casuale Yi ∼ Bi(1, πi),

dove πi rappresenta la probabilità che l’i-esima osservazione presenti la determinata

caratteristica. Inoltre, si assume che ogni osservazione sia indipendente dalle al-

tre. L’obiettivo della regressione logistica consiste nel modellare la probabilità di

successo, ossia la probabilità che l’i-esima unità statistica presenti la caratteristica

d’interesse, in funzione delle variabili esplicative Xi = (Xi1, . . . , Xip), le cui realiz-

zazioni sono denotate da xi = (xi1, . . . , xip), con p che rappresenta il numero totale

di variabili osservate per ciascuna osservazione.

È quindi necessario individuare una funzione di legame che esprima πi in relazione

al predittore lineare ηi, ossia la combinazione lineare delle variabili esplicative nella

forma ηi = β0 + β1xi1 + β2xi2 + . . . + βpxip, dove xi1, . . . , xip rappresentano i valori

assunti dalle variabili esplicative per l’i-esima unità statistica e β1, . . . , βp l’effetto

di ciascuna esplicativa sulla risposta. La funzione più comunemente utilizzata è la

funzione logit, da cui prende il nome la regressione logistica:

logit(πi) = log
(

πi

1 − πi

)

= ηi,
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da cui si ricava che

πi = logit−1(ηi) =
eβ0+

∑p

l=1
βlxil

1 + eβ0+
∑p

l=1
βlxil

.

La funzione logit, oltre a facilitare la stima dei parametri mediante il metodo della

massima verosimiglianza e la loro conseguente interpretazione (Salvan et al., 2020),

è molto adatta a questo tipo di analisi dato che prende come input valori in [0, 1]

e restituisce valori sull’intera scala dei numeri reali, da −∞ a +∞, permettendo

quindi la linearità del modello.

Per quanto riguarda invece l’interpretazione delle stime dei coefficienti, eβ̂l rap-

presenta, a parità di tutte le restanti variabili, la variazione moltiplicativa della

quota associata a un aumento di un’unità nella generica variabile xil, dove xil indica

il valore della l-esima variabile esplicativa, l = 1, . . . , p, per l’osservazione i, con

i = 1, . . . , n. La quota, conosciuta anche come odds, consiste nel rapporto tra la

probabilità di successo e quella di insuccesso. Un ulteriore vantaggio nell’interpreta-

zione dei parametri, derivante dalla linearità del modello, è dato dal fatto che, con

β̂l > 0, un aumento di xil incrementa P (Yi = 1), dove viceversa se β̂l < 0 vi è un

incremento della probabilità di insuccesso.

2.2 Classificatori bayesiani

I classificatori bayesiani si distinguono dalla regressione logistica per adottare un

approccio "a ritroso". Come è possibile vedere in James et al. (2023), questa serie

di metodi assumono che l’insieme delle variabili esplicative Xi segua una diversa

distribuzione a seconda della classe di appartenenza della risposta Yi, la quale potrà

avere K g 2 modalità distinte e non ordinate, i = 1, . . . , n. Di conseguenza, la

densità condizionata di Xi dato Yi = k si denota come fk(xi) = P (Xi = xi|Yi = k).

Si sfrutterà in questo modo il teorema di Bayes, ottenendo la probabilità a posteriori

che l’osservazione Xi = xi appartenga alla k-esima classe:

pk(xi) = P (Xi = xi|Yi = k) =
πkfk(xi)

∑K
l=1 πlfl(xi)

, (2.1)

dove πk rappresenta la probabilità a priori di appartenenza alla k-esima classe, a

prescindere dal valore assunto da Xi. Si distingue da quella a posteriori in quanto,

appunto, quest’ultima prende in considerazione il valore assunto dalle variabili di-

pendenti Xi = xi. Ai fini della previsione, ciascuna osservazione sarà attribuita alla

classe che, data Xi = xi, massimizza pk(xi), k = 1, . . . , K.
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In sintesi, quindi, i semplici classificatori discriminanti (come la regressione logi-

stica) si distinguono da quelli bayesiani in quanto modellano direttamente la proba-

bilità condizionata P (Yi = k|Xi = xi), senza assumere una distribuzione di Xi per

ciascuna classe. Esistono diversi motivi che giustificano l’utilizzo di questo metodo

rispetto al modello logistico, in particolare si può aggirare la tendenza dei parametri

della regressione logistica ad essere instabili in caso di netta separazione tra le classi;

inoltre si nota maggiore accuratezza in caso di normalità delle Xi e di campioni di

piccole dimensioni (James et al., 2023).

A distinguere le tre maggiori tipologie di classificatori bayesiani (analisi discrimi-

nante lineare, analisi discriminante quadratica e naive Bayes), come si potrà vedere,

non sarà la stima della probabilità a priori πk, essendo questa calcolata come la

semplice proporzione di osservazioni appartenenti alla k-esima classe in tutti e tre i

casi, bensì le assunzioni (e le conseguenti stime) riguardanti la densità fk(xi).

2.2.1 Analisi discriminante lineare

L’analisi discriminante lineare - o LDA, da linear discriminant analysis - è il clas-

sificatore bayesiano più conosciuto. Come è stato detto, a caratterizzare ciascun

classificatore saranno le assunzioni sottostanti la distribuzione delle variabili espli-

cative Xi = (Xi1, . . . , Xip), i = 1, . . . , n, all’interno di ciascuna classe della risposta:

in questo caso, si assumerà che esse provengano da una normale multivariata, con

un vettore di medie distinto per ciascuna classe e una matrice di covarianza comune

a tutte le classi. La notazione sarà pertanto Xi ∼ N(µk, Σ).

È necessario perciò stimare i vari parametri ignoti per ottenere successivamente

una stima della densità. Come già menzionato nella sezione precedente, per le

probabilità a priori ciò sarà molto facile:

π̂k =
nk

n
, (2.2)

con nk numerosità della k-esima classe; quindi si userà banalmente la frazione

campionaria di osservazioni legate alla k-esima modalità della risposta.

Passando al vettore delle medie, questo verrà stimato con la media campionaria

dei predittori entro ciascuna classe:

µ̂k =
1

nk

∑

i:yi=k

xi. (2.3)

Infine, Σ̂ verrà calcolata come:
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Σ̂ =
1

n − K

K
∑

k=1

∑

i:yi=k

(xi − µ̂k)(xi − µ̂k)T , (2.4)

quindi una sorta di "media ponderata" delle stime (non distorte) delle matrici di

covarianza di ogni classe.

Una volta determinate le stime dei parametri, il passo successivo consiste nel-

l’immettere le quantità nelle equazioni (2.2), (2.3) e (2.4) nelle rispettive funzioni

di densità fk(xi), in modo da stimare la probabilità a posteriori. Sapendo che la

funzione di densità di una generica variabile casuale normale multivariata ha questa

struttura:

f(xi) =
1

(2π)p/2|Σ|1/2
exp

{

−
1

2
(xi − µ)T Σ−1(xi − µ)

}

,

si può vedere come, semplificando i termini costanti rispetto a k, è possibile ottenere

(James et al., 2023):

δk(xi) = xT
i Σ−1µk −

1

2
µT

k Σ−1µk + log(πk). (2.5)

Se si volesse quindi assegnare una generica osservazione xi, sarebbe necessario

individuare la classe k tale per cui δ̂k(xi) è massimo.

Risulta immediato osservare che il termine xT
i Σ−1µk è lineare in xi. Poiché è

l’unico termine della funzione discriminante δk(xi) che dipende da xi, ne consegue che

δk(xi) è una funzione lineare in xi. Questo implica che le superfici di separazione tra

le classi sono iperpiani nello spazio delle variabili esplicative. La frontiera di decisione

può essere quindi ricavata risolvendo l’equazione lineare δk(xi) = δl(xi) (k ̸= l)

in xi. È proprio questa peculiarità a giustificare il nome di analisi discriminante

lineare. Questo risultato è da attribuire all’assunzione di omoschedasticità tra le

classi, ossia l’ipotesi che la matrice di covarianza Σ sia condivisa. Come si vedrà a

breve, non appena questa ipotesi verrà meno, le superfici di separazione non saranno

più lineari.

2.2.2 Analisi discriminante quadratica

L’approccio della quadratic discriminant analysis (QDA), o analisi discriminante

quadratica, è pressoché identico a quello della LDA; la principale distinzione tra le

due è contenuta nell’assunzione relativa alla matrice di covarianza dei predittori.

Nella QDA, infatti si assume che una generica variabile Xi segua una distribuzione

del tipo Xi ∼ N(µk, Σk), i = 1, . . . , n. Pertanto in questo caso si assume che
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la matrice di covarianza sia distinta per ciascuna classe, e, di conseguenza, verrà

calcolata come:

Σ̂k =
1

nk − 1

∑

i:yi=k

(xi − µ̂k)(xi − µ̂k)T ,

mentre µ̂k si otterrà sempre usando l’equazione (2.3), e π̂k, medesimamente, con

l’equazione (2.2).

In questo frangente, la funzione discriminante, impiegata per assegnare l’osser-

vazione Xi = xi alla classe che ne massimizza il valore, si definisce come:

δk(xi) = −
1

2
xT

i Σ−1
k xi + xT

i Σ−1
k µk −

1

2
µT

k Σ−1
k µk −

1

2
log |Σk| + log πk. (2.6)

È evidente che l’equazione (2.6) non sia lineare in xi a differenza dell’equazione

(2.5), il che implica che le superfici di decisione tra le classi non siano più iperpiani,

come accadeva nella LDA, bensì forme quadratiche (da qui il nome del classificatore).

Dal momento che è assai raro trovare distribuzioni all’interno delle classi con

varianze (e quindi correlazioni) molto simili, la QDA offre vantaggi significativi ri-

spetto alla LDA. La facoltà della QDA di modellare frontiere di separazione tra le

classi non lineari porta a una maggiore flessibilità e adattabilità nelle situazioni in

cui le distribuzioni delle variabili differiscono di molto tra le modalità della risposta.

Tuttavia, questa maggiore flessibilità ha un costo: il numero di parametri da stima-

re cresce sensibilmente rispetto alla LDA, dove si assume una matrice di varianza

comune. Questo può diventare particolarmente problematico in caso di numero ri-

dotto di osservazioni a disposizione, aumentando il rischio di overfitting e riducendo

l’accuratezza delle stime.

2.2.3 Naive Bayes

L’ultimo classificatore che sarà analizzato è il naive Bayes. In precedenza, è stato

menzionato come le diverse tipologie di classificatori bayesiani si distinguano princi-

palmente per le assunzioni riguardanti la densità dei predittori fk(xi), i = 1, . . . , n.

Il naive Bayes segue un approccio alternativo: assume solamente che, all’interno di

ciascuna classe, i predittori siano tra loro indipendenti. Essendo quindi l’unica ipo-

tesi di lavoro sulla distribuzione delle esplicative, non si stabilirà a priori una forma

per la densità come fatto con la LDA e la QDA mediante la normale multivariata.

Tale assunzione può risultare estremamente ragionevole se si pensa a un dataset

come quello a nostra disposizione: una porzione rilevante delle variabili è di tipo
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qualitativo, e le poche quantitative non sembrano avere un comportamento gaus-

siano. Nondimeno, supporre che le esplicative siano veramente indipendenti entro

ogni classe può sembrare abbastanza pretestuoso, non a caso da qui l’aggettivo naive

(ossia ingenuo); quasi sempre nella realtà le variabili presentano una qualche sorta

di struttura di correlazione.

L’assunzione di indipendenza però porta con sé un enorme vantaggio, dato che

la funzione di densità per ogni classe può essere scritta come:

fk(xi) = fk1(xi1) · fk2(xi2) · . . . · fkp(xip), (2.7)

dove fkj rappresenta, per la k-esima classe, la funzione di densità del j-esimo pre-

dittore. Ne consegue che la formula della probabilità a posteriori, descritta con

l’equazione (2.1), diventerà

P (Yi = k|Xi = xi) =
πk · fk1(xi1) · . . . · fkp(xip)

∑K
l=1 πl · fl1(xi1) · . . . · flp(xip)

.

Si potranno quindi stimare marginalmente le varie densità delle variabili, sempli-

ficando notevolmente la procedura di classificazione. Ad esempio, per una variabile

quantitativa si potrà assumere una distribuzione gaussiana, mentre per una varia-

bile categoriale si potrà utilizzare la funzione di probabilità associata a ciascuna

modalità.

La semplicità computazionale del naive Bayes, dovuta al minor numero di pa-

rametri da stimare, è particolarmente vantaggiosa quando l’ammontare delle os-

servazioni è limitato rispetto al numero p di variabili esplicative, essendo richiesta

solamente la stima di parametri univariati per ciascun predittore e classe, evitando

la necessità di stimare matrici di covarianza complesse. Pertanto, questo metodo

darà risultati soddisfacenti in contesti di alta dimensionalità in confronto alla LDA,

dove è presente il rischio di sovradattamento (Bickel e Levina, 2004).

2.3 Criteri di valutazione

Per valutare l’efficacia di un modello di classificazione binaria, è fondamentale analiz-

zarne le previsioni utilizzando delle metriche specifiche. Poiché i modelli considerati

forniscono stime di probabilità per ciascuna osservazione, è necessario stabilire una

soglia decisionale che permetta l’assegnazione delle classi. Ad esempio, con il data-

set a disposizione, potremmo considerare un annuncio fraudolento se la probabilità

stimata supera 0.5; diversamente, l’annuncio sarebbe classificato come non fraudo-

lento. Una volta effettuata l’analisi, è possibile riassumere i risultati in una matrice
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di confusione, la quale confronta le previsioni del modello con i valori reali (Tabella

2.1).

Valori Reali

Non Frode Frode

Valori Predetti
Non Frode Veri Negativi (TN) Falsi Negativi (FN)

Frode Falsi Positivi (FP ) Veri Positivi (TP )

Tabella 2.1: Matrice di confusione per il classificatore binario

A partire dalla Tabella 2.1 è possibile calcolare diverse metriche, tra cui:

• Specificità = T N
T N+F P

, la capacità di identificare correttamente tutti gli annunci

non fraudolenti;

• Sensibilità = T P
T P +F N

, la capacità di individuare tutti gli annunci fraudolenti;

• Precisione = T P
T P +F P

, la proporzione di veri annunci fraudolenti tra tutti i casi

predetti come tali;

• F-score = 2 · P recisione·Sensibilità
P recisione+Sensibilità

, la media armonica di precisione e sensibilità,

una misura sintetica dell’accuratezza del modello.

Inoltre, è possibile valutare le prestazioni del modello attraverso la curva ROC

(Receiver Operating Characteristic), la quale rappresenta graficamente il trade-off

tra Sensibilità e il tasso di falsi positivi (1 - Specificità) al variare della soglia deci-

sionale. In questo caso quindi non è stabilita a priori una soglia, bensì la valutazione

verrà effettuata direttamente sulle probabilità stimate. L’area sotto la curva ROC

o AUC (Area Under the Curve) fornisce una misura aggregata delle prestazioni del

modello su tutte le soglie possibili, assume valori da 0 a 1 e più il suo valore è elevato,

migliore sarà la capacità di classificazione del modello.
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Capitolo 3

Studio di simulazione

L’obiettivo del presente capitolo è valutare le prestazioni dei metodi di classificazio-

ne descritti nel capitolo precedente in scenari che variano rispetto alle loro ipotesi

teoriche. Si intende quindi analizzare la robustezza di tali metodi, sia quando le

assunzioni alla base del modello sono pienamente rispettate, sia in presenza di vio-

lazioni (ad esempio, nel caso in cui siano presenti variabili non continue o quando

l’ipotesi di indipendenza condizionata viene meno).

Per condurre questo studio, sono stati generati su R degli insiemi di dati ad hoc

con caratteristiche specifiche, al fine di replicare alcune peculiarità del dataset reale.

Ogni dataset contiene 2800 osservazioni, una numerosità scelta per garantire una

dimensione campionaria comparabile a quella del dataset di riferimento.

Come si potrà vedere in seguito, nella costruzione delle variabili esplicative X

si è tenuto conto delle assunzioni di ciascun metodo di classificazione. Inoltre, fat-

ta eccezione per l’analisi discriminante lineare, sono stati considerati due scenari:

il primo con sole variabili continue, il secondo con una combinazione di variabili

continue e dicotomiche.

La generazione della variabile risposta dicotomica Y è stata effettuata separa-

tamente per ciascuna iterazione mediante la funzione rbinom di R, distinguendo il

processo a seconda di come si è ottenuto il parametro rappresentante la probabilità

di appartenere alla classe d’interesse:

• per la regressione logistica: la probabilità di appartenere a ciascuna classe è

stata ottenuta applicando l’inversa della funzione logistica al prodotto scalare

tra le covariate e un vettore di coefficienti prestabiliti;

• per i classificatori bayesiani: la probabilità a posteriori di ciascuna osservazione

è stata calcolata sulla base della distribuzione teorica delle covariate e delle

probabilità a priori assegnate alle due classi.
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Per ogni dataset, sono state effettuate 100 iterazioni. In ciascuna di queste, a

partire dalle covariate fissate, la variabile dipendente Y è stata simulata ex novo da

una distribuzione bernoulliana con le probabilità ottenute in precedenza. Il dataset

è stato quindi suddiviso in training set (80%) e test set (20%). Infine, tutti i modelli

sono stati stimati sul training set e le rispettive performance valutate sul test set

attraverso alcune delle metriche precedentemente illustrate.

3.1 Scenari che rispettano le assunzioni della re-

gressione logistica

Come visto in precedenza, nel caso della regressione logistica, è fondamentale che

ogni osservazione sia indipendente dalle altre. Questa condizione è stata garantita

attraverso la generazione casuale delle variabili esplicative e, successivamente, della

variabile dipendente.

Nel contesto dello studio di simulazione, sono state considerate p = 6 variabili

esplicative, numero mantenuto costante in tutte le analisi successive. I coefficien-

ti associati a tali variabili sono stati fissati come β = (1, −0.5, −2, 1.5, 0.2, −0.8)T .

Successivamente, sono state generate 2800 osservazioni per le variabili indipendenti

X, assumendo come primo scenario una distribuzione normale multivariata con me-

dia zero e matrice di covarianza avente 1 sulla diagonale e 0.5 negli elementi fuori

diagonale, introducendo così una moderata correlazione tra le variabili.

Attraverso la funzione logistica inversa è stato ottenuto il vettore delle probabilità

π. Utilizzando queste probabilità, per 100 iterazioni, sono state generate le variabili

risposta Y seguendo una distribuzione di Bernoulli. In ciascuna iterazione, il dataset

completo è stato suddiviso in training set (80%) e test set (20%), sui quali sono stati

applicati i metodi di classificazione e analizzati i risultati.

Durante ogni iterazione, sono stati registrati alcuni elementi per valutare le

performance dei modelli:

• stime dei coefficienti nella regressione logistica: per il modello di regressione

logistica, sono state conservate le stime dei coefficienti associati alle variabili

esplicative, ottenute adattando il modello ai dati di addestramento;

• probabilità predette per ciascun metodo: per ogni metodo di classificazione

applicato, sono state memorizzate le probabilità predette per ogni osservazione

nel test set;
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• F-score: utilizzando le matrici di confusione generate per ciascun metodo, è

stato calcolato l’F-score, al fine di avere una valutazione complessiva dell’ac-

curatezza del modello.

Le stime dei coefficienti ottenute attraverso la regressione logistica si sono rivelate

molto vicine ai valori dei parametri reali, come evidenziato nella Tabella 3.1.

Parametro Val. vero Stima Dev. std.

β1 1 1.019 0.074

β2 −0.5 −0.502 0.072

β3 −2 −2.011 0.089

β4 1.5 1.504 0.085

β5 0.2 0.201 0.071

β6 −0.8 −0.802 0.074

Tabella 3.1: Valori veri, medie delle stime dei parametri β e relative deviazioni
standard nel caso di 6 variabili esplicative continue.

Per quanto riguarda il confronto degli F-score, si osserva che la regressione lo-

gistica, la LDA e la QDA hanno ottenuto risultati medi molto simili: le prime due

con un F-score medio di 0.79 e la QDA con 0.78. Il naive Bayes, invece, ha regi-

strato un F-score medio di 0.71, decisamente inferiore rispetto agli altri metodi di

classificazione. La performance peggiore di quest’ultimo metodo è evidenziata anche

graficamente, si nota dal boxplot una distribuzione decisamente più bassa (Figura

3.1).

Tale tendenza è confermata anche dalle curve ROC complessive tracciate per cia-

scun metodo, per cui sono state combinate tutte le osservazioni indipendentemente

dall’iterazione di provenienza (Figura 3.2).

Nel secondo scenario sono nuovamente considerate p = 6 variabili esplicative, di

cui 4 continue e 2 dicotomiche. Le variabili continue sono sempre generate da una

distribuzione normale multivariata con media zero e matrice di covarianza avente

1 sulla diagonale e 0.5 negli elementi fuori diagonale, mentre le dicotomiche sono

generate da una bernoulliana, con parametri pari, rispettivamente, a 0.5 e 0.8. Per il

resto, le modalità di simulazione rimangono perfettamente analoghe a quanto fatto

in precedenza, come anche la specificazione dei parametri di regressione.

Anche in questo caso le stime dei parametri β mediante la regressione logistica

sono decisamente vicine ai valori reali (Tabella 3.2), anche se è possibile notare

in generale una variabilità delle stime leggermente maggiore rispetto al caso con 6

variabili esplicative continue.
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Figura 3.1: Boxplot degli F-score per ciascun metodo in caso di 6 variabili esplicative
continue (assunzioni della regressione logistica).

Figura 3.2: Curve ROC complessive e rispettive AUC per ciascun metodo in caso
di 6 variabili esplicative continue (assunzioni della regressione logistica).
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Parametro Val. vero Stima Dev. std.

β1 1 1.004 0.082

β2 −0.5 −0.494 0.066

β3 −2 −2.012 0.102

β4 1.5 1.501 0.081

β5 0.2 0.197 0.113

β6 −0.8 −0.792 0.144

Tabella 3.2: Valori veri, medie delle stime dei parametri β e relative deviazioni
standard nel caso di 4 variabili esplicative continue e 2 dicotomiche.

In questa configurazione, si osserva una differenza meno marcata tra gli F-score

medi di ciascun metodo: quelli della regressione logistica, della LDA e della QDA

sono approssimativamente pari a 0.81, mentre quello del naive Bayes è circa 0.80.

Si notano, quindi, risultati generalmente migliori rispetto al primo scenario con

6 variabili continue (Figura 3.3). Analogamente, anche le curve ROC mostrano

una inferiore distanza tra naive Bayes e i restanti metodi, pur essendoci per questi

ultimi un sottile peggioramento in termini di AUC rispetto all’assetto con 6 continue

(Figura 3.4).

Figura 3.3: Boxplot degli F-score per ciascun metodo in caso di 4 variabili esplicative
continue e 2 esplicative dicotomiche (assunzioni della regressione logistica).
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Figura 3.4: Curve ROC complessive e rispettive AUC per ciascun metodo in caso di 4
variabili esplicative continue e 2 esplicative dicotomiche (assunzioni della regressione
logistica).

Una possibile spiegazione del motivo per cui il naive Bayes si rivela il peggiore nel

primo scenario può essere ricondotta al fatto che questo metodo si basa sull’ipotesi

di indipendenza condizionata delle variabili esplicative, ovvero si assume che, dato

l’esito Yi, le variabili Xi siano indipendenti tra loro. Questa ipotesi è chiaramente

violata nel primo caso, poiché le covariate continue sono generate con una moderata

correlazione. Il modello, non potendo tenere conto di tali dipendenze, è portato

quindi a produrre stime meno accurate delle probabilità a posteriori.

Nel secondo scenario, l’inserimento di variabili dicotomiche indipendenti sembra

attenuare l’effetto negativo delle correlazioni tra le variabili continue, permettendo

al naive Bayes di avvicinarsi in termini di efficacia agli altri metodi. In generale,

questi risultati confermano la sensibilità del metodo a questo tipo di violazione,

suggerendo allo stesso tempo che, in presenza di variabili indipendenti (anche se di

natura diversa), vi è un miglioramento della robustezza del modello.

Per quanto riguarda LDA e QDA, entrambi i metodi mostrano prestazioni molto

buone in entrambi gli scenari. Essi risultano essere molto stabili anche in pre-

senza di variabili binarie, nonostante l’assunzione di gaussianità dei predittori. In

particolare, la LDA sembra piuttosto robusta rispetto a violazioni moderate di ta-

li assunzioni, probabilmente grazie alla sua natura più parsimoniosa rispetto alla

QDA. Quest’ultima, pur mostrando risultati comparabili alla LDA, potrebbe essere
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più influenzata da campioni relativamente contenuti, dal momento che prevede di

stimare una matrice di covarianza distinta per ciascuna classe.

Infine, riguardo la regressione logistica, le ottime prestazioni osservate nei due

scenari erano del tutto attese, dal momento che i dati sono stati generati seguendo

il meccanismo che questo modello assume.

3.2 Scenario che rispetta le assunzioni dell’analisi

discriminante lineare

Anche nel caso della LDA, la simulazione è stata impostata per rispettare le as-

sunzioni teoriche del metodo. Pertanto, dal momento che tale modello assume la

normalità dei predittori, in questo caso non vi sarà un secondo scenario con variabili

discrete. Nuovamente, le 6 variabili esplicative sono state generate una sola volta e

mantenute fisse in tutte le iterazioni. Prima di tutto, le osservazioni sono state sud-

divise in due classi in base alle probabilità a priori π0 = 0.8 e π1 = 0.2, generando la

numerosità della classe 0 tramite una distribuzione Bi(2800, π0), e ricavando quella

della classe 1 come complementare a 2800.

Per ciascuna classe sono state definite distribuzioni normali multivariate con

medie differenti e con una matrice di covarianza comune Σ, sempre con 1 sulla

diagonale e 0.5 negli elementi fuori diagonale. Nello specifico, le osservazioni della

classe 0 sono state generate da N(µ0, Σ) con µ0 = (0, 0, . . . , 0)T mentre quelle della

classe 1 da N(µ1, Σ) con µ1 = (1.5, 1.5, . . . , 1.5)T .

Successivamente, per ciascuna osservazione sono state calcolate le densità f0(x)

e f1(x) in base alle rispettive distribuzioni. Immettendo le probabilità a priori

e le densità appena ottenute nell’equazione (2.1), si sono ricavate le probabilità a

posteriori per ogni osservazione, che verranno sfruttate come parametri per generare

100 volte iterativamente la variabile risposta Y .

In ogni iterazione, il dataset completo (2800 osservazioni) è stato suddiviso in

training set (80%) e test set (20%), mantenendo le proporzioni di classe stabilite.

Sul training set sono stati applicati i vari metodi di classificazione e sul test set sono

state testate le performance, salvando ogni volta l’F-score e le probabilità predette.

In questo scenario si osserva un miglioramento generalizzato delle performance

rispetto al caso precedente, dove i dati erano stati generati secondo le assunzioni

della regressione logistica. La regressione logistica, la LDA e la QDA ottengono un

F-score medio pari circa a 0.93, il naive Bayes si colloca leggermente al di sotto, con

un valore medio pari a 0.91. Anche in questo caso, dunque, il naive Bayes tende
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ad avere prestazioni inferiori rispetto agli altri modelli, come confermato anche dal

boxplot riportato in Figura 3.5.

Si osserva tuttavia che, a differenza di quanto emerso nel caso analogo della

sezione precedente, tale scarto tra i modelli non si palesa nelle curve ROC comples-

sive, le quali appaiono pressoché sovrapposte (Figura 3.6). Questo comportamento

trova conferma anche nei valori dell’AUC di ciascun metodo, attestandosi ciascuna

intorno a 0.91.

Figura 3.5: Boxplot degli F-score per ciascun metodo in caso di 6 variabili esplicative
continue (assunzioni della LDA).

Si osserva un miglioramento delle performance dei classificatori rispetto a quanto

rilevato sotto le assunzioni della regressione logistica. Questo risultato era atteso

per i classificatori bayesiani, che beneficiano di una maggiore aderenza dei dati alle

loro ipotesi teoriche. Più sorprendente è il miglioramento della regressione logistica

che, pur non richiedendo esplicitamente la normalità dei predittori, potrebbe trarre

vantaggio da una struttura dei dati ben distinta come quella utilizzata. Sembra che

quando le variabili esplicative seguono una distribuzione normale multivariata con

medie distinte in base alla classe e matrice di covarianza comune tra le classi — come

previsto dalle assunzioni della LDA — il modello logistico possa ottenere stime più

precise. In letteratura, è stato evidenziato come LDA e regressione logistica tendano

spesso a fornire risultati simili in termini di accuratezza (Hastie et al., 2009).
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Figura 3.6: Curve ROC complessive e rispettive AUC per ciascun metodo in caso
di 6 variabili esplicative continue (assunzioni della LDA).

Il naive Bayes continua a registrare una performance inferiore rispetto agli al-

tri metodi, a causa della sua ipotesi di indipendenza condizionata tra le variabili

esplicative, che viene violata in entrambi gli scenari considerati.

Le curve ROC e l’AUC indicano prestazioni pressoché identiche tra i vari clas-

sificatori, tuttavia l’F-score mette in luce differenze più marcate, penalizzando par-

ticolarmente il naive Bayes. Questa apparente incoerenza è spiegata dal fatto che

l’AUC valuta la performance predittiva su tutte le soglie decisionali, l’F-score inve-

ce è calcolato esclusivamente a una soglia specifica (in questo caso 0.5). Pertanto,

l’F-score risulta più esposto a eventuali problemi di calibrazione delle probabilità

predette: se un modello, come il naive Bayes, tende a sovrastimare o sottostima-

re tali probabilità, ciò può influenzare negativamente la precisione e la sensibilità,

portando a un F-score inferiore. Al contrario, l’AUC, considerando l’intero spettro

delle possibili soglie, risulta meno influenzata da tali problemi.

Si può trovare conferma di ciò nell’analisi delle metriche al variare della soglia

decisionale: modificando progressivamente il cutoff da 0.1 a 0.9, la regressione lo-

gistica, la LDA e la QDA raggiungono il massimo in termini di F-score intorno a

0.5, quindi le loro probabilità sono ben calibrate attorno alla soglia decisionale pre-

definita. Il miglior bilanciamento di sensibilità e specificità difatti si ha proprio in

corrispondenza di questa soglia per tali modelli. Al contrario, vi è un miglioramento

dell’F-score del naive Bayes avvicinandosi solamente a soglie più elevate (0.8–0.9),
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indicando una distribuzione delle probabilità più polarizzata. Probabilmente a cau-

sa del mancato rispetto dell’assunzione di indipendenza tra i predittori, tale modello

tende a fornire stime delle probabilità più vicine agli estremi (quindi 0 e 1), portando

all’inadeguatezza, perlomeno in termini di bilanciamento, della soglia prefissata a

0.5.

L’AUC non soffre di tale effetto in quanto considera semplicemente la capacità di

ordinamento - o ranking - del modello, ossia la probabilità che, scegliendo in maniera

casuale un caso positivo e uno negativo, il modello assegni al positivo un punteggio

più alto di quello assegnato al negativo. Tutti i classificatori sembrano mantenere

in media un corretto ordine tra positivi e negativi, pertanto, nonostante la peggiore

calibrazione delle probabilità, il naive Bayes ha una curva ROC sovrapponibile a

quella dei restanti modelli.

Come già menzionato all’inizio della sezione, non è stato contemplato uno sce-

nario con la presenza simultanea di variabili continue e dicotomiche, in quanto le

assunzioni alla base della LDA non prevedono l’inclusione di variabili discrete.

3.3 Scenari che rispettano le assunzioni del naive

Bayes

La procedura di generazione dei dati conforme alle assunzioni del naive Bayes è

molto simile a quella vista nella sezione precedente con la LDA. Anche in questo

caso si mantengono le stesse probabilità a priori (π0 = 0.8 per la classe 0 e π1 = 0.2

per la classe 1) attraverso cui viene generata la numerosità di ciascuna classe.

La differenza risiede nella distribuzione dei predittori: la matrice di covarianza

comune Σ è stata definita come una matrice identità I6, una matrice 6 × 6 con 1

sulla diagonale e 0 altrimenti. Questa scelta è volta a garantire l’indipendenza delle

variabili, un’ipotesi cruciale su cui si basa questo metodo. Pertanto, le osservazioni

appartenenti alla classe 0 avranno distribuzione N(µ0, I6), con µ0 = (0, 0, . . . , 0)T

mentre quelle riferite alla classe 1 da N(µ1, I6) con µ1 = (1.5, 1.5, . . . , 1.5)T .

Di conseguenza, la densità fk(x) per la k-esima classe è stata calcolata come il

prodotto delle densità marginali associate a ciascuna variabile esplicativa, dato che la

densità congiunta può essere scomposta nel prodotto delle singole densità univariate,

ciascuna calcolata utilizzando i parametri di classe da cui sono stati generati i dati.

A questo punto, la procedura ricalca esattamente quanto effettuato con la LDA:

si determinano le probabilità a posteriori combinando le probabilità a priori con

le densità, utilizzando l’equazione (2.1). Successivamente, si genera la variabile di-
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pendente Y iterativamente per 100 volte, impiegando come parametri le probabilità

appena calcolate.

Il dataset di 2.800 osservazioni è stato suddiviso in training set (80%) e test set

(20%), mantenendo le proporzioni originali delle classi. I metodi di classificazione

sono stati applicati al training set, mentre le loro performance sono state valutate

sul test set, registrando l’F-score e le probabilità predette.

In questo primo scenario si hanno risultati ottimi: l’F-score medio per tutti i

metodi è approssimabile a 0.99, il più alto sin ora raggiunto. Come era prevedibi-

le, il naive Bayes, sotto queste assunzioni, ha una delle performance migliori, non

risultando più il metodo meno efficace (Figura 3.7).

Figura 3.7: Boxplot degli F-score per ciascun metodo in caso di 6 variabili esplicative
continue (assunzioni del naive Bayes).

A conferma di quanto osservato, si può vedere dalla Figura 3.8 come le quattro

curve ROC risultino molto prossime all’angolo superiore sinistro del grafico, indi-

cando una performance tendente all’ottimo. In linea con tale comportamento, i

valori dell’AUC si attestano su valori approssimabili a 1, avvalorando l’alta capacità

discriminante di tutti i modelli sotto le assunzioni del naive Bayes.
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Figura 3.8: Curve ROC complessive e rispettive AUC per ciascun metodo in caso
di 6 variabili esplicative continue (assunzioni del naive Bayes).

Nel secondo scenario, analogamente a quanto fatto con la LDA, si genera un

dataset misto con 4 variabili continue e 2 dicotomiche, in cui vengono mantenute

uguali le proporzioni di classe precedentemente stabilite. Le variabili continue sono

state nuovamente generate da una normale multivariata con medie µ0 = (0, 0, 0, 0)T

e µ1 = (1.5, 1.5, 1.5, 1.5)T , la matrice di covarianza per ambedue le distribuzioni

è definita come I4. Ancora una volta, le due variabili dicotomiche sono generate

rispettivamente da una variabile casuale bernoulliana con parametro π0 = 0.5 per

la classe 0 e con parametro π1 = 0.8.

Successivamente, le variabili continue e dicotomiche sono state combinate per

formare un unico dataset. Per ciascuna osservazione, sono state calcolate le densità

fk(x) per ogni classe k. In particolare, data l’assunzione di indipendenza condizio-

nata tra le variabili, la densità congiunta è stata calcolata come il prodotto delle

densità marginali: per le variabili continue è stata calcolata utilizzando la funzione

di densità della normale multivariata, con parametri le medie e la matrice di co-

varianza specificate per ciascuna classe; per le dicotomiche la densità marginale è

stata ottenuta tramite la funzione di probabilità di una variabile casuale Bernoulli,

utilizzando i parametri π0 e π1 per le rispettive classi. A tal punto, la procedura

di simulazione è stata effettuata seguendo gli stessi passaggi adottati nello scenario

precedente.
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Nel secondo scenario, le prestazioni sono risultate leggermente inferiori rispetto

al primo: tutti gli F-score medi si attestano a 0.97 (un punteggio comunque ele-

vato). Anche in questo contesto, il naive Bayes performa al pari degli altri metodi

(Figura 3.9). Tale tendenza è confermata anche dalle curve ROC complessive e dalle

rispettive AUC, con valori molto alti ma lievemente inferiori al precedente scenario

(Figura 3.10).

Figura 3.9: Boxplot degli F-score per ciascun metodo in caso di 4 variabili esplicative
continue e 2 esplicative dicotomiche (assunzioni del naive Bayes).

Tra i tre studi di simulazione effettuati, quest’ultimo, in cui i metodi sono stati

testati su dati generati secondo le assunzioni del naive Bayes, ha prodotto i risultati

migliori non solo per il naive Bayes stesso, ma anche per gli altri modelli di clas-

sificazione. Chiaramente questo risultato era atteso per il naive Bayes, dato che i

dati sono generati rispettando le sue ipotesi; per gli altri metodi, invece, potrebbero

esserci molteplici spiegazioni possibili per l’ottima performance.

Innanzitutto, nel primo scenario, la totalità delle osservazioni, e nel secondo, i

due terzi di esse, sono state generate da una distribuzione normale multivariata. Di

conseguenza, LDA e QDA possono avere tratto vantaggio da tale struttura dei dati,

dal momento che entrambe assumono la gaussianità dei predittori; inoltre, come è

stato visto nella sezione precedente, regressione logistica e LDA tendono spesso ad

avere risultati sovrapponibili.

Peraltro, poiché le variabili sono indipendenti, non vi è la necessità di modella-

re interazioni complesse tra di esse, il che riduce l’eventuale rischio di overfitting.
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Questo può aver semplificato la complessità delle stime, portando a una maggiore

efficienza nei modelli.

Figura 3.10: Curve ROC complessive e rispettive AUC per ciascun metodo in caso
di 4 variabili esplicative continue e 2 esplicative dicotomiche (assunzioni del naive
Bayes).

Ricapitolando, in tutti e tre gli scenari, si può osservare come i metodi di classifi-

cazione abbiano mostrato buone prestazioni nonostante le violazioni delle rispettive

ipotesi di base. Era prevedibile che la regressione logistica, grazie alle sue assunzioni

meno restrittive, mantenesse una buona capacità di classificazione. Sorprendente-

mente, anche la QDA ha ottenuto ottimi risultati, nonostante la dimensionalità mo-

derata dei dataset utilizzati. La robustezza del naive Bayes, malgrado le violazioni

dell’assunzione di indipendenza tra le variabili predittive, lo rende un classificato-

re piuttosto efficace in tali contesti (Rish, 2001). Tuttavia, le sue prestazioni sono

diminuite rispetto agli altri metodi quando le variabili erano correlate.

È interessante notare che, sebbene la LDA e la QDA richiedano la normalità

dei predittori, esse hanno mostrato performance simili a quelle del naive Bayes

anche dopo l’introduzione di variabili dicotomiche. In particolare, nei casi in cui le

variabili continue presentavano correlazioni, le prestazioni di LDA e QDA risultano

addirittura superiori, evidenziando la loro robustezza anche quando le loro ipotesi

teoriche non sono pienamente rispettate (Hastie et al., 2009).
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Capitolo 4

Applicazione dei metodi di

classificazione

Nel seguente capitolo verranno applicati i metodi di classificazione descritti nel Ca-

pitolo 2 al dataset di riferimento. Come evidenziato nel capitolo precedente, tali

metodi riescono ad avere una performance più che adeguata anche in contesti in cui

le rispettive assunzioni teoriche sono violate. Situazioni in cui non vi è piena corri-

spondenza tra le assunzioni teoriche e la natura effettiva dei dati sono infatti piutto-

sto comuni, i dati a disposizione relativi agli annunci Airbnb non sono un’eccezione

da questo punto di vista. Risulterà quindi interessante vedere il comportamento di

tali modelli in tale contesto.

Analogamente a quanto fatto nelle simulazioni, le 2880 osservazioni saranno sud-

divise in insieme di stima, su cui verranno stimati tutti i modelli, e insieme di valu-

tazione, con cui si valuteranno le rispettive performance predittive. In particolare, le

proporzioni di ciascun set saranno le medesime implementate nel Capitolo 3: l’80%

(pari a 2304 casi) delle osservazioni comporrà l’insieme di stima, il restante 20% (576

casi) verrà sfruttato per analizzare la capacità di ciascun modello di individuare gli

annunci fraudolenti. La partizione sarà implementata in modo da avere le stesse

proporzioni della variabile frode in ambedue i set.

4.1 Regressione logistica

Nel caso della regressione logistica, oltre alla valutazione delle capacità predittive del

modello, è possibile analizzare l’effetto di ciascuna variabile esplicativa sulla risposta.

Tale vantaggio risulta particolarmente utile, dato che consente l’identificazione delle

variabili che influenzano effettivamente la probabilità di presenza di frodi.
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Inizialmente viene adattato il modello includendo tutti i 17 predittori a dispo-

sizione. I risultati iniziali sono soddisfacenti, in particolare l’F-score calcolato sulle

previsioni effettuate sul test set si attesta a 0.90. Si procede quindi con una selezio-

ne backward, eliminando progressivamente le variabili non significative a un livello

del 5%. Al termine della procedura, rimangono solamente 5 variabili: il nume-

ro di annunci dell’host, il tipo di stanza, le recensioni totali, il punteggio

delle recensioni, e la politica di cancellazione. Le prestazioni complessive del

modello non sembrano subire variazioni rilevanti: il criterio di informazione AIC si

riduce leggermente, passando da 1583 a 1567, mentre il BIC, un criterio alternativo

che penalizza maggiormente la complessità del modello rispetto all’AIC, misura un

calo più marcato, scendendo da 1704 a 1618, premiando così la maggiore parsimo-

nia. Allo stesso tempo, non sembra esservi un miglioramento in termini di capacità

predittiva del modello: l’F-score rimane pari a 0.90.

Parametro Stima Std. error
(Intercetta) 4.186 0.613
numero di annunci dell’host -0.002 0.001
tipo di stanza 1 -0.478 0.148
tipo di stanza 2 -2.198 1.333
recensioni totali 0.053 0.003
punteggio delle recensioni -0.074 0.007
politica di cancellazione 1 0.485 0.200
politica di cancellazione 2 0.400 0.187
politica di cancellazione 3 1.167 0.517

Tabella 4.1: Stime dei parametri e rispettivi standard error del modello di regressione
logistica.

Si osserva dalla Tabella 4.1 che, a parità di tutti gli altri valori assunti dalle

restanti variabili, l’effetto associato a un incremento unitario nel numero totale

di annunci dell’host è minimo. In particolare, la variazione moltiplicativa della

quota, o odds ratio, calcolato come exp(−0.002) ≈ 0.998, indica una riduzione dello

0.2% nella quota di frode per ogni annuncio aggiuntivo. Pur essendo un effetto

trascurabile per piccoli incrementi, diventa più rilevante nel caso di Host con un

numero elevato di annunci. Come evidenziato anche nell’analisi esplorativa, gli

Host con centinaia di inserzioni raramente tendono a pubblicare annunci fraudolenti,

suggerendo che, per soggetti che operano in modo professionale nel settore, come

aziende o grandi gruppi, risulti meno conveniente o più difficile perseguire pratiche

truffaldine.

Passando all’analisi dell’effetto del tipo di stanza, si nota come, rispetto alla

categoria di riferimento (0), sia il tipo 1 che il tipo 2 sono associati a una riduzione

38



della probabilità di frode. In dettaglio, essi portano a un decremento della quota

della presenza di frode, rispettivamente, del 38% e dell’89%. Risulta difficile, in

termini pratici, interpretare tali risultati, non essendo presente una codifica di ogni

categoria.

I risultati concernenti la variabile recensioni totali sono tutt’altro che inaspet-

tati: si conferma il rapporto direttamente proporzionale tra la presenza di frodi e

l’ammontare delle recensioni. Ogni valutazione aggiuntiva è associata, a parità delle

altre variabili, a un incremento di circa il 5% delle odds di frode, come indicato

dall’odds ratio exp(0.053) ≈ 1.054. Di conseguenza, non è altrettanto sorprendente

che, al diminuire del punteggio delle recensioni, la probabilità di imbattersi in

un annuncio fraudolento aumenti. In particolare, la quota si riduce di circa il 7% per

ogni punto in più nel rating dell’inserzione. Potrebbe essere quindi confermata la

maggiore propensione degli ospiti a condividere il proprio riscontro in caso di espe-

rienze negative, rispetto a un soggiorno privo di inconvenienti. Inoltre, andrebbe

considerato anche il fenomeno delle false recensioni, talvolta sfruttate in maniera in-

gannevole da alcuni Host per rendere l’alloggio più attraente e nascondere eventuali

irregolarità dell’annuncio (Stathis, 2024). Non sembra tuttavia essere il caso dei

dati a disposizione, difatti è più probabile che un annuncio sia fraudolento quando

le recensioni sono meno positive. Si conferma in questo modo l’effetto benefico che

può avere la trasparenza della piattaforma, che consente ai viaggiatori di informarsi

in maniera piuttosto trasparente anche mediante i feedback degli ospiti precedenti,

contribuendo non solo a prevenire eventuali situazioni illecite, ma anche a svolgere

una funzione deterrente.

Infine, pur essendo sconosciuto il significato delle categorie della variabile po-

litica di cancellazione, risulta comunque rilevante constatare che, rispetto alla

categoria di riferimento (0), tutte e tre le altre politiche comportano un aumento

della probabilità di presenza di frode. La politica 1 porta a un incremento della

quota di circa il 62%, la politica 2 del 50% e la politica 3, addirittura, del 221%. In-

cidentalmente, quest’ultima modalità è anche la meno comune tra le quattro presenti

nel dataset. Sebbene non sia noto a cosa corrispondano precisamente le diverse cate-

gorie, è possibile ipotizzare che determinate politiche di cancellazione, magari meno

comuni o più restrittive, possano in alcuni casi essere associate a comportamenti

sospetti.

Questo modello ha come assunzione principale l’indipendenza tra le osservazioni.

Nel contesto degli annunci del dataset di riferimento, o comunque in generale di

Airbnb, ciò potrebbe non essere del tutto realistico. Un singolo Host può pubblicare

più annunci, i quali, potenzialmente, potrebbero avere diverse caratteristiche in
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comune o avere una gestione simile. Inoltre, essendo situati tutti gli annunci nella

stessa area geografica, ossia la città di Boston, potrebbero esistere delle peculiarità

comuni che influenzano le inserzioni, come le caratteristiche dell’alloggio, oltre che

eventuali regolamentazioni locali sugli affitti brevi.

Allo stesso tempo, si è potuto vedere come il modello abbia reagito bene a tale

violazione dell’ipotesi, fornendo delle previsioni sufficientemente accurate, con un F-

score addirittura superiore a quello ottenuto nello studio di simulazione applicando la

regressione logistica ai dati generati con le ipotesi di tale metodo di classificazione.

4.2 Confronto tra classificatori

Come è stato visto in precedenza, spesso LDA e regressione logistica hanno risultati

sovrapponibili: anche in questo caso vi è una conferma a riguardo. Più precisamente,

l’F-score vale anch’esso 0.90. In aggiunta, la sensibilità passa da circa il 42% nel caso

della regressione logistica al 37% con l’analisi discriminante lineare. Ciò suggerisce

che, pur non apportando un peggioramento sostanziale alle prestazioni generali del

modello, la LDA risulta lievemente meno efficace nell’identificare correttamente i

casi di frode. Tale svantaggio viene però compensato da una specificità maggiore:

la proporzione di annunci non fraudolenti identificati come tali cresce di circa un

punto percentuale, dal 96% al 97%.

In un contesto come quello della rilevazione delle frodi su piattaforme come

Airbnb, è spesso preferibile ridurre il numero di falsi negativi, anche al costo di

aumentare lievemente i falsi positivi. Allo stesso tempo, tuttavia, vi è un costo per la

compagnia nel caso in cui un Host pubblichi lecitamente un annuncio e quest’ultimo

venga erroneamente individuato come fraudolento, dato che, potenzialmente, questo

potrebbe rinunciare del tutto a utilizzare la piattaforma. È compito dell’azienda

stessa stabilire quanto peso dare a ciascun tipo di errore, in base alle proprie esigenze

economiche e gestionali.

Prendendo come esempio la stessa Airbnb, ma in un contesto differente, in caso

di transazione con carta di credito di dubbia provenienza, il sistema attiva dei mecca-

nismi di "frizione mirata", come micro-autorizzazioni o verifiche della dichiarazione

di fatturazione, progettati per essere facilmente superabili dagli utenti legittimi e

bloccare allo stesso tempo i truffatori (Press, 2018). In questo modo si minimizza

l’esperienza utente negativa per chi viene inizialmente individuato come sospetto,

ma, contemporaneamente, si ostacolano in maniera efficace le attività illecite. È

probabile che la piattaforma sfrutti un processo simile anche per l’individuazione di

annunci fraudolenti, arginando gli eventuali costi di falsi positivi.
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In ogni caso, è rilevante osservare come l’analisi discriminante lineare, nonostan-

te le forti assunzioni, rimanga comunque un metodo robusto. Nel contesto presente,

i predittori non sembrano avere affatto una distribuzione normale, tanto che, effet-

tuando il test di Shapiro-Wilk su ognuno di essi, l’ipotesi nulla di normalità viene

rifiutata sempre a un livello dell’1%, essendo ogni p-value approssimabile a 0. Per

di più, molte variabili non sono nemmeno continue, bensì fattori a due o più livelli.

Le variabili esplicative peraltro, oltre a non rispettare l’ipotesi di normalità, non

seguono un’altra assunzione fondamentale della LDA, ossia quella di omoschedasti-

cità. Malgrado tali violazioni, la LDA ha dimostrato nuovamente di essere un buon

modello, con prestazioni simili a quelle della regressione logistica (Tabella 4.2).

Analizzando i risultati dell’applicazione dell’analisi discriminante quadratica, o

QDA, ai dati, si osserva un peggioramento dell’F-score, che in questo caso si attesta

intorno a 0.84. Tale diminuzione non sembra derivare tanto dalla minore capacità del

modello di riconoscere un annuncio fraudolento, quanto piuttosto dalla sua abilità

nell’identificare correttamente un annuncio legittimo. In altre parole, la sensibilità

del modello appare migliorata a scapito di una inferiore specificità. Nello specifico,

la sensibilità per la QDA è di circa il 63%, mentre la specificità si abbassa all’80%.

La sensibilità quindi, rispetto alla LDA, è aumentata di circa 25 punti percentuali,

mentre la diminuzione della specificità si attesta intorno ai 17 punti percentuali

(Tabella 4.2).

La QDA si differenzia dalla LDA per un’ipotesi più flessibile riguardo alla matri-

ce di covarianza dei predittori: non si assume più che tale matrice sia la stessa per

entrambe le classi. Come emerso nelle analisi esplorative, l’ipotesi di omoschedasti-

cità tra classi per alcune variabili è decisamente irrealistica, la QDA sembrerebbe di

conseguenza un’alternativa più adatta rispetto alla LDA. Tuttavia, in presenza di

un’elevata dimensionalità e di una numerosità campionaria contenuta, come nel caso

di studio, il rischio di overfitting non è da sottovalutare. In questo contesto quindi,

adottare un modello che rispecchia meglio la struttura teorica dei dati non garantisce

necessariamente performance predittive superiori, perlomeno a livello complessivo.

È chiaro che, in caso l’azienda sia propensa a limitare maggiormente i casi falsi ne-

gativi che quelli falsi positivi, l’analisi discriminante quadratica potrebbe essere un

classificatore più adatto, considerando i risultati attuali.

Infine, i risultati del naive Bayes possono essere interpretati come un compro-

messo tra quelli osservati finora. Innanzitutto, l’F-score vale circa 0.87, risultando

quindi leggermente inferiore a quello registrato con la regressione logistica e la LDA,

ma superiore a quello ottenuto dalla QDA. Più in dettaglio, la sensibilità del mo-

dello vale circa il 47%, pertanto è lievemente superiore a quanto riscontrato con
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la regressione logistica, mentre la specificità si attesta all’89%, collocandosi quindi

in una posizione intermedia rispetto ai modelli analizzati precedentemente (Tabella

4.2).

Il principale pregio del naive Bayes risiede nel fatto che non pone assunzioni sulla

distribuzione delle variabili esplicative e nemmeno sui relativi parametri. L’ipotesi

fondamentale di questo modello, tuttavia, consiste nell’indipendenza condizionale

tra i regressori all’interno di ciascuna classe. Questa semplificazione rende il processo

di stima delle densità particolarmente efficiente dal punto di vista computazionale,

inoltre riduce il rischio di sovradattamento, soprattutto in presenza di dataset ad

alta dimensionalità o con un numero limitato di osservazioni come quello analizzato.

Nel contesto presente però, sembra che la perdita di informazione dovuta al-

la forzata indipendenza tra le variabili abbia penalizzato la capacità predittiva del

modello, portando a una performance complessiva peggiore di quella della LDA,

nonostante le assunzioni più stringenti di quest’ultima. Dalla Figura 1.10 è emersa

un’associazione non trascurabile tra alcune variabili, in particolare tra tutte quel-

le che, in diversa misura, descrivono la capienza dell’alloggio. È evidente che la

struttura di dipendenza tra alcuni predittori all’interno delle due classi influisce in

modo rilevante sulla classificazione. Analogamente, è già stata osservata una dif-

ficoltà nella stima delle probabilità durante lo studio di simulazione, dove il naive

Bayes ha riportato prestazioni inferiori negli scenari in cui era presente una moderata

struttura di correlazione tra le variabili.

Figura 4.1: Curve ROC e rispettive AUC per ciascun metodo.
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Fino a questo momento il confronto tra modelli è stato effettuato per un’unica

soglia decisionale prefissata, pari a 0.5. La Figura 4.1 mostra invece le curve ROC

di ciascun modello, considerando l’intero spettro delle possibili decisionali. Si ha

quindi una misura delle performance complessive di ciascun metodo di classifica-

zione. Considerando anche l’AUC, i risultati si suddividono essenzialmente in due

coppie: da un lato QDA e naive Bayes, con un’AUC pari a circa 0.78, dall’altro,

regressione logistica e LDA, con un valore superiore di circa un decimale. Vi è quindi

un’ulteriore conferma della similarità dei risultati di questi ultimi due metodi.

L’implementazione più comune del naive Bayes in R avviene mediante la fun-

zione naiveBayes del pacchetto e1071 (Meyer et al., 2024), un’alternativa è fornita

dalla libreria fastNaiveBayes (Skogholt, 2020). Quest’ultima, come suggerisce il

nome, permette di avere una maggiore velocità di calcolo, e, soprattutto, consen-

te di modellare separatamente le variabili in base alla loro distribuzione (normale,

multinomiale o Bernoulli), per poi combinarle moltiplicando le probabilità condizio-

nate. Considerando la natura mista delle variabili del dataset di riferimento, può

risultare limitante assumere ogni predittore come normale. A tal fine, si sfrutta tale

pacchetto modellando le variabili in base alle tre diverse distribuzioni riscontrate.

Tuttavia, i risultati ottenuti non mostrano un netto miglioramento rispetto a quel-

li conseguiti con la funzione naiveBayes: l’F-score vale 0.88, contro 0.87 rilevato

precedentemente. In particolare, vi è un calo della sensibilità di circa una quindi-

cina di punti percentuale, valendo quest’ultima circa il 31%, invece la specificità si

attesta a un valore intorno al 94% (Tabella 4.2). Passando a un confronto grafico

delle prestazioni complessive delle due implementazioni, le differenze sono pressoché

trascurabili (Figura 4.2).

Metodo di classificazione Sensibilità Specificità F-score AUC

Regressione logistica 0.415 0.960 0.901 0.890

LDA 0.369 0.973 0.902 0.885
QDA 0.631 0.796 0.836 0.781
Naive Bayes (e1071) 0.469 0.892 0.872 0.776
Naive Bayes (fastNaiveBayes) 0.308 0.944 0.880 0.784

Tabella 4.2: Metriche di valutazione per ciascun metodo di classificazione

Per visualizzare in maniera più immediata i risultati di ciascun metodo di classifi-

cazione, la Tabella 4.2 riassume le principali metriche volte a confrontare le capacità

predittive di ogni modello.

43



Figura 4.2: Curve ROC e rispettive AUC per entrambe le librerie con cui è imple-
mentato il naive Bayes.

Ricapitolando, la regressione logistica e l’analisi discriminante lineare sembrano

essere i modelli con le performance complessive più bilanciate, con valori elevati sia

in termini di F-score, sia per quanto riguarda l’AUC. La QDA, pur distinguendosi

per una sensibilità notevolmente maggiore, presenta una specificità ridotta. Risulta

pertanto più indicata nel caso in cui la compagnia consideri prioritario individuare

il maggior numero possibile di annunci fraudolenti, riducendo i falsi negativi anche

a scapito di un incremento dei falsi positivi. Il naive Bayes, nella sua implemen-

tazione con la libreria e1071, mostra prestazioni intermedie, caratterizzate da un

compromesso accettabile tra sensibilità e specificità. L’approccio alternativo fornito

dal pacchetto fastNaiveBayes, nonostante la maggiore flessibilità nella modella-

zione delle variabili, non ha portato a miglioramenti sostanziali nelle prestazioni

predittive.

In definitiva, la scelta del classificatore più adatto al contesto di Airbnb dipende

strettamente dalle priorità economico-gestionali dell’azienda, e, in particolare, dal

peso che si vuole attribuire al trade-off tra falsi positivi e falsi negativi.
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Conclusioni

Nel presente elaborato sono stati individuati e comparati diversi metodi di classifi-

cazione al fine di rilevare gli annunci fraudolenti su Airbnb. In particolare, oltre ad

essere stati applicati a un dataset reale, ne sono state messe alla prova le assunzio-

ni fondamentali e ne è stato studiato il comportamento in caso di violazione delle

ipotesi sottostanti, valutandone l’efficacia predittiva.

Mediante lo studio di simulazione è stato possibile verificare la robustezza dei

modelli in scenari in cui le rispettive ipotesi non erano soddisfatte. In particolare,

i dati generati secondo le assunzioni del naive Bayes hanno portato i modelli ad

avere risultati eccellenti, probabilmente grazie a una maggiore separazione tra classi

e alla semplicità della struttura di correlazione delle variabili esplicative. Tuttavia,

è curioso constatare che lo stesso metodo sia stato anche quello con la performance

leggermente più bassa negli scenari in cui i dati erano generati secondo le ipotesi

della regressione logistica e dell’analisi discriminante lineare, confermando la sua

vulnerabilità a violazioni di indipendenza. Peraltro, si è notato come, nello scenario

con ipotesi della LDA, nonostante gli evidenti problemi di calibrazione delle pro-

babilità, la capacità di ranking del naive Bayes sia stata comunque paragonabile

a quella degli altri classificatori. Più in generale, si è potuto notare come, nono-

stante le palesi violazioni delle assunzioni teoriche, tutti i classificatori hanno avuto

performance almeno buone.

Tale robustezza è stata riscontrata anche nell’applicazione al dataset reale di

Airbnb: ogni classificatore ha ottenuto risultati accettabili. La regressione logistica

si è confermata come il metodo preferibile per via delle assunzioni meno restrittive

e la semplicità dell’interpretazione dei parametri. Quest’ultima peculiarità la porta

ad essere più utile rispetto alla LDA, nonostante le performance predittive risultino

pressoché sovrapponibili, in quanto permette l’interpretazione diretta dell’effetto di

ciascun predittore sulla variabile risposta. Pertanto, si è potuto verificare come

le variabili maggiormente incisive sulla probabilità che un annuncio sia fraudolento

siano quelle riguardanti la reputazione dell’Host. Difatti, a conferma di quanto visto

nelle analisi esplorative, la quantità di feedback raccolti, come anche il rispettivo
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punteggio, sono indicatori trasparenti del grado di affidabilità dell’inserzione. Di

fatto, anche la quantità totale di annunci pubblicati da un Host può rappresentare

una misura di credibilità, le grandi aziende che offrono numerosi alloggi sembrano

essere meno inclini ad adottare pratiche scorrette.

Emerge però in questo contesto un notevole limite dell’analisi: non essendo pre-

sente una descrizione delle variabili del dataset, non è possibile comprendere appieno

il significato di certi parametri, soprattutto per quanto riguarda quelli valutati signi-

ficativamente, ossia quelli riferiti al tipo di stanza, o alla politica di cancellazio-

ne. La mancanza di informazioni contestuali, come la provenienza esatta dei dati,

il tipo di campionamento utilizzato o, banalmente, cosa si intende precisamente per

presenza di frode o meno, rappresenta un ostacolo per un’interpretazione più appro-

fondita dei risultati. Inoltre, un ulteriore limite può essere individuato nell’assenza

di alcune variabili, facilmente ottenibili anche dagli stessi ospiti e potenzialmente

utili per una classificazione più precisa. Alcuni esempi possono essere la valutazione

complessiva dell’Host, ossia la media dei punteggi medi delle recensioni di tutti gli

annunci pubblicati, oppure la durata dell’attività dell’Host, dato che, solitamente,

sono reputati maggiormente affidabili quelli più esperti (Yao et al., 2019). Infine,

è doveroso considerare lo sbilanciamento del dataset per quanto riguarda la distri-

buzione della variabile risposta. Difatti, la proporzione di alloggi fraudolenti è di

poco superiore al 20%, portando necessariamente a criticità nel processo di classi-

ficazione, soprattutto per quanto potrebbe riguardare la sensibilità. Ciò può aver

influito, insieme alla ridotta numerosità dei dati, sulla modesta capacità predittiva

dei modelli.

Oltre all’espansione del dataset, sia per quanto riguarda le variabili che anche

la numerosità campionaria, potrebbero esserci diversi sviluppi futuri. Innanzitut-

to, è possibile l’implementazione di alberi di classificazione o le Random Forest, in

grado di modellare relazioni non lineari e di selezionare le variabili più importanti

per la classificazione. Inoltre tali metodi gestiscono facilmente variabili qualitative

come quelle presenti nel dataset di riferimento (James et al., 2023). Un approccio

alternativo può essere dato dalla regressione regolarizzata, come il Lasso, il quale,

penalizzando i valori elevati dei parametri, permette anch’esso una selezione dei pre-

dittori, evitando in questo modo il rischio di overfitting. Infine, le Support Vector

Machines (SVM) con funzioni kernel non lineari permettono di modellare frontie-

re di decisione complesse, proiettando i dati in spazi a maggiore dimensionalità.

Nel complesso, questi approcci potrebbero migliorare la capacità di rilevazione delle

frodi in scenari reali potenzialmente più articolati.

Un’alternativa completamente differente da quanto visto in questo elaborato si
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potrebbe basare sulle già menzionate immagini duplicate, grazie alle quali è possi-

bile individuare annunci falsi. Tale strategia, già implementata da Airbnb, si basa

sull’osservazione che molti annunci fraudolenti tendono a riciclare fotografie altrui

impiegate in altri contesti, talvolta, addirittura, appropriandosene da inserzioni au-

tentiche. Sarebbe quindi possibile la segnalazione automatica di annunci sospetti

mediante il riconoscimento di tali immagini con algoritmi di confronto visivo.
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